UNIVERSIDADE FEDERAL DO PARA
INSTITUTO DE TECNOLOGIA
PROGRAMA DE POS-GRADUACAO EM ENGENHARIA ELETRICA

MODELO HIiBRIDO BASEADO EM SERIES TEMPORAIS E REDES NEURAIS PARA
PREVISAO DA GERACAO DE ENERGIA EOLICA

DAVID BARBOSA DE ALENCAR

TD:10/2018

UFPA/ITEC/PPGEE
Campus Universitario de Guama
Belém — Para — Brasil
2018



UNIVERSIDADE FEDERAL DO PARA
INSTITUTO DE TECNOLOGIA
PROGRAMA DE POS-GRADUACAO EM ENGENHARIA ELETRICA

DAVID BARBOSA DE ALENCAR

MODELO HiBRIDO BASEADO EM SERIES TEMPORAIS E REDES NEURAIS PARA
PREVISAO DA GERACAO DE ENERGIA EOLICA

UFPA/ITEC/PPGEE
Campus Universitario de Guama
Belém — Para — Brasil
2018



UNIVERSIDADE FEDERAL DO PARA
INSTITUTO DE TECNOLOGIA
PROGRAMA DE POS-GRADUACAO EM ENGENHARIA ELETRICA

DAVID BARBOSA DE ALENCAR

MODELO HiBRIDO BASEADO EM SERIES TEMPORAIS E REDES NEURAIS PARA
PREVISAO DA GERACAO DE ENERGIA EOLICA

Tese de doutorado apresentada a coordenacao do
Programa de pos-graduacdo em Engenharia
Elétrica (PPGEE) do Instituto de Tecnologia
(ITEC) da Universidade Federal do Para
(UFPA) como parte dos requisitos finais para
obtencdo do grau de Doutor em Engenharia
Elétrica.

UFPA/ITEC/PPGEE
Campus Universitario de Guama
Belém — Para — Brasil
2018



Ficha catalogréfica

Dados Internacionais de Catalogagdo na Publicacdo (CIP)
Sistema de Bibliotecas da Universidade Federal do Para
Gerada automaticamente pelo médulo Ficat, mediante os dados fornecidos pelo(a) autor(a)

B238m Barbosa de Alencar, David ) ;
MODELOQ HIBRIDO BASEADO EM SERIES TEMPORAIS E REDES NEURAIS PARA PREVISAQ
DA GERACAO DE ENERGIA EOLICA / David Barbosa de Alencar. — 2018
120 £ : 1l color

Tese (Doutorado) - Programa de Pos-graduagio em Engenharia Elétrica (PPGEE), Instituto de
Tecnologia, Universidade Federal do Para, Belém, 2018.

Orientacio: Profa. Dra. Carolina de Mattos Affonso

Coorientacdo: Prof. Dr. Roberto Célio Limio de Oliverra.

1. Energia eolica. 2. Velocidade do vento. 3. Séries temporais. 4. SARIMA.. 5. Redes Neurais Artificiais.
I. de Mattos Affonso, Carolina, orient. II. Titulo

CDD 620



UNIVERSIDADE FEDERAL DO PARA
INSTITUTO DE TECNOLOGIA - ITEC
PROGRAMA DE POS-GRADUACAO EM ENGENHARIA ELETRICA

MODELO HIBRIDO BASEADO EM SERIES TEMPORAIS E REDES NEURAIS PARA
PREVISAO DA GERACAO DE ENERGIA EOLICA

AUTOR: DAVID BARBOSA DE ALENCAR

~

TESE DE DOUTORADO SUBMETIDA A BANCA EXAMINADORA APROVADA PELO
COLEGIADO DO PROGRAMA DE POS-GRADUACAO EM ENGENHARIA ELETRICA, SENDO
JULGADA ADEQUADA PARA A OBTENCAO DO GRAU DE DOUTOR EM ENGENHARIA
ELETRICA NA AREA DE SISTEMAS DE ENERGIA ELETRICA.

APROVADA EM: 30/082018

BANCA EXAMINADORA:

Catolsya, & Matte, Mlvuso

Prof.* Dr.* Carolina de Mattos Affonso
(Orientadora ~UFPA)

o

Prof. Dr. Roberto Célio Lim#o de Oliveira
(Co-Orientador — PPGEE/UFPA)

. A L& >
Prof. Dr. Marcus Vinicius Alv unes
Avaliador Interno — PPGEE/UFPA) 7

Yy

" Prof. Dr. André Cristiano Silva Melo
(Avaliador Extemo — UEPA)

\];M‘%M @4!//; %&5

Prof. Dr. Jandecy Cabral Leite
(Avaliador Externo —~ ITTEGAM)

5ese! e Geoy Rutte

Prof. Dr. José Carlos Reston Filho
(Avaliador Externo - UFAM)

VISTO:

Prof.? Dr.” Maria Emilia de Lima Tostes
{(Coordenadora do PPGEE/ITEC/UFPA)



Dedicatoria

A Deus, meus pais Alexandre e Nely, irmaos José
Neto e Ana Priscila, a familia Gisele (esposa),
Camila (filha) e Gabriele (Cunhada).



AGRADECIMENTOS

Agradeco a Deus por tudo e por conceder-me o fascinio pelo conhecimento e propiciar-
me disciplina e forga para continuar estudando.

Aos meus pais Alexandre Ferreira de Alencar e Nely Barbosa de Alencar por terem
instruido-me neste caminho do qual ndo me desviei. Aos meus irmaos por estarem sempre
presentes na minha vida e por terem orgulho de mim.

Agradeco a minha esposa Gisele de Freitas Lopes e minha filha Camila Lopes, pela
compreensdo que tém pela minha dedicacdo aos estudos. Agradeco a Gabriele Lopes no apoio
computacional em diversos titulos.

Agradeco aos familiares, parentes, colegas e amigos que esperam por minhas vitorias, e
aos colegas de aula que sempre me ajudaram.

Agradeco a minha Orientadora, Professora Carolina de Mattos Affonso, e a0 meu
Coorientador Professor Roberto Célio Lim&o que ja me acompanha desde o mestrado, pela
paciéncia, confianca, pelo apoio nos momentos que quis me desviar, mas suas orientacdes me
trouxeram sempre para 0 caminho correto.

Agradeco ao meu amigo Dr. Jandecy Cabral Leite, por dedicar sua vida ao ITEGAM e
por proporcionar oportunidade de mudanga de vida & muitos, por ter acreditado em meu
potencial, e ter me dado apoio constante nesta jornada.

Agradeco ao Dr. José Carlos Reston Filho que me ajudou nos passos iniciais do software
utilizado neste trabalho e nas orientagdes que foram cruciais nos momentos decisivos.

Agradeco ao Ph.D. P.E. Jorge Laureano Moya Rodriguez que deu apoio no
entendimento aos recursos de inteligéncia computacional e orientagdes gerais.

Aos meus amigos de turma do curso de doutorado e do ITEGAM, Jorge Almeida Brito
Junior, Manoel Henrique Reis Nascimento, Carlos Alberto Freitas de Oliveira, Nadime
Mustafa, Milton Fonseca Janior e outros que fizeram parte da caminhada, também aos colegas
e amigos conquistados neste curso.

Agradeco aos professores do programa de pos-graduacdo em engenharia elétrica do
ITEC-UFPA, e todos 0s outros que me guiaram por esse novo caminho.

Agradeco aos meus amigos e colegas da Moto Honda de onde tive que sair para poder
conquistar o sonho do doutorado.

Agradeco ao Governo do Estado do Amazonas, e Fundacdo de Amparo a pesquisa do

Amazonas - FAPEAM, pela concessao da bolsa de estudo.



Epigrafe

“Entrega o teu caminho ao Senhor, confia nele, e o mais ele fara”
Salmos 37:5



LISTA DE FIGURAS

Figura 1.1: NUmero de usinas eolicas em operagdo comercial em todo o pais no ano 2017.................. 18
Figura 2.1: ComPOrtamento A0S VENTOS. ......ccuerrerrerierierieriieirentesteeseetessesbesete et st ese st sbeeseesessesneennens 29
Figura 2.2: Esquema geral de funcionamento de um aerogerador. ..........ccecueverereeeenienieneenieneseenens 30
Figura 2.3: Desenho esquematico de turbina €01ICa. ........c.ccoveiririirieiiiinesieee e 31
Figura 2.4: Curva de POteNncia da TUIDING. ...c.ecviiiieieee ettt ae e 35
Figura 3.1: Metodologia Box-Jenkins para a modelagem de séries temporais. .........ccccecevverereenennenn 51
Figura 3.2: Modelo bésico de um neurdnio artificial. ..........ccecvirereieininee e 53
Figura 3.3: Exemplos de arquiteturas de Redes Neurais Artificiais (RNA). .....cccvveveverenieiienenenens 54
Figura 3.4: Fluxo de processamento do algoritmo backpropagation. ...........cccecevveveeveeseeneesieesieeenns 56
Figura 4.1: Exemplo de validagdo de dados da SONDA. .......cccoirieiirinirieese et 65
Figura 4.2: Comportamento das séries temporais componentes do banco de dados do estudo.............. 66
Figura 4.3: Diagrama de blocos do modelo hibrido proposto...........cceeverveveerieeneeneeseeseese e 68
Figura 5.1: Diagrama de blocos do modelo primeira etapa — SARIMA .......ccoooiieivienierereseeeeeen 73
Figura 5.2: Diagrama de blocos do modelo segunda etapa — SARIMA+RNL. .......cccevevininvienenennne 75
Figura 5.3: Diagrama de blocos do modelo hibrido proposto etapa final (SARIMA+RN1+RN2). ...... 76
Figura 5.4: Curva de poténcia do aerogerador WESLO0...........ccceevvieiiiiieiiecieeee e 78
Figura 5.5: Geracdo de energia anual em KWHh ........ccooiiiiieieccc e 79
Figura 5.6: Velocidade prevista ultra curto prazo minutos €M M/S..........cceevieveeiieiieceeiee e 85
Figura 5.7: Poténcia gerada prevista ultra curto prazo minutos KW. ..........cccceevieeiiciecie e 86
Figura 5.8: Velocidade prevista curto prazo horas em mM/S. .......ccceevevierireriereneneeeeeseee e 88
Figura 5.9: Poténcia gerada prevista Curto Prazo horas em KW ..........ccovvevieneenieneeseeneeeeeeie e 89
Figura 5.10: Velocidade prevista médio prazo diaS €M M/S. ......ccceeeerieiierieeneerieseeseese e esre e eene s 91
Figura 5.11: Poténcia Gerada Prevista Médio Prazo Dias em KW. .........cccevveveeiieneeneereeseeeeveeennn 92
Figura 5.12: Velocidade prevista médio prazo semanas em M/S. ........ccceevveeveeeveeiieseeeeeseeseeseesveesnens 94
Figura 5.13: Poténcia Gerada Prevista médio Prazo em semanas em KW. .......c.ccccceeveeeeiieieeceenneennen. 95
Figura 5.14: Velocidade prevista 1ongo prazo Meses em M/S. ......ccccevverererierieneneeieniesieeeeeesre s 97
Figura 5.15: Poténcia Gerada Prevista longo Prazo em meses em KW. ........ccocovveerienienienceneeneeenn 98
Figura 5.16: Velocidade prevista Iongo prazo anos €M M/S .......c.cceeeerierenerierieneneeieie e 100
Figura 5.17: Poténcia Gerada Prevista médio Prazo em anos em KW. .........cccccoeveriereeneeseeseeien, 101
Figura 5.18: Energia média anual Prevista Longo Prazo em anos em KWh..........ccccceeveiieneenieenneene, 102
Figura 5.19: Velociade Prevista (horas) em m/s - Macau/RN. .......c.ccccoeeveiiiiieiiiie e 106
Figura 5.20: Poténcia Prevista (horas) em KW - Macau/RN. ...........cccoeiiiiiiiieiie e 107
Figura 5.21: Velociade Prevista (horas) em m/s - Petrolina/PE............ccooieieeeneeeeeeeeesee e 107

Figura 5.22:

Poténcia Prevista (horas) em kKW - Petrolina/PE. ...........cccooverievienieeeneeeeeee e, 108



LISTA DE TABELAS

Tabela 1. 1: Comparacdo dos diferentes modelos e erros encontrados na literatura. ..........cccceeeveneene. 23
Tabela 2.1: Curva de POténcia da TUIDINA. ......c.eeovieiieiiee et 36
Tabela 3.1: Classificagéo das escalas de tempo para a previsdo do VENTO. .........ccceecveverereeeenieneneenn 38
Tabela 4.1: Localizagdo das diferentes estagies 01ICaS. .........coverveiriririenieieereseeeeesie e 63
Tabela 4.2: Atributos das variaveis do banco de dados. ..........cccceevevieviiieiereseceeee e 65
Tabela 4.3; Correlacdo entre as SEries tEMPOFAIS. ......icvirieiiereeriereesee et se e re e e e ssreseaeseee e 67
Tabela 4.4: Analise estatistica dos dados das SEries temMPOraiS. ........cccveveereeriereeneere e 67
Tabela 5.1: Padrdo dos horizontes de PreVISAD. .......c.eecveecieeieeiicieste st e st ste e re e reesbeebeereereens 72
Tabela 5.2: Modelo SARIMA para cada NOFZONTE. ........c.ceoviiiiiieiie et 74
Tabela 5.3: Resultados dos Erros para Previsdo Multipassos Ultra Curto Prazo (Minutos).................. 82
Tabela 5.4: Resultados dos Erros para Previsdo Multipassos Curto Prazo (HOras). ........cceeeeevverevennne 87
Tabela 5.5: Resultados dos Erros para Previsdo Multipassos Médio Prazo (Dias). .......ccceceververeeuennenee 90
Tabela 5.6: Resultados dos Erros para Previsdo Multipassos Médio Prazo (Semanas). ..........ccccecenene. 93
Tabela 5.7: Resultados dos Erros para Previsdo Multipassos Longo Prazo (Meses). .....cccecveverevenee. 96
Tabela 5.8: Resultados dos Erros para Previsdo Multipassos Longo Prazo (AN0S). .......ccceeeevveevveenens 99
Tabela 5.9: Resultados dos Erros para previsdo nas diferentes estacdes do ano. .........cccceeeveevereennene 103

Tabela 5.10: Resultados dos Erros para previsdo da velocidade do vento com trés e cinco variaveis.104
Tabela 5.11: Resultados dos Erros entre diferentes bases de dados -Petrolina/PE e Macau/RN......... 105



LISTA DE ABREVIATURAS

ABEEOLICA Associagdo Brasileira de Energia Edlica

ACF Funcdo de autocorrelagéo

ANEEL Agéncia Nacional de Energia Elétrica

AR Autoregressive

ARIMA Autorregressive Integrated Moving Average
ARMA Autorregressive Moving Average

BAL Balanceamento

BSRN Baseline Surface Radiation Network

CL Correlacéo linear

CNPE Conselho Nacional de Pesquisa Energética
CP Curto prazo

DP Desvio padréo

EPE Empresa de pesquisa energética

IEEE Institute Of Electrical and Eletronics Engineers
LP Longo prazo

MA Moving average

MAE Erro Médio Absoluto

MAPE Erro Médio Percentual Absoluto

MLP Multilayer Perceptron

MME Ministério de minas e energia

MP Médio prazo

NARX Nonlinear Autoregressive Exogenous

NWP Numeric Weather Prediction

ONS Operador nacional do sistema

PACF Partial Autocorrelation Function

PCA Principal Components Analysis

PIM Polo Industrial de Manaus

PROCEL Programa Nacional de Conservagédo de Energia
RMSE Erro Médio Quadrético

RNA Redes Neurais Artificiais

SARIMA Seasonal Autoregressive Integrated Moving Average
UCP Ultracurto prazo

VMED Velocidade média



RESUMO

A geracdo de energia elétrica através de turbinas eolicas é uma das alternativas praticamente
inesgotaveis de geracdo de energia elétrica. Ela é considerada uma fonte de energia limpa,
porém ainda necessita de muita pesquisa para desenvolvimento de ciéncia e tecnologias que
assegurem uma uniformidade na geracdo, propiciando uma maior participacdo desta fonte na
matriz energética tanto no Brasil quanto no mundo, pois o vento apresenta bruscas variacdes na
velocidade, densidade e em outras variaveis importantes. Nos sistemas elétricos de base edlica,
cada horizonte de previsdo é aplicado em um determinado segmento especifico, previsdo de
minutos, horas, semanas, meses e anos futuros do comportamento do vento, desta forma pode-
se avaliar a disponibilidade de energia para o proximo periodo, uma informacdo relevante no
despacho das unidades geradoras e no controle do sistema elétrico. Esta tese teve como
proposta, desenvolver modelos de previsdo a ultra curto, curto, médio e longo prazo da
velocidade do vento, baseado em técnicas de inteligéncia computacional, usando modelos de
Redes Neurais Artificiais, SARIMA e modelos hibridos e prever a capacidade da geracdo de
poténcia para cada horizonte. Para aplicacdo da metodologia utilizou-se as variaveis
meteoroldgicas do banco de dados do sistema de organizacdo nacional de dados ambientais
SONDA, estacdo de Petrolina, do periodo de 01 de janeiro de 2004 a 31 de marc¢o de 2017. O
desempenho dos modelos foi comparado com 5, 10 e 20 passos para frente, considerando
minutos, horas, dias, semanas, meses € anos como horizonte de previsdao. O modelo hibrido

obteve melhor resposta na previsfes dentre as quais destacou-se o horizonte de horas.

PALAVRAS CHAVE: Energia edlica; Velocidade do vento; Séries temporais; SARIMA,;

Redes Neurais Artificiais; Previsao.



ABSTRACT

The electric power generation through wind turbines is one of the practically inexhaustible
alternatives sources of electric power. It is considered a source of clean energy, but still requires
a lot of research to develop science and technologies that ensure uniformity in generation,
providing a greater participation of this source in the energy matrix in Brazil as in the world,
because the wind presents abrupt variations speed, density, and other important variables. In
wind-based electrical systems, each forecast horizon is applied to a specific segment, forecast
of minutes, hours, weeks, months, and future years of wind behavior, in order to evaluate the
availability of energy for the next period, relevant information in the dispatch of the generating
units and in the control of the electric system. This thesis aimed to develop ultra-short, short,
medium and long-term prediction models of wind speed, based on computational intelligence
techniques, using Artificial Neural Networks, SARIMA models and hybrid models and to
predict the generation capacity of power for each horizon. For the application of the
methodology, the meteorological variables of the database of the national environmental data
system SONDA, Petrolina station, were used for the period from January 1st, 2004 to March
31st, 2017. The performance of the models was compared with 5, 10 and 20 steps forward,
considering minutes, hours, days, weeks, months and years as the forecast horizon. The hybrid

model obtained better response in the forecasts, among which the hour horizon was highlighted.

KEYWORDS: Wind power; Wind speed; Time series; SARIMA; Artificial Neural Networks;

Forecasting.
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CAPITULO 1

1. INTRODUCAO

1.1. Motivacéo

O aumento da demanda de energia elétrica no Brasil é crescente, de tal forma que, o
Operador Nacional do Sistema Elétrico (ONS) (FILHO et al.,2014) aponta que ja no inicio de
2014, foi quebrado mais um recorde de demanda instantanea de energia elétrica ao Sistema

Interligado Nacional (SIN), com um total de 85.708 megawatts médios (MWm).

Apesar de permanecer predominantemente hidrelétrica, a estrutura da matriz elétrica
brasileira mudou bastante nos ultimos anos. Em 2001, quando o pais sofreu um racionamento
de energia elétrica, 90% da capacidade instalada era hidrelétrica e somente 10% eram
termelétricas. Em razdo do racionamento foi instituido o Programa Prioritario de Termelétricas

que contribuiu para a alteragdo da matriz brasileira.

A tendéncia é que as alteracdes na matriz continuem e o Plano Decenal de Expansdo da
Energia projeta uma participacdo das hidrelétricas de 57% em 2024. Entdo, a participacdo das
termelétricas, mas, principalmente as fontes edlica e solar ganhariam maior destaque, somadas
todas as fontes renovaveis (hidrelétricas, edlicas, solar e biomassa) a tendéncia é que continuem
a representar 80% a 85% da poténcia instalada no Brasil até 2024 (MOREIRA, 2017).

Em 2015 o cenéario mostrou a fragilidade da matriz energética brasileira, com
caracteristicas parecidas com a crise de 2001, mas desta vez apoiada pelo uso das termelétricas
que conseguiram suprir a demanda de energia, uma estratégia que por um lado atende a

demanda mas que por outro lado agride de forma irreversivel e desnecessaria 0 meio ambiente.

As termoelétricas sdo deletérias a0 meio ambiente, pois ha liberacdo de gases
responsaveis pelo efeito estufa, provenientes da queima de combustiveis fésseis, além de

ocasionar 0 aumento do preco da energia pelo uso da geracao térmica.

Por essa razdo ha uma necessidade crucial na evolucao paralela da oferta com a demanda
de energia elétrica, e devido ao crescimento desenfreado e tantos danos causados ao meio
ambiente, tem-se a necessidade do uso de fontes alternativas de geragdo de energia limpa e

renovavel.
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A energia edlica tem sido inserida de forma expressiva na matriz energética em diversos
paises. No Brasil, este processo ainda esta em desenvolvimento, e a inser¢do da geracdo eolica
na matriz energética brasileira tem ocorrido de forma gradativa, com o objetivo de
diversificagdo para minimizar a falta de recursos hidricos na época de estiagem, além dos
impactos causados por crises internacionais que afetam o mercado de combustiveis fosseis
(MARTINS et al., 2008).

A producdo de energia e6lica em operacdo comercial no SIN, entre janeiro e julho de
2017, foi 25,3% superior & geracdo no mesmo periodo do ano 2016, segundo dados
consolidados do boletim mensal divulgado pela Camara de Comercializacao de Energia Elétrica
(CCEE, 2018).

Ao todo, 446 usinas edlicas estdo em operagdo comercial no pais, somando 11,3 GW de
capacidade instalada, incremento de 19,7% frente a capacidade das 371 unidades geradoras
existentes em julho de 2016, segundo os dados da CCEE. Se consideradas as usinas em fase de

teste, 0 pais ja possui 12,18 GW de capacidade instalada e 486 parques e6licos.

As usinas edlicas em operacdo produziram um total de 3.794 MW médios frente aos
3.029 MW médios gerados no mesmo periodo de 2016 (CCEE, 2018). Na figura 1.1 se oferece

uma comparacao dos estados com maior geracao de energia eolica no Brasil.
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Figura 1.1: Numero de usinas e6licas em operacdo comercial em todo o pais no ano 2017.
Fonte: (BARBOSA, 2017).
Apesar das diversas vantagens relacionadas ao uso da energia edlica, a mesma é uma
fonte de energia ndo despachavel, ou seja, ndo controlada, cuja disponibilidade depende do
recurso natural primario que é o vento. Variagc6es na velocidade do vento que podem ocorrer

em curtos intervalos de tempo implicam em varia¢des na produgéo de eletricidade.

Assim, a producdo da energia e6lica varia de acordo com as condi¢des climatolégicas,
tendo, portanto, um comportamento estocastico. Neste sentido, faz-se necessario o
desenvolvimento de métodos precisos para realizar a previsdo dos ventos para geracdo de
energia eolica, possibilitando assim sua inser¢do na matriz energética de forma confiavel e

segura.
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1.2. Objetivos
Objetivo Geral.

Desenvolver um modelo de previsdo da velocidade do vento para geracdo de energia
edlica, utilizando metodologia baseada em um sistema hibrido composto pelos modelos
Autorregressivo Integrado de Médias Mdveis considerando a Sazonalidade (SARIMA) e Redes

Neurais Artificiais (RNA), utilizando variaveis explanatorias.
Objetivos especificos.

¢ Analizar de forma comparativa os diferentes métodos de previsao da velocidade
do vento e da energia edlica;

e Desenvolver um modelo hibrido para a previsdo da velocidade do vento e da
energia edlica;

e Programar e aplicar o novo modelo;

e Comparar os resultados obtidos com os modelos ja existentes;

1.3. Contribuicdo e Relevancia do tema

Embora existam varios trabalhos na literatura relacionados com séries temporais e 0 seu
uso para previsao da velocidade do vento e da energia e6lica, existe uma lacuna pertinente aos

modelos hibridos e a comparacéo de resultados por diferentes abordagens.

Os modelos mais utilizados para a previsao de energia eélica podem ser citados 0s
sequintes: modelo auto-regressivo de médias méveis (ARMA) (BIZRAH e AL-MUHAINI,
2017), modelo auto-regressivo integrado de médias moveis (EYMEN e KOYLU, 2018), redes
neurais artificiais (YADAV e SAHU, 2017) e ondaletas (CHANG et al., 2017). Dentre os
trabalhos mais destacados com o uso de sistemas hibridos, pode-se destacar o trabalho de
(CADENAS e RIVERA, 2009) que combina o modelo ARIMA com uma Rede Neural
Artificial.

No tema relacionado com o tempo para o qual é feita a previsdo, se destacam quatro
cenarios: ultra curto prazo (NIU et al., 2018), curto prazo (SONG et al., 2018), médio prazo
(WANG et al., 2015) e longo prazo (AZAD et al., 2014). Dentre eles os mais usados na

literatura revisada sdo a previsdo a ultracurto prazo e a curto prazo.

19



Partindo da premissa dos diversos modelos existentes na literatura e as dificuldades
encontradas em lidar com as diferencas de resultados, métodos e intervalos de tempo, despertou
0 interesse em conhecer, analisar e propor métodos mais precisos para a previsao da velocidade

do vento e da energia eolica para os diferentes prazos temporais.

Portanto, o ineditismo dessa proposta se apresenta pela necessidade de ter um modelo
de previsdo mais consistentes para prever a velocidade do vento e a energia edlica para 0s
diferentes cenarios de tempo. Este modelo baseou-se na integracdo do modelo SARIMA com

duas Redes Neurais Artificiais.
1.4. Importéancia

A cada dia 0 mundo procura por novas fontes de energia renovavel, dentre elas a mais
utilizadas e de maior destaque € a energia eblica, mas ela apresenta uma forte restricdo quanto
ao seu emprego, devido a grande dificuldade em prever suas variacdes, causando grandes

incertezas quanto ao seu planejamento e uso mais eficiente.

O Brasil ainda carece de uma matriz energética diversificada — uma vez que hoje
depende, principalmente, das hidrelétricas e termelétricas — mas a fonte que mais cresce no pais

atualmente é a energia edlica.

A participacdo dessa alternativa renovavel vai saltar dos atuais 3% para 8% neste ano
2018. Segundo o ultimo boletim da Associacdo Brasileira de Energia Eolica - ABEEOLICA,
divulgado na segunda semana de fevereiro de 2018, em seis anos, a capacidade instalada dessa
fonte no pais vai aumentar quase 300% (EOLICA, A, 2018). Portanto, € importante o Brasil ter

métodos mais precisos de previsdo da velocidade do vento e da energia edlica.
1.5. Delimitagéo da Pesquisa

As delimitacdes desta pesquisa abrangem o escopo da previsdo da velocidade do vento

por diferentes métodos e para diferentes cenarios de tempo.

O modelo hibrido desenvolvido pode ser aplicado para qualquer cenario de tempo e para
qualquer cidade ou parque eo6lico do Brasil e do mundo, permitindo uma melhor previsdo ao
combinar o modelo SARIMA com duas Redes Neurais Artificiais. O método é capaz de prever
a velocidade do vento e a poténcia e energia edlica a gerar em funcéo de dados meteoroldgicos
e do tipo de turbina edlica utilizada.
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Neste estudo foi considerado apenas o aero gerador WES100, e a base de dados principal
foi da cidade de Petrolina-PE.

1.6. Estado da Arte

A previsao da velocidade do vento pode ser realizada em um horizonte de curto prazo
ou longo prazo de acordo com a aplicacdo em questdo. Para a previsdo de curto prazo utiliza-
se um intervalo de previsdo maior do que 30 minutos e menor do que 6 horas. Este horizonte
de tempo é usualmente necessario para realizar o despacho das unidades geradoras, atendimento

da carga, comercializacdo de energia e etc.

J& o horizonte de longo prazo, é utilizado para planejar a manutencdo dos parques
edlicos, comissionamento dos geradores e para programacdo da manutencao da rede (LEI et al.,
2009).

A previsdo da geragdo de energia eolica é uma tarefa complexa devido a aleatoriedade
e intermiténcia do vento (ZHANG et al., 2014). Neste sentido, diversos trabalhos tém sido
publicados na literatura propondo metodologias para previsdo da velocidade do vento
(MONFARED et al., 2009; OLAOFE e FOLLY, 2012; LIU, Y. et al., 2017).

Segundo (MAKWANA e GANDHI, 2018), a injecdo de energia edlica é de natureza
intermitente e € um dos fatores mais importantes a levar em conta para definir os limites de
desvio de energia em valores aceitaveis. Os autores propdem uma previsao de energia edlica

de curto prazo baseada em redes neurais artificiais usando uma rede neural feedforward.

Foram estudados diferentes algoritmos de treinamento e o erro médio de porcentagem
absoluta de cada um foi calculado. Os resultados mostram que o uso do algoritmo de
treinamento neural do tipo Levenberg-Marquardt proporciona uma melhor precisdo do que
outros algoritmos de treinamento. Este artigo demonstra que ainda hoje em dia estdo sendo

realizadas numerosas pesquisas em relacdo a previsdo da energia e6lica.

(ZHANG et al., 2014) apresentam uma revisdo historica sobre a modelagem e previsdo
da geracdo de energia eolica onde aparece o uso de redes neurais e dos modelos regressivos.
(DUMITRU e GLIGOR, 2017) desenvolvem um trabalho para a predicdo da energia edlica
usando também redes neurais e aplicam o modelo na zona sudeste de Europa. Os resultados
obtidos foram satisfatérios, o que demonstra uma tendéncia ao uso das redes neurais para a

previsdo da energia edlica.
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Enguanto muitos meteorologistas estdo se movendo para gerar previsdes probabilisticas,
as previsdes de energia também podem ser projecdes pontuais e cenarios sem probabilidades
associadas. Os metodos de previsdo de densidade empirica fornecem uma alteracdo

probabilistica as previsdes de pontos existentes.

(KAACK et al., 2017) estabelecem as bases para avaliar o desempenho desses métodos
guando se tem uma configuracdo escassa de dados de previsdes de longo prazo. Os resultados
podem dar aos analistas de politicas e outros usuarios a confianca em estimar incertezas de

previsdo com métodos empiricos.

A energia edlica aumentou nos Gltimos anos para atender a crescente demanda de
energia. A previsdo precisa de energia eolica a curto prazo é importante para uma étima
programacao dos parques eolicos. Aumentar a precisdo pode ajudar os operadores de sistemas

de energia a aumentar a confiabilidade do fornecimento de energia.

(BABY et al., 2017) desenvolveram uma Rede Neural N&o-Linear com Entradas
Exdgenas (NARX) para prever a velocidade e a poténcia do vento por hora. As varidveis
meteoroldgicas sdo tomadas como variaveis exdgenas, ou variaveis explanatérias, para a

previsdo da velocidade do vento. A area geografica em estudo € Jaisalmer em Rajasthan.

Os dados de vento sdo obtidos para este local do Laboratorio Nacional de Energia
Renovavel (NREL) por um ano. A comparacao da previsao de velocidade do vento do modelo
NARX com o modelo de regressdo linear e 0 modelo de persisténcia também é realizada. O
desempenho dos resultados do teste é feito usando medidas de erro estatistico como MAE,
RMSE e MAPE. Segundo os autores, 0s resultados obtidos com a rede NARX sdo promissores.

E essencial prever a velocidade do vento com exatiddo para garantir com seguranca a
integracdo da energia e6lica no sistema, além do uso das Redes Neurais, esta sendo utilizado os
modelos hibridos. (HAN et al., 2017) desenvolvem dois modelos hibridos ndo paramétricos
para a previsao probabilistica da velocidade do vento. Para comparacfes, uma Rede Neural
Artificial com backpropagation, maquina de vetor de suporte e modelos florestais aleatérios

também séo introduzidos para a modelagem hibrida.

Através da realizacdo de varios testes nas séries temporais reais de velocidade do vento,
o desempenho de previsao de modelos simples e hibridos é comparado e avaliado em detalhes.

Os resultados deste estudo mostram que os modelos hibridos ndo paramétricos geralmente
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superam os resultados gerados por outros modelos e apresentam performances de previsdo mais

robustas.

Segundo (DONG et al., 2017), uma questdo crucial na inddstria de energia edlica, é a
dificil e desafiadora tarefa de prever a energia com precisdo devido a sua ndo-linearidade, ndo
sazonalidade e caos. Os autores também desenvolvem um novo modelo hibrido para prever a
energia eolica, que combina uma estratégia de processamento integrada e uma rede neural linear
difusa local otimizada. Sdo usadas as transformacdes discretas de Wavelet e a analise de
espectro singular para filtrar os ruidos e extrair as tendéncias das séries originais de energia

edlica, respectivamente.

Os resultados numéricos de dois experimentos demonstram que o modelo hibrido
proposto é uma abordagem eficaz para prever a energia edlica, e a precisdo da predicdo €

altamente melhorada em comparagdo com modelos de previséo convencionais.

Existem ainda os modelos hibridos, que combinam diferentes métodos de previsdo com
0 objetivo de extrair o maximo beneficio de cada método utilizado (DONG et al., 2017; HAN
etal., 2017; JIANG et al., 2017; LIU, J. et al., 2017; LIU, Y. et al., 2017).

Em relacdo aos diferentes erros que estdo presentes na previsdo da energia eélica tem se
desenvolvido muitos trabalhos devido ao fato que este é um dos principais problemas quanto a
previsdo da velocidade do vento e da energia eolica. Na tabela 1.1 se oferece um resumo dos
principais trabalhos encontrados na revisdo da literatura relacionados com os diferentes

métodos de previsao, cenarios e erros obtidos.

Tabela 1. 1: Comparacao dos diferentes modelos e erros encontrados na literatura.

Autor Intervalo | Passos de | Modelo Erro
previsao

LI, C. et al,, | 30 min. 1,2e3 Case (IM Area?2) RMSE MAE MAPE

2018 GSO-ELM 2,4968 1,9661 22,3474
VMD-ELM 0,9331 0,7495 8,4499
VMD-GSO-ELM 0,8968 0,7338 8,2088
Proposto 0,8332 0,6538 7,4309

SUN et al., | 15 min 1,3e5 Case (Site 3) RMSE MAE MAPE

2017 PCA-SVR 2.0706 1,1217 28,0006
PCA-CVR 1,6591 1,0899 28,7098
KPCA-SVR 1,1825 1,0047 26,0715
KPCA-CVR 2,0407 1,1049 27,7919
PCA-SVR-COR 1,1877 0,9317 25,2087
PCA-CVR-COR 1,2792 1,0029 24,8213
KPCA-CVR-COR 0,7396 0,7446 20,4011

SHARIFIAN | 1 hora 3, 6, 12, RMSE % MAPE

et al., 2018 24, 36 Fuzzy NN, 3 3,38 0,88
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Fuzzy NN, 6 5,87 1,46
Fuzzy NN, 12 9,14 2,34
Fuzzy NN, 24 12,04 2,71
Fuzzy NN, 36 13,75 3,55
KAPLAN e | 10 min 1,2,3 RMSE MAE MAPE
TEMIZ, ICEEMDAN-BP 0,4909 0,3498 5,66
2017 ICEEMDAN-ENN 0,6327 0,4524 7,79
ICEEMDAN-WNN 0,9854 0,6663 9,79
ICEEMDAN-GRNN 0,9113 0,6731 11,65
Proposed Model 0,4435 0,3123 5,13
CHANG et | 10 min 6,24,72 | Casell RMSE% MAPE
al., 2017 BPNN 28,051 27,331
RBFNN 26,432 24,498
ANFIS 4871 3,931
RBFNN-EF 4,872 3,930
IRBFNN-EF 4,701 3,871
AZAD et al., | Dia, més, | 1,24,30 | RNA MAE
2014 ano Local: MERSING 0,94
Local: Kuala 0,8
WANG, D et | 1dia 1,2,4,6 | Casell RMSE MAE MAPE
al., 2017 Persistence Method 2,040 1,663 69,374
PSRBPNN 1,501 1,219 55,823
PSRWNN 1,363 1,187 51,384
PSRGAWNN 1,352 1,139 47,535
EEMD-PSRGAWNN 0,662 0,521 20,167
VMD-PSRGAWNN 0,368 0,276 11,441
XIAO et al., | 10 min 1,23 Site 1 MAE MAPE
2017 SSA-CG-BA-RBFNN 0,2799 5,1002
SSA-CG-BA-GRNN 0,2334 4,2507
FEEMD-CG-BA-RBFNN 0,2963 5,3953
FEEMD-CG-BA-GRNN 0,2581 4,7022
LI, H. et al., | 10 min 1,23 Spring — A
2018 EMD-ARIMA 0,4083 9,0714
EMD-BA-ENN 0,6841 18,7744
EMD-BA-BPNN 0,5258 12,4630
NCFM 0,3800 8,2900
SCHICKER | 1 hora 1, 2, 6, MAE
etal., 2017 12,24,36 | AROME 1,36
ALARO 1,28
ANN AROME+ALARO 0,93
iANN AROME 0,96
iANN AROME+ALARO 0,94
INCA 1,33
CHENG et | 1hora 1,2,3 Caso 1 MAE
al. 2017 CTRL 1,96
WS 1,34
SUN, G et| 10 min 1~-24 Farm 1 RMSE NMAE
al., 2018 1, 8, 16, | Persistence 12,51 19,48
24 ARIMA 14,63 24,53
FENN 6,39 6,82
ED p IPSO-WNN 4,52 6,02
Proposed Method 3,49 4,90

Fonte: O Autor

Da anélise do estado da arte pode-se concluir que a previsao da velocidade do vento e

da energia eolica € um tema de muito interesse e que existem inimeras publicagdes sobre esta
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teméatica. Existe uma tendéncia a utilizar modelos hibridos e a conseguir previsdes mais
precisas. Salvo algum engano do autor, ndo existe na literatura pesquisada, dentro dos modelos
hibridos, um modelo que combine o método SARIMA com duas redes neurais, e ainda mais

que aborde todos os possiveis cenarios de tempo para a previsao.
1.7. Estrutura da tese

No Capitulo 1, introducdo, sdo apresentados o0s elementos que motivaram a realizagao
desta tese, abordando os aspectos introdutdrios sobre a problematica do assunto, contendo a
justificativa, objetivos a serem alcancados, revisao bibliogréfica, a descricdo e a estrutura da

tese.

O Capitulo 2 apresenta a fundamentacéo teorica sobre teoria dos ventos e poténcia de

geracdo de energia eolica.

O Capitulo 3 trata sobre as técnicas de predicdo de séries temporais, dando especial
enfoque aos métodos: SARIMA e Redes Neurais Artificiais. Aborda também a reducéo da
dimensdo do espaco de entrada pelo uso da técnica de Analise dos Componentes Principais
(PCA) e a estratégia de balanceamento de amostras de treinamento utilizadas nas redes neurais.

Aborda também a utilizacdo de Wavelet na previsao de séries temporais.

O Capitulo 4 mostra as aplicacdes metodoldgicas desenvolvidas no trabalho,
destacando a representacdo da solucdo, a organizacdo do banco de dados, as etapas de pre-
processamento dos dados e a solucdo de modelagem hibrida utilizando 0 SARIMA e RNA.

No Capitulo 5 séo apresentados os resultados obtidos com os modelos de previsdo de
velocidade do vento propostos, além realizar a avaliagdo da precisdo obtida por meio destes

resultados.

O Capitulo 6 apresenta as principais conclusdes obtidas com esta pesquisa e sugestdes

para trabalhos futuros.
1.8. Consideracoes Finais

Este capitulo apresentou os principais objetivos desta tese de doutorado, além da
contribuicdo e relevancia deste estudo, bem como as limitagGes da tese. O proximo capitulo ird
apresentar os principais aspectos relacionados com a energia eolica, suas caracteristicas e as

principais expressdes matematicas relacionadas com esta energia.
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CAPITULO 2
2. PANORAMA DA ENERGIA EOLICA
2.1. Visao Historica

Atecnologia da energia e6lica e os dispositivos de vento mais simples datam de milhares
de anos atras, com os moinhos de vento de eixo vertical encontrados nas fronteiras persa-afegao
cerca de 200 AC e os moinhos de vento de eixo horizontal dos Paises Baixos e do Mediterraneo
no ano 1300 DC (FLEMING e PROBERT, 1984; MUSGROVE et al., 2010; KALDELLIS e
ZAFIRAKIS, 2011)

A producdo de energia edlica, no cenario mundial, vem surgindo ao longo dos Gltimos
anos como uma das principais alternativas de energia renovavel, contudo, a tecnologia que

iniciou a evolucgéo dessa industria edlica ndo € algo recente.

Segundo (MARTINS et al., 2008), a conversdo da energia cinética dos ventos em
energia mecanica vem sendo utilizada pela humanidade ha mais de 3000 anos. Algumas das
primeiras aplicagdes da energia edlica foram os moinhos de vento utilizados para moagem de

grdos e bombeamento de agua em atividades agricolas.

Segundo (DUTRA, 2011), o primeiro registro historico da utilizacdo da energia edlica
para bombeamento de agua e moagem de gréos através de cata-ventos é proveniente da Pérsia,
por volta de 200 A.C. Contudo, a evolucdo do aproveitamento da energia e6lica € descrita por
(GASCH e TWELE, 2011), de acordo com sua pesquisa detalham, em sintese, a evolugédo da
tecnologia da energia edlica desde seu emprego em moinhos de vento a partir de 1700 a.c. até

0s modernos aero geradores de eletricidade.

Aindaem (DUTRA, 2011), acredita-se que antes da inven¢do dos cata-ventos na Pérsia,
a China (por volta de 2000 a.c.) e o Império Babilonico (por volta 1700 a.c) também utilizavam
cata-ventos rusticos para irrigacdo, pois ainda ndo se dispunham de rios em todos os lugares
para o aproveitamento em rodas d’agua, a percepcao do vento como fonte natural de energia
possibilitou o surgimento de moinhos de ventos substituindo a forga motriz humana ou animal

nas atividades agricolas.

Os moinhos de vento na Europa influenciaram a economia agricola por varios seculos,
além disso, leis foram criadas envolvendo a concessdo de moinhos e o “direito ao vento” (lei

proibindo a plantacéo de arvores préximas ao moinho). E com o desenvolvimento tecnologico
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das pas e do sistema de controle, o uso dos moinhos de vento promoveu a otimizacgdo de diversas
atividades (FEAM, 2013).

Para a geracdo de energia elétrica, as primeiras tentativas feitas com o uso da energia
edlica datam no final do século XIX. A primeira turbina eélica usada para produzir eletricidade
data de 1888, como resultado do desejo de Charles F. Brush para alimentar um grande namero
de lampadas incandescentes em sua grande propriedade em Cleveland, Ohio, o primeiro gerador

edlico que fornecia 12 kW em corrente continua (JONCAS, 2010).

Conforme historiadores, um dos primeiros passos para o desenvolvimento de turbinas
edlicas de grande porte para aplicacGes elétricas foi dado na Russia em 1931. O aerogerador
Balaclava (assim chamado) era um modelo avancado de 100 kW conectado, por uma linha de
transmissdo de 6,3 kV de 30 km, a uma usina termelétrica de 20 MW. Essa foi a primeira
tentativa bem sucedida de se conectar um aerogerador de corrente alternada com uma usina
termelétrica (SHEPHERD, 1994).

A energia e6lica tornou-se popular novamente quando os precos do petroleo dispararam
guando ocorreu a eclosdo da Segunda Guerra Mundial (JONCAS, 2010), desta forma, a
Segunda Guerra Mundial (1939-1945) contribuiu para o desenvolvimento dos aerogeradores de
médio e grande porte visto que o0s paises estavam empenhando grandes esforcos no sentido de

economizar combustiveis fosseis.

A crise internacional do petréleo ocorrida na década de 1970, com os pre¢os subindo
como resultado do embargo de imposto sobre, os Estados Unidos e a maioria dos paises
europeus no inicio da década de 1970, despertou o interesse e investimentos suficientes para
viabilizar o desenvolvimento e a aplicacdo de equipamentos de geracdo de energia edlica
(JONCAS, 2010).

Entdo, o mundo entdo comegou a utilizar o vento como fonte de energia em escala

comercial, passando por um intensivo desenvolvimento tecnolégico nos anos 90.

Atualmente, além de ser reconhecida como uma das fontes de energia que mais cresce
no mundo, a taxas superiores a 28% ao ano, é reconhecida mundialmente por ser uma
importante fonte de energia renovavel para geracdo de eletricidade sem emissdo de didxido de

carbono e gases poluentes durante sua operacdo (FEAM, 2013).
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Em um mundo globalizado, a crescente dependéncia da humanidade por recursos
energéticos e questdes como mudanca climética, poluicdo e 0s impactos econdmicos
decorrentes da dependéncia de combustiveis fosseis estimulou ainda mais os investimentos em

energias renovaveis, dentre as quais a energia edlica se destaca (JUNFENG et al., 2006).
2.2 Recursos Eolicos

A energia edlica é uma alternativa limpa e renovavel para producdo de energia elétrica,
apresentando grande aceitacdo social (SANTOS, 2009). No aspecto social, as usinas eblicas
ndo provocam grandes impactos ambientais como nos aproveitamentos hidrelétricos e
permitem a compatibilidade entre a producéo de eletricidade a partir do vento e o uso da terra

para a pecuaria e a agricultura.

A energia eolica é, basicamente, aquela obtida da energia cinética (do movimento)
gerada pela migracéo das massas de ar provocada pelas diferencas de temperatura existentes na
superficie do planeta (BAROUDI et al., 2007; CHENG e ZHU, 2014). A geragdo eolica ocorre
pelo contato do vento com as pas do cata-vento, elementos integrantes da usina. Ao girar, essas
pas ddo origem a energia mecanica que aciona o rotor do aero gerador, que produz a

eletricidade.

De acordo com (DUTRA, 2011), as regiGes tropicais recebem os raios solares quase que
perpendicularmente e por isso sdo mais aquecidas do que as regides polares.
Consequentemente, 0 ar quente que se encontra nas baixas altitudes das regides tropicais tende

a subir, sendo substituido por uma massa de ar mais frio que se desloca das regides polares.

O vento é resultante do deslocamento de massas de ar, originado pelos efeitos das
diferencas de pressdo atmosférica entre duas regides distintas e influenciadas por efeitos
naturais como continentalidade, maritimidade, latitude, altitude, e a rugosidade do solo, entre
outros (FEAM, 2013). O deslocamento de massas de ar determina a formagéo dos ventos. A

Figura 2.1 mostra esse mecanismo.
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Figura 2.1: Comportamento dos ventos.
Fonte: AMARANTES, 2001.

De acordo com (DUTRA, 2011), tendo em vista que a velocidade do vento pode variar
significativamente em curtas distancias (algumas centenas de metros), os procedimentos para
avaliar o local, no qual se deseja instalar turbinas e6licas, devem levar em consideracdo todos
0s parametros regionais que influenciam nas condi¢6es do vento. Entre os principais fatores de

influéncia no regime dos ventos destacam-se:
e Avariacdo da velocidade com a altura;

e A rugosidade do terreno, que é caracterizada pela vegetacdo, utilizacdo da terra e

construcdes;
o Presenca de obstaculos nas redondezas;
e Relevo que pode causar efeito de aceleracdo ou desaceleragdo no escoamento do ar.

Deve-se levar em consideracdo também que existem diversos fatores benéficos que
contribuem enormemente para 0 aumento da utilizacdo da energia edlica ao redor do mundo,

principalmente o fato de que ela ndo emite poluentes ou CO> durante sua operacao.

De acordo com (TERCIOTE, 2002), os fatores que impulsionam o uso da energia edlica,
sdo diversos: Reduz a dependéncia de combustiveis fosseis, sendo o vento um recurso
abundante e renovavel; As centrais edlicas ocupam um pequeno espaco fisico e permitem a
continuidade de atividades entre os aerogeradores (pastagens e agricultura); Melhora a
economia local e oferta de empregos. Estudos realizados na Escécia calculam ser entre 500 a
1500 empregos associados a cada 0,3 a 1 GW de poténcia instalada; A emissédo de poluentes é
minima, ndo contribuindo para a mudanca climatica global, chuva &cida, etc; E uma indUstria

em grande ascensdo e com bom potencial no Brasil (principalmente em algumas regides do
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litoral nordestino); Contribui para a diversidade de suprimento de energia e pode ser conectada
a rede; A tecnologia esta completamente dominada e ainda em grande desenvolvimento, com

reducdo constante de custos de construcao e geracao.
2.3 Caracteristicas Basicas da Tecnologia Edlica

A geracdo de energia elétrica a partir da energia proveniente dos ventos € realizada

através do uso de turbinas eolicas.

A turbina edlica é constituida por uma série de componentes, responsaveis pela
producdo da energia elétrica em trés etapas: a captacdo da energia cinética contida no vento, a
conversdo da energia cinética em energia mecanica e a transformagdo da energia mecénica em
energia elétrica propriamente dita, pelo gerador elétrico, ao final do processo (LEITE et al.,

2006). Estes processos estdo demonstrados na Figura 2.2.
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Figura 2.2: Esquema geral de funcionamento de um aerogerador.
Fonte: (PAVINATTO, 2005).

O vento atinge as pas do rotor que se movimentam. Esse movimento € transferido para
um sistema de engrenagens que multiplicam a frequéncia do rotor. Essa velocidade é
transmitida para o gerador elétrico responsavel por produzir a eletricidade por meio do
fendmeno de inducdo eletromagnética. Dependendo da tecnologia utilizada pelo aerogerador,
o multiplicador mecénico e o conversor eletrdnico ndo sdo necessarios (PICOLO et al., 2014).
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2.3.1. Principais componentes de um aerogerador

Aerogeradores sdo equipamentos usados para producdo de energia elétrica a partir da
energia cinética do vento. A poténcia de destes equipamentos varia desde algumas centenas de
watts ate varios megawatts. A Figura 2.3 mostra os principais componentes de uma turbina

edlica do tipo mais comum, isto é, de eixo horizontal.

Multiplicador de velocidade
Acoplamenio elastico

Sensores de venio

Gerador elétrico

CREE - Nl Sssssssssasaw

Sistermna de
freio
a disco

Tormre de sustentagido

Controle de gire

= ] Sistema de
controle
. Sistema de freio

2eradinamico

Figura 2.3: Desenho esquematico de turbina edlica.
Fonte: (CBEE, 2014).

Para efeito de estudo, em um contexto geral da conversdo eolica, devem ser
considerados o0s seguintes componentes segundo (DE SALLES, 2004; CASTRO, 2007;
NUNES e MANHAES, 2010):

e Torre: Geralmente de estrutura tubular sustenta a Nacele e o rotor acima do solo para

capturar a energia contida nos ventos onde a rugosidade é menor.

e Nacele: Contém os principais componentes da turbina: caixa de engrenagens,

controlador de freio e o gerador elétrico. Protege os componentes de elementos externos.
« Pas do rotor: Captam o vento e convertem sua poténcia ao centro do rotor.
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« Rotor: Sistema de captacdo de energia cinética dos ventos a qual converte em energia

mecanica no seu eixo (idem).

e Transmissdo (Caixa de Multiplicagdo): Transmite a energia mecanica do eixo do rotor

para o gerador.

o Gerador elétrico: Converte a energia mecanica em energia elétrica. Converte o torque

do giro do rotor em eletricidade. E uma bobina girando num campo magnético.

e Mecanismos de controle: Usam sensores para 0 bom funcionamento e a seguranca do

sistema para melhor aproveitar o vento.
« O controlador: move o rotor para alinhd-lo com a dire¢éo do vento.
o Osfreios: detém a rotacdo do eixo em caso de sobrecarga de energia ou falha no sistema.

e Anemdmetro (sistema de vento): Mede a intensidade e a velocidade dos ventos,

normalmente de 10 em 10 minutos.
2.4. Producéo de Energia Eolica

O potencial de energia elétrica produzida a partir da geracao eolica é obtido através da
energia cinética dos ventos, que é convertida em energia mecanica, por um processo que

transforma a forga do vento em um torque que age sobre as pas do rotor.

A energia cinética de translacdo é dada no instante que o vento movimenta as pas, e a
energia cinética de rotacdo € dada no instante que as pas produzem o torque eletromecéanico
eixo da turbina que é transferido para o gerador.

A formulagdo mostrada a seguir foi obtida em (BERNSTEIN, 2002; PATEL, 2005;
SANTOS, 2009; ANVARI et al., 2016). A quantidade de energia gerada pelos ventos é uma

funcéo da sua velocidade (v) e massa (m) e é dada pela equacdo de energia cinética.
A energia cinética € representa pela equacao (2.1):
Ec= %mv2 (2.1)

Onde:

Ec = energia Cinética [J];

m = massa do ar que escoa através da area A de varredura das pas [Kg];
v = velocidade da massa de ar em movimento (vento) [m/s].
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Como uma turbina e6lica é classificada, normalmente, pela poténcia e néo pela energia,
tem-se o célculo da poténcia disponivel no vento que ¢ obtido a partir da razéo entre a energia
e 0 tempo, a poténcia dos ventos é a energia cinética por unidade de tempo (t), onde a unidade

de tempo padrdo é um segundo (s).

A poténcia disponivel do vento é deduzida pela equagdo (2.2):

2

Pd= E _mv

== (2.2)

Onde:

Pd = poténcia disponivel do vento [W];

E = energia cinética do vento [J];

t = unidade de tempo [s].

Como a densidade do ar é razdo da massa pelo volume, o termo m/t pode ser chamado
de taxa de fluxo de massa (). A taxa de massa (rh) pode ser definida como sendo a massa por

unidade de tempo, representada pelo produto da densidade do ar (p) e pela vazao de ar (Q).

O fluxo de massa é dado pela equacéo (2.3):

= pQ (2.3)

Onde:

m = fluxo de massa de ar [kg/s];

p = massa especifica do ar [Kg/m®];

Q = vazao volumétrica [m®/s].

A vazdo (Q) é a quantidade de ar que passa através de uma area especificada. Pode ser
calculada através do produto da velocidade do vento (v) pela area no qual o fluxo de ar atravessa

as pas do rotor da turbina (A).
A vazdo é dada pela equacéo (2.4):
Q=vA (2.4)
Onde:
v = velocidade do vento [m/s];

A = area da secdo transversal [m?].

Por conseguinte, a taxa de fluxo de massa (m) pode ser reescrita pela combinacdo da

equacao (2.3) e (2.4), resultando na equacéo (2.5):

m = pvA (2.5)
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Substituindo a equacdo (2.5) na equacao (2.2), obtemos o potencial edlico que é a

poténcia disponivel no vento que passa pela secdo A, transversal ao fluxo de ar.

A Poténcia disponivel no vento é dada pela equacéo (2.6):
= - pAV (2.6)

Onde:

P = poténcia do vento [W];

p = massa especifica do ar [Kg/m®];

A = area da sec¢do transversal [m?];

v = velocidade do vento [m/s];

A poténcia disponivel no vento, porém, ndo pode ser totalmente aproveitada pela turbina
eblica para a geracdo de eletricidade. Segundo (DUTRA, 2011), para levar em conta esta
caracteristica fisica, € introduzido um indice denominado coeficiente de poténcia Cp, que pode

ser definido como a fracdo da poténcia edlica disponivel que é extraida pelas pas do rotor.

(THOMAS e CHERIYAN, 2012), afirmam que de acordo com a Lei de Betz, nenhuma
turbina eolica pode converter mais de 59,3% da energia cinética do vento em energia mecénica
transformar um rotor (Cp<59.3%), ou seja, 59,3% da energia contida no fluxo de ar podem ser

teoricamente extraidas por uma turbina edlica (OLIVEIRA, 2008).

Sendo assim, a maxima poténcia que pode ser extraida por uma turbine eélica é dada

pela equagéo (2.7):
P =12 pAV3Cp (2.7)

Onde:

Cp = coeficiente de poténcia.

O coeficiente de poténcia (BRAGA et al.,2000) é obtido através do produto da eficiéncia
mecanica (ym), eficiéncia elétrica (#e) € da eficiéncia aerodindmica da turbina eolica. Todos 0s
trés fatores dependem da velocidade do vento e da poténcia gerada, ou seja, a velocidade do

rotor deve mudar em resposta @ mudanca de velocidade do vento.
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Os controles de velocidade e poténcia em sistemas de energia eolica tém trés regies

distintas, a Figura 2.4 mostra estas regides.
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Figura 2.4: Curva de Poténcia da Turbina.
Fonte: (PATEL, 2005).

A curva de linha continua representa a poténcia e as curvas tracejadas, a eficiéncia do

rotor. De acordo com (PATEL, 2005), as regides da curva de poténcia podem ser descritas como

Se segue:

Regido de Cp constante 6tima, gerando linearmente aumento de poténcia com o
aumento da velocidade do vento;

Regido de poténcia limitada, gerando uma poténcia constante, mesmo em maiores

ventos, através da diminui¢do da Cp eficiéncia do rotor;

Regido de desligamento de energia, onde a geracdo de energia ¢ desacelerada até zero,
a velocidade do vento se aproxima do limite de corte.

Tipicamente, a turbina comeca a funcionar (cut-in) quando a velocidade do vento excede

4 a5 mfs, e € desligado a velocidades superiores a 25 a 30 m/seg. A regido constante Cp € o

modo normal de operagéo.

Segundo (PATEL, 2005; MANWELL et al., 2010), para manter uma Cp constante, o

sistema de controle aumenta a velocidade do rotor em resposta ao aumento da velocidade do

vento apenas até um certo limite.
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Quando esse limite for atingido, o controle passa para a regido limitador de velocidade.
Se a velocidade do vento continuar a aumentar, o sistema aproxima-se da limitacdo da poténcia
do gerador elétrico. Quando isto ocorre, a velocidade da turbina é reduzida, e o coeficiente de
poténcia Cp move-se mais longe a partir do valor 6timo. A poténcia de saida do gerador
permanece constante no limite do projeto.

Quando o limite de velocidade e limite de poténcia ndo podem ser mantidos sob uma

rajada de vento extremo, é cortada a operacdo de producdo de energia.

A velocidade do vento ndo aumenta com a altura indefinidamente, de acordo com
(TONG, 2010), o efeito da altura sobre a velocidade do vento é principalmente devido a
rugosidade na superficie da terra e pode ser estimada utilizando a equacéo (2.8) de Poténcia de
Hellmann que relaciona a velocidade do vento em duas alturas diferentes:

V(B (2.8)

Vi hy

Onde:

V1 = velocidade do vento medida na altura hy de referéncia;
V> = velocidade do vento estimado em altura hy, e

a = coeficiente de atrito da superficie do solo.

O coeficiente de atrito a ¢ baixo para o terreno suave e alta para 0s mais asperos. Os

valores de a para classes terreno tipicos sao dados na Tabela 2.1.

Tabela 2.1: Curva de Poténcia da Turbina.

Tipo de Terreno Coeficiente de Atrito
Lago, Oceano e Solo liso 0,10
Florestas no nivel do solo 0,15
Culturas altas, sebes e arbustos 0,20
Campo arborizado, com muitas arvores 0,25
Cidades pequenas com algumas arvores e arbustos 0,30
Area da cidade com edificios altos 0,40

Fonte: (PATEL, 2005).

2.5. Considerac0es Finais

A producéo de energia edlica, no cenario mundial, vem surgindo ao longo dos ultimos
anos como uma das principais alternativas de energia renovavel, contudo, a tecnologia que

iniciou a evolucdo dessa industria edlica ndo € algo recente.
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A poténcia que pode gerar uma turbina edlica depende das caracteristicas construtivas
da mesma e da velocidade do vento, a grande importancia de poder fazer uma previsdo da
velocidade do vento o mais exata possivel para poder fazer uma previsao da energia eélica em
qualquer lugar. O proximo capitulo faz uma analise dos diferentes métodos e modelos que
podem ser usados para a previsdo da velocidade do vento e, porém, da energia edlica.
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CAPITULO 3

3. METODOS E MODELOS PARA PREDICAO E CLASSIFICACAO DE SERIES
TEMPORAIS

3.1 Modelos de previsao de velocidade de ventos

Com a variabilidade inerente do recurso do vento, é muitas vezes Util ser capaz de prever
a velocidade do vento algum tempo a frente. Por exemplo, pode ser (til, a partir de uma
perspectiva de controle ser capaz de prever as varia¢Ges de turbuléncia de curtissimo prazo, de
alguns segundos a alguns minutos. Em alguns casos, a previsao da velocidade do vento, ou de

producéo de energia, pode ser necessaria em um horizonte de horas ou um a dois dias.

Existem diferentes métodos para realizar a previsdo da energia eolica. Estes métodos
sdo classificados segundo as escalas de tempo e segundo as metodologias e estdo disponiveis

na literatura.

A classificacdo das escalas de tempo e dos métodos para a previsdo da poténcia ou
energia do vento, combinando alguns trabalhos existentes na literatura, pode ser dividida em 4
categorias (DONGMEI et al., 2011; WANG et al., 2011; ZHAO et al., 2011):

Previsdo de ultra-curto prazo: De alguns minutos a 1 hora a frente.

Previsdo de curto prazo: De uma hora para varias horas a frente.

Previsdo de médio prazo: De vérias horas a 1 semana a frente.

Previsao de longo prazo: A partir de 1 semana a 1 ano ou mais a frente.

A Tabela 3.1 apresenta a escala de tempo especifico tendo em vista o funcionamento

dos sistemas de energia elétrica.

Tabela 3.1: Classificacdo das escalas de tempo para a previsdo do vento.
Escala de Tempo Alcance Aplicacgdes

Ultracurto prazo

De alguns minutos
a 1 hora a frente

Compensacgdo do mercado de eletricidade

Operacdes de rede em tempo real

Acdes de regulacdo

Curto prazo

De uma hora para
varias horas a
frente

Planejamento do despacho econémico de carga

Decisdes razoaveis de carga

Seguranca operacional no mercado da eletricidade

Médio prazo

De varias horas a 1
semana a frente

Decisbes de compromisso das unidades

Decisbes de compromisso de reserva

Gerador on-line / off-line decisbes

Longo prazo

A partir de 1
semana a1 ano ou
mais a frente

Planejamento da manutencéo

Gestdo da operagéo

Custo de funcionamento 6timo

Estudo de viabilidade para projetos de parques eélico

Fonte: (DONGMEI et al., 2011; WANG et al., 2011; ZHAO et al., 2011).
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Os modelos de previsdo de vento podem ser classificados, de forma geral, nas trés
categorias seguintes: (i) modelo fisico, (ii) modelo estatistico e computacional, e (iii) modelo
hibrido (MANWELL et al., 2010; GASCH e TWELE, 2011; FOLEY et al., 2012).

3.1.1 Modelo Fisico

O modelo fisico também conhecido pelo termo em inglés Numeric Weather Prediction
(NWP), descreve a relacdo fisica entre a velocidade do vento, as condi¢Bes atmosféricas,
topografia local e o resultado do parque edlico. Este modelo consiste em varios submodelos,
gue juntos proporcionam a traducdo a partir da previsdo de vento em um determinado ponto da

rede.

O modelo é baseado na baixa atmosfera ou a previsdo do tempo numérica (NWP) usando
dados de previsdo do tempo, como a temperatura, a pressdo, a rugosidade da superficie e
obstaculos e foi desenvolvido por meteorologistas para a previsdo meteorologica de area em
grande escala (LEI et al., 2009).

Em geral, a velocidade local do vento obtida a partir do servico meteoroldgico e
transformada para as turbinas de vento no parque eolico e convertida em energia edlica (WANG
etal., 2011).

Os métodos fisicos sdo para aumentar a resolucdo do modelo NWP real, a fim de atingir
uma previsao precisa do clima (ZHAO et al., 2011). Os métodos fisicos sdo processados em

supercomputadores, pois eles precisam desenvolver muitos célculos.

De acordo com (WU e HONG, 2007), estes modelos levam em consideracdes varios
fatores, incluindo a ocorréncia de obstaculos, rugosidade da superficie local e suas alteracdes,
e os efeitos da orografia, a escala da velocidade do vento local dentro de parques edlicos e
layouts de parques edlicos, no entanto, a recolha da informacéo das condi¢6es do terreno € uma

das principais dificuldades na implementacdo de modelos fisicos.

Segundo (FOLEY et al., 2012), os modelos fisicos geralmente fazem uso de bases de
dados globais de medi¢gdes meteorologicas ou de modelos de mesoescala atmosféricas, mas
requerem grandes sistemas computacionais, a fim de obter resultados precisos, em outras
palavras, os modelos meteoroldgicos de alta resolucdo s@o muitas vezes mais precisos, mas
exigem muito tempo com alta computacéo para produzir previsdes, €, Como consequéncia, eles

ndo atualizam com frequéncia as suas saidas.
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Portanto, o desempenho de modelos fisicos é muitas vezes satisfatorio para horizontes
temporais longos (maior do que 6 horas a frente), e eles sdo, por outro lado inadequado para
previsdes em curto prazo (varios minutos a uma hora), devido a dificuldade de aquisicéo de

informacdo e computacdo complexa (WU e HONG, 2007).
3.1.2 Modelos Estatisticos

Os modelos estatisticos sdo faceis de modelar e de menor custo quando comparados
com outros modelos. Basicamente, os métodos estatisticos usam dados histéricos para realizar
uma previsdo ao longo das préximas horas, e sdo adequados para curtos periodos de tempo. A
desvantagem destes métodos é que o erro de predicdo aumenta a medida que aumenta o tempo
de predicdo, ou seja, as séries temporais estatisticas sao principalmente destinadas a previsoes
de curto prazo (WU e HONG, 2007; CHANG, 2014).

Os modelos estatisticos usualmente utilizam metodos de analise de séries temporais,
entre eles: auto regressive - AR, auto regressive moving average - ARMA, e auto regressive
integrated moving average — ARIMA, também utilizam a inteligéncia artificial (Redes Neurais
e Logica Fuzzy). Em geral, estes modelos tém apresentando bom desempenho no que se refere

a previsdo da velocidade do vento.
3.1.3 Modelos Hibridos

A combinacdo de abordagens diferentes, tais como as abordagens fisicas e modelos
estatisticos ou combinando curto e médio prazo, etc, € comumente referida como uma
abordagem de modelo misto ou hibrido (SOMAN et al., 2010).

De acordo com (CHANG, 2014), o objeto dos modelos hibridos é se beneficiar das
vantagens de cada modelo e obter um desempenho global de previsdo melhor do que o resultado

de um modelo individualmente.

Uma vez que a informacdo contida no método de previsdo individual € limitada, o
método hibrido pode maximizar a informacédo disponivel, integrar informacdes dos modelos
individuais e fazer o melhor uso das vantagens de varios dos métodos de previsao, melhorando

assim a precisdo da previsao.

Muitos tipos de modelos hibridos sdo utilizados para prever a energia eolica. Os tipos
de combinagGes podem ser (WU e HONG, 2007; CHANG, 2014):
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o Combinacdo de abordagens fisicas e estatisticas;
e Combinacdo de modelos para o curto prazo e de médio prazo;
e Combinacdo de modelos estatisticos alternativos;
e Combinagéo de modelos alternativos de inteligéncia artificial.

Segundo (OLIVEIRA, 2008), os modelos mistos sdo usados, quase sempre, em
horizontes de previsdes curtos (mesoescalas) para ajustar os resultados encontrados atraves dos
modelos NWP.

Diversos trabalhos vém sendo publicados propondo o gerenciamento de energia
utilizando fontes renovaveis, como a geracgdo eolica (DONOVAN, 2005; WAN et al., 2010;
GONZALEZ et al., 2011; YOUSEFBEIGI e AKMANDOR, 2015). No entanto, para
implementar a otimizagdo do sistema faz-se necessario realizar a previsdo da velocidade do

vento em um intervalo de tempo futuro, de acordo com o periodo de otimizacao.

Varios artigos na literatura apresentam métodos propondo a previsao da velocidade do
vento para a geracao de energia eolica. Alguns deles baseiam-se em series temporais (PAN et
al., 2008), outros utilizam redes neurais (CADENAS e RIVERA, 2009; LI e SHI, 2010), légica
fuzzy (MONFARED et al., 2009), modelos bayesianos (SLOUGHTER et al., 2010), enxame
de particulas (REN et al., 2014), algoritmos genéticos (LIU et al., 2014), e alguns propdem a
combinagdo dos modelos ARIMA com Redes Neurais (CADENAS e RIVERA, 2010).

3.2 Séries Temporais

Modelagem de séries temporais é uma area de pesquisa dinamica que tem atraido a
atencdo das comunidades cientificas ao longo das ultimas décadas. De acordo com
(ADHIKARI e AGRAWAL, 2013), o principal objetivo da modelagem de séries temporais €
coletar cuidadosamente e rigorosamente estudar as observacdes passadas de uma série temporal

para desenvolver um modelo adequado, que descreve a estrutura inerente da série.

Este modelo é entdo utilizado para gerar valores futuros para a série, isto &, para fazer
previsdes. Previsdo de séries temporais, portanto, pode ser denominado como o ato de prever 0
futuro através da compreensdo do passado (RAICHAROEN et al.,, 2003; GRANGER e
NEWBOLD, 2014; BOX et al., 2015; MONTGOMERY et al., 2015).
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Para uma previsao de séries temporal bem sucedida depende de um ajuste de um modelo
apropriado. Grandes esforcos tém sido feitos por pesquisadores ao longo de muitos anos para o
desenvolvimento de modelos eficientes para melhorar a preciséo da previsdo. Como resultado,
0s varios modelos de séries temporais de previsdo importantes tém evoluido na literatura
(BROCKWELL e DAVIS, 2013; LIU et al., 2013; BABU e REDDY, 2014).

De acordo com (EHLERS, 2007), algumas caracteristicas séo particulares a este tipo de

dados, por exemplo:

Observacdes correlacionadas sdo mais dificeis de analisar e requerem técnicas

especificas.

Deve-se levar em conta a ordem temporal das observacgoes.

Fatores complicadores como presenca de tendéncias e variagdo sazonal ou ciclica

podem ser dificeis de estimar ou remover.

A selecdo de modelos pode ser bastante complicada, e as ferramentas podem ser de

dificil interpretagdo.

E mais dificil de lidar com observac@es perdidas e dados discrepantes devido & natureza

sequencial.

Segundo (ADHIKARI e AGRAWAL, 2013), um dos mais populares e frequientemente
usado modelo de séries temporais estocasticas é 0 Modelo autorregressivo integrado de médias
moveis (ARIMA). Neste trabalho, o foco estd limitado aos modelos preditores de séries
temporais com o uso de filtros ARIMA sazonais (SARIMA), bem como o uso de redes neurais.
Contudo, serdo abordados também os Modelos autorregressivos (AR), Modelos de médias
moveis (MA) e Modelos autorregressivos de médias méveis (ARMA) para possibilitar um
melhor entendimento do Modelo SARIMA.

3.2.1 Séries Temporais Estacionarias

Uma das suposi¢fes mais frequentes que se faz a respeito de uma série temporal é a de
que ela € estacionaria, ou seja, ela se desenvolve no tempo aleatoriamente ao redor de uma
média constante, refletindo alguma forma de equilibrio estavel (MORETTIN e TOLOI, 2006).
Todavia, na pratica, a maior parte das series temporais encontradas apresentam, em sua

natureza, alguma forma de ndo estacionariedade.
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De acordo com (GUJARATI e PORTER, 2011), em linhas gerais, um processo
estocastico serd chamado de estacionario se sua média e variancia forem constantes ao longo
do tempo e o valor da covariancia entre os dois periodos de tempo depender apenas da distancia,
do intervalo ou da defasagem entre os dois periodos e ndo o tempo real ao qual a covariancia é
computada.

Modelos estacionarios sd@o aqueles que assumem que 0 processo esta em equilibrio.
Segundo (SOUZA, 2006), um processo é considerado fracamente estacionario se suas médias
e variancias se mantém constantes, ao longo do tempo, e a funcdo de autocovariancia depende,
apenas, da defasagem entre os instantes de tempo. Um processo é fortemente estacionario se

todos 0s momentos conjuntos sdo invariantes a translacdo no tempo.

A seguir na sessdo 3.3, descreve-se 0os modelos adequados para séries estacionarias
Autoregressivos médias moveis (ARMA), subdividindo em dois outros modelos: o

autoregressivo (AR) e médias moveis (MA).
3.2.2 Séries Temporais Nao-Estacionarias

Se uma série temporal ndo é estacionaria no sentido ha pouco definido, ela é chamada
de série temporal ndo estacionaria. Em outras palavras, uma série temporal ndo estacionaria
tera uma média que varia com o tempo, ou uma variancia que varia com o tempo, ou, ainda,
ambas (GUJARATI e PORTER, 2011).

De acordo com (FIGUEREDO, 2008), os modelos lineares ndo estacionarios estudados
na literatura de referéncia s3o aqueles que tém um comportamento “ndo explosivo”,
apresentando assim um comportamento dito homogéneo. Séo séries tais que, tomando um
numero finito de diferencas tornam-se estacionarias. Estes modelos sdo chamados Auto-
Regressivos Integrados de Médias Mdveis, em inglés AutoRegressive Integrate Moving
Average — ARIMA.

As séries ndo estacionarias possuem tendéncia, podendo ser de natureza deterministica
ou estocastica. Em economia, os indices de precos e nivel de produto sdo exemplos da ndo
estacionariedade de séries.
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3.3 Modelos de Box-Jenkins

Serdo apresentados nesta sessdo 0 modelo de Box-Jenkins para estimacéo e previsao de
séries temporais com base na formulacdo matematica desenvolvida (HIPEL e MCLEOD, 1994;
EHLERS, 2007; MAKRIDAKIS et al., 2008).

Os modelos resultam da combinagdo de trés componentes denominados “filtros”: o
componente auto-regressivo (AR), o filtro de integracdo (I) e o componente de médias moveis
(MA). Uma série pode ser modelada pelos trés filtros ou apenas um subconjunto deles,

resultando em varios modelos, os quais sao abordados a seguir

Os modelos ARMA sdo adequados para séries estacionarias, ou seja, aquelas onde a
média é constante por todo tempo. Mas em geral, na prética, as séries sao ndo-estacionarias
como, por exemplo, as séries econdmicas. Portanto, 0 modelo que sera apresentado para séries

de comportamento nao-estacionario é o Modelo ARIMA.
3.3.1 Modelo Autorregressivo (AR)

Esta forma de um modelo de séries temporais (do inglés, Autoregressive models - AR)
é intuitivamente atraente e tem sido amplamente aplicada a conjuntos de dados em diversas

areas.
e Modelo Auto-regressivo de primeira ordem: AR(1)

Utiliza-se um ajuste por um modelo AR(1) quando a variavel caracteristica x, pode ser

ajustada pela equacao 3.1:
X =&+ Ppx 1+ & (3.1)
Onde:
¢ e ¢ sdo constantes desconhecidas, e
&, € 0 erro independente e normalmente distribuido com média zero e desvio padrao o.

A condicdo de estacionariedade é -1 < ¢ <1, ou seja, para que a série tenha média
constante, ¢ devera pertencer ao intervalo entre -1 e 1. Em um modelo AR(1), as observac6es
x, tem média £/(1 — ¢), desvio padrio o/(1 — ¢p?)'/2, e as observagdes que estio k periodos

separados tém coeficiente de correlagio ¢p*.
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e Modelo Auto-regressivo de ordem p: AR(p)

Generalizando o modelo da equagdo 3.1 para p ordens, obtém-se 0 modelo da equagdo
3.2

X = §+ P1xp 1 H Paxe 2+ F Ppxe p T & (3.2)

O qual é um modelo auto-regressivo de ordem p, um AR(p). Como pode-se perceber,
um modelo autoregressivo depende de p observacOes anteriores, ou seja, a observacdo x, €
gerada pela média ponderada das p primeiras observagdes anteriores da varidvel. Dependendo
da ordem do modelo, a quantidade e complexidade das condi¢cdes de estacionariedade

aumentam.
3.3.2. Modelo de Médias Moveis (MA)

O modelo de Médias Mdveis (do inglés, Moving Average - MA) descreve como uma
observacao depende diretamente de uma ou mais medicdes anteriores (HIPEL e MCLEQOD,
1994; VALIPOUR et al., 2013; KINGMA e BA, 2014).

e Modelo de Média Mdvel de primeira ordem: MA (1)

Suponha-se que a observacdo x,, dependa ndo dos seus valores anteriores, mas da
componente aleatéria £;, como na equacao abaixo. Dessa forma, tem-se um modelo de Equacao
3.3 MA(D).

X = u+& —0&_4 (3.3)
Onde:
e 0 sdo constantes.

Nesse modelo, a correlagdo entre x, e x,_; ¢ p1 = - 0 /(1 + 6?), e zero para todas as
outras defasagens. A condicao de estacionariedade € que o parametro g seja finito. Assim, como

g = 1 esse modelo sempre seré estacionario.

e Modelo de Média Mdvel de ordem g: MA(Q)
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Generalizando o modelo da equagdo 3.3 para g ordens, obtém-se 0 modelo de equagdo
3.4:

xt = u + St - 91£t_1 - 92£t_2 — . qut—q (34)

Este é o modelo de média movel de ordem p. Pode-se perceber que cada observacéao é
gerada por uma média ponderada do valor presente e de g valores passados de um processo de

ruido aleatorio.

O modelo de média mével é sempre estacionario (pois g é sempre finito) e possui média
p. Assim, o termo do erro &, que possui média O e variancia o 2 e tem valores que sdo n&o

autocorrelaeionados, é chamado de ruido aleatorio.
3.3.3 Modelos Autorregressivos de Médias Moveis (ARMA)

Uma combinacdo dos modelos AR(p) e MA(q) resulta em um modelo auto regressivo e
de média mdvel, ou seja, um ARMA(p,q) do inglés, autoregressive integrated moving average
(ARMA).

Se um processo consiste em ambos 0s parametros MA AR € chamado um processo
ARMA (HIPEL e McLEOD, 1994) (KARTHIKEYAN e KUMAR, 2013; MARELLI et al.,
2013; SHAFAEI e KISI, 2016). Um modelo auto regressivo de média movel de primeira ordem,
um ARMA (1,1), é representado pela equacéo 3.5:

Xt = §+xi 1 +&— 084 (3.5)

Um processo ARMA (p, q) seré estacionario se as condigdes provenientes da parcela
AR do processo forem verificadas. A média de um processo ARMA (p, q) também é dada pela

parcela autorregressiva do modelo.

O modelo ARMA (p, q) pode ser representado utilizando os operadores autorregressivos

e de média mdvel visto anteriormente, resultando no modelo de equacéao 3.6:

¢(B)x, = 6(B)e, (3.6)
O modelo ARMA (p, q) ainda pode ser representado pela equacéo 3.7:

xt = ¢1xt_1 + ¢2xt_2 + ...+ ¢pxt_p + gt - 0181-_1 - ezft_z T qut—q (3.7)
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Sendo 0 processo estocastico estacionario, serd usado um modelo ARMA quando o
processo apresentar caracteristicas que nao permitam sua descricdo atraves de uma
parametrizacdo parcimoniosa de um processo puramente autorregressivo ou puramente médias
moveis, pelo fato de seu comportamento incluir caracteristicas de ambos os tipos de processos
entdo, sera considerado um modelo misto, ou seja, € 0 modelo que tem uma parte AR (p) com
¢(B) <1 comumaMA (g)comqg8(B) < 1.

3.3.4. Modelos Autorregressivos Integrados de Médias Mdveis (ARIMA)

Quando o processo é nao estacionario, a combinacdo entre os modelos autorregressivos
e de média mdvel, resulta em um modelo ARIMA (p,d,q), do inglés Autoregressive Integrated
Moving Average (VALIPOUR et al., 2013; ADEBIYI et al., 2014; CADENAS et al., 2016),
onde d é o numero de diferencas necessarias para tornar a série estacionaria. O modelo da
Equacdo 3.8 ¢ um ARIMA (1,1,1).

Xt = Xp1 + P1Xq — P1Xe 2 + €, — 01644 (3.8)

Esse modelo descreve um procedimento ndo-estacionario (a variavel x; segue uma
tendéncia, como se ndo existisse um valor fixo para a média). Isso frequentemente ocorre em
processos industriais e quimicos quando x,; € um processo de saida ndo controlavel, isto é,
guando ndo ha acdes que possam ser feitas para o controle da variavel a fim de atingir o valor

objetivo.

De acordo com (GUJARATI e PORTER, 2011), se tivermos que diferenciar uma série
temporal d vezes para torna-la estacionéaria e aplicar-lhe o modelo ARMA (p, q), diremos que
a série temporal original ¢ ARIMA (p, d, q), ou seja, € uma série temporal autorregressiva
integrada de médias mdveis, em que p denota os nimeros dos termos autorregressivos, d o
numero de vezes que a série deve ser diferenciada antes de tornar-se estacionaria e g o nimero

de termos de média movel.

Ainda segundo (GUJARATI e PORTER, 2011), observa-se que um processo ARIMA
(p, O, 0) significa um processo AR (p) puramente estacionario; um ARIMA (0, 0, q) significa
um processo MA (q) puramente estacionario. Dados os valores de p, d e g, € possivel dizer qual

processo esta sendo modelado.
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3.3.5 Modelo auto-regressivo integrado sazonal de médias moéveis SARIMA

Os modelos ARIMA exploram a autocorrelacéo entre os valores da série em instantes
sucessivos, mas, quando os dados sdo observados em periodos inferiores a um ano, a série

também pode apresentar autocorrelacdo para uma estacdo de sazonalidades.

Os modelos que contemplam as séries que apresentam autocorrelacdo sazonal sdo
conhecidos como SARIMA (ESPINOSA et al., 2010). O modelo auto-regressivo integrado
sazonal de médias moveis (SARIMA) é um método de previsdo de séries temporais proposto
por Box e Jenkins na década de 1970 (MAO et al., 2018).

A forma geral do modelo SARIMA é a seguinte: SARIMA (p,d,q) (P,D,Q)s, ondep e q
sdo as ordens do auto-regressivo (AR) e da média movel (MA), respectivamente, d é a ordem
das diferencas, P, D e Q sdo as ordens sazonais correspondentes, e S representa as etapas das
diferencas sazonais, que podem ser calculadas de acordo com as seguintes equacdes (NOBRE
etal., 2001):

¢ (B)D(BS)(1 — BS)P (1 — B)4Z, = 6(B)O(B)a, (3.9)
Em que:
¢(B)=1—¢B—-— ¢,BP (3.10)
6(B) =1—6,B— - — 6,B1 (3.11)
®(BS) = 1— @B — - — ®,BP (3.12)
O(BS) = 1—0,B% — - — 0B (3.13)

Onde B é o operador de backforward, Zt é o valor observado no tempot(t=1, 2,...Kk) e

a; € o erro residual no tempo t. Os processos do modelo SARIMA envolvem quatro etapas:

1) Pré-tratamento da amostra: O ruido ndo branco, a estacionariedade e a
sazonalidade de uma série cronolégica sdo uma condicdo prévia para a construcdo de um
modelo SARIMA.

No caso de séries temporais de ruido ndo branco, h4 uma correlagdo dos valores

observados com uma distribuicdo ndo aleatdria, e pode ser usada para construir um modelo.
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Como o método mais comum de teste de raiz unitéaria, pode ser adoptado um teste de
Dickey-Fuller Aumentado (ADF) para determinar se a série temporal é estaciondria. Se a série
temporal for ndo estacionaria, a diferenciacao podera ser usada efetivamente para remover essa
tendéncia. Com base nos gréaficos sequenciais e experiéncias préaticas, a sazonalidade das séries
temporais pode ser explorada.

(2) Identificacdo e estimativa: Determinacdo das ordens do modelo SARIMA com
base em gréficos para a funcdo de autocorrelacdo (ACF) e funcdo de autocorrelagcdo parcial
(PACF). O método dos minimos quadrados é utilizado para estimar os parametros do modelo.

3 Diagndstico e otimizacgdo: A disponibilidade do modelo exigiu a verifica¢do por
parametros e testes de ruido branco. O teste Q foi empregado para diagnosticar o ruido branco
dos erros residuais, que sao independentes e normalmente distribuidos. A significancia de um
pardmetro Unico foi avaliada por meio de teste.

4 Previsdo: O modelo obtido foi aplicado para prever a velocidade do vento e a
energia edlica na regido de Petrolina. Finalmente, o0 modelo 6timo foi determinado com a ajuda

de testes de precisdo, e usado para prever a estes parametros.
3.4 A Metodologia Box-Jenkins

O objetivo do método Box-Jenkins € identificar e estimar um modelo estatistico que
possa ser interpretado como tendo sido gerado pelos dados amostrais. Se esse modelo estimado
for utilizado para a previsdo, deveremos admitir que suas caracteristicas sao constantes ao longo

do periodo, e, particularmente, ao longo de periodos futuros.

A razdo para requerer os dados estacionarios é que qualquer modelo que seja inferido
com base nesses dados pode ser interpretado como estacionario ou estavel e, portanto, fornecer
uma base valida para a previsdo (POKORNY, 1987; HECKMAN e SERLETIS, 2015;
YOUNG, 2015).

A pergunta, obviamente, é: Observando uma série de tempo, como se sabe se ela segue
um processo puramente AR (em caso afirmativo, qual € o valor de p) ou um processo puramente
MA (em caso afirmativo, qual é o valor de g) ou um processo ARMA (e em caso afirmativo,
quais sdo os valores de p e g) ou um processo ARIMA, caso em que precisamos conhecer 0s
valores de p, d, e g? A metodologia Box-Jenkins é muito Util na resposta a pergunta anterior
(GUJARATI e PORTER, 2011).
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De acordo com (ZHANG, 2003), a ideia basica de identificacdo do modelo é que, se
uma série de tempo é gerada a partir de um processo ARIMA, ele deve ter algumas propriedades

teoricas de autocorrelacao.

Ao combinar os padrfes de autocorrelagdo empiricos com os tedricos, muitas vezes é
possivel identificar um ou varios modelos possiveis para uma dada série temporal. A base da
abordagem metodoldgica de Box-Jenkins as séries temporais de modelagem € resumida na
Figura 3.1 e consiste de trés fases interativas: identificagdo do modelo, de estimativa de

parametros e de ensaio de diagnético e aplicacao.

Os conceitos de cada etapa sdo apresentados de acordo com (ZHANG, 2003;
MAKRIDAKIS et al., 2008; GUJARATI e PORTER, 2011; BIGOVIC, 2012), para modelos
SARIMA:

Fase I: Identificacdo. Na primeira fase, é necessario encontrar uma classe de modelos
SARIMA (p, d, q)(P, D, Q). Em outras palavras, neste estagio descobrem-se os valores
apropriados de (p, d, g)(P, D, Q). Em primeiro lugar, a escolha depende das respostas sobre a
necessidade para transformar a série, a fim de estabilizar a variancia e a diferenca dos dados,

para obter uma série estacionaria.

Estacionariedade é uma condigdo necessaria na constru¢cdo de um modelo SARIMA
sendo Util para a previsdo. Uma série temporal estacionaria tem a propriedade de suas
caracteristicas estatisticas como a média e a estrutura de autocorrelacdo sdo constantes ao longo
do tempo. Quando estacionaridade foi alcangado, funcéo de autocorrelacdo (ACF) e funcao de
autocorrelacdo parcial (PACF) estdo sendo usados. ACF e PACF representam quadro

metodoldgico para a escolha potencial do modelo SARIMA para analise.
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Fase | Preparacédo de dados
Identicacéo 71 Transformar dados para estabilizar a variancia

1 Calcular diferenca de dados para obter séries estacionarias

Sele¢do do modelo

_| Examinar os dados, ver ACF e PACF para identificar

potenciais modelos

Fase Il Estimativa
Estimacdo e teste | "1 Estimar parametros nos modelos em potenciais.

_1 Escolher melhor modelo usando critério adequado.

Diagnotico

71 Verifique ACF / PACF para observar os residuos NNT
| Fazer o teste de residuos portmanteau

7] Os residuos sao ruido branco

Fase Il

L Previsao
Aplicacdo
"1 Usar o modelo para fazer previsfes

Figura 3.1: Metodologia Box-Jenkins para a modelagem de séries temporais.
Fonte: (MAKRIDAKIS et al., 2008).

Fase Il: Estimacao e teste. Depois de identificados os valores apropriados de (p, d,
q)(P, D, Q)s, o proximo passo € estimar os parametros dos termos autorregressivos e dos termos
de média movel sazonal incluidas no modelo, e ver se 0 modelo escolhido se ajusta
razoavelmente bem aos dados para que seja possivel que outro modelo SARIMA possa também
fazer o trabalho. Teste do modelo escolhido compreende verificar ACF e PACF para observar
residuos. Os residuos remanescentes apos o0 ajuste do modelo deve ser ruido branco. Se os
residuos sdo ruido branco, modelo estd adequado e pronto para a terceira etapa. Se ndo forem,

€ necessario voltar ao primeiro passo e repitir o procedimento novamente (Ver Figura 3.1).
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Fase Il1: Previsdo. A etapa final é a aplicacdo do modelo escolhido para a previsao.

Uma das razdes da popularidade da modelagem SARIMA é seu sucesso na previsao.

(KOVACIC, 1995) lista varios principios, critérios, que caracterizam um bom modelo.
Eles séo descritos como se segue: 1) Parcimonia, significa que o modelo escolhido deve ser o
mais facil possivel, entre outros. 2) Identificabilidade, que permite interpretacdo do modelo em
forma satisfatoria. 3) Coeréncia com os dados, refere-se ao bom ajuste do modelo em relacéo
aos dados. 4) Consistente com a teoria, harmonia dos pedidos com a teoria econémica
relacionada ou com o senso comum. 5) Admissibilidade de dados, significa que o modelo ndo
deve prever os valores que ndo satisfacam algumas restri¢Ges finais. 6) Sucesso de Previsao,

refere-se a previsao de precisao obtido pelo modelo.
3.5 Redes Neurais Artificiais

Redes Neurais Artificiais (RNA) tém sido amplamente estudadas e utilizadas na
previsao de séries temporais. De acordo com (HAYKIN et al., 2009), uma rede neural é um
processador macicamente paralelamente distribuido constituido de unidades de processamento
simples (neurbnios), que tém a propensao natural para armazenar conhecimento experimental
e tornéd-lo disponivel para o uso. Ela se assemelha ao cérebro em dois aspectos: 1) O
conhecimento é adquirido pela rede a partir de seu ambiente atraves de um processo de
aprendizagem. 2) Forcas de conexdo entre neurdnios, conhecidas como pesos sinépticos, sao

utilizadas para armazenar o conhecimento adquirido.

Segundo (OLAOFE e FOLLY, 2012), o arranjo de neurénios em camadas e do padrao
de ligacdo entre camadas sdo chamados de arquitetura de rede neural. A arquitetura de rede
determina o nimero de pesos de conexdo e a forma como 0s sinais de entrada sao processadas
na rede. Um neurénio € uma unidade de processamento de informacéo que é fundamental para
o funcionamento de uma rede neural. Para alcancarem bom desempenho, as redes neurais
empregam uma interligacdo macica de células computacionais simples denominadas

"neurdnios" ou "unidades de processamento".

Ainda de acordo com (OLAOFE e FOLLY, 2012), a rede neural é constituida por
unidades de processamento, neur6nios, altamente interligados, cada um dos quais realizam as
seguintes fungOes: aceitar sinais de entrada a partir do exterior através do elo de ligacao (peso),
somar os sinais de entrada ponderados pelos pesos e gerar uma saida por meio de uma funcéo
de ativacéo.
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(SILVA et al., 2010; GOMIDE, 2012), resumem Redes Neurais Artificiais como
modelos computacionais inspirados no sistema nervoso de seres vivos. Possuem a capacidade
de aquisicdo e manutencdo do conhecimento (baseado em informacdes) e podem ser definidas
como um conjunto de unidades de processamento, caracterizadas por neurdnios artificiais, que
sdo interligados por um grande nimero de interconexdes (sinapses artificiais), sendo as mesmas

representadas aqui por vetores/matrizes de pesos sinapticos.

O procedimento utilizado para realizar o processo de aprendizagem é chamado de
algoritmo de aprendizagem, cuja fungdo é modificar os pesos sinapticos da rede de uma forma
ordenada para alcangar um objetivo de projeto desejado (HAYKIN, 2004).

Como um breve histérico, o primeiro modelo neurénio foi introduzido em 1943 por
McCulloch e Pitts (ZHANG e ZHANG, 1999), e primeiro colocou o problema da utilizacdo de
uma rede de neurbnios como um sistema computacional e engloba as principais caracteristicas

de uma rede neural global bioldgica, isto €, paralelismo e alta conectividade.

Segundo (BRAGA et al., 2000), sua descricdo matematica resultou em uni modelo com
n terminais de entrada x1, Xz...., Xn (que representam os dendritos) e apenas um terminal de saida
y (representando o axdnio). Para emular o comportamento das sinapses, os terminais de entrada

do neurdnio tém pesos acoplados w1, w2 ..., Wn cujos valores podem ser positivos ou negativos,

dependendo de as sinapses correspondentes serem inibitorias ou excitatérias. O efeito de uma

sinapse particular i no neurénio pds-sinaptico é dado por Xiwi.

Os pesos determinam "em que grau” o neurdnio deve considerar sinais de disparo que
ocorrem naquela conexdo. Um modelo basico de um neurénio artificial est4 ilustrado na Figura
3.2

L Pesos
Sinais de L.
Sinapticos
Entrada
x, =+1 20 =b
0 W\ Funcdo de Ativacio
1
X, — =~ /
w.
W. P Saida
-
X Wn

Figura 3.2: Modelo bésico de um neurdnio artificial.
Fonte: (LAW WOZNIAK et al., 2014).
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Outro parametro importante na concep¢do de Redes Neurais Artificiais é a defini¢do
da arquitetura de uma RNA, uma vez que ela restringe o tipo de problema que pode ser tratado

pela rede.

De acordo com (DE PADUA BRAGA et al., 2007), as redes podem ser classificadas
guanto ao numero de camadas, podendo-se ter: 1) redes de camada Unica: s existe um no entre
qualquer entrada e qualquer saida da rede (Figura 3.3 a, €); 2) redes de multiplas camadas:

existe mais de um neurdnio entre alguma entrada e alguma saida da rede (Figura 3.3 b, c, d).

Quanto aos nds podem ter conexdes do tipo: 1) feedforward, ou aciclica: a saida de um
neurdnio na i-ésima camada da rede ndo pode ser usada como entrada de nodos em camadas de
indice menor ou igual a i (Figura 3.3 a, b, c); 2) feedback, ou ciclica: a saida de algum neurénio
na i-ésima camada da rede é usada como entrada de nodos em camadas de indice menor ou

igual ai (Figura 3.3 d, e).

X 1 . "
xzm

w PO~ BT O-
X5.
s —0

(d)
x1ﬁ
X2 —
X3
X4
(e)

Figura 3.3: Exemplos de arquiteturas de Redes Neurais Artificiais (RNA).
Fonte: (DE PADUA BRAGA et al., 2007).
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As Redes Neurais possuem inimeras areas potenciais de aplica¢@es, pois podem ser
empregadas em diversos problemas relacionados as engenharias e ciéncias. Dentre as potenciais
areas de aplicabilidade apontadas por (SILVA et al., 2010), destaca-se as duas areas seguir que

possuem maior correlagdo com o tema desta tese:

e Aproximador universal de fungGes: o objetivo consiste em mapear o relacionamento
funcional entre as variaveis (tipicamente reais) de um sistema a partir de um conjunto
conhecido de seus valores representativos.

As aplicacOes sdo as mais diversas possiveis, sendo que envolvem normalmente o
mapeamento de processos cuja modelagem por técnicas convencionais sdo de dificil obtengéo;

e Sistemas de previsdo: 0 objetivo consiste em estimar valores futuros de um processo
levando-se em consideracdo diversas medidas prévias observadas em seu dominio.
Entre as aplicacGes disponiveis enquadram-se a previsdo de séries temporais, previsoes

de mercados financeiros, previsdes climaticas, etc;
3.5.1 Algoritmo de Retropropagacao (Backpropagation)

A ideia de utilizar Redes Neurais Articifiais para previsdo ndo € nova. A primeira
aplicacdo remonta a 1964. Devido a falta de um algoritmo de treinamento de redes gerais de
multi-camada no tempo, a pesquisa foi muito limitada. O algoritmo de retropropagacéo

(Backpropagation) foi desenvolvido em 1986.

O algoritmo de aprendizado mais conhecido para treinamento de redes neurais
multiplas multicamadas € o algoritmo backpropagation.

De acordo com (DE PADUA BRAGA et al., 2007), a maioria dos métodos de
aprendizado para Redes Neurais Artificiais do tipo Redes Perceptron Multicamadas — MLP
(original  Multilayer Perceptron) utiliza variacbes deste algoritmo. O algoritmo

backpropagation foi um dos principais responsaveis pelo ressurgimento do interesse em RNAS.

Basicamente, a aprendizagem por retropropagacéo de erro segundo explica (HAYKIN,
2004), consiste de dois passos através das diferentes camadas da rede: um passo para frente, a

propagacéo, e um passo para tras, a retropropagacéo.

Nesta regra, os sinais de entrada sdo apresentados a rede que gera uma saida, que é

comparada com a saida desejada, um erro € gerado e este erro aciona um mecanismo de controle
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que aplica uma sequéncia de ajustes corretivos aos pesos sindpticos, a fim de aproximar a saida

do resultado desejado, ou seja, a fim de minimizar o erro (HAYKIN, 2004).

De acordo com (DE PADUA BRAGA et al., 2007), a fase passo para frente (forward)
é utilizada para definir a saida da rede para um dado padrdo de entrada. A fase passo para tras
(backward) utiliza a saida desejada e a saida fornecida pela rede para atualizar os pesos de suas

conexdes. A Figura 3.4 ilustra estas duas fases.

Fase forward

Fase backward

Figura 3.4: Fluxo de processamento do algoritmo backpropagation.
Fonte: (DE PADUA BRAGA et al., 2007).

O algoritmo Backpropagation tem uma arquitetura interna simples que pode
classificar as entradas em um conjunto de categorias-alvo. Faz uma rede em camadas aprender
um mapeamento funcional entre um conjunto de padrdes de entrada e suas respectivas
saidas. Para isso, ele usa a funcéo de ativacdo e treinamento supervisionado e consiste em varias
etapas para processar dados (KAENSAR, 2013).

Em suma, as aplicagdes sucessivas das fases forward e backward fazem com que os
pesos sinapticos e limiares dos neurbnios se ajustem automaticamente em cada iteracéo,
implicando-se na gradativa diminuicdo da soma dos erros produzidos pelas respostas da rede
frente aquelas desejadas.

O algoritmo backpropagation é baseado na regra delta proposta por Widrow e Hoff
(DEMUTH et al., 2014), sendo por isto também chamada de regra delta generalizado. Este
algoritmo propde uma forma de definir o erro dos nodos das camadas intermediarias,
possibilitando o ajuste de seus pesos. Os ajustes dos pesos sdo realizados utilizando-se o método
do gradiente (DE PADUA BRAGA et al., 2007).
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A formulagio matematica a seguir é realizada por (DE PADUA BRAGA et al., 2007),
onde é exposto que a derivacdo da regra delta generalizada é simples e semelhante a derivacao
da regra delta. Neste caso, a funcdo de custo a ser minimizada € uma funcédo de erro ou energia,

definida pela soma dos erros quadraticos e representada pela Equacao 3.14:

1
E =%, Yiq(d] — y7)? (3.14)

Onde:
e E é amedida de erro total,
e péonumero de padrdes,
e Kk é o0 numero de unidades de saida,
e d;éai-ésima saida desejada e

e i, é ai-ésima saida gerada pela rede.

Esta equacéo define o erro total cometido pela rede, ou a quantidade em que, para todos

os padrdes p de um dado conjunto, as saidas geradas pela rede diferem das saidas desejadas.

Embora o erro total E seja definido pela soma dos erros dos nodos de saida para todos
os padrdes, seréd considerado, sem perda de generalidade, que a minimizagao do erro para cada
padrdo individualmente levara & minimizagéo do erro total. Assim, o erro passa a ser definido

pela Equacdo 3.15:

E =33 1(d; - y;)? (3.15)

O algoritmo backpropagation procura minimizar o erro obtido pela rede ajustando
pesos e limiares para que eles correspondam as coordenadas dos pontos mais baixos da

superficie de erro. Para isto, ele utiliza um método de gradiente descendente.
3.6. Uso de Wavelets

Hoje em dia, sdo utilizados alguns modelos hibridos que combinam os modelos
anteriormente relacionados com o uso de Wavelets. (NURY et al., 2017) desenvolvem uma

comparacdo entre duas abordagens, modelos wavelet-ARIMA e wavelet-ANN para séries
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temporais de temperatura. A conclusao principal deste artigo é que o modelo wavelet-ARIMA

é mais eficaz do que o modelo Wavelet-ANN.

(BONANNO et al., 2015), propdem uma rede neural recorrente Wavelet com pré-
processamento de dados de entrada semi-paramétricos para a previsao de energia micro-eélica
em sistemas de geracdo integrada. Neste artigo, é apresentado um método melhorado de

previsdo de velocidade do vento usando um preditor da Rede de Neural Recorrente Wavelet.

Os dados de velocidade de entrada sdo pré-processados por uma abordagem semi-
paramétrica. A eficacia do método proposto é demonstrada através de uma previsao de energia

edlica ao longo de um ano inteiro.

Ainda ha muitas discussdes sobre o uso de Wavelets para analise de dados ou para usa-
los na previsdo combinada com outros modelos, como ARIMA ou Redes Neurais Artificiais.
Em (SCHLUTER e DEUSCHLE, 2010) é feita uma analise do uso de Wavelets para Previsdo
de séries temporais. Os autores chegaram a conclusGes importantes: afirmam que, para séries

temporais com um forte componente aleatorio, as Wavelets geram poucas melhorias.

Segundo (ZHANG et al., 2017) os dados das séries temporais observados podem exibir
componentes diferentes, como tendéncias, sazonalidade e saltos, caracterizados por diferentes
coeficientes em seus respectivos processos geradores de dados. Portanto, ajustar um
determinado modelo de séries temporais a dados agregados pode levar tempo e pode levar a

uma perda de precisdo de previsdo.

Ainda em (ZHANG et al., 2017) os autores geram os coeficientes para componentes
variaveis nas estimativas com base em analises de multiresolucdo baseadas em Wavelets.
Assim, a precisdo das previsdes com base em dados agregados pode ser melhorada porque a
restricdo da igualdade entre os coeficientes do modelo para todos os componentes de dados é

relaxada.
3.7. Consideracdes finais

No presente capitulo foi feito uma andlise dos diferentes modelos de previsdo de

velocidade de ventos.

Foram resumidos os diferentes modelos, com as suas expressoes de célculo, entre eles,

os modelos fisicos, os modelos estatisticos e os modelos hibridos, sendo analisadas, além disso,
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as diferentes séries temporais que podem ser usadas para fazer a previsao da velocidade do

vento.

As redes neuraus artificiais foram evidenciadas por ser parte do modelo proposto para
prever a velocidade do vento e a energia edlica prevista. No seguinte capitulo se desenvolvem

0s aspectos metodoldgicos usados no trabalho.
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CAPITULO 4
4. METODOLOGIA
4.1 Introducéo

Esta tese de doutorado teve por objetivo desenvolver um modelo de previséo da geracéo
de energia eolica para os horizontes de ultra curto prazo para intervalos de um minuto, curto
prazo com intervalos de uma hora, médio prazo com intervalos de semanas, longo prazo com
intervalos de meses. Para tal, sera utilizado um modelo hibrido que combine as técnicas do
modelo auto regressivo integrado de médias mdveis sazonais (SARIMA) e Redes Neurais
(RNA), este modelo foi inspirado da referencia (FILHO et al., 2014).

Para realizacdo dessa tese de doutorado, utilizou-se o software IBM SPSS MODELER
PROFESSIONAL versdo 18.0 (IBM, 2017), de acordo com as especificacbes do produto, é
uma plataforma de analise preditiva que foi concebida para fazer chegar a inteligéncia preditiva
as decisdes tomadas por individuos, grupos, sistemas e pela empresa.

O software fornece varios algoritmos avancados e técnicas que incluem analise de texto,
analise de entidades, gestdo de decisdes e otimizagdo, para ajuda-lo a selecionar as agdes que
terdo melhores resultados. Disponivel em vérias edi¢@es, incluindo uma versdo baseada na
cloud, o SPSS Modeler pode incluir implementag6es de ambiente de trabalho ou integracdo em

sistemas operativos.
4.2 Etapas da pesquisa

No quadro 4.1 se mostram as diferentes etapas da pesquisa desenvolvida nas quais séo

descritas na continuagéo:
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Quadro 4.1. Fluxograma das etapas de pesquisa

e o Desenvolvimento Parte Empirica e e
Literatura P Praticos
Modelos de Identificagdo dos Prep. base de Prev. Vel. Dif.
previsdo passos a usar dados 5ONDA cendrios
E iy Identificacdo dos Aplicacdo do Prev. Pot. Dif.

s modelos a usar modelo Software cenarios
Tipos de Turbina Desenvolvimento Validagao e Teste Previsdo da
Eclica do mod. SARIMA do Modelo energia Edlica
Previsdo da Desenvolvimento
Energia Edlica do mod. Hibrido

Uso do Wavelet

R 2

Programagdo do
maod. Software

Fonte: O Autor

Primeira Etapa: Nesta etapa foi definido o problema de pesquisa através de uma
profunda revisdo da literatura sobre energia edlica, métodos de previsdo e previsao da energia

eblica, identificando as lacunas nesta area do conhecimento.

Segunda Etapa: Foram identificados os diferentes passos de previsdo e quais foram
usados na pesquisa. Além disso, foram analisados os diferentes modelos de previsdo e sua

implementacdo para os diferentes passos assim como as suas programacgdes em software.

Terceira Etapa: Esta etapa corresponde a tomada de dados para rodar o software com 0s
diferentes modelos e passos. Foram usados os dados do Sistema de Organizagdo Nacional de

Dados Ambientais (SONDA, 2018). Os modelos existentes e 0 modelo proposto foram testados.

Quarta Etapa: Nesta etapa foram apresentados os resultados depois de ter aplicado o
modelo programado no software e comparados os resultados. Sdo oferecidas tabelas e curvas
de previsdo da velocidade do vento, da poténcia e da energia edlica para diferentes cenarios de

tempo, para determinada turbina edlica.
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4.3. Banco de dados

As series historicas das variaveis meteorologicas utilizadas foram obtidas no banco de
dados disponibilizado pelo sistema de organizagdo nacional de dados ambientais (SONDA,
2018), URL http://sonda.ccst.inpe.br/basedados/. Os

complementares foram disponibilizados diretamente com técnicos da estagdo, pois a

possiveis acessar no dados

atualizacdo até a data estudada ndo estava disponibilizada online.

A série inicia em 01 de janeiro de 2004 e finaliza em 31 de maio de 2017, onde

apresenta os dados das seguintes variaveis:

e Temperatura do ar,

e Umidade do ar,

e Pressdo atmosfeérica,

¢ Velocidade media do vento,

e Direcéo do vento.

Neste trabalho, decidiu-se por utilizar os dados da estagdo de Petrolina, Pernambuco,
devido a maior concisdo de dados disponiveis e da anélise da validagdo dos dados, e também
por informag6es tomadas do atlas edlico do Brasil (AMARANTE e A.L.;, 2001). A Tabela 4.1

mostra a localizacdo das diferentes instalagdes eolicas.

Tabela 4.1: Localizacdo das diferentes estagdes edlicas.

Estacdo (SIGLA) Tipo | UF ID | Latitude Longitude Alt.(m)
Belo Jardim (BJD) A PE 22 08°22°03” S 36° 25" 46" O 718
Brasilia (BRB) SA DF 10 15°36'03" S 47°42' 47" O 1023
Cachoeira Paulista (CPA) S SP 13 | 22°41'22,65"S 45° 00' 22,28"0 574
Caic6 (MOREIRA) S RN 20 06° 28' 01" S 37°05' 05" O 176
Campo Grande (CGR) S IVIS | 12 20°26' 18" S 54°32'18" O 677
Cuiabéa (CBA) S IVIT | 21 15°33'19" S 56° 04' 12" O 185
Ourinhos (ORN) SA SP 28 22°56'55" S 49°53'39" O 446
Palmas (PMA) S TO 19 10° 10' 40"S 48°21'43" 0O 216
Petrolina (PTR) SA PE 11 09° 04' 08" S 40°19'11" O 387
Rolim de Moura (RLM) S RO 27 11°34'54" S 61° 46' 25" O 252
Sao Luiz (SLZ) S IVIA | 16 02°35'36" S 44°12'44" O 40
Sao Joao do Cariri (SCR) A PB 25 07°22'54" S 36°31'38"0 486
Sao Martinlio da AS RS 08 29°26'34" S 53°49'23" O 489
Serra (SMS)

Triunfo (TRI) A PE 23 07°49'38" S 38°07'20" O 1123

Fonte: SONDA, (2018).

A rede SONDA de dados, antes de disponibilizar os dados de suas esta¢des, submete-
0s a um processo de validacdo que objetiva identificar os dados suspeitos, através desse
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processo foi possivel garantir a confiabilidade dos dados. Um exemplo do gréafico dos resultados
pode ser observado na figura 4.1, a qual apresenta um exemplo da validacdo dos dados do ano

de 2014, essa validadacdo foi realizada em toda base de dados utilizada.

O processo de validacdo dos dados obtidos pela estacdo SONDA baseia-se na estratégia
de controle de qualidade de dados adotada pela BSRN (Baseline Surface Radiation Network).
Embora a BSRN trate apenas de radiacdo solar, sua estratégia de controle de dados foi também
aplicada aos dados meteoroldgicos e anemomeétricos, sendo para isso adotados os critérios de

analise estabelecidos pela Webmet.com.

Foi realizado o download dos dados mensais de janeiro de 2004 a marco de 2017, o que
totalizaram 162 planilhas, extraindo somente as cinco variveis utilizadas nesta tese, ja descritas
anteriormente, as quais foram apresentadas em um intervalo de amostra em minutos. Para base

de dados inicial foi utilizado uma quantidade de 35.478.000 dados.

Devido a aplicagdo da metodologia, que conta um passo em minutos, horas, dias,
semanas, meses e anos, foi realizado o ajuste dos dados minuto a minuto para os demais

horizontes, através da média dos dados.
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B ESTACAO DE PETROLINA (PTR - ID 11)

B 2072 - Resultados da Validagdo dos Dados Radiométricos o Meoicorolégicos
Chque sobre as colunas para visualzar os dados. Clique sobre a legenda para ajuda sobve a vaidagao.

Petrolina (PTR 11) B Oado aprovedo

Suspeio na 3* etapa
2014 I Suspeito na 2% etapa
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Figura 4.1: Exemplo de validacdo de dados da SONDA.
Fonte: SONDA, (2018)

A tabela 4.2 descreve as unidades de medida de cada variavel que compde o banco de
dados utilizado no desenvolvimento deste estudo. As varidveis do vento sdo: Temperatura,

Umidade, Pressdo, Velocidade e Direcdo.

Tabela 4.2: Atributos das variaveis do banco de dados.

VARIAVEIS METEOROLOGICAS

Temperatura do Ar na Superficie (tp_sfc) Temperatura do ar superficial em °C

Umidade do Ar (humid) Umidade relativa do ar em %

Pressdo Atmosférica (press) Pressdo atmosférica em milibares

Velocidade do Vento a 10m (ws_10m) Velocidade média do vento a 10m em m/s

Dire¢do do Vento a 10m (wd_10m) Dire¢cdo média do vento a 10m de 0° a 360° (horario)

Fonte: (SONDA, 2018).
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A Figura 4.2 apresenta 0 comportamento das cinco séries temporais componentes do
banco de dados do estudo de 2004 a 2017.

Velocidade média do vento em m/s Temperatura média do vento em °C

01/01/2010

01/01/2014
01/01/2004

01/01/2008

Umidade relativa do ar em % Pressdo Atmosférica em milibares

/01201
01/01,2011

01/01,/2015

0/01,2010

01/01,2015

Diregio média do vento a 10 m de 0° &
360°

o

Figura 4.2: Comportamento das séries temporais componentes do banco de dados do estudo
Fonte: SONDA, (2018).

O padrdo de comportamento das varidveis apresentadas na figura é muito parecido no
que a velocidade média do vento, temperatura media do vento, umidade relativa e pressdo
atmosférica se referem; isso demonstra que a temperatura, a umidade e a pressdo tem uma

grande influéncia na velocidade do vento.

O banco de dados por mais que tenha passado por validagéo ainda apresentava valores
discrepantes, os quais foram descartados por deixar os resultados com erro, e também foram

considerados erros de leitura da estacéo.
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A correlagdo é uma das possiveis relagBes estatisticas entre variaveis aleatorias. A
correlacdo entre duas variaveis num contexto de séries temporais mede o grau de concordancia
relativamente ao sentido da evolucdo dos valores assumidos por cada variavel ao longo do

tempo. A tabela 4.3 apresenta a correlagéo entre as séries temporais da base de dados do estudo.

Tabela 4.3; Correlacdo entre as séries temporais.

Temperatura | Umidade | Pressdo | Velocidade | Direcdo
Temperatura 1,000
Umidade -0,663 1,000
Pressdo -0,182 0,042 1,000
Velocidade -0,097 -0,427 0,125 1,000
Direcdo -0,313 0,536| -0,005 -0,389 1,000

Fonte: Gerado no SPSS MODELER, (2018).
Da Tabela anterior pode ser apreciado que a maior correlacdo da velocidade é com a
umidade, mas num sentido negativo e com a pressao num sentido positivo.

A anélise estatistica dos dados das séries temporais, apresentando as medidas de posi¢ado
e de dispersédo sdo apresentadas na Tabela 4.4.

Tabela 4.4: Andlise estatistica dos dados das séries temporais.

Temperatura | Umidade Presséo Velocidade Direcéo
Média 26,531 57,565 969,901 8,103 138,499
Erro padrdo 0,026 0,141 0,131 0,026 0,294
Mediana 26,570 56,845 969,360 8,020 136,178
Desvio padrdo 1,810 9,840 9,197 1,790 20,568
Variancia da amostra 3,276 96,833 84,580 3,204 423,041
Intervalo 10,860 63,150 854,560 10,750 211,700
Minimo 21,200 31,040 651,390 3,390 82,330
Maximo 32,060 94,190 1505,950 14,140 294,030

Fonte: Gerado no SPSS MODELER, (2018).

Da tabela 4.4 pode-se afirmar que o desvio padrdo da velocidade € pequeno em relacéo
ao desvio padrdo da pressao e da umidade. O valor médio da velocidade é um valor adequado

para 0 uso da energia eolica.
4.4. Modelo de previsdo proposto

O modelo de previsdo apresentado é o modelo hibrido, o qual é composto pelo modelo
SARIMA e pelo modelo de Redes Neurais, pelos quais sdo propostas as previsoes de velocidade

do vento para 5, 10 e 20 passos a frente, determinada como varidvel dependente, utilizando
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variaveis explanatorias. A predicdo é realizada pelo impacto das varidveis explanatdrias na

variavel dependente.

Em funcdo do comportamento irregular das séries temporais, as quais ndo podem ser

definidas como lineares ou n&o lineares, o modelo de predi¢éo é definido por dois modelos.

O modelo SARIMA com uma forte definicdo na literatura, a qual garante a tratativa do
contexto linear da predicdo com sazonalidade, propicia um modelo linear aceitavel na

modelagem das séries temporais da previsdo do vento.

A parte do modelo de Redes Neurais Artificiais é utilizado nesta tese em complemento
a parte ndo-linear da série temporal, definindo assim o modelo hibrido proposto representado

graficamente na figura 4.3, a qual esta descrito detalhadamente.
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Figura 4.3: Diagrama de blocos do modelo hibrido proposto
Fonte: O Autor

Etapa 01 (Banco de dados) — A primeira etapa da predicdo segue a partir do processo
descrito no item 4.2, onde descreve a obtencdo do banco de dados, considera-se a variavel
velocidade do vento V; é funcéo das variaveis componentes Tul, Uut, Put, Dut. Cada variavel
componente é composta por uma estrutura linear e ndo linear Cul = f(CL.,CN,), onde CL, =

Componente linear e CN, = Componente ndo linear.
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Etapa 02 (SARIMA) é U,(t +1) = CL[U,(t)]: , Us(t+2) = CL[U,(t + D], ...,
Us;(t +n) = CL[U,(t + (n — 1))], onde CL = componente linear = SARIMA. Nesta segunda
etapa de predigéo, as relacOes lineares das 5 variaveis sao modeladas através do filtro SARIMA
com N passos a frente (5, 10 e 20) (Cét;n), as saidas sdo componentes individuais de cada uma

das variaveis, sendo as resultantes para Temperatura (TZ2{,, ), Umidade (U2i,,), Pressdo

(P2i,,), e Direcdo (Dzi,,).

Etapa 03 (PCA) — A finalidade desta etapa é otimizar os dados com reducao dos mesmos
eliminando sobreposicdes através das combinages lineares das varidveis originais. Essa etapa
visa melhorar a configuracdo de aprendizagem antes de treinar a rede. A analise de
componentes principais — ACP ou PCA também conhecida como Transformada discreta de

Karhunen-Loéve (KLT), € um método estatistico de multiplas variaveis mais simples.

Etapa 04 (RN1) é: Ug(t + 1) = CN1[U,(t + )], Ug(t + 2) = CN1[Us(t + 2)], ...,
Ug(t + n) = CN1[U,(t + n)], onde CN1 = componente ndo-linear 1 = RN1. Os valores das
variaveis entram na primeira Rede Neural (RN1), que é utilizada para mapear as relacbes nao-

lineares das séries de variaveis explanatorias. Esta etapa resulta na predicdo com N passos em
frente (Cait,,,), as saidas sdo componentes individuais de cada uma das cinco variaveis, sendo

as resultantes para Temperatura (T4,, ), Umidade (U#t,,), Pressdo (Pdl,,), e Direcdo
(D).

Etapa 05 (RN2) & Vy(t+1) =CN2{Ui(t+ 1), UZ(t+ 1), U3 (¢t + 1), Us(t +
1), Vu(®)}

Vy(t +2) = CN2{UL(t + 2), UA(t + 2), U3 (t + 2), U(t + 2), Vy(t + D}
Vy(t +n) = CN2{UZ(t + n), UZ(t + n), U3 (t + n), U (t + n), Vy(t + (n — 1))}
Onde:
e CN2 = componente ndo-linear 2 = RN2.

Faz-se a predicdo da velocidade do vento n passos a frenteV;(t +n), utilizando uma

segunda Rede Neural (RN2) precedido do processo de preparacdo de dados novamente.
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A entrada V.(t) serve para prever V;(t + 1).

Para prever V;;(t + 2), a entrada deve ser V;(t + 1).

Para prever V;(t + 3), a entrada deve ser Vy(t + 2).

Para prever V;(t + 4), a entrada deve ser Vy(t + 3).

Para prever V;(t + n), a entrada deve ser Vy(t + (n — 1)).

As entradas desta Rede Neural sdo as variaveis explanatorias preditas n passos a frente.
A RN2 tem apenas um neurénio de saida e prevé os n passos a frente.

4.5 Consideragdes finais

No presente Capitulo foi proposta a metodologia a seguir para o desenvolvimento da
pesquisa, foram mostradas as etapas do trabalho e foi descrito o modelo de previsdo proposto
que € um modelo hibrido de SARIMA com duas Redes Neurais.

A partir da descricdo da metodologia empregada para a predi¢do do vento, o proximo
capitulo apresentara os resultados obtidos com o uso desta metodologia na aplicacdo no banco
de dados.
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CAPITULO 5
5. RESULTADOS OBTIDOS, VALIDACAO EXPERIMENTAL E ANALISE
5.1 Introducéo

Neste capitulo sdo apresentados os resultados da predicdo da velocidade do vento para
a localidade de Petrolina em Pernambuco, Brasil. Tal previsdo viabilizou conhecer as
possibilidades de geracdo edlica nesse lugar e possibilitou prever a geracdo de energia elétrica.
Foram usados quatro tipos de previsdes, considerando-se prazos ultra curto, curto, medio prazo

e longo prazo.

Esses resultados foram obtidos com o auxilio do software IBM SPSS MODELER
PROFESSIONAL versdo 18.0, o qual ja foi descrito em detalhes no capitulo anterior. Esta
ferramenta propiciou a descoberta répida de padrbes e tendéncias em dados numéricos

estruturados de maneira facilitada, usando uma Unica interface visual.

A configuracdo do computador portatil utilizado para realizar os experimentos teve as
seguintes caracteristicas: processador Intel 17 Core™ i7-3632QM, 2.20 GHz, 4 Gb de RAM e
1 Th de HD. O sistema operacional foi o0 Windows 10 de 64 bits em lingua portuguesa.

5.2. Apresentacdo dos modelos propostos e comparativos

Baseado nos objetivos deste trabalho, sdo apresentados os resultados obtidos para
previsdo de velocidade do vento, utilizando quatro modelos, SARIMA, Redes Neurais,
SARIMA + Redes Neurais 1, 0 modelo hibrido proposto, constituido da seguinte combinacao:
SARIMA + Redes Neurais 1 + Redes Neurais 2. Sera apresentado ainda 0 modelo comparativo

SARIMA+Wavelet, com o intuito de verificar o comportamento do modelo proposto.

Para possibilitar a comparacdo dos diversos horizontes de previsdo, a aplicacdo dos
modelos seguem uma configuracao igual para todos os horizontes, assim foi possivel fazer a
verificacdo de qual horizonte obteve a melhor resposta para os modelos propostos, as
configuracbes foram aplicadas na primeira etapa do modelo SARIMA o qual pode ser

verificado no (p, d, q)(P, D, Q)s explicado a seguir.

As aplicacbes das redes neurais tanto no modelo hibrido proposto quanto no
comparativo somente Redes Neurais seguiram padroniza¢do como demostrado ap6s o modelo
SARIMA.
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As previsOes seguiram o padréo apresentado na tabela 5.1. onde apresenta os padroes
dos horizontes de previsdo, a previsdo ultra curto prazo utiliza o intervalo de grandeza para cada
minuto, para previsao de curto prazo, foi utilizado a grandeza de horas, cujo intervalo foi de
uma em uma hora, para previsdo em médio prazo utilizou-se duas grandezas de dias com
intervalos de um dia e grandeza semana, com intervalos de uma em uma semana, a previsao de
longo prazo também utilizou duas grandezas, més e ano, com intervalo de um em um més e

intervalo de um ano.

Tabela 5.1: Padrdo dos horizontes de previséo.

. - Quantidade
Sigla Previsao Grandeza de Dados Base
UcCP Ultracurto Minutos 7200 5 dias
Prazo
CP Curto Prazo Horas 8760 1 ano
. Dias 4745 13 anos
MP Médio Prazo Semanas 1248 13 anos
Meses 156 13 anos
LP Longo Prazo ANo 13 13 anos

Fonte: O Autor.

Na previsdo do horizonte ano, devido a pequena quantidade de dados disponibilizada,
foi necessario utilizar a base de horizonte em meses, na qual foi aplicada a técnica de
interpolacéo dos resultados de base em meses, transformando os mesmos para anos, e também
no horizonte em anos, foi utilizada a técnica de extrapolagdo de média mdvel de dados 5 anos
para frente para propiciar a comparagao dos resultados previstos com o real.

Os valores inicialmente obtidos da base de dados foram em minutos, e a partir deste,
para obter os dados em hora, foi feita a média simples de 60 minutos. Para obter os dados em
dias, foi calculada a média simples de 24 horas. Para obter os dados em semanas, foi calculado
a média simples de 7 dias. Para obter os dados em meses, foi calculado a media simples de 30

dias. E para obter os dados em anos, foi calculado a media simples de 365 dias.

Para previsdo de ultra curto prazo e curto prazo, foi utilizado base de dados para 5 dias

€ um ano respectivamente.
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5.2.1 Modelo SARIMA

A primeira etapa do algoritmo hibrido proposto ilustrada na figura 5.1 é constituida pelo
modelo SARIMA (Auto Regressivo Integrado de Média Movel Sazonal) o qual resulta da
combinacéo de trés filtros: o componente Auto-regressivo (AR), o filtro de Integragéo (1) e o
componente de Médias Moveis (MA), considerando a sazonalidade das varidveis. A

representacdo deste modelo é feita através da notacdo SARIMA de ordem (p,d,q)(P.D.Q.).

Uma representacdo SARIMA (1,2,0)(1,0,1), indica um modelo de ordem 1 para o
componente AR (Auto-Regressivo), ordem 2 para o componente | (Integracao ou diferenciacédo

e 0 Ultimo ordem 0 para o componente MA (Média Movel).
Onde:

P = ndmero de termos auto-regressivos sazonais;
D = Ndmero de diferencas sazonais;

Q = Numero de médias moveis sazonais.
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Figura 5.1: Diagrama de blocos do modelo primeira etapa — SARIMA
Fonte: O Autor
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A velocidade foi classificada como dependente, pois seu valor previsto no modelo

hibrido proposto dependeu dos valores das variaveis umidade, pressdo, temperatura e direg&o.
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Os modelos SARIMA (p, d, q)(P,D,Q)s obtidos para cada uma das séries temporais sdo

apresentados respectivamente em cada etapa de aplicacdo conforme tabela 5.2.

Tabela 5.2: Modelo SARIMA para cada horizonte.

Modelo
Previsédo Grandeza SARIMA (p, d,
q)(P.D.Q.)s

Ultracurto Prazo Minutos (0,1,1) (0,0,0)12

Curto Prazo Horas (2,0,0) (2,0,1)12

. Dias (2,0,2) (1,0,1)12
Médio Prazo

Semanas (0,1,1) (1,0,2)12

Meses (1,01) (1,0,0)12

Longo Prazo Ano (0,2.1) (0,1,2)12

Fonte: Gerado pelo SPSS Modeler, (2018)

Nesta etapa a varidvel dependente Velocidade e as variaveis independentes descritas
anteriormente, as quais sdo a Umidade, Pressdo, Temperatura e Direcdo, geraram resultados
independentes umas das outras. A confianca utilizada foi de 95%. A independéncia foi
processada através do filtro de entrada do programa, o intervalo de tempo e toda base de dados
utilizada foi de 01 de janeiro de 2004 até 31 de maio de 2017, a estimagdo baseou-se desde o
inicio dos dados, a previsdo seguiu a proposta multipassos.

Os valores iniciais encontrados com o modelo SARIMA representados foram o Erro

minimo, Erro maximo, Erro médio, Desvio padréo e Correlacéo linear.

Para avaliacdo da precisdo da previsdo da variavel velocidade foram utilizados
velocidade média do vento (VMED), Erro Médio Absoluto (MAE), Raiz do Erro Médio
Quadréatico (RMSE), e Erro Médio Percentual Absoluto (MAPE) (WU e SHAHIDEHPOUR,
2010) detalham esses itens.

VMED é o calculo da média da velocidade do vento, Onde, N € o nimero de amostras,

Vi é o valor real da Velocidade, equagéo 5.1.
VMED = %Zﬁ"zl preal (5.1)

MAE expressa precisdo nas mesmas unidades dos dados, o que ajuda a conceituar a

magnitude do erro. A equacgéo 5.2.

MAE = %Z?/:l'Vireal _ Viprevl (5.2)
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Onde, N é o nimero de amostras, Vi@ é o valor real da Velocidade e ViP™® é a

velocidade predita.

RMSE é uma medida comumente usada da exatiddo dos valores de séries temporais

ajustados, como na equacao 5.3.

RMSE = \/%Z?/:l(vireal _ Viprev)Z (5.3)

MAPE expressa precisao como porcentagem do erro. Como esse nimero é uma
porcentagem, ele pode ser mais facil de compreender do que outras estatisticas. Por exemplo,

se 0 MAPE é 7, em média, a previsdo esta incorreta em 7%. A equacéo 5.4:

yreal_yprev

MAPE = %Zé&%x 100% (5.4)

med

Os valores por si ndo podem demonstrar resultados positivos ou negativos, esses valores

sdo base para comparativos de modelos.
5.2.2 Modelo SARIMA+RN1

A segunda etapa do modelo ilustrado com o diagrama de blocos na figura 5.2 foi
realizada na primeira Rede Neural - RN1, esta etapa foi executada para prever variaveis
explanatorias, utilizando os resultados previstos pelo modelo SARIMA como variaveis de
entrada, as quais foram reduzidas através do (PCA) Analise de Componentes Principais, este
encontrou combinacdes lineares dos campos de entrada reduzindo os componentes para

utilizacdo das variaveis principais.
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Figura 5.2: Diagrama de blocos do modelo segunda etapa — SARIMA+RNL1.
Fonte: O Autor
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A RNL1 apresenta 8 neurdnios nas camadas de entrada, 2 neuronios na camada oculta ou
intermediarias e 1 neurbnio na camada de saida, configuracdo utilizada para todas as variaveis,
foi utilizado o algoritmo de treinamento de retropropagacdo do erro, o qual ajusta os pesos da
rede com objetivo de minimizar o erro entre os valores reais e as saidas preditas. O
particionamento de dados foi de 80% para treino e 20% para teste. (HERTZ, 2018).

O critério de parada utilizado foi o erro minimo encontrado. A rede foi treinada com

funcdo de ativacao do tipo tangente sigmoidal para todos os neurdnios.

A rede segue uma programacao padronizada com MLP com a topologia 8-2-1, funcédo

de ativacdo logistica e algoritmo backpropagation.

A rede utilizou os dados para cada horizonte respectivo, ou seja 180 para minutos, 72
para horas, 21 para dias, 12 para semanas, 38 para meses, 38 para anos através da aplicacdo da
extrapolacdo nos dados; esses atrasos representam o ciclos de cada representacdo, e projetou
um passo para frente, a rede recursiva re-inseriu cada projecdo na entrada da MLP e fez essa

repeticdo automaticamente 20 vezes.

Nesta etapa foi feita a predicdo da velocidade SARIMA+RN1 e analisado todos 0s

valores com base nos Erros, Desvio padrdo e Correlagéo linear.
5.2.3 Modelo hibrido proposto (SARIMA+RN1+RN2)

A etapa final do algoritmo é representada pelo diagrama de blocos na figura 5.3. Nesta

etapa foi feito a predicéo final da velocidade.
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Figura 5.3: Diagrama de blocos do modelo hibrido proposto etapa final (SARIMA+RN1+RN2).
Fonte: O Autor
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A RN2 utilizou as saidas do modelo SARIMA+RN1 como entrada, com intuito de
otimizar os resultados, o qual ajustou os pesos da rede neural com objetivo de minimizar o erro
entre os valores reais e saidas preditas. O particionamento de dados foi de 80% para treino e

20% para teste.

A rede seguiu uma programacado padronizada com MLP com a topologia 11 neurdnios
na camada de entrada, 8 neurénios na primeira camada oculta, 8 neurénios na segunda camada
oculta, 8 neurbnios na terceira camada oculta e 1 neurdnio na camada de saida, funcdo de

ativacdo logistica e algoritmo backpropagation.

A rede utilizou valores para cada horizonte respectivo, ou seja, 180 para minutos, 72
para horas, 21 para dias, 12 para semanas, 38 para meses, 38 para anos através da aplicacdo da
extrapolacdo nos dados, esses atrasos representaram os ciclos de cada representacdo, e
projetaram um passo para frente, a rede recursiva re-inseriu cada projecao na entrada da MLP

e faz essa repeticdo automaticamente 20 vezes.

O critério de parada é o erro minimo encontrado por modelo. A rede foi treinada com

funcéo de ativacdo do tipo tangente sigmoidal para todos os neurdnios.
5.2.4 Modelo Redes Neurais Artificiais

Foi utilizado 0 modelo de redes neurais com o objetivo de fazer o comparativo entre 0s
resultados obtidos como o modelo hibrido proposto, a configuracdo do modelo teve como

entrada os dados ambientais de valores reais descritos como varidveis de entradas.

A rede seguiu uma programacao padronizada com MLP com a topologia formada com
9 neurdnios na camada de entrada, 7 neurdnios na camada oculta e 1 neurdnio na camada de

saida, a funcdo de ativagdo logistica e algoritmo backpropagation.

A rede utilizou valores para cada horizonte respectivo, ou seja, 180 para minutos, 72
para horas, 21 para dias, 12 para semanas, 38 para meses, 38 para anos através da aplicacdo da
extrapolacdo nos dados, esses atrasos representaram o ciclos de cada representacédo, e
projetaram um passo para frente, a rede recursiva re-inseriu cada projecdo na entrada da MLP

e fez essa repeticdo automaticamente 20 vezes.
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5.3. Previsdo da Velocidade e da Poténcia

Para uma velocidade do vento dada, a poténcia gerada depende do tipo de gerador a
usar. O aerogerador escolhido para o estudo foi 0 modelo WES100 tem 100 kW de poténcia,
com capacidade para gerar 100 kWh por més a uma velocidade média do vento de (5.4 m/s), a

figura 5.4 mostra a curva de poténcia do aerogerador.
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Figura 5.4: Curva de poténcia do aerogerador WES100
Fonte: http://www.energiapura.com/aerogerador-wes-100, (2017).

Para obter a equacdo da curva de poténcia do gerador foi utilizado o software Curve
Expert a partir dos dados de Poténcia e Velocidade. A equacdo que representa a curva da
geracgdo é dada por:

P =a+ bx + cx? + dx3 + ex* (5.5)

Onde:

P = poténcia gerada

X = Velocidade do vento

a=1.515151515153736E-02

b =-6.414141414141929E-02

¢ =-9.734848484848370E-02

d = 8.005050505050480E-02

e =-1.893939393939385E-03

78



A figura 5.5 mostra o gréfico e tabela da geracéo de energia anual do aerogerador WES

100 em Kwh.
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Figura 5.5: Geracéo de energia anual em kWh
Fonte: http://www.energiapura.com/aerogerador-wes-100, (2017).

Também para obter a equacdo da curva de energia fornecida pelo gerador foi utilizado

o software Curve Expert (https://www.curveexpert.net/download/) a partir dos dados de

energia e velocidade. A equacéo de energia anual gerada conforme a velocidade do vento para

esta turbina é:

Em que:

v = velocidade do vento

E=a+b*v+cxvi+d+e (5.6)

a = 5.738920454544906E+05
b =-3.862506313128678E+05
¢ = 9.348295454540566E+04
d = -8.406565656562561E+03
e = 2.803030303030391E+02
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Estas equacdes Foram aplicadas apds cada horizonte de previsdo e foi feita a anélise

comparativa dos resultados no final.
5.4. ANALISE DOS RESULTADOS

Nesta tese, os resultados obtidos para a previsao da velocidade do vento foram geradas
utilizando cinco modelos: SARIMA, SARIMA + Wavelet, SARIMA + Redes Neurais 1, Redes
Neurais e 0 Modelo Hibrido Proposto (SARIMA + Redes Neurais + Redes Neurais 2).

Para permitir a comparacdo dos diferentes horizontes de previsdo, a aplicacdo dos
modelos seguiu a mesma configuracdo para todos os horizontes, desta forma foi possivel

verificar qual horizonte teria a melhor resposta para cada modelo proposto.

Para cada horizonte, o comportamento estatistico dos dados varia em fungéo dos valores
das variaveis, a variacdo do comportamento da velocidade do vento, por exemplo, foi diferente

se comparado um intervalo de um minuto, com um intervalo de um dia, um més ou um ano.

Os resultados foram mostrados para cada universo e horizonte de previsao, conforme
descrito acima. No caso da velocidade do vento, utilizaram-se Wavelets simétricas de variacdo
combinadas (SHOAIB et al., 2018) com o0 modelo SARIMA para a previséo.

Os resultados obtidos foram mostrados para cada universo de previsdo conforme

descrito anteriormente.
5.4.1 Previsdo a ultra curto prazo - UCP (minutos)

A primeira aplicacdo foi realizada na previsdo de ultra curto prazo que abrange a

grandeza de tempo com intervalos de minuto em minuto.

Os dados utilizados tiveram uma base contendo 7200 linhas de entrada, sendo cinco
variaveis um total de 36000 dados, tal quantidade equivaleu a um universo de 5 dias, uma
quantidade de dados significativamente relevante para aplicagdo do estudo.

Inicialmente para previsdo de UCP, foi analisado o comportamento dos resultados do
modelo com os passos a frente, foi realizada a anélise do Erro Médio Absoluto (MAE), Erro
Médio Quadratico (RMSE), Erro Médio Percentual (MAPE), Desvio Padrdo, representado na

equacdo 5.7 e Correlagdo Linear do modelo representado pela equacéo 5.8.
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Z?:l(xi_MA)z

DP = - (5.7)
Onde:
DP = Desvio Padréo.
Xi: valor na posigéo i no conjunto de dados
MA: média aritmética dos dados
n: quantidade de dados
o (5.8)
Cov(X,Y) %{:- )y —7)
Ty = = .
= S:u Sy I|I n 1
I3 (2 — )2 Y (wn — )2
\I i=1 i=1
Onde:

rvy € a Correlacdo dos elementos x e y.

A seguir na tabela 5.3 sdo apresentados os resultados dos Erros para ultra curto prazo
para 5 minutos, 10 minutos e 20 minutos para os modelos SARIMA, SARIMA+WAVELET,
Redes Neurais, SARIMA+RN1 e o modelo hibrido proposto. Para este horizonte foi utilizado
0 modelo SARIMA+WAVELET, para fins de estudo da aplicabilidade do modelo.

O modelo SARIMA ja mostrou um bom resultado em todos os passos, o Erro Médio
Absoluto (MAE) para 5 passos (minutos) é de 0,795 o qual obteve um aumento de 0,337 para
10 passos (minutos), ficando com erro de 1,132 obtendo ainda um erro de 1,182 para 10 passos

(minutos).

Ainda para 0 modelo SARIMA o erro Médio Percentual (MAPE) para 5 passos
(minutos), foi de 15,024% de erro, uma meédia boa em relacdo a outros trabalhos, obtendo ainda
um crescimento de 2,583% no horizonte de 10 passos (minutos), e 5,567% para o horizonte de
20 passos (minutos), ficando com 20,591% de Erro Médio Percentual. A correlacdo para 5
passos de 0,663 foi considerada moderada de acordo com o coeficiente de correlacdo de
Pearson, a qual manten-se na mesma classificacdo em 10 passos, onde apresenta coeficiente de

0,647 e 20 passos, com coeficiente de correlacéo de 0,624.
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Tabela 5.3: Resultados dos Erros para Previsdo Multipassos Ultra Curto Prazo (Minutos).
Modelo
SARIMA + | REDES |SARIMA+| .~
Modelo SARIMA WAVELET | NEURAIS RN1 hibrido

proposto

VMED 5,290 5,556 5,290 5,555 5,456

.. |MAE 0,795 0,790 0,377 0,265 0,153
Previséao

5 RMSE 1,777 1,766 0,889 0,592 0,342

minutos | MAPE (%) 15,024 14,290 7,412 4,769 2,806

Desvio padrdo 1,587 1,609 0,422 0,083 0,078

Correlagéo 0,663 0,637 0,915 0,959 0,980

VMED 6,428 5,946 6,428 6,317 6,326

.. |MAE 1,132 1,010 0,566 0,377 0,249
Previsao

10 RMSE 3,579 3,194 1,790 1,193 0,797

minutos | MAPE (%) 17,607 16,986 8,804 5,972 3,969

Desvio padrdo 1,615 1,637 0,426 0,085 0,080

Correlacéo 0,647 0,622 0,905 0,939 0,960

VMED 5,739 6,016 5,689 5,843 5,769

.. |MAE 1,182 1,089 0,616 0,411 0,286
Previséao

20 RMSE 5,285 4,870 2,754 1,836 1,281

minutos | MAPE (%) 20,591 18,102 10,825 7,027 4,987

Desvio padrdo 1,656 1,665 0,433 0,086 0,082

Correlagédo 0,624 0,608 0,886 0,929 0,954

Fonte: O Autor

O modelo SARIMA+Wavelet mostrou uma melhora sutil, porém significativa, que

comprovou a teoria da literatura que descreve melhora em relagcdo ao modelo SARIMA.

Houve uma melhora de 0,734% no Erro Médio Quadréatico, que ficou com 14,290% de
erro no horizonte de 5 passos. O Erro Médio Quadrético ficou em 1,766. No horizonte de 10
passos, a melhoria no Erro Médio Percentual foi de 0,621%, onde ficou com 16,986%.
Comparando o horizonte de 5 e 20 passos, 0 modelo SARIMA+Wavelet teve um aumento de
3,812% de Erro Médio Percentual.

Para os resultados referentes ao modelo Redes Neurais em relacdo ao SARIMA,
considerando o erro maximo obtido no modelo SARIMA, foi obtida uma melhora média, em
termos de Erro Médio Absoluto de 52,57%, onde ficou com 0,377. O desvio padrao ficou 0,422
um resultado 76,65% melhor que o resultado do modelo SARIMA. A correlacdo linear ficou

em 0,915 o que caracterizou uma correlagdo muito forte.
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Com relacdo ao horizonte de previsdo, para 0 modelo redes neurais o erro médio
percentual teve uma queda de rendimento de 1,29%, passando para 8,804% de Erro Médio
Percentual do horizonte de 5 para 10 passos, e 3,31% de perda de 5 para 20 passos, ficando com
10,825% de Erro Médio Percentual.

O modelo SARIMA+RN1 nesta tese foi considerado um modelo intermediério, o qual
faz parte da composicdo do modelo hibrido proposto, os resultados obtidos com esse modelo

foram excelentes, resultado superior ao modelo de Redes Neurais.

Considerando o erro maximo obtido pelo modelo SARIMA, o resultado do Erro Médio
Absoluto (MAE) para o horizonte de 5 passos obtido foi de 0,265 o que correspondeu a uma

evolucéo de 66,65% na melhora dos resultados.

O Erro Médio Quadratico (RMSE) para 5 passos obteve melhora proporcional,
acompanhando a melhoria para 0,592. O Erro Medio Percentual obtido para 5 passos obtido foi

de 4,77% o que corresponde a melhora de 68,25% com relagcdo ao modelo SARIMA.

O desvio padrdo para 5 passos melhorou 94,77% resultando em 0,083. A correlacao
linear obtida para 5 passos foi de 0,959 indice considerado muito forte na escala de Pearson.
Aos resultados para os horizontes de previsdo para 10 passos, houve uma perda, ja que o Erro
Médio Absoluto (MAE) obteve um aumento de 0,112 pontos o que resultou 0,377 de erro e,
para 20 passos, 0 MAE foi de 0,411.

O Erro Médio Percentual (MAPE) teve aumento de 1,21% em relacdo ao horizonte de
5 passos, 0 que resultou em um MAPE de 5,972% de erro. Para 20 passos, 0 MAPE obtido foi
de 7,027%. O desvio padrdo no horizonte de 10 passos aumentou para 0,085 e para 20 passos
aumentou para 0,086. A correlacdo aumentou para 0,939 para 10 passos e 0,929 para 20 passos,
mesmo com 0 aumento dos passos, a correlacdo manteve-se muito forte de acordo com a escala

de Pearson.

O modelo hibrido proposto ¢ composto de SARIMA+RN1+RN2, obteve resultados
excelentes, o Erro Médio Absoluto (MAE) no horizonte de 5 passos foi 0,153 e para 20 passos
mesmo com perdas, obteve um resultado de 0,286 valor ainda considerado muito bom, o Erro
Médio Percentual (MAPE) para 5 passos obteve resultado de 2,806%, com uma confianca de
97,194% e para 20 passos erro de 4,987%, com uma garantia de 95,013% de confian¢ca mesmo

no passo de maior horizonte previsto.
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A correlacédo para esse modelo em todos os horizontes previstos foi considerada muito
forte, mesmo no maior horizonte de previsdo, mostrando que o modelo proposto foi superior

aos demais modelos.

Os resultados multipassos a frente mostraram que os modelos previstos seguiram a
conformidade da literatura, a qual trata sobre a perda de preciséo relativa ao passo de previsao,

quanto maior o0 passo de previsdo, menor € a precisao do modelo.

Mesmo o modelo SARIMA+Wavelet tendo uma melhora sutil com a aplicagdo do
modelo, a utilizacdo do modelo SARIMA + Redes Neurais e até mesmo somente o0 modelo de

Redes Neurais obteve um resultado muito superior.

Para todos os horizontes, o0 modelo hibrido proposto obteve os melhores resultados
guando comparado com os demais modelos, mesmo para o horizonte de 20 passos, 0s resultados

foram satisfatorios e mostram a eficiéncia e efetividade do modelo.
5.4.1.1 Velocidade prevista a ultra curto prazo — UCP (minutos)

A figura 5.6 mostra os resultados dos valores da velocidade em m/s prevista para ultra
curto prazo em minutos. Na mesma pode-se apreciar que ndo houve grande diferenca entre o
modelo SARIMA e o0 modelo SARIMA + Wavelets, e o ultimo ndo sera incluido na previsao

de poténcia e de energia.

Os valores reais consideraram até o dia 31 de maio de 2017, a previsdo foi realizada a
partir do minuto 00 do dia 01 de junho de 2017 estendendo-se até o minuto 20 da mesma data,

uma previsdo de 20 passo (minutos) para frente.

84



Velocidade prevista ultra curto prazo minutos em m/s
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Figura 5.6: Velocidade prevista ultra curto prazo minutos em m/s.
Fonte: O Autor

As curvas apresentadas na Figura 5.6 mostram os resultados para cada modelo, os
resultados do SARIMA e SARIMA + Wavelets tenderam para média prevista. As curvas que
usaram modelos com rede neural, baseados em caracteristicas ndo lineares, apresentaram
melhor desempenho, destacando-se o Modelo Hibrido Proposto (SARIMA+RN1+RN2) como

o melhor, visto que segue muito bem a curva da velocidade real.
A seguir séo representados os valores de geracao prevista para esta previsao.
54.1.2 Poténcia prevista a ultra curto prazo — UCP (minutos)

A figura 5.7 mostra a poténcia gerada prevista para ultra curto prazo em minutos, com

os resultados sendo dados em kW.

A previsdo da geracdo foi realizada a partir do minuto 00 do dia 01 de junho de 2017

estendendo-se até o minuto 20 da mesma data, uma previsao de 20 passos (minutos) para frente.

A previsao para este horizonte levou em consideracao um intervalo de tempo ultra curto,
0 que faz a variacao da velocidade algumas mudancas bruscas, do intervalo de 5 minutos para
7 minutos houve um aumento de aproximadamente 15 kW para previsdo do modelo hibrido
proposto, e uma queda de aproximadamente 20kW do intervalo de 9 minutos para 11 minutos,
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apos esses picos, a previsao tendeu para uma média de aproximadamente 10 kW e do modelo
SARIMA tendeu para 12kW, houve picos na previsdo de até 26 kW.

A previsdo de geracdo de poténcia para este horizonte é importante para compensacao

do mercado de eletricidade, operagdes de rede em tempo real e agdes de regulagéo.

As curvas apresentadas na Figura 5.7 mostram os resultados para cada modelo, igual
que no caso anterior, os resultados do SARIMA e SARIMA + Wavelets tendem para média
prevista. As curvas que usam modelos com rede neural, baseados em caracteristicas ndo
lineares, apresentaram melhor desempenho, destacando-se o Modelo Hibrido Proposto

(SARIMA+RN1+RN2) como o melhor, visto que segue muito bem a curva da poténcia real.
Poténcia gerada prevista ultra curto prazo minutos em KW
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Figura 5.7: Poténcia gerada prevista ultra curto prazo minutos kW.
Fonte: O Autor

Para as apresenta¢fes dos proximos horizontes ndo foram mostrados os modelos
SARIMA+Wavelet pois 0os mesmos obtiveram resultados muito proximo aos do modelo
SARIMA, e 0 modelo intermediario SARIMA+RN1 néo teve aqui apresentado seus resultados,

pois 0 mesmo fez parte da composic¢ao do modelo hibrido proposto.
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5.4.2 Previsdo a Curto Prazo - CP (horas)

Foi realizada na previsdo de curto prazo que abrange a grandeza de tempo em horas. Os
dados utilizados para este horizonte, tiveram uma base de dados contendo 8760 linhas, foram
os dados de horas durante um ano, sendo cinco variaveis utilizadas, compreendendo um total

de 43800 dados, que equivaleram a um universo de 1 ano.

Na tabela 5.4 sdo apresentados os resultados dos erros para curto prazo em 5 horas, 10
horas e 20 horas para 0os modelos SARIMA, Redes Neurais e modelo hibrido proposto.

Os resultados da velocidade média — VMED para os diversos passos de previsao foram
muito préximos devido ao comportamento do vento que embora tenha variagdo ao longo do

dia, a média leva em consideracdo todos os valores anteriores.

Para exemplificar, a velocidade para 5 passos ou 5 horas no modelo SARIMA € de 7,562
m/s. Essa média é a somatoria dos valores dividido pela quantidade de amostras, na previsdo
de 20 passos ou horas a velocidade média foi de 7,306, embora a velocidade apresente valores

muito proximos.

O modelo SARIMA tem uma caracteristica que acompanha a evolucdo da média mével
dos dados, mesmo com essa caracteristica do comportamento da velocidade média e da
carateristica do modelo, o Erro Médio Percentual (MAPE) obtido para 5 horas de previsao foi
de 9,543% de erro um valor considerado bom para previsdo neste modelo, tendo ainda uma
perda suave de precisdo, onde o erro para 20 passos foi de 10,325% de erro, quanto maior o
horizonte de previsdo, maior o erro do MAPE.

Tabela 5.4: Resultados dos Erros para Previsdo Multipassos Curto Prazo (Horas).

Modelo SARIMA REDES NEURAIS | Modelo hibrido proposto

VMED 7,562 7,562 7,583

Previsdo 5 MAE 0,722 0,381 0,139
Horas RMSE 1,614 0,817 0,310
MAPE (%) 9,543 4,772 1,833

VMED 7,489 7,489 7,436

Previsio MAE 0,748 0,324 0,165
10 Horas RMSE 2,366 1,483 0,526
MAPE (%) 9,989 4,994 2,231

VMED 7,306 7,256 7,291

Previsio MAE 0,754 0,427 0,176
20 Horas RMSE 3,374 1,787 0,784
MAPE (%) 10,325 5,198 2,417

Fonte: O Autor
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O Erro Médio Absoluto (MAE) para 5 horas de previsdo do modelo SARIMA, foi de
0,722 e para 0 modelo de redes neurais, foi de 0,381 uma melhora relativa ao modelo anterior
de 47,22%, e o modelo hibrido proposto obteve uma resposta de erro MAE 0,139. Se
comparado ao modelo SARIMA, houve uma evolugdo na melhora da resposta de 80,75% um

resultado excelente.

Os resultados para 10 e 20 passos obtiveram uma resposta equivalente e muito proxima

a essa evolucdo de melhoria.

Neste horizonte de previsdo para curto prazo (horas) multipassos a frente mostraram que
os resultados de erro do modelo hibrido proposto tanto para o Erro Médio Absoluto, Erro Médio
Quadratico, quanto para o Erro Médio Percentual, obteve um resultado muito superior aos

demais modelos.
5.4.2.1 Velocidade prevista a curto prazo - CP (horas)

A figura 5.8 mostra os resultados dos valores da velocidade em m/s prevista para curto

prazo em horas.

Velocidade Prevista (horas) em m)s

=]

9 o~
un = - E— L e ",
= S T— - ;
= 7 FNE e S~ N
E il - :
[\ T E
= 5
=,
E oo
S 3
= 2
1
202122253241 2 3 45 6 7 B 9 101112131415 1617 18 19 20
Tempo em horas
Vel Rea SARIM A
RMA Modelo hibrido proposto

Figura 5.8: Velocidade prevista curto prazo horas em m/s.
Fonte: O Autor

Da Figura 5.8, pode-se apreciar que o comportamento do modelo SARIMA tendeu para
uma média dos resultados, enquanto os modelos com Redes neurais mostraram um
comportamento proximo a variacdo real. Dentre os dois modelos que usaram redes neurais, 0

Modelo Hibrido Proposto apresentou melhores resultados.
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Os valores reais consideraram até o dia 31 de maio de 2017, a previsdo foi realizada a
partir da hora 01 do dia 01 de junho de 2017 estendendo-se até 20 horas da mesma data, uma

previsdo de 20 passo (horas) para frente.
A seguir séo representados os valores de geracdo prevista para esta previsao.
5.4.2.2 Poténcia prevista a curto prazo - CP (horas)

A figura 5.9 mostra a poténcia gerada prevista para curto prazo Horas. Os resultados sdo

dados em dados em kW.
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Figura 5.9: Poténcia gerada prevista Curto Prazo horas em kW
Fonte: O Autor

Os Valores mostrados na figura acima sdo os valores reais calculado sdo até o dia 31 de
maio de 2017, a previsdo da geracdo foi realizada a partir da hora 01 do dia 01 de junho de 2017

estendendo-se até a hora 20 da mesma data, uma previsdo de 20 passos (horas) para frente.

A poténcia gerada prevista varia conforme a velocidade do vento prevista. Para o
gerador selecionado pode-se gerar uma poténcia de até 40 kW, essa poténcia pode aumentar
levando-se em consideracdo a velocidade e também adotando um gerador eolico de mais

capacidade de geracdo de poténcia.

A variacdo do comportamento da previsdo da geracdo de poténcia mostrou-se mais
suave que a ultra curta previsao, porém ainda houve uma variacdo de aproximadamente 15 kW
do intervalo de 8 horas para 10 horas e uma queda na mesma proporg¢édo no intervalo das 10

horas para 12 horas.
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Esse horizonte de previsdo é importante para o planejamento do despacho econdémico

de carga, decisbes razoaveis de carga e seguranca operacional no mercado da eletricidade.
5.4.3 Previsdo a Médio Prazo - MP (dias)

A terceira previsao realizada foi realizada no horizonte de curto prazo que abrange a

grandeza de tempo em Dias.

Os dados utilizados para o presente horizonte, teve uma base contendo 4745 linhas de
dados por variavel, sendo 5 varidveis em um total de 23725 dados, estes dados equivaleram a

um universo de 13 ano.

Na tabela 5.5 sdo apresentados os resultados dos erros para médio prazo para 5 dias, 10

dias e 20 dias para os modelos SARIMA, Redes Neurais e modelo hibrido proposto.

Tabela 5.5: Resultados dos Erros para Previsdo Multipassos Médio Prazo (Dias).

Modelo | sarima| RECES | i
proposto

VMED 7,054 7,254| 7,279
Previsio | MAE 0,923 0,362 0,139
5 Dias | RMSE 2,065 0,809| 0,311
MAPE (%) | 13,091 4987 | 1914

VMED 7,223 7,323 7,341
Previsio | MAE 1,135 0,518| 0,228
10 Dias | RMSE 3,590 1,637| 0,729
MAPE (%) | 15,718 7,069 3,128

VMED 7,674 8,324| 8,065
Previsio | MAE 1,640 0,735| 0,342
20 Dias | RMSE 7,333 3,289 1,530
MAPE (%) | 21,366 8,835| 4,260

Fonte: O Autor
O resultado da previsdo de médio prazo em dias mostrou a evolucdo de melhora nos
resultados dos modelos no Erro Médio Absoluto (MAE), para o horizonte de 5 passos, o qual
obteve 0,923 no modelo SARIMA, e 0,362 para 0 modelo redes neurais, onde ja houve uma
melhora de 60,78% na comparagéo dos dois modelos. O modelo hibrido proposto obteve 0,139
de Erro Médio Absoluto, o que corresponde a uma melhora de 84,94% em relacdo ao primeiro

modelo.
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Os resultados mostraram que mesmo a maior previsao de 20 horas para 0 modelo hibrido
proposto € superior a menor previsdo tanto do SARIMA quanto Redes neurais, mostrando a

eficiéncia do modelo proposto.
5.4.3.1 Velocidade Prevista a Médio Prazo — MP (dias)

A figura 5.10 mostra os resultados do valores da velocidade em m/s prevista para médio

prazo em dias.

Velocidade prevista médio prazo diasem m/s
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Figura 5.10: Velocidade prevista médio prazo dias em m/s.
Fonte: O Autor

Os valores reais consideraram até o dia 31 de maio de 2017, a previsao foi realizada a
partir do dia 01 de junho de 2017 estendendo-se até o dia 20 de junho de 2017 com 20 passo

(Dias) para frente.

Da Figura 5.10 se pode apreciar que as curvas que usaram modelos com rede neural,
baseados em caracteristicas ndo lineares, apresentaram melhor desempenho, destacando-se o
modelo hibrido proposto (SARIMA+RN1+RN2) como o melhor, visto que segue muito bem a

curva da velocidade real.

A seguir sdo representados os valores de geracdo prevista para esta previsao.
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5.4.3.2 Poténcia Prevista a médio prazo — MP (dias)

A figura 5.11 mostra a poténcia gerada prevista para médio prazo Dias os resultados sao

dados em dados em KW.

Poténcia gerada prevista médio prazo dias em KW
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Figura 5.11: Poténcia Gerada Prevista Médio Prazo Dias em kW.
Fonte: O autor

Os valores reais calculados consideraram até o dia 31 de maio de 2017, a previsdo foi
realizada a partir do dia 01 de junho de 2017 estendendo-se até o dia 20 de junho de 2017 com
20 passo (Dias) para frente.

A variacdo da capacidade de geracdo do horizonte dias foi maior em relagdo ao horizonte
de horas, isso foi devido ao comportamento dos ventos, que mesmo nédo sendo parte da analise
deste trabalho, mas merece uma observacgéo, pois o vento repete seu comportamento durante o

ciclo de um dia, um més e um ano, em escalas proporcionais.

E possivel perceber que houveram picos de geracdo de mais de 50kW, valor proximo
de 60% da capacidade maxima do aerogerador, esse valor de geracdo pode aumentar se for
adotado outro gerador e6lico de maior capacidade.

O horizonte de previsdo a médio prazo € importante para decisdes de compromisso das
unidades, decisbes de compromisso de reserva e Gerador on-line / off-line decisdes.
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5.4.4 Previsdo a Médio Prazo - MP (semanas)

O quarto horizonte de previsdo foi realizada a medio prazo que abrange a grandeza de

tempo em Semanas.

Os dados utilizados considerou uma base contendo 676 linhas equivalentes a quantidade
de cada variavel, sendo utilizadas cinco variaveis, um total de 3380 dados, tal quantidade

equivale & um universo de 13 anos.

A seguir na tabela 5.6 sdo apresentados os resultados dos Erros para médio prazo para
5 semanas, 10 semanas e 20 semanas para 0s modelos SARIMA, Redes Neurais e 0 modelo
hibrido proposto.

Tabela 5.6: Resultados dos Erros para Previsdo Multipassos Médio Prazo (Semanas).

Modelo

Modelo SARIMA NI-\I)EILEJ[I;I,EASIS pk;;bpr:)i;ao
VMED 7,112 7112 7,360

Previsdo | MAE 1,169 0,585| 0,225
SemE;nas RMSE 2,615 1,307| 0,504
MAPE (%) | 16,443 8,221| 3,060

VMED 6,686 6,686 7,064

Previsdo | MAE 1,595 0,798 0,351
Se rﬁgnas RMSE 5,045 2523 1,122
MAPE (%) | 235862 11,931| 5,011

VMED 6,598 6,748| 7,088

Pre;’(i)sao MAE 1,683 0.827| 0384
Semanas | RMSE 7,528 3,607| 1,719
MAPE (%) | 25514| 12,250 5,448

Fonte: O Autor.

A previsdo multipassos para este horizonte, obteve uma perda de precisdo em relagédo a
previsdo de horizonte de médio prazo (dias), o erro médio percentual (MAPE) do modelo
SARIMA para cinco passos de previsao obteve um acréscimo de 3,35% em relagdo ao horizonte

de previsdo de médio prazo em dias.

O modelo redes neurais para 0 mesmo passo obteve uma perda de 3,23% de

confiabilidade na comparagdo dos modelos, e 0 modelo hibrido proposto obteve perdade 1,15%
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de precisdo, se comparado ao horizonte anterior. As variagdes dos erros refletem também nos

MAE e RMSE, essas varia¢des sdo relativas ao comportamento estatistico dos dados.

Os modelos mostraram resultados diferentes para cada horizonte, e para bases de dados

distintas.
5.4.4.1 Velocidade Prevista a Médio Prazo — (semanas)

A figura 5.12 mostra os resultados dos valores da velocidade em m/s prevista para médio

prazo em semanas.

Velocidade prevista médio prazo semanas em m/s
11

10

=~ 0w

[4]

Velocidade em m/s
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—\elocidade Real —Velocidade SARIMA

—Velocidade Modelo hibrido proposto —Velocidade RN

Figura 5.12: Velocidade prevista médio prazo semanas em m/s.
Fonte: O Autor.

Os valores reais consideraram até o dia 31 de maio de 2017, a previsdo foi realizada a
partir do dia 01 de junho de 2017 estendendo-se por 20 semanas, 0 que corresponde a data de

12 de outubro de 2017, um horizonte de 20 passo (semanas) para frente.

Da Figura 5.12 se pode apreciar que igual ao caso de curto passo que as curvas que
usaram modelos com rede neural, baseados em caracteristicas ndo lineares, apresentaram
melhor desempenho, destacando-se 0 modelo hibrido proposto (SARIMA+RN1+RN2) como o

melhor, visto que seguiram muito bem a curva da velocidade real.
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5.4.4.2 Poténcia Prevista a Médio Prazo - MP (semanas)

A figura 5.13 mostra a poténcia gerada prevista para médio prazo semanas os resultados
séo dados em dados em KW.

Poténcia gerada prevista médio prazo semanas em KW

50

Poténcia em KW
8 5
o

N
o

10

4 5 12 3 41 2 3 4 1 2 3 4 51 2 3 41 2 3 45 12 3 41 2
Tempo em semanas

—Poténcia Real Poténcia SARIMA
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Figura 5.13: Poténcia Gerada Prevista médio Prazo em semanas em kW.
Fonte: O Autor.

Os valores reais calculados consideraram até o dia 31 de maio de 2017, a previsdo foi

realizada a partir do dia 01 de junho de 2017 estendendo-se 20 semanas para frente.

Comparando os resultados de geragdo com os outros horizontes foi possivel perceber
gue o comportamento varia de acordo com o comportamento dos ventos, mesmo tendo
resultados abaixo de 10kW, a previsdo de geracdo de poténcia manteve-se em uma média

proximo a 20kW e com picos de 40kW previstos.

Estes valores podem ser maior com a varia¢do do vento ou adotando gerador e6lico de

maior capacidade de geracao.

O horizonte de previsdo a médio prazo para semanas também é importante para decisdes
de compromisso das unidades, decis6es de compromisso de reserva e Gerador on-line / off-line

decisoes.
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5.4.5 Previsdo a Longo Prazo - LP (meses)

O quinto horizonte de previsao foi realizado a longo prazo, foi utilizado a grandeza de
tempo em Meses.

Os dados utilizados teve uma base contendo 156 linhas, das cinco variaveis um total de

780 dados, tal quantidade equivaleu a um universo de 13 Anos.

A tabela 5.7 apresenta os resultados dos Erros para longo prazo para 5 meses, 10 meses

e 20 meses para 0s modelos SARIMA, Redes Neurais e 0 modelo hibrido proposto.

Tabela 5.7: Resultados dos Erros para Previsdo Multipassos Longo Prazo (Meses).

Model
Modelo SARIMA NFEE%'EAS;S hig?izlg
proposto
VMED 9,202 9,202 8,939
Previsio | MAE 0,838 0,519| 0,207
5 Meses | RMSE 1,853 0,989| 0,383
MAPE (%) 9,104 4,652 1,813
VMED 9,271 9,271 8,944
Previsio | MAE 1,202 0,681 0,282
10 Meses | RMSE 3,800 1,990 0,819
MAPE (%) 12,963 6,521| 2,981
VMED 9,387 9,387| 9,044
Previsio | MAE 1,455 0,567| 0,305
20 Meses | RMSE 6,506 2,937 1,458
MAPE (%) 15,498 6,996 | 3,392

Fonte: O Autor.
Na previsdo multipassos de longo prazo em meses, obteve um resultado superior todos
os resultados de previsdo das grandezas apresentadas de minutos, horas, dias e semanas.

A previsdo de longo prazo em meses, se comparado a previsdo médio prazo semanas,
para o horizonte de cinco passos obteve melhora de 7,34% no modelo SARIMA, 3,57% no

modelo Redes Neurais, e 1,25% de melhora no modelo hibrido proposto.
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5.4.5.1 Velocidade Prevista a Longo Prazo - LP (meses)

A figura 5.14 mostra os resultados dos valores da velocidade em m/s prevista para
Longo Prazo em Meses.
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Figura 5.14: Velocidade prevista longo prazo meses em m/s.
Fonte: O Autor.

Os valores reais consideraram até o dia 31 de maio de 2017, a previsao foi realizada a

partir do dia 01 de junho de 2017 estendendo-se por 20 meses, abrangendo até o més de janeiro
de 2019, um horizonte de 20 passos (meses) para frente.

A seguir séo representados os valores de geragao prevista para esta previsao.
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5.4.5.2 Poténcia Prevista a Longo Prazo — LP (meses)

A figura 5.15 mostra a poténcia gerada prevista para longo prazo meses os resultados
séo dados em dados em kW.

Poténcia gerada prevista longo prazo meses em KW
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Figura 5.15: Poténcia Gerada Prevista longo Prazo em meses em kW.
Fonte: O Autor.

Os valores reais calculados consideraram até o dia 31 de maio de 2017, a previsdo foi
realizada a partir do dia 01 de junho de 2017 estendendo-se 20 meses para frente.

Neste horizonte a amplitude de previsdo dos dados da poténcia gerada foi maior, devido
ao comportamento do vento o qual varia o ciclo completo, nos meses de abril, maio e junho
obtiveram picos de mais de 60kW de poténcia prevista, quase 70% da capacidade total do

gerador edlico, se o gerador for substituido por um de maior capacidade, a geracéo de poténcia
também serd maior.

O horizonte de previsdo de longo prazo é importante para planejamento da manutencao,

gestdo da operacdo, custo de funcionamento 6timo e estudo de viabilidade para projetos de
parques edlico.
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5.4.6 Previsdo a Longo Prazo - LP (anos)

O sexto horizonte de previsdo foi realizado a longo prazo, foi utilizado a grandeza de
tempo em Anos.

Para o horizonte de longo prazo de grandeza em anos, devido a base de dados dispor de
apenas 13 linhas o qual é considerado insuficiente para realizar uma previsdo com os modelos
e técnicas propostas, foi utilizado a base de meses a qual contém 156 linhas, um total de 780
dados, tal quantidade equivale a um universo de 13 anos.

Apobs a aplicacdo dos modelos foi feito a interpolacdo dos dados transformando os
resultados de meses para anos, e para comparacdo dos resultados também foi utilizado a
extrapolacdo através da média mével dos dados em anos para possibilitar a realizacdo dos testes
comparativos.

A tabela 5.8 apresenta os resultados dos Erros para longo prazo para 5 Anos para 0s
modelos SARIMA, Redes Neurais € Modelo hibrido proposto.

Para este horizonte so foi possivel fazer previsdo para 5 passos (Anos) devido a base de
dados limitada 13 anos.

Tabela 5.8: Resultados dos Erros para Previsdo Multipassos Longo Prazo (Anos).

REDEs | Modelo

Modelo SARIMA NEURAIS pr;:)bprgi?o
VMED 8,802 7,874 8,166

Previsio | MAE 1,226 0421| 0,170
5 Anos | RMSE 2,741 0,941| 0,380
MAPE (%) 13,927 6,378| 2,083

Fonte: O Autor.

Os resultados obtidos, exporam uma melhora média de 85,77% comparando o modelo
hibrido proposto com 0 modelo SARIMA. Os resultados para o horizonte de longo prazo anos
obteve um 6timo desempenho mesmo tendo uma base de dados muito pequena, o resultado foi
possivel pela utilizacdo das técnicas estatisticas e matematicas de extrapolacéo e interpolacgéo e

devido a constancia dos modelos aplicados.
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5.4.6.1 Velocidade Prevista a Longo Prazo — LP (anos)

A figura 5.16 mostra os resultados dos valores da velocidade em m/s prevista para

Longo Prazo em Anos.
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Figura 5.16: Velocidade prevista longo prazo anos em m/s
Fonte: O Autor

Os valores reais consideraram até o dia 31 de dezembro de 2016, a previséo foi realizada
a partir do dia 01 de janeiro de 2017 estendendo-se por 5 anos, abrangendo até o ano de 2021,

um horizonte de 20 passo (anos) para frente.

A velocidade anual teve uma variacdo menor que as velocidades dos outros horizontes,

pois 0 vento teve uma variacdo de acordo com as estacGes do ano.

A seguir séo representados os valores de geracao prevista para esta previsao.
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5.4.6.2 Poténcia prevista a longo prazo - LP (anos)

A figura 5.17 mostra a poténcia gerada prevista para longo prazo anos os resultados sao
dados em dados em kW.
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Figura 5.17: Poténcia Gerada Prevista médio Prazo em anos em kW.
Fonte: O Autor.

Os valores reais calculados consideraram até o dia 31 de dezembro de 2016, a previsao

foi realizada a partir do dia 01 de janeiro de 2017 estendendo-se 5 anos para frente.

Este horizonte de previsao estendeu-se por 5 passos ou 5 anos, uma previsao menor que
os horizontes anteriores devido a quantidade de dados histéricos, porém é possivel perceber que
a amplitude de previsao de geracdo foi maior, devido ao comportamento do vento o qual varia
o ciclo completo, nos meses de abril, maio e junho obtiveram picos de mais de 60kW de
poténcia prevista, quase 70% da capacidade total do gerador edlico, se o gerador for substituido

por um de maior capacidade, a geragdo de poténcia também serd maior.

O horizonte de previsdo de longo prazo para passos em anos, € importante para
planejamento da manutencdo, gestdo da operacdo, custo de funcionamento 6timo e estudo de

viabilidade para projetos de parques eolico.
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5.4.6.3 Energia Média Anual Prevista a Longo Prazo - LP (anos)

A figura 5.18 mostra a previsdo da energia média anual prevista para horizonte de longo

prazo (anos), os resultados sdo dados em dados em kWh.
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Figura 5.18: Energia média anual Prevista Longo Prazo em anos em kWh.
Fonte: O Autor.

A previsdo da energia para o horizonte mostrou um pico de aproximadamente 365000
kWh para o modelo ARIMA e 362000 kWh para o modelo hibrido proposto
(SARIMA+RN1+RN2), a amplitude da previséo ndo foi muito grande, ndo tendo variagfes

muito bruscas de previséo.
5.4.7 Comportamento do modelo em diferentes estac6es do ano.

Uma das caracteristicas da base de dados utilizada nesta pesquisa é que diferente da
maioria das outras bases, a divisdo das estacdes do ano é considerada como sendo apenas duas,
0 verdo que abrange o primeiro semestre do ano e o inverno que abrange o segundo semestre

do ano.

Na tabela 5.9 se oferece uma comparagdo da velocidade media do vento e dos erros
obtidos na velocidade do vento pelos diferentes modelos para as duas estagfes do ano e para 0s
diferentes cenarios de previsdo. A tabela 5.9, mostra que os resultados encontrados no teste de
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previsdo teve uma diferenga significativa para o valor da velocidade media nas diferentes
estacdes do ano, sendo elas muito maiores em inverno que no verdo. Pode-se observar também
que ndo existiu uma diferenca significativa para os diferentes valores dos erros, sendo
ligeiramente superiores na época de inverno. Foi usada a previsao em horas porque é 0 passo

que menos erros induz na previs&o.

Tabela 5.9: Resultados dos Erros para previsao nas diferentes estacbes do ano.

Verao (jan a Jun) Inverno (Jul a dez)

Modelo | sppma | REDES | Riirdo | sarwa | REDES | il
proposto proposto

o VMED 7,562 7,562 7,588 9,14 9,16 9,277
S &) MAE 0,722 0,381 0,139 0,731 0,384 | 0,142
% £| RMSE 1,614 0,817 0,311 1,638 0922 | 0,395
o [MAPE (%)| 9,543 4,772 1,834 10,322 | 4,927 | 1,943
o «» |_VMED 7,489 7,489 7,438 9,14 9,17 9,23
S S| MAE 0,748 0,324 0,166 0,751 0,389 0,17
E é RMSE 2,366 1,483 0,526 2,589 1,684 | 0,635
MAPE (%) | 9,989 4,994 2,237 11,956 | 5971 | 2,645

o o | _VMED 7,306 7,256 7,324 8,931 8,931 9,12
S S MAE 0,754 0,427 0,178 0,759 0411 | 0,184
§ (% RMSE 3,374 1,787 0,797 4,102 1,893 | 0,843
MAPE (%) | 10,325 5,198 2,434 12,435 | 7,336 | 3,976

Fonte: O Autor.
5.4.8 Comportamento do modelo sem considerar a temperatura e a pressao.

Para esse teste, foi realizado a exclusdo das varidveis temperatura e pressdo, foi aplicado
0 modelo com 5 variadveis e 3 variaveis (sem considerar a temperatura e a pressdo) e feito a
comparacgao dos resultados. Na tabela 5.10 mostram-se estes resultados. Neste caso ndo houve

separacao das estacdes de verdo e inverno.

Os resultados obtidos mostraram que com a excluséo das variaveis temperatura e presséo,
ndo houve melhora no modelo, e nem houve aumento de tempo na iteragdo do modelo,
conforme (MA et al., 2018), a eliminacdo das variaveis que tém relaces mais fracas, porém
ndo cita sobre melhora do modelo, quanto menor a quantidade de variaveis, menor é a
complexidade do modelo, porém essa afirmativa vem sendo desconsiderada devido a evolucao
da configuracdo dos computadores que tem maior capacidade de processamento de

informagdes. Nao houve diferenca significativa no tempo de processamento dos resultados.
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A aplicacdo do modelo eliminando as variaveis temperatura e pressdo, ndo melhoraram

e nem aumentaram o tempo de iteracdo dos resultados de forma significativa.

Tabela 5.10: Resultados dos Erros para previsdo da velocidade do vento com trés e cinco variaveis.

5 variaveis 3 variaveis
Modelo Modelo
Modelo REDES . REDES o
ARIMA NEURAIS hibrido | ARIMA NEURAIS hibrido
proposto proposto

VMED 7,562 7,562 7588 | 7,562 | 7,562 7,588
Previsio MAE 0,722 0,381 0,139 | 0946 | 0,483 0,216
5Horas | RMSE 1,614 0,817 0,311 | 2,115 1,062 0,483
MAPE (%) | 9,543 4,772 1,834 | 12,993 | 6,497 2,891
VMED 7,489 7,489 7,438 | 7,489 | 7,489 7,438
Previsdo MAE 0,748 0,324 0,166 | 1,172 0,561 0,283

H(lj?as RMSE 2366 | 1483 | 0526 | 3,706 | 2,003 | 0,894
MAPE (%) | 9,989 | 4994 | 2237 |16926 | 8463 | 3934

| vvED | 7306 | 7,256 | 7324 | 7,306 | 7,256 | 7,324
Pre;’('fao MAE 0754 | 0427 | 0178 | 1,219 | 0,627 | 0,296

Horas | RMSE | 3374 | 1,787 | 0797 | 5451 | 2,742 [ 1,323

MAPE (%) | 10,325 5,198 2,434 17,920 8,724 4,115
Fonte: O Autor.

5.4.9 Comportamento dos modelos em diferentes bases de dados

Para esta aplicacdo, a série historica das variaveis meteoroldgicas utilizadas foi obtida
do Banco de dados meteoroldgicos para ensino e pesquisa (BDMEP) do Instituto Nacional de
Meteorologia (INMET), Estacdo MACAU / RN (OMM: 82594), Latitude (graus): -5,15 e
Longitude (graus): -36,57, Altitude (metros): 32,00. Foram utilizadas as variaveis: Temperatura
do ar, Umidade do ar, Pressdo atmosferica, Velocidade média do vento, Dire¢&o do vento.

A base de dados disponibilizado pelo Banco de Dados Meteoroldgicos para Ensino e
Pesquisa (BDMEP) pode ser acessado no URL http://inmet.gov.br. A escolha foi tomada
baseada no atlas eolico do Brasil, e pela analise das velocidades médias apresentadas no banco
de dados.

Foi considerado um intervalo de 6, 12, 18 e 24 horas, e mostrado os resultados para 0s
modelos SARIMA, SARIMA + Wavelet, Redes Neurais e Modelo Hibrido Proposto (ver tabela
5.11).
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Tabela 5.11: Resultados dos Erros entre diferentes bases de dados -Petrolina/PE e Macau/RN.

Resultados dos Erros para Previsao Multipassos Resultados dos Erros para Previsao Multipassos
(Horas) - MACAU — RN (Horas) - PETROLINA — PE
Modelo
Modelo Modelo
SARIMA + | REDES P SARIMA + | REDES 1o

SARIMA | \WAVELET | NEURAIs | Nibrido | SARIMA |\ \E| ET | NEURAIS | Nibrido

proposto proposto
VMED 5,162 5,524 5,538 5,158 7,562 7,722 7,562 7,629
Previsio MAE 1,122 1,032 0,576 0,202 0,733 0,674 0,387 0,141
6 Horas RMSE 5,836 5,428 2,811 1,74 1,638 1,474 0,829 0,316
MAPE (%) 14,391 13,096 7,791 2,815 9,686 8,814 4,844 1,862
VMED 5,140 5,232 5,33 5,253 7,489 7,643 7,489 7,458
Previsio MAE 1,294 1,190 0,784 0,428 0,77 0,709 0,334 0,171
12 Horas RMSE 7,08 6,585 2,922 2,283 2,437 2,193 1,527 0,542
MAPE (%) 17,744 16,147 9,769 4,445 | 10,289 9,363 5,144 2,304
VMED 5,135 5,427 5,451 5,386 7,489 7,643 7,489 7,458
Previsio MAE 1,399 1,287 0,854 0,400 0,789 0,725 0,387 0,181
18 Horas RMSE 8,613 8,01 4,439 3,146 3,014 2,712 1,707 0,695
MAPE (%) 21,796 19,834 12,043 6,188 | 10,665 9,705 5,320 2,452
VMED 5,130 5,622 5572 5,518 7,306 7,384 7,256 7,335
Previsio MAE 1,508 1,387 0,93 0,374 0,814 0,749 0,446 0,192
24 Horas RMSE | 10,198 9,485 6,031 4049 | 3644 3,28 1,909 0,861
MAPE (%) 25,987 23,648 14,451 8,023 | 11,151 10,147 5,551 2,629

Fonte: O Autor.

A aplicacdo dos modelos com as mesmas configurac@es na base de dados de Macau/RN,
retornaram resultados muito bons, comparando o mesmo horizonte de previsdo, foi possivel
verificar que os resultados da base de Petrolina formam melhores, isso comprova a teoria que

diferentes bases de dados retornam resultados diferentes.

Para previsdo de 6 horas de previsdo no modelo SARIMA na base de dados Macau/RN,
o Erro Médio Absoluto obteve um resultado de 1,122 para previsao de 12 horas, 0 MAE foi de
1,294, para 18 horas foi de 1,399 e para 24 horas, o MAE foi de 1,508 resultados muito bom, e

mostrando que quanto maior 0 passo de previsdo, maior € o erro obtido.

Ainda na base de dados de Macau/RN, os melhores resultados foram obtidos com o
modelo hibrido proposto, onde o Erro Médio Absoluto no passo de 6 horas foi de 0,202 e o
RMSE foi de 1,74 e Erro Médio Percentual — MAPE foi de 2,815% de erro, para o passo de 12
horas os erros obtidos para 0 MAE 0,435 e o Erro Médio Quadréatico foi de 2,268 e 0 Erro
Médio Percentual foi de 4,577% resultado esse que ainda é muito bom com uma confianca de
95,55% um valor muito bom se comparado com outros estudos e com a aplicacdo do mesmo

modelo na base de Petrolina.
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Para previsdo com 24 passos os resultados foram inferiores aos com menor passo, porém
ainda muito satisfatdorios, 0 MAE obtido foi de 0,374 0 RMSE para o modelo hibrido proposto
foi de 4,049 e o MAPE foi de 8,023% resultados bastante relevantes para confirma que o
modelo mesmo em diferentes bases de dados tem melhor resultados que os demais modelos

testados.
5.4.9.1 Gréficos do comportamento dos modelos em diferentes bases de dados

Séo apresentados a seguir os graficos de velocidade e poténcia prevista das bases de
dados de Macau/RN e Petrolina/PE.

Velocidade Prevista (horas) em m/s - Macau - RN
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Figura 5.19: Velociade Prevista (horas) em m/s - Macau/RN.
Fonte: O Autor.

Os resultados de velocidade modelo SARIMA mostrou uma proximidade com o
resultado SARIMA+ Wavelet, 0 que mostra que mesmo em bases diferentes os dois modelos

tém comportamento similar.
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Poténcia Prevista (Horas)em Kw - Macau - RN
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Figura 5.20: Poténcia Prevista (horas) em KW - Macau/RN.
Fonte: O Autor.

A poténcia prevista obteve um resultado menor que a da base de Petrolina, devido a

velocidade do vento prevista.
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Figura 5.21: Velociade Prevista (horas) em m/s - Petrolina/PE.
Fonte: O Autor.

O comportamento da velocidade prevista para o horizonte com passso de 6, 12, 18 e 24
horas, na base de Petrolina, obteve um resultado proporcionalmente equivalente aos resultados
previsto para horizontes de 5, 10 e 20 horas para frente, isso mostra que os modelos podem ser

aplicados em diversos outros horizontes de previsao.
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Poténcia Prevista (Horas)em Kw - Petrolina - PE
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Figura 5.22: Poténcia Prevista (horas) em kW - Petrolina/PE.
Fonte: O Autor.

Afigura5.22, mostra a poténcia prevista em kW para base de Petrolina. Da Figura pode-
se apreciar igual as curvas que usam modelos com Redes Neurais, baseados em caracteristicas
ndo lineares, apresentam melhor desempenho, destacando-se o modelo hibrido proposto
(SARIMA+RN1+RN2) como o melhor, visto que segue muito bem a curva da velocidade real.
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CAPITULO 6

6. CONCLUSOES

Para fazer a previsao da velocidade do vento e da poténcia possivel a ser gerada foram
utilizados cinco modelos de previsdo: SARIMA, SARIMA + Wavelet, Redes Neurais,
SARIMA + Redes Neurais, Modelo Hibrido Proposto (SARIMA + Redes Neurais 1 + Redes

Neurais 2).

Foram feitos os seis tipos de previsdes conforme a literatura revisada, isto é: previsdo a
ultra curto prazo em minutos, previsao a curto prazo em horas, previsao a médio prazo em dias,
previsdo a médio prazo em semanas, previsdo a longo prazo em meses, previsao a longo prazo
em anos. Um total de trinta combinacGes de analises, onde foram apresentados dezoito dos

melhores resultados de combinacdes.

Dos modelos usados, 0 modelo hibrido proposto foi o que apresentou os melhores
resultados com os menores erros na previsdo da velocidade do vento em todos os horizontes de

previsdo, como pode ser observado nas tabelas e nos gréaficos apresentados neste trabalho.

Para a previsdo para um passo a frente, a melhor resposta para o erro médio absoluto
(MAE) foi obtida para o horizonte de horas com resultado de 0,139 de erro, e a pior resposta
obtida foi para o horizonte de semanas com resposta de 0,225 de erro. A melhor resposta para
o0 erro médio quadratico (RMSE) foi obtido para o horizonte de horas com 0,310 de erro, e a

pior resposta obtida foi para o horizonte de semanas com resposta de 0,504 de erro.

Para as respostas do erro medio percentual (MAPE), a melhor resposta foi obtida para
0 horizonte de meses com 1,813% de erro, e pior resposta para o0 horizonte de semanas com
3,060% de erro.

Para previsdo de 20 passos a frente, a melhor resposta para o erro médio absoluto (MAE)
foi obtida para o horizonte de horas com resultado de 0,176 de erro, e a pior resposta obtida foi
para o horizonte de semanas com resposta de 0,384 de erro. A melhor resposta para a raiz do
erro medio quadratico (RMSE) foi obtido para o horizonte de horas com 0,784 de erro, e a pior

resposta obtida foi para o horizonte de semanas com resposta de 1,719 de erro.
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Para as respostas do erro medio percentual absoluto (MAPE), a melhor resposta foi
obtida para o horizonte de horas com 2,417% de erro, e pior resposta para 0 horizonte de
semanas com 5,448% de erro. As melhores respostas obtidas para 5, 10 e 20 passos foram para
horas, enquanto os piores resultados para esses horizontes foram obtidos nas previsdes de

semanas.

A utilizacdo do modelo hibrido mostrou-se mais eficiente pela consideracdo das

caracteristicas lineares e ndo lineares dos sinais modelados.

Quanto maior o0 passo de previsdo menor € a garantia de resultado, porém o mercado
necessita de respostas rapidas e a tendéncia desta caracteristica de velocidade de resposta é
crescente no cenario mundial. Um dos fatores que impactam nessa rapida resposta, além de um
modelo eficiente para a necessidade da demanda, a base de dados tem crucial importancia para

resultados com 6tima precisao.

Com a previsdo da velocidade do vento é possivel prever a geracdo edlica da regido
analisada, em funcdo dos geradores que se deseja instalar. Estes resultados da previsdo da
velocidade do vento e por tanto do potencial de geracdo de energia edlica ndo tem precedentes
na literatura, mais ainda com a combinacdo de modelos, 0 que sem ddvida constitui uma

novidade.

O uso de Wavelets ndo melhora significativamente a previsao da velocidade do vento
guando comparados com 0 modelo SARIMA,; os resultados de previsdo SARIMA + Wavelets

estdo muito pertos das previsdes SARIMA.

O modelo hibrido proposto mostrou-se eficiente nos diversos horizontes e nas diferentes
bases de dados e que a aplicacdo do modelo proposto tem uma importancia significativa para

previsdo da velocidade do vento e da poténcia.

6.1 SUGESTOES PARA TRABALHOS FUTUROS

Como sugestdo para trabalhos futuros tem-se a aplicacdo do modelo hibrido proposto
para previsdo da energia eolica utilizando outra base de dados do exterior, e a aplicacdo do

modelo proposto para previsdo da energia fotovoltaica.
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