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Resumo 

 

No contexto da previsão de séries temporais, é grande o interesse em estudos de métodos de 

previsão de séries temporais que consigam identificar as estruturas e padrões existentes nos 

dados históricos, possibilitando gerar os próximos padrões da série. A proposta defendida 

nesta tese é a de desenvolvimento de um framework que utilize ao máximo as potencialidades 

das técnicas de previsão (redes neurais artificiais) com as técnicas de otimização (algoritmos 

genéticos) em um sistema híbrido intercomunicativo que aproveite bem as vantagens de cada 

uma dessas técnicas para a geração de cenários futuros que possam mostrar, além das 

previsões normais com base nos valores históricos, percursos alternativos das curvas das 

séries temporais analisadas. 

  

Palavras-chave: Previsão de Séries Temporais; Redes Neurais Artificiais; Algoritmos 

Genéticos; Sistemas Híbridos Inteligentes; Previsão de Cenários Futuros. 
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Abstract 

 

In the context of time series forecasting, is great the interest in studies of forecasting methods 

of time series that can identify existing structures and patterns in historical data, allowing 

generate the next patterns of the series. The proposal defended in this thesis is the 

development of a framework that uses the full potential of forecasting techniques (neural 

networks) with the optimization techniques (genetic algorithms) in a hybrid system that well 

enjoy the advantages of each of these techniques to the generation of future scenarios that can 

show, in aaddition to normal forecasts based on historical values, alternative pathways of the 

curves of time series analyzed. 

  

Keywords: Time Series Forecasting; Artificial Neural Network; Genetic Algorithms; 

Intelligent Hybrid Systems; Future Scenarios Forecasting. 
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1. Introdução 

 

O setor elétrico representa uma das mais importantes peças da economia nacional. O 

desenvolvimento deste setor através de investimentos e pesquisas é de fundamental 

importância para a configuração de uma economia próspera, disponibilizando força 

motriz para a indústria, comércio e serviços. Quando se foca na região amazônica, além 

da contribuição para o desenvolvimento regional, o setor elétrico, através do Programa 

Nacional de Universalização do Acesso e Uso da Energia Elétrica (Luz para Todos), 

contribui intensamente para o desenvolvimento social e econômico em comunidades de 

baixa renda, favorecendo a redução da pobreza e o acesso a serviços como saúde e 

educação. 

Para as empresas de geração e distribuição de energia, o dimensionamento da 

variável carga (energia elétrica requerida) se torna fundamental no planejamento das 

operações elétricas, nos estudos de ampliação e reforço da rede básica de geração e 

distribuição de energia elétrica. Deste modo, o conhecimento sobre o seu mercado de 

atuação é de extrema importância para as empresas distribuidoras de energia elétrica, 

pois quanto mais conhecimento sobre o comportamento das previsões e tendências 

desses mercados, mais otimizadas serão as compras de energia pelas distribuidoras e 

melhor será a adequação do sistema elétrico para atender consumidores, quando 

determinadas demandas se concretizarem em um tempo futuro. 

Além disso, utilizando as estratégias de prospecções, como as propostas neste 

trabalho, as concessionárias de energia elétrica podem prever de maneira satisfatória a 

compra e venda de energia baseada na demanda futura e nas relações de preços 

apresentadas pelos fornecedores no mercado elétrico brasileiro, o que pode levar a uma 

economia financeira substancial, em função da diminuição da diferença entre a 

quantidade de energia comprada e consumida. 

A investigação de métodos, técnicas e ferramentas que auxiliem nos processos 

decisórios das empresas distribuidoras de energia elétrica têm despertado grande 

interesse das pesquisas operacionais deste setor e a área de previsão tem sido elemento 

chave neste processo, uma vez que qualquer decisão depende fortemente dos eventos 

que a antecedem. Desta forma, é de grande interesse o estudo de métodos de previsão de 
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séries temporais que consigam identificar as estruturas e padrões existentes nos dados 

históricos e que sejam capazes de gerar os próximos padrões da série, principalmente no 

que se refere à previsão de consumo (energia requeria) para uma dada região atendida 

por uma distribuidora de energia. 

O campo da previsão de séries temporais foi e ainda continua sendo uma das 

áreas de intensa investigação pela comunidade científica, devido a suas inúmeras 

aplicações nos mais diversos setores de atividades acadêmicas, industriais e comerciais. 

Uma grande variedade de técnicas tem sido desenvolvidas e empregadas com relativas 

vantagens e desvantagens de acordo com cada tipo de aplicação. Neste contexto, pode-

se apontar a área de previsão de carga em sistemas elétricos de potência como um dos 

ramos intensamente investigados e, por esse motivo, utilizado como domínio de 

aplicação da metodologia proposta neste trabalho.  

Uma situação ideal para a realização de previsões seria o conhecimento das 

equações que modelam os mecanismos responsáveis pela geração das séries temporais. 

No entanto, em muitas situações reais essas informações não estão disponíveis, e não se 

tem condições ideais para construir equações que governem o comportamento das 

variáveis de interesse. Quando isso acontece, o usual é utilizar uma abordagem baseada 

em modelos, na qual se tenta identificar ou aproximar o processo gerador dos dados. 

Nas últimas décadas, problemas de previsão de séries temporais têm sido 

investigados intensamente com a utilização das Redes Neurais Artificiais. Essa 

tendência se baseia no fato de que essas redes possuem algumas características bastante 

atraentes para a análise de previsão de séries temporais e que não são encontradas nos 

métodos estatísticos convencionais utilizados nesses problemas. Algumas dessas 

características residem no fato de que as Redes Neurais Artificiais possuem a 

capacidade de reconhecer padrões em sistemas complexos, não‐lineares e com 

quantidade razoável de ruído, além da sua capacidade de generalização, o que a torna 

um modelo ideal para problemas onde a quantidade de dados históricos é de certa forma 

limitada. 

O processo de tomada de decisão em situações de previsão de séries temporais 

pode ser melhorado com a utilização da elaboração e análise de cenários futuros, onde a 

previsão da série temporal é composta por um conjunto de previsões que podem mostrar 

a influência do domínio de aplicação ou tendências de alteração do comportamento 
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futuro da série temporal, visualizando-se situações que podem variar de estados 

otimistas (maximização dos valores da série) a pessimistas (minimização dos valores da 

série). 

Em determinados domínios, como é o caso da geração de cenários futuros de 

séries temporais, pode-se identificar a necessidade de abordar o problema de formas 

diferentes que requerem a combinação de diferentes tipos de processamentos, levando a 

criação e a modelagem de sistemas híbridos inteligentes para a solução do problema. 

Nesse contexto, a utilização dos sistemas híbridos tem se tornado ferramentas 

importantes, pois tenta-se unir duas ou mais abordagens, de forma que as vantagens de 

cada abordagem sejam somadas, enquanto que suas desvantagens sejam subtraídas do 

sistema híbrido resultante da união das abordagens. 

Esta proposta se baseia na concepção e na construção de um framework baseado 

em sistema híbrido inter-comunicativo neurogenético para a geração de cenários 

futuros, tendo como locus de aplicação a previsão de consumo de energia das 

concessionárias Centrais Elétricas do Pará – CELPA. 

O problema abordado nesta tese é baseado em uma demanda do mundo real, 

cujo objetivo principal é realizar previsão do consumo de energia de uma dada região, 

de modo que os especialistas do domínio possam adequar o sistema elétrico para 

atender os consumidores, quando tais demandas se concretizarem no futuro. Assim, 

baseado no histórico das medidas do sistema (principalmente nas informações sobre o 

consumo), deseja-se obter uma prospecção das necessidades futuras, fornecendo 

informações que dêem suporte para que as concessionárias de energia elétrica possam 

estimar, de maneira satisfatória, a compra de energia baseado em suas reais 

necessidades. Tal possibilidade  proporciona à concessionária a capacidade de otimizar 

as relações de preços apresentadas pelos fornecedores do Brasil, o que pode levar a uma 

economia financeira substancial, em função da diminuição da diferença entre a 

quantidade de energia comprada e consumida, ampliando o seu potencial competitivo 

no mercado. 

Para um melhor entendimento dos temas aqui tratados, essa proposta foi 

organizada conforme é apresentado a seguir. 

No capítulo 2, são apresentadas as técnicas de inteligência artificial empregadas 

para a previsão de séries temporais e geração de cenários futuros utilizada neste 
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trabalho. Também é ilustrada uma breve apresentação dos conceitos básicos de sistemas 

híbridos inteligentes e suas formas de acoplamento. 

No capítulo 3, são apresentados alguns trabalhos mais relevantes, encontrados na 

literatura, os quais serviram como base e ponto de apoio para as investigações propostas 

nesta tese.  

No capítulo 4, é apresentada a proposta desta tese que se baseia na construção de 

um framework baseada em sistema híbrido inter-comunicativo neurogenético para a 

geração de cenários. 

No capítulo 5, é apresentada a contextualização da estratégia proposta e uma 

breve introdução sobre o processo de comercialização de energia  elétrica no Brasil, em 

seguida são apresentados os modelos do framework proposta na aplicação de um estudo 

de caso de previsão de energia elétrica da Concessionária de Energia Elétrica do Estado 

do Pará (CELPA), depois a avaliação dos resultados de previsão e, finalmente, 

simulações de geração de cenários. 

Para finalizar, no capítulo 6, são mostradas as principais contribuições desta tese 

e os trabalhos futuros. 
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2. Técnicas de Inteligência Artificial 

 

2.1. Considerações iniciais 

Este capítulo descreve um conjunto de técnicas de inteligência artificial (IA) 

empregadas para a previsão de séries temporais e geração de cenários. É apresentado 

primeiramente um panorama geral dos paradigmas de IA e posteriormente é realizada 

uma breve introdução das técnicas empregadas neste trabalho, as redes neurais 

artificiais e os algoritmos genéticos. Inclui-se também uma breve apresentação dos 

conceitos básicos de sistemas híbridos inteligentes e suas formas de acoplamento. 

 

2.2. Inteligência Artificial 

A busca por sistemas artificiais que apresentam algum tipo de comportamento 

inteligente, similar ao exibido por muitos sistemas biológicos (incluindo seres 

humanos), sempre fascinou muitos cientistas. Os sistemas biológicos são resultado de 

um longo processo de evolução natural, e apresentam características como 

adaptabilidade, tolerância a falhas e robustez a variações ambientais. Tais características 

são bastante desejáveis em uma grande variedades de problemas das mais diversas áreas 

de conhecimento, levando diversos pesquisadores a propor estratégias que procuram 

emular alguns dos aspectos observados em sistemas biológicos naturais. Neste contexto 

e com o intuito de desvendar os mistérios relacionados à inteligência, surgiu na década 

de 50 a IA [Russel e Norvig, 2003]. 

A IA compreende paradigmas computacionais que procuram desenvolver 

sistemas que apresentam alguma forma de inteligência similar à exibida por 

determinados sistemas biológicos. Alguns dos paradigmas que compõem a IA foram de 

fato inspirados em sistemas biológicos (como as redes neurais artificiais e os algoritmos 

genéticos), enquanto que outros, apesar de não terem inspiração biológica, tentam gerar 

sistemas que produzam algum tipo de comportamento próximo ao observado em 

sistemas naturais (como por exemplo, o raciocínio aproximado dos sistemas nebulosos). 

A forma como o conhecimento serviu de inspiração para a modelagem computacional 

da inteligência deu origem aos paradigmas que compõem a IA, onde pode-se destacar 

como os principais: 
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Paradigma Simbólico: consiste de um conjunto de símbolos que formam 

estruturas e um conjunto de regras e processos. Quando o conjunto de regras e 

processos é aplicado no conjunto de símbolos o sistema produz novas estruturas. Os 

símbolos têm significados semânticos e podem representar conceitos ou objetos. Para 

lidar com estes conceitos usa-se a lógica proposicional e a lógica de predicados o que 

permite a solução de problema usando um sistema baseado em regras. Assim um 

sistema simbólico é capaz de resolver problemas que envolvem dados e as regras sobre 

estes dados. Para saber mais consulte [Russel e Norvig, 2003] e [Resende, 2003]. 

Paradigma Conexionista: tem como premissa a suposição de que o 

comportamento inteligente está relacionado com a dinâmica das conexões entre 

pequenos nós denominados neurônios, onde tal dinâmica é capaz de representar o 

conhecimento. Diferentemente do paradigma simbólico, no modelo conexionista o 

estado dos neurônios representam um conceito ou um objeto e a dinâmica que leva à 

representação do conceito ou objeto é que estabelece as regras sobre tais objetos e 

conceitos. Na pratica, os dois paradigmas podem se juntar para formar um terceiro 

paradigma, uma mistura do sistema simbólico com um sistema Conexionista [Linden, 

2008]. Para saber mais consulte [Braga et al., 2007] e [Haykin, 1999]. 

Paradigma Evolutivo: este paradigma, diferentemente do convencional, não 

exige, para resolver um problema, o conhecimento prévio de uma maneira de encontrar 

uma solução. Este paradigma é baseado em mecanismos evolutivos encontrados na 

natureza, tais como a auto-organização e o comportamento adaptativo. Estes 

mecanismos foram descobertos e formalizados por Darwin em sua teoria da evolução 

natural, segundo a qual, a vida na terra é o resultado de um processo de seleção, pelo 

meio ambiente, dos mais aptos e adaptados, e por isto mesmo com mais chances de 

reproduzir-se. A diversidade da vida, associada ao fato de que todos os seres vivos 

compartilham uma bagagem genética comum, pelo menos em termos de seus 

componentes básicos, é um exemplo eloqüente das possibilidades do mecanismo de 

evolução natural [Farmer et. al., 1983][Golberg et. al., 1988]. Para saber mais consulte 

[Sumathi et al., 2008] 

Paradigma Nebuloso: A teoria dos conjuntos nebulosos é o modelo mais 

tradicional para o tratamento da informação imprecisa e vaga. Este paradigma, 

introduzido em [Zadeh, 1965], tem por objetivo permitir graduações na pertinência de 

um elemento a uma dada classe, ou seja de possibilitar a um elemento de pertencer com 
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maior ou menor intensidade àquela classe. Basicamente, isso se faz quando o grau de 

pertinência de um elemento ao conjunto, que na teoria dos conjuntos “clássica” assume 

apenas os valores 0 ou 1, passa a ser dado por um valor no intervalo dos números reais 

[0, 1]. Para saber mais consulte [Pedrycz e Gomide, 2007]. 

2.3. Redes Neurais Artificiais 

As Redes Neurais Artificiais (RNA) tem sido empregadas com sucesso para resolver 

problemas diferentes e de características gerais, tendo como área de aplicação uma 

gama de bastante extensa. Entre as aplicações usuais das RNAs têm-se: reconhecimento 

e classificação de padrões, controle, agrupamento, aproximação de funções, otimização, 

processamento de sinais, análise de imagens, bioinformática, mineração de dados e, o 

foco deste trabalho, previsão de séries temporais [Braga et al.,2007], [Haykin, 1999]. 

Séries temporais são representadas por uma sequência de medições relativas a 

um determinado evento e organizadas cronologicamente, que aparentemente não 

seguem nenhuma lei ou tendência. No entanto, em séries temporais relacionadas a 

fenômenos naturais, econômicos ou físicos, pode-se notar certas características que se 

repetem após determinado período de tempo (sazonalidade) e outras que se mantêm 

durante o intervalo considerado (tendências), mesmo que não obedeçam a padrões 

lineares [Box et al., 1994].  

Em aplicações de previsões de séries temporais, estimar um valor futuro com um 

certo grau de precisão é o objetivo almejado. Para que seja possível prever os valores 

futuros é necessário que se disponha de uma memória histórica de dados ocorridos 

anteriormente. Todavia, o conjunto de dados, por si só, pode tornar a tarefa de previsão 

difícil ou até mesmo impraticável para determinadas técnicas pelo alto grau de 

complexidade embutido na série de dados. Para isso, é necessário a utilização de 

algoritmos, técnicas ou métodos de previsão de séries temporais, que consigam 

identificar ou aproximar o processo gerador  dos dados da séries, ou seja, consigam 

identificar as estruturas e padrões existentes nos dados históricos e com isso ser capazes 

de gerarem os próximos padrões da série. 

As RNAs constituem uma ferramenta de grande importância na atualidade, por 

sua capacidade de “aprender” padrões através de treinamento, o que torna seu uso 

importante no desenvolvimento da Inteligência Artificial. A principal vantagem de uma 

rede neural é a sua capacidade de aproximar relações funcionais, particularmente 
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quando as relações não são bem definidas e/ou são não-lineares, o que torna difícil a 

utilização de métodos convencionais para a tentativa de prever as variações futuras 

dessas relações [Cortez, 2002], [Zhang et al.,1998]. 

Uma RNA é um modelo computacional, inspirado biologicamente no 

funcionamento/atividade do cérebro, formado por elementos de processamento 

(chamados de neurônios) e conexões entre esses elementos, com pesos ligados a essas 

conexões, formando assim uma estrutura neural. Sobre essa estrutura, são 

implementados algoritmos de aprendizado que ajustam os parâmetros da estrutura de 

acordo com o tipo de conhecimento a ser codificado na rede. RNAs são chamadas de 

modelos conexionistas devido à grande importância das conexões entre os neurônios 

para o processamento da rede. É importante ressaltar que os pesos das conexões são os 

responsáveis pelo “conhecimento” codificado nas RNAs. 

As RNAs possuem algumas características que as tornam alvos de intensas 

pesquisas, tais como: 

 Aprendizado e Adaptação: uma das propriedades mais importantes de uma 

RNA é a capacidade de aprender por intermédio de exemplos e realizar 

inferências sobre o que aprendeu, melhorando gradativamente o seu 

desempenho [Braga et al., 2007]; 

 Generalização: RNAs são capazes de generalizar o seu conhecimento a 

partir de exemplos anteriores e com isso lidar com informações nunca antes 

vista no conjunto de treinamento; 

 Processamento Paralelo: característica de processamento intrínseca das 

RNAs e que foi herdada da sua inspiração biológica, o cérebro; 

 Robustez: capacidade das RNAs em prover uma saída coerente mesmo 

sendo alimentadas com dados ruidosos ou incompletos. 

 

Existe uma variedade bastante razoável de modelos de RNAs que executam 

vários tipos de tarefas. A tarefa de previsão de séries temporais envolve a construção de 

modelos a partir de dados históricos em um determinado período. Assim, o emprego de 

RNAs na previsão de séries temporais tem sido enormemente utilizado pela sua 

capacidade de adaptação ao ambiente de previsão e, assim, modelar o comportamento 
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da série através do aprendizado dos dados históricos; provendo assim um mapeamento 

entre as variáveis de entrada e a previsão na saída da rede [Tzafestas e Tzafestas, 2001]. 

Outro fator favorável às RNAs está relacionado ao fato de não haver para elas grande 

limitação no número de variáveis de entrada, bem como ser possível aplicá-las em séries 

não-estacionárias1 sem o uso de transformações para obter comportamento estacionário 

[Braga et al., 2007], [Ferreira, 2006]. 

Neste trabalho, será focada uma estrutura particular das RNAs, a rede Perceptron 

Multi-camadas (MultiLayer Perceptron – MLP), devido a mesma ser amplamente 

empregada e aceita pela comunidade acadêmica na utilização em aplicações de previsão 

[Zhang et al., 1998 ]; [Tzafestas e Tzafestas, 2001];[Adya e Collopy 1998 ]. 

 

2.3.1. Perceptron Multicamadas 

A arquitetura da rede MLP (figura 2.1) é composta por neurônios conectados, seguindo 

uma formação em camadas. Essas conexões são responsáveis por propagar as entradas 

da RNA. As unidades de entrada, que compõem essa camada, têm o objetivo de difundir 

o sinal inicial sem nenhuma modificação para a segunda camada. Os dados são 

apresentados à rede pela camada de entrada, são processados pelas camadas 

subsequentes e por último a rede gera uma saída para a informação que lhe foi 

apresentada. É importante salientar que se cada camada de neurônios é somente ligada à 

camada subsequente (menos a camada de saída, que só recebe ligações) e a informação 

trafegar em um único sentido, a rede é chamada de feedforward, figura 2.1. Caso 

existam conexões de retorno entre as camadas, posterior para a anterior, a rede é 

chamada de recorrente, figura 2.2. 

Redes MLP apresentam um poder computacional maior do que aquele 

apresentado pelas redes perceptron que possuem uma única camada [Haykin, 1999], 

[Braga et al., 2007], [Kasabov, 1996]. Tal poder computacional é conseguido com a 

adição de uma ou mais camadas intermediárias entre a entrada e a camada de saída. Em 

[Cybenko, 1988], foi provado que são necessárias, no máximo, duas camadas 

intermediárias, com um número suficiente de unidades por camada que é definido de 

forma empírica, para se aproximar qualquer função, seja ela linearmente separável ou 

                                            
1 - Uma série temporal é dita não-estacionária se suas propriedades estatísticas mudam com o tempo. 
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não. Também foi provado que apenas uma camada intermediária é suficiente para 

aproximar qualquer função contínua. 

 

 

 

 

 

 

 

Figura 2.1. Arquitetura de uma rede MLP feedforward. 

 

 

 

 

 

 

 

 

Figura 2.2. Arquitetura de uma rede MLP recorrente. 

Assim, a definição da arquitetura de uma rede MLP apresenta três características 

distintas: 

 Definição da Estrutura: determinação do número de camadas 

intermediárias e das quantidades de neurônios em cada uma dessas camadas; 

 Tipo de Conexão: determinação do tipo de conexões entre as camadas da 

rede (feedforward ou recorrente); 

 Função de Ativação: determinação das funções de ativação dos neurônios. 

Os neurônios da mesma camada apresentam os mesmos tipos de funções de 

Conexões Recorrentes 

Entradas 
















Camada de 
Entrada 

Camada  
Escondida 

Camada de 
Saída 









Saídas 

Entradas 
















Camada de 
Entrada 

Camada  
Escondida 

Camada de 
Saída 









Saídas 



 23

ativação, enquanto que neurônios de camadas diferentes podem ou não, 

dependendo do problema de aplicação, apresentar os mesmos tipos dessas 

funções. 

 

2.3.2. Algoritmo de Treinamento Backpropagation 

Existem vários algoritmos para treinar redes MLP, porém um dos mais conhecidos 

difundidos é o algoritmo backpropagation. A maioria dos algoritmos de aprendizado 

para as redes MLPs utilizam variações do algoritmo backpropagation [Haykin, 1999], 

[Kosko, 1992], [Bishop, 1995], [Braga et al., 2007]. 

 O backpropagation é um algoritmo supervisionado de propósito geral que utiliza 

pares de entrada e saída para, através de um mecanismo de correção de erros, ajustar os 

pesos da rede. O treinamento possui duas fases que percorrem a rede em sentidos 

opostos, conforme ilustrado na figura 2.3. 

Figura 2.3. Fases do Algoritmo Backpropagation. 

 

Na fase forward, um dado padrão é apresentado à rede, fazendo com que as 

ativações para este padrão sejam propagadas pela rede até a última camada, onde é 

gerada uma saída daquele padrão de entrada. Na fase backward a saída gerada pela rede 

é confrontada com a saída desejada para o referido padrão de entrada, sendo esta 

informação utilizada para atualizar os pesos das conexões entre as unidades. A fase 

forward pode ser resumida nos seguintes passos: 

Fase Backward 

Fase Forward 
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Passo 1. O vetor de entrada x, tendo como saída desejada o vetor de saída d, é 

apresentado à primeira camada da rede. 

Passo 2. Os sinais gerados pela primeira camada são propagados através das camadas 

subsequentes da rede, gerando assim a saída da rede. 

Passo 3. As saídas produzidas pelos neurônios da última camada são comparadas com 

as saídas desejadas para que o erro da rede seja calculado. 

A fase backward, por sua vez, pode ser resumida nos seguintes passos: 

Passo 1. Os pesos entre a camada intermediária e a camada de saída são ajustados de 

acordo com o erro gerado pela saída da rede. 

Passo 2. O erro para as camadas intermediárias e de saída é propagado até a camada de 

entrada. O erro para os neurônios das camadas intermediárias é calculado 

utilizando os erros dos neurônios conectados a eles, da camada posterior à 

camada intermediária atual, ponderados pelos pesos das suas conexões, 

iniciando pela camada de saída. 

 

 O algoritmo backpropagation, que faz uso destas duas fases, pode ser descrito 

da seguinte forma: 

Passo 1. Inicializar os pesos da rede. 

Passo 2. O vetor de entrada px


 é apresentado à rede. Também é apresentada a resposta 

desejada pd  para o padrão representado por px


. 

Passo 3. Os sinais gerados pela primeira camada são propagados através das camadas 

subseqüentes da rede, gerando assim a saída da rede. 

Passo 4. O erro correspondente à diferença entre o vetor de saída desejada e o vetor de 

saída real é calculado através da determinação da função custo pE . Se o valor 

de pE  for menor que um limiar   preestabelecido, o processo de 

aprendizagem termina, chegando ao Passo 8. Caso contrário, segue-se para o 

Passo 4. Existem alguns tipos diferentes de funções custo, entretanto a mais 

utilizada é o mínimo erro quadrado definido na Equação 2.1 a seguir: 
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



n

j
pjpjp odE

1

2)(
2

1
 (2.1) 

onde n é o número de saídas da rede, pjo  é a resposta fornecida pela unidade 

de saída ju  e pjd  corresponde à resposta desejada para esta mesma saída. 

Passo 5. Neste passo, faz-se a atualização dos pesos das conexões. O processo ocorre na 

direção da camada de saída para a camada de entrada, camada após camada. O 

ajuste dos pesos é dado pela Equação 2.2: 

ijij ow   (2.2) 

 onde   representa a taxa de aprendizagem, io  é a resposta da unidade i que se 

conecta à unidade j e pj  corresponde ao erro ocorrido entre a resposta 

desejada e a resposta fornecida pela unidade j para um dado padrão p do 

conjunto de treinamento. No caso dos neurônios da camada de saída, o valor de 

pj  é dado pela Equação 2.3: 

))(( pjpjpjjpj odnetf   (2.3) 

 Quando a função de ativação jf  utilizada é a função sigmóide, a Equação 2.3, 

após o cálculo da primeira derivada 
jf , torna-se: 

)1)(( pjpjpjpjpj oodo   (2.4) 

Passo 6. Para as unidades j nas camadas intermediárias, não há como computar 

diretamente os ajustes em função do erro )( pjpj od  , sendo estes pesos 

calculados em função dos erros k , observados nas unidades das camadas 

subseqüentes, como segue: 


k

pjjkpjjpj wnetf  )(  (2.5) 

 

 que, no caso da função sigmóide, torna-se: 


k

pjjkjjpj woo  )1(  (2.6) 
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Passo 7. Retornar ao Passo 2. 

Passo 8. Fim do Treinamento. 

O algoritmo backpropagation é poderoso, mas bastante dispendioso em termos 

de processamento computacional para treinamento. Isso ocorre devido ao 

backpropagation usar o método do gradiente descendente de uma função para 

minimizar o erro global da rede [Haykin, 1999]. Devido à utilização do método do 

gradiente descendente, o algoritmo backpropagation pode apresentar o problema 

denominado mínimo local, que ocorre quando o processo de aprendizado pára quando o 

erro se localiza numa região de mínimo local ao invés de mínimo global [Kasabov, 

1996]. 

O algoritmo backpropagation apresenta muitas modificações e melhorias 

propostas por diversos autores, que diferem basicamente em alguns pontos, tais como: 

cálculo do erro, função de ativação, fórmula de atualização dos pesos. Dessas variações, 

as mais utilizadas são o backpropagation com momentum, Quickprop, Levenberg-

Marquardt, Rprop, e Newton [Braga et al., 2007]. 

 

2.4. Algoritmos Genéticos  

Um Algoritmo Genético (AG) é um método de computacional que simula o 

comportamento evolucionário das espécies, baseado na teoria Darwiniana, cujo objetivo 

é a otimização de uma dada função objetivo. Foi proposto por John Holland, em 1975, e 

popularizado por um de seus alunos, David Goldberg, em 1989 [Goldberb, 1989]. Esses 

algoritmos se destacam por possuírem facilidade de implementação computacional, 

inexistência de restrições quanto ao tipo de problema (função objetivo pode ser discreta 

ou não convexa, por exemplo) e a possibilidade de se integrar o algoritmo com 

aplicativos externos que calculem a função objetivo. Desta forma, a função objetivo do 

AG pode ser uma “caixa preta”. 

Um AG é um procedimento iterativo que mantém uma população de indivíduos, 

onde cada um desses indivíduos é um candidato à solução de um problema específico. 

A cada iteração, denominada de geração, os indivíduos da população atual são avaliados 

quanto à sua aptidão para a solução do problema. Com base nessas avaliações, aplicam-
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se alguns operadores genéticos (nomenclatura inspirada na área biológica) aos 

indivíduos, formando-se uma nova população, que substituirá a atual. Isto é realizado de 

modo que, quanto maior a aptidão de um indivíduo atual, maior será a sua influência na 

formação dos indivíduos da nova população.  

Desta forma, com o passar do tempo, a seleção tende a fazer com que a 

população seja formada por indivíduos cada vez melhores (soluções cada vez mais 

próximas da solução ótima para o problema) [Beasley et al., 1993]. Como critério de 

parada do AG, geralmente, define-se um limite para o número de gerações. Dentre os 

indivíduos da última geração, aqueles mais aptos representam a melhor solução 

encontrada pelo AG. Pode-se também especificar que o AG encerrará quando for 

gerado algum indivíduo que satisfaça alguma condição mínima de aptidão [Linden, 

2008]. 

O comportamento padrão dos AGs pode ser resumido nos seguintes passos: 

1. Geração da população inicial de indivíduos (cromossomos); 

2. Avaliação dos indivíduos de acordo com a sua aptidão; 

3. Seleção dos melhores indivíduos (cromossomos mais aptos); 

4. Aplicação dos operadores genéticos, gerando uma nova população 

(descendentes); 

5. Repetição dos passos 2 a 4 até encontrar uma solução satisfatória ou que 

sejam executas um número predeterminado de iterações. 

 

A base do funcionamento de um AG são os operadores genéticos, utilizados para 

gerar novas soluções (gerações da população) em analogia à evolução natural. Essas 

operações bem como a terminologia empregada nesse método de otimização, serão 

descritas nas subseções a seguir. 

2.4.1. Terminologia 

Como o método de otimização dos AGs se baseia na teoria da evolução, é necessária a 

compreensão de alguns termos provenientes da área biológica e que são utilizados na 

programação computacional de um AG. 
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 Cromossomo: é formado pela estrutura de dados utilizada codificar uma solução 

do problema proposto e é representado como um indivíduo na população do AG, 

ou seja, um cromossomo representa um ponto no espaço de busca percorrido pelo 

AG. Cada cromossomo também possui uma aptidão associada, indicando a 

qualidade do cromossomo como solução do problema em questão; 

 Gene: unidade de hereditariedade transmitida pelo cromossomo, o qual controla 

as características do organismo. Nos AGs, é um parâmetro codificado (elemento 

do vetor) no cromossomo; 

 Genótipo: é a composição contida no genoma. Na Computação Evolucionária 

representa a informação contida no cromossomo ou genoma; 

 Fenótipo: representa o objeto, estrutura ou organismo construído pelas 

informações contidas no genótipo (cromossomo decodificado); 

 Alelo: é uma das formas alternativas de um gene. Em AG, representa os valores 

do parâmetro codificado em um gene. 

 

2.4.2. Componentes de um AG 

Os AGs possuem alguns componentes clássicos que modelam os seus parâmetros de 

configuração. 

2.4.2.1 Representação do Indivíduo 

Os indivíduos do AG, também denominados de cromossomos, representam soluções 

potenciais de um problema. A representação mais tradicional é a binária, na qual um 

indivíduo é representado por meio de uma cadeia de 0´s e 1´s de tamanho fixo. Para 

problemas nos quais a representação binária não é a mais natural e apropriada, existem 

outros tipos de representações que podem ser utilizadas tais como a representação com 

números reais [Michalewicz, 1999], [Linden, 2008]. 

 A representação do indivíduo através da codificação binária de tamanho fixo, 

tem dominado a pesquisa de AGs desde o seu início. Entretanto, o bom desempenho de 

um AG na busca de soluções não tem relação direta com a utilização da codificação 

binária na modelagem da solução do problema. Pelo contrário, existem certas 

peculiaridades da representação binária, como os abismos de Hamming, que criam 
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artefatos quando se lida com otimização contínua [Linden, 2008]. Desta forma, o mais 

indicado é utilizar uma representação mais adequada para o problema em questão. 

Assim, em muitos problemas do mundo real, como é o caso da previsão de consumo de 

energia elétrica, o mais natural é utilizar cromossomos que representam diretamente os 

parâmetros sendo otimizados, como por exemplo os valores de consumos de energia em 

números reais, de forma que espaços de busca contínuos sejam representados de forma 

mais direta e, espera-se, mais eficiente pelo AG.   

 

2.4.2.2 Tamanho e Inicialização da População  

O desempenho do AG é muito sensível ao tamanho da população, pois caso este número 

seja pequeno demais, não haverá espaço para se obter uma variabilidade genética 

suficientemente grande dentro da população, tornando a busca por soluções ótimas 

difíceis ou até mesmo improvável. Por outro lado, caso o tamanho da população seja 

grande demais ocasionará overhead na execução do AG, tornando o processo parecido 

com uma busca exaustiva.    

A inicialização da população, na maioria dos casos, é realizada da forma mais 

simples possível, fazendo-se uma escolha aleatória independente para cada indivíduo da 

população inicial. A inicialização aleatória, de forma geral, leva a uma boa distribuição 

das soluções no espaço de busca [Linden, 2008]. 

 

2.4.2.3 Função de Aptidão 

A função de aptidão determina a aptidão de cada indivíduo, ou seja, a qualidade da 

solução por ele representada para o problema em questão; sendo a responsável por 

determinar se o indivíduo continuará fazendo parte da população ou não. A escolha da 

função de avaliação está diretamente relacionada ao domínio do problema e sua 

configuração deve embutir todo o conhecimento que se possui sobre o problema a ser 

resolvido, refletindo assim os objetivos a serem alcançados, condições e restrições 

impostas pelo domínio da aplicação.  
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2.4.2.4 Método de Seleção 

Uma vez que os AGs se baseiam no princípio da seleção natural, eles devem ser capazes 

de identificar os indivíduos mais aptos, para que permaneçam na população durante o 

processo de evolução (procedimento iterativo), e os mais fracos, para que sejam 

excluídos do processo. Existem vários métodos que podem ser utilizados para selecionar 

indivíduos para formar uma nova população [Michalewicz, 1999], [Linden, 2008]. 

Um critério de seleção bastante comum em AG é a seleção proporcional, que 

consiste em selecionar os indivíduos com probabilidade proporcional à sua aptidão. 

Conceitualmente, a seleção proporcional é equivalente a dividir uma roleta em n partes, 

sendo n o número de indivíduos da população. Cada uma das partes da roleta é 

proporcional à aptidão do indivíduo associado aquela parte. A roleta é girada n vezes e, 

a cada iteração, o indivíduo indicado pelo ponteiro é selecionado para a fase de 

reprodução. Este método é denominado de método da roleta e é o mais simples dos 

métodos empregados no processo de seleção dos AG’s. 

Além do método da roleta existem outros esquemas capazes de simular a seleção 

natural dentre uma população de um AG. Outro método também bastante conhecido e 

empregado no processo de seleção dos AG’s é o método do torneio [Faceli et al., 2011]. 

Este método consiste em selecionar n indivíduos através da realização de n torneios. A 

cada torneio, uma série de K indivíduos da população atual do AG são aleatoriamente 

escolhidos e o indivíduo que vencer o torneio (possuir a melhor avaliação) é 

selecionado para a fase de reprodução. Neste método, existe um parâmetro denominado 

tamanho do torneio (K) que define quantos indivíduos são selecionados aleatoriamente 

dentro da população para competir. O valor mínimo de K é igual a 2, pois do contrário 

não haverá competição, mas não há nenhum limite teórico para o valor máximo deste 

parâmetro [Linden, 2008]. 

Com o objetivo de preservar e usar na próxima geração as melhores soluções 

encontradas na geração atual pode-se utilizar a estratégia denominada “elitismo”. Essa 

estratégia consiste em conservar os mi melhores indivíduos da população na geração t, 

copiando-os para a geração t+1 sem nenhuma alteração, garantindo assim que os 

melhores indivíduos da geração t+1 sejam pelo menos iguais aos melhores indivíduos 

da geração anterior (no pior caso, em que nenhum melhor indivíduo seja criado). Isto 

permite garantir que o gráfico da avaliação do melhor indivíduo em função do número 
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de gerações decorridas seja uma função crescente com relação a aptidão. O restante dos 

indivíduos, ni – mi, são normalmente gerados por meio do método de seleção. 

 

2.4.2.5 Operadores Genéticos 

Os operadores genéticos, quando aplicados à população, geram novos indivíduos e são 

os principais mecanismos utilizados pelos AGs para explorar regiões desconhecidas do 

espaço de busca. Crossover e mutação são os operadores genéticos mais utilizados. 

Crossover 

Esse operador genético permite a troca de informações entre soluções diferentes, 

através da combinação das características de dois indivíduos pais, selecionados 

previamente pelo método da roleta por exemplo, para formar dois indivíduos filhos por 

meio da troca de segmentos correspondentes dos indivíduos pais. Assim como para a 

representação binária dos cromossomos, no esquema de representação real também 

existem vários tipos diferentes de crossover. 

Um dos operadores de crossover mais usuais aplicáveis a cromossomos reais é o 

chamado crossover simples, o qual consiste em definir um ponto de corte dentro do 

cromossomo dos indivíduos pais e tomar os valores de um pai à esquerda do ponto de 

corte e valores do outro pai à direita do ponto de corte. Como a representação dos 

cromossomos é real, os pontos de corte estão localizados estão localizados entre os 

valores reais, nunca podendo acontecer no meio de um número. No exemplo abaixo, 

considere os seguinte indivíduos pais representados por uma cadeia de números reais de 

comprimento 8: 

Pai1    1.2 0.3 1.9 2.07 4.3 9.3 8.2 6.1 

Pai2    4.3 2.0 8.5 9.1 8.5 1.3 2.2 9.6 

Aplicando o operador crossover depois do terceiro valor, 

Pai1    1.2 0.3 1.9  2.07 4.3 9.3 8.2 6.1 

Pai2    4.3 2.0 8.5  9.1 8.5 1.3 2.2 9.6 

são gerados os seguinte indivíduos filhos: 

Filho1    1.2 0.3 1.9 9.1 8.5 1.3 2.2 9.6 
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Fillho2    4.3 2.0 8.5 2.07 4.3 9.3 8.2 6.1 

 

O operador de crossover não ocorre em todos os pares selecionados. A 

probabilidade de aplicação do operador de crossover pode variar de acordo com uma 

taxa, conhecida como taxa de crossover, que historicamente tem variado entre 60% e 

95% [Linden, 2008]. A não ocorrência de crossover implica na cópia dos cromossomos 

pais para a próxima geração, preservando algumas soluções da geração anterior.  

Mutação 

Na evolução natural, a mutação é um processo randômico em que uma parte do 

gene é alterada de alguma maneira para produzir uma nova estrutura genética. Em AGs, 

a mutação é aplicada após o crossover e tem como objetivo produzir variações nas 

características dos indivíduos da população. A mutação é aplicada a cada um dos genes 

representados nos cromossomos filhos resultantes do operador de crossover, alterando 

de forma aleatória o valor do gene sobre o qual é aplicado e gerando assim um novo 

indivíduo. Usualmente este operador é aplicado com baixa probabilidade tendo em vista 

de se tratar de um operador genético secundário [Beasley et al., 1993]. Estas alterações 

nos cromossomos provocadas pelo operador de mutação, contribui para a inserção e 

manutenção da variabilidade genética na população, evitando assim que a busca fique 

estagnada em sub-regiões do espaço de busca e possibilitando também que qualquer 

ponto do espaço possa ser explorado [Rezende, 2003]  

Um dos operadores de mutação mais usuais aplicáveis a cromossomos reais é a 

chamada mutação aleatória, onde a alteração em um determinado gene é realizada com 

base em um valor escolhido aleatoriamente entre um intervalo fechado entre um mínimo 

e um máxima definidos para aquele gene. Os limites para o sorteio devem ser 

conhecidos a priori e são dados pelas restrições e definições do problema de aplicação, 

representando assim o espaço de busca para aquele gene. 

Considere a representação de um indivíduo formado por uma cadeia de números 

reais de comprimento 8: 

1.2 0.3 1.9 2.07 4.3 9.3 8.2 6.1 

Aplicando o operador de mutação na quarta posição é gerado o seguinte 

indivíduo: 
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1.2 0.3 1.9 5.1 4.3 9.3 8.2 6.1 

O operador de mutação pode causar uma grande variação no valor do gene sob o 

qual é aplicado, enfatizando a tática exploratória do AG. 

2.4.2.6 Valores de Parâmetros 

Dentre os parâmetros mais utilizados pelos AGs estão: o tamanho da população, o 

número de genes dos indivíduos, a probabilidade de aplicação dos operadores genéticos, 

o número de gerações e o critério de parada. Os valores para esses parâmetros são 

dependentes da aplicação e geralmente são definidos de forma empírica. 

 

2.5. Sistemas Híbridos Inteligentes 

O conceito de Sistema Híbrido Inteligente (SHI) é bastante amplo e pode englobar 

diferentes tipos de abordagens. De uma maneira mais geral, pode-se dizer que todo o 

sistema que integre duas ou mais técnicas diferentes de IA para a solução de um 

problema é um SHI. 

Em SHIs, o objetivo é combinar diferentes abordagens e métodos na solução de 

um problema. Em geral, tenta-se unir duas ou mais abordagens, de forma que as 

vantagens de cada abordagem sejam somadas, enquanto que suas desvantagens sejam 

subtraídas do sistema híbrido resultante da união das abordagens. 

Existe pelo menos duas principais razões para se usar um SHI na solução de 

problemas, [Kasabov, 1996]: 

 Para determinados problemas não é possível encontrar uma solução que 

utilize apenas um único método. 

 Existem alguns modelos utilizados em soluções de problemas no ramo da 

Inteligência Artificial (IA), que não podem ser implementados através de 

apenas um único método, ou sua implementação poderia apresentar 

resultados melhores se fossem usados mais de um método na solução do 

determinado problema. 

 

Diferentes combinações entre os vários tipos de paradigmas da IA é possível em 

sistemas híbridos, como pode ser visto na figura 2.4. Porém, a escolha dos paradigmas 
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que servirão de base para um sistema híbrido depende do tipo de problema que este 

sistema pretende resolver. Além disso, existem várias formas de união, com diferentes 

graus de acoplamento. 

 

Figura 2.4. Diferentes paradigmas e métodos se complementam 

Nos SHIs, em geral, existem três formas de se unir dois paradigmas [Kasabove, 

1996], [MCGARY et al., 1999], [Wermter e Sun, 2000], [Goonatilake e Khebbal, 

1995],[Braga et al., 2007]: 

 Modelo Híbrido de Função: trabalham com a composição funcional de uma 

técnica inteligente simples. Neste modelo, a função principal de uma dada 

técnica é substituída por outra técnica inteligente de processamento. A 

motivação para estes SHIs é a técnica da melhoria, ou seja procura-se 

melhorar alguma limitação da técnica principal ou otimizar sua execução. 

Esta situação é ilustrada na figura 2.5. Neste tipo de modelo, diferentes 

partes de um problema podem ser resolvidas, independentemente, por 

diferentes paradigmas que melhor se adaptem aos subproblemas em questão. 

Por exemplo, a utilização de um sistema que substitua o mecanismo de 

mudança de peso no processo de treinamento de uma RNA pelos operadores 

genéticos de um AG. 

 

Figura 2.5. Esquema do Modelo Híbrido de Função 

 

 Modelo Híbrido Intercomunicativo: os paradigmas são usados em diferentes 

subsistemas, os quais trabalham em colaboração para chegarem a uma 

solução, ou seja, os paradigmas inteligentes são independentes e estes trocam 

informações e realizam funções separadas para gerar soluções, conforme 

IA Simbólica Redes Neurais 

Algoritmos Genéticos Outros Paradigmas 

ENTRADA PARADIGMA 1 PARADIGMA 2 SAÍDA 
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ilustra a figura 2.6. Neste modelo os paradigmas se comunicam com bastante 

intensidade e frequência. Um exemplo deste tipo de SHI pode ser a 

utilização de uma RNA, treinada separadamente, como função de aptidão 

para um AG. A proposta de sistema híbrido abordado nesta tese se encaixa 

neste modelo de SHI. 

 

Figura 2.6. Esquema do Modelo Híbrido Intercomunicativo 

 

 Modelo Híbrido Polimórfico: os paradigmas são misturados em baixo nível, 

de tal forma que não seja possível separá-los do ponto de vista estrutural e 

funcional, ou seja, o primeiro paradigma contém o segundo e vice-versa. A 

figura 2.7 ilustra essa situação. Neste modelo, uma única arquitetura é 

utilizada para atingir a funcionalidade dos diferentes paradigmas integrados 

no sistema híbrido, possibilitando assim uma visão enriquecedora das 

semelhanças fundamentais entre estes paradigmas. Exemplos de híbridos 

polimórficos são RNAs que tentam realizar tarefas simbólicas tais como 

inferência passo a passo ou RNAs cujas funções fazem busca genética. 

Figura 2.7. Esquema do Modelo Híbrido Polimórfico 

 

SHIs estão recebendo atenção crescente de pesquisadores de IA, mas também 

possuem razões para gerar ceticismo. Vários trabalhos parecem combinar métodos de 

forma ad hoc, sem a preocupação em verificar a real vantagem da união de dois ou mais 

paradigmas [Giles et al., 1998]. Um sistema híbrido pode até possuir bom desempenho, 

mas isto não significa que os paradigmas originais, quando aplicados isoladamente, não 

sejam melhores; ou ainda, um sistema híbrido pode estar sendo usado para resolver um 

problema que apresenta uma solução trivial quando um determinado paradigma é 

ENTRADA PARADIGMA 1 

PARADIGMA 2 

SAÍDA 

ENTRADA PARADIGMA 1 PARADIGMA 2 SAÍDA 
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aplicado de forma isolada, e assim tenta-se complicar algo que pode ser resolvido de 

forma simples. Portanto, é preciso muita atenção e cuidado no uso de sistemas híbridos, 

para que erros como os acima não aconteçam na tentativa de se unir dois ou mais 

paradigmas. 

 

2.6. Considerações Finais 

Neste capítulo foram abordadas técnicas de inteligência artificial utilizadas para  

compor o framework proposta nesta tese. Com esse objetivo foi apresentado uma visão 

geral da teoria de RNAs, AGs e sistemas híbridos inteligentes. No próximo capítulo será 

apresentado o estudo de trabalhos correlatos que realiza um apanhado geral, para efeito 

de comparação com a proposta desta tese, sobre os trabalhos publicados na literatura. 
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3. Trabalhos Relacionados 

 

3.1. Considerações iniciais 

Neste Capítulo é apresentado um levantamento do estado da arte na área de 

previsão de séries temporais envolvendo as técnicas abordadas neste trabalho. São 

apresentados alguns trabalhos encontrados na literatura que podem servir de base e 

ponto de apoio para as investigações propostas nesta tese. Dentre esses trabalhos, pode-

se notar que são largamente aceitas e empregadas soluções para a previsão de séries 

temporais, envolvendo técnicas que vão desde a aplicação de RNAs, passando pelos 

AGs e sistemas híbridos neurogenéticos. 

Os estudos correlatos estão organizados em três categorias, a saber: aplicação de 

RNAs na previsão de séries temporais, aplicação de AGs na previsão de séries 

temporais e sistemas híbridos neurogenéticos. 

 

3.2. Redes Neurais Artificiais para Previsão de Séries 

Temporais 

A utilização de RNAs para a previsão de séries temporais vem sendo proposta por 

diversos autores, entre eles [Lu et al., 1993], [Vermaak, e Botha, 1998], [BACZYNSKI 

e Parol, 2004], [Kandil et al., 2006], [Akole e Tyag, 2009], [Ekonomou, 2010] e 

[Bilgili,, 2011], mostrando a viabilidade em utilizar esses modelos. Um grande 

incentivo para o uso das RNAs nesta área, está ligadado a sua capacidade de reconhecer 

padrões em sistemas complexos, não‐lineares e com quantidade razoável de ruído, 

capacidade essa que não é encontrada nos métodos estatísticos convencionais. Outra 

importante característica das RNAs é o seu poder de generalização, tornando‐a um 

modelo ideal para problemas onde a quantidade de dados históricos é de certa forma 

limitada [Haykin, 1999],[Kasabov, 1996]. 

O projeto da RNA é de fundamental importância para o resultado obtido na 

previsão de séries temporais. Diferentes parâmetros, tais como os retardos temporais 

utilizados, o número de camadas, o número de neurônios em cada camada, a função de 

ativação e o algoritmo de treinamento devem ser considerados. Em muitas situações, a 
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metodologia de tentativa e erro deve ser utilizada para procurar a melhor configuração 

da rede para um problema específico. Como será visto a seguir, diversos modelos foram 

propostos no meio científico, identificando seus pontos fortes e suas deficiências. 

Em [Zhang et al., 1998] é apresentado o estado da arte das aplicações de RNAs 

em problemas de previsão. Os autores realizaram uma síntese dos trabalhos publicados 

nessa área, ressaltando os aspectos levados em consideração no processo de modelagem 

das RNAs, tais como o tipo de aplicação, a metodologia da solução empregada por cada 

autor e o tipo de rede utilizada. O trabalho mostrou que as RNAs foram bem sucedidas 

na maioria das tarefas de previsão quando comparadas com técnicas clássicas de 

previsão, apresentado como vantagens das RNAs a capacidade de mapear funções 

arbitrárias e não lineares a partir dos dados históricos. Entretanto, como desvantagens, 

foram apontados os problemas com a dificuldade de interpretação do conhecimento da 

rede (comportamento caixa preta), bem como a inexistência de um formalismo que 

determine qual rede é melhor para cada caso, pois esse processo é ajustado 

empiricamente baseado em tentativa e erro. Após as análises realizadas nesta revisão, os 

autores chegaram à conclusão de que as RNAs apresentaram bons resultados em 

problemas de previsão, o que as tornam ferramentas atrativas para essas aplicações, 

porém como elas são extremamente dependentes da qualidade dos dados históricos, seu 

desempenho dependerá do tipo de problema de previsão abordado. 

Outro trabalho que realizou um estudo sobre a eficácia das aplicações das RNAs 

em problemas de previsão foi [Adya e Collopy, 1998]. Neste trabalho os autores 

avaliaram um total de 48 artigos selecionados referentes a publicações sobre RNAs em 

aplicações de previsão e predição entre os anos de 1988 e 1994, enfocando duas 

principais questões. A primeira questão era referente à capacidade efetiva de predição 

das RNAs propostas em cada um dos artigos selecionados, avaliando desta forma, se a 

solução proposta era apropriada para o referido tipo de aplicação. A segunda questão era 

sobre a forma como as RNAs propostas em cada um dos artigos selecionados eram 

implementadas e simuladas, avaliando-se assim, se as simulações com as RNAs tinham 

sido exploradas exaustivamente por seus autores e se foram obedecidos os 

procedimentos de treino e validação.  

Os autores chegaram a duas conclusões após as análises dos trabalhos. A 

primeira conclusão evidenciou que nos artigos selecionados onde os seus autores 

levaram em consideração a RNA apropriada para a aplicação e além disso tiveram os 
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devidos cuidados com a implementação e a validação das simulações, os resultados 

foram promissores e mostraram o potencial das RNAs em problemas de previsão e 

predição. A segunda conclusão evidenciou que metade dos trabalhos avaliados falharam 

em pelo menos uma das questões citadas acima, o que levantou suspeita sobre a 

qualidade dos resultados desses trabalhos analisados devido a forma de avaliação 

empregada que não evidenciou corretamente a eficácia das RNAs aplicadas. 

Em [Steinherz et al., 2001], foi realizada uma investigação sobre a utilização de 

RNAs para aplicações de curto prazo (variando de horas até dias) de previsão de energia 

elétrica. Foram analisados trabalhos publicados entre os anos de 1991 e 1999, focando 

nos tópicos de modelagem e avaliação das RNAs utilizadas. O trabalho conclui que a 

grande maioria das aplicações de RNAs em aplicações de previsões de curto prazo 

necessitam de melhorias e padronizações mais rigorosas para apresentarem seus 

resultados. Outro trabalho comparando as aplicações das RNAs em previsão de energia 

elétrica pode ser visto em [Metaxiotis et al., 2003].  

No trabalho de [Tsekouras et al., 2006] é proposta uma metodologia baseada em 

RNAs para a aplicação de previsão de energia em médio prazo para o sistema de 

energia da Grécia. Foram estudados os dados referentes ao consumo anual total de 

energia do sistema elétrico da Grécia e ao consumo de energia de seis categorias de 

clientes. Além das RNAs, e para efeito de comparação, também foram realizadas 

simulações com sete modelos de regressão. Em todos os casos, os modelos baseados em 

RNAs obtiveram melhores resultados, ou pelo menos resultados semelhantes, em 

termos de previsão. 

Em [Romera, et al.,2006] é proposta uma nova abordagem para a previsão do 

consumo de energia mensal. Esta nova proposta subdivide o consumo mensal de energia 

em duas outras séries: uma série de tendência e outra de flutuação do consumo. Para 

cada uma dessas duas séries é simulada uma RNA para realizar a previsão dos valores 

de consumo separadamente e posteriormente esses valores previstos serão combinados 

para gerar a previsão do consumo mensal. Os resultados obtidos com esta proposta 

obtiveram previsões com maior grau de precisão quando comparados com a previsão 

realizada com uma única RNA e com a previsão realizada com o método clássico de 

previsão de séries temporais o modelo Autoregressivo Integrado de Médias Móveis 

(ARIMA). 
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Com o objetivo de melhorar a previsão de curto prazo com RNAs, o trabalho de 

[Fay e RingWood, 2010] propõem a utilização da combinação de modelos de previsão 

do tempo de forma a gerar dados com menor erro de previsão para que possam ser 

combinados com as informações de consumo para a melhoria do treinamento das 

RNAs. Seguindo a idéia de melhorar a performance dos previsores baseados em RNAs 

com a utilização da combinação de resultados provenientes de diferentes modelos de 

previsão, os chamados de “Ensemble”, pode-se citar o trabalho de [Felice e Yao, 2011], 

que faz um estudo comparativo entre os previsores de curto prazo baseados em métodos 

de combinação com RNAs. Nesta linha pode-se citar também os trabalhos de [Inoue e 

Narihisafelice, 2000], [Ueda, 2000], [Lima et al., 2002], [Yun et al., 2008], [Wang et al., 

2011] . 

3.3. Algoritmos Genéticos para Previsão de Séries Temporais 

Os AGs não são utilizados diretamente para a previsão de séries temporais, mas sim 

como apoio a outros métodos e técnicas na busca de uma melhor modelagem e previsão. 

No trabalho de [Chai, et al., 1997] foi utilizado um AG para determinar, de 

forma ideal, os parâmetros e a ordem do método clássico de previsão de séries 

temporais: o modelo Autoregressivo de Médias Móveis (ARMA). Neste trabalho foram 

utilizados os dados de uma série temporal real de índices de preços. 

Outro trabalho que utilizou AG em aplicações de séries temporais foi [Szpiro, 

1997]. Neste trabalho o autor utilizou um AG para encontrar as melhores equações que 

descrevessem o comportamento de uma série temporal caótica e ruidosa. 

Uma outra abordagem da utilização dos AGs em séries temporais pode ser vista 

em [Povinelli e Feng, 2003]. Os autores empregaram os AGs para o reconhecimento de 

padrões e estruturas existentes em uma dada série temporal. É realizada uma busca por 

padrões (ou estruturas) através de uma medida de correlação entre os pontos da série. 

Neste trabalho a função de aptidão (fitness) do AG foi o valor da correlação para as 

estruturas, sendo que, quanto maior a correlação, mais apta seria a estrutura. Neste 

sentido, outros trabalhos também podem ser citados como em [Povinelli, 2000] e 

[Wagner et al., 2007]. 
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3.4. Sistemas Híbridos NeuroGenéticos para Previsão de Séries 

Temporais 

Em sistemas híbridos o objetivo é combinar diferentes abordagens e métodos na solução 

de um problema. Em geral, tenta-se unir duas ou mais abordagens, de forma que as 

vantagens de cada abordagem sejam somadas, enquanto que suas desvantagens sejam 

subtraídas do sistema híbrido. Com este pensamento têm sido investigados modelos 

neurogenéticos para a aplicação de previsão de séries temporais. 

Desta forma, para aprimorar cada vez mais as previsões, utilizam-se as 

potencialidades das RNAs de reconhecer padrões em sistemas complexos, não‐lineares 

e com quantidade razoável de ruído; e o poder de generalização da rede, com a 

capacidade dos AGs de realizarem busca e otimização não parametrizada, trabalhando, 

de forma paralela, com uma população de soluções candidatas. 

Na grande maioria dos trabalhos publicados sobre os sistemas híbridos 

neurogenéticos observa-se basicamente duas abordagens. Na primeira, os AGs são 

utilizados para ajustar todos os parâmetros da RNA, inclusive os valores das camadas de 

pesos. Assim, o AG é o responsável por conduzir o processo de treinamento da RNA, 

como pode ser visto nos trabalhos de [Nag e Mitra, 2002], [Leung et al., 2003], [Bashir 

e El-Hawary, 2009], [Wang et al., 2010]. Na segunda abordagem o AG fica responsável 

por ajustar somente os parâmetros estáticos da RNA. Nesta abordagem, o AG interage 

com a RNA criando várias redes que serão possíveis candidatas a melhores modelos 

para a solução do problema, mas o treinamento é realizado por um algoritmo de 

treinamento convencional, como por exemplo, o backpropagation.  

A seguir são apresentados alguns trabalhos encontrados na literatura que 

utilizam os sistemas híbridos neurogenéticos na aplicação de previsão de séries 

temporais. 

Em [Huang e Huang, 1996] os autores utilizaram um sistema neurogenético para 

a previsão de carga em curto prazo. Neste trabalho o AG foi utilizado para incrementar 

a performance de uma rede neural MLP, atuando no processo de inicialização dos pesos 

da rede para atingir um estado inicial o mais próximo possível do ponto ótimo. Após a 

inicialização dos pesos, a rede é treinada com o algoritmo backpropagation. Foi 

utilizada a série temporal da companhia de energia elétrica de Taiwan. Os resultados 

mostraram boa previsão quando comparados com redes MLPs tradicionais 
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(inicialização randômica dos pesos), além de apresentarem convergência mais rápida da 

rede. 

Cortez (2002) propôs uma abordagem híbrida neurogenética na previsão de 

séries temporais, em sua tese de doutorado. Neste modelo foi proposto um esquema de 

aprendizagem híbrida para as RNAs que utiliza conjuntamente um AG e métodos de 

gradiente descendentes. Os resultados foram comparados com métodos de previsão 

tradicionais, como alisamento exponencial e a metodologia Box & Jenkins, aplicados 

em diferentes séries reais e artificiais, tendo verificado que os modelos híbridos 

neurogenéticos produziram melhores resultados de previsão. 

No trabalho de Ling et al. (2003), é apresentado um modelo híbrido 

neurogenético para a previsão de carga em curto prazo. Os autores propõem uma RNA 

feedforward que utiliza duas funções de ativação em cada neurônio da camada 

escondida. Para o treinamento desta rede foi utilizado um AG para ajustar os parâmetros 

da rede e realizar as alterações nos valores das camadas de pesos. Os resultados 

mostraram que o modelo proposto obteve melhores resultados de previsão quando 

comparados com redes MLP tradicionais treinadas com o backpropagation, além de 

apresentarem menor número de neurônios na camada escondida. 

Ferreira (2006), em sua tese de doutorado, propôs um novo método para a 

previsão de séries temporais baseado em um sistema híbrido neurogenético. O método 

proposto realiza uma busca evolutiva pela dimensionalidade mínima necessária para a 

reconstrução do espaço de estados da série temporal, com a utilização de um AG 

modificado que seleciona a topologia de uma RNA conjuntamente com o algoritmo de 

treinamento aplicado para a previsão de séries temporais. Foram utilizadas séries 

artificiais e reais nas simulações e os resultados foram comparados com os modelos de 

Box & Jenkins e RNAs convencionais, superando os resultados obtidos com ambos os 

modelos. Entretanto, para algumas séries o método proposto obteve um desempenho 

equivalente às RNAs tradicionais. 

O framework proposto nesta tese, tem como base um sistema híbrido 

neurogenético que não se enquadra nas formas de integração das RNAs e os AGs 

encontradas na literatura e sua respectiva utilização na previsão de séries temporais. Isto 

é porque os sistemas neurogenéticos geralmente utilizam os AGs de alguma forma para 

realizar um ajuste fino das RNAs, seja no ajuste dos parâmetros da rede ou no controle 

do treinamento. Neste trabalho a proposta é utilizar o AG para realizar a geração de 
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cenários futuros que a série temporal possa convergir, caso ocorra algum fator externo. 

Para isso, o AG utilizará de forma independente o módulo previsor baseado em RNA. É 

importante citar que o módulo previsor é modelado e treinado de forma independente 

antes da fase de simulação das previsões com o AG ser executado, gerando desta forma 

um sistema híbrido intercomunicativo. 

Outra diferença está relacionada à análise da previsão da série temporal. Nos 

trabalhos encontrados na literatura, os dados históricos da série balizam a previsão de 

valores futuros, sem levar em consideração possíveis anomalias decorrentes de fatores 

externos. Qualquer análise do comportamento da série é realizada de forma manual 

através das diretrizes definidas por um especialista da área do problema do qual estão 

sendo realizadas as previsões. Na proposta deste trabalho, um AG é utilizado para guiar 

o processo de exploração das previsões realizadas pelo módulo neural. Desta forma, 

além da previsão dos valores futuros gerados pela RNA (cenário normal), pode-se criar 

cenários futuros otimistas e pessimistas que podem influenciar o comportamento da 

série temporal. 

3.5. Considerações Finais 

Neste capítulo, foram abordados alguns trabalhos encontrados na literatura que realizam 

a previsão de séries temporais com base nas tecnologias de RNAs, AGs e sistemas 

híbridos neurogenéticos. 

A maioria dos trabalhos publicados nessa área não apresenta solução para a 

análise da previsão realizada por qualquer uma das técnicas de previsão, realizando 

desta forma simplesmente, porém não trivialmente, a previsão da série de acordo com 

os valores históricos. 

Desse modo, será apresentada no próximo capítulo, uma proposta que visa a 

investigar cenários de previsões de séries temporais com base em um framework que 

utiliza as potencialidades dos sistemas híbridos inteligentes.  

 



 44

4. Um Framework para a Previsão de Cenários Futuros: 

Aplicações de Sistemas Híbridos Neurogenéticos em Sistemas 

Elétricos de Potência. 

 

4.1. Considerações iniciais 

Previsão de séries temporais foi e ainda continua sendo uma das áreas de intensa 

investigação pela comunidade científica, devido a suas inúmeras aplicações nos mais 

diversos setores de atividades acadêmicas, industriais e comerciais. Ao longo dos anos, 

uma grande variedade de técnicas para esse fim tem sido desenvolvida e empregada, 

observando-se em tais técnicas tanto vantagens quanto desvantagens, de acordo com 

cada tipo de aplicação.  

Neste contexto, uma potencial aplicação é a de previsão de carga em sistemas 

elétricos de potência, por tratar-se de um dos ramos relacionado à própria sobrevivência 

das organizações e, por esse motivo, utilizado como foco de aplicação da metodologia 

proposta nesta tese. 

Esta proposta se baseia na concepção e na construção de um framework que 

utiliza sistemas híbridos intercomunicativos, ver figura 4.1, para a previsão de cenários 

futuros, tendo como locus de aplicação a previsão de consumo de energia da 

concessionária Centrais Elétricas do Pará - CELPA.  

Inicialmente o SHI desenvolvido no framework foi baseado nos sistemas 

híbridos neurogenéticos, entretanto o framework poderia suportar a aplicação de outras 

combinações de técnicas de previsão com técnicas de otimizações gerando assim outras 

configurações de SHI. Na figura 4.1, fica evidente que além da técnica de RNA 

utilizada como base do processo de previsão, pode-se usar outras técnicas de previsão 

de séries temporais como por exemplo redes bayesianas com correlação no tempo ou 

máquinas de vetores de suporte. Com relação ao processo de geração de cenários, na 

figura 4.1 também se pode visualizar que além da técnica de AG, outras técnicas de 

otimização podem ser empregadas no framework, como por exemplo enxame de 

partículas ou recozimento simulado. 
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Figura 4.1. Arquitetura do Framework Proposto. 

 

O problema abordado nesta tese é baseado em uma demanda do mundo real, 

cujo objetivo principal é realizar previsão do consumo de energia de uma dada região, 

de modo que os especialistas do domínio possam adequar o sistema elétrico para 

atender os consumidores, quando tais demandas se concretizarem no futuro. Assim, 

baseado no histórico das medidas do sistema (principalmente nas informações sobre o 

consumo), deseja-se obter uma prospecção das necessidades futuras, fornecendo 

informações que dêem suporte para que as concessionárias de energia elétrica possam 

estimar, de maneira satisfatória, a compra de energia baseado em suas reais 

necessidades. Tal possibilidade  proporciona à concessionária a capacidade de otimizar 

as relações de preços apresentadas pelos fornecedores do Brasil, o que pode levar a uma 

economia financeira substancial, em função da diminuição da diferença entre a 
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quantidade de energia comprada e consumida, ampliando o seu potencial competitivo 

no mercado. 

O framework proposto nesta tese pode melhorar sobremaneira a previsão do 

consumo de energia elétrica, por diversos motivos, entre os quais podem ser destacados: 

 A utilização de técnicas de elaboração de cenários futuros no problema de 

previsão do consumo de energia elétrica, possibilita a identificação de 

tendências, melhorando assim a qualidade da informação analisada; 

 O modelo de previsão de consumo pelas empresas distribuidoras de energia da 

Amazônia, como é o caso da CELPA, é muito ineficaz, pois utiliza métodos 

estatísticos que não conseguem lidar com a dinâmica do sistema elétrico da 

região em questão, que possui características diferenciadas do resto do país e 

está em constante expansão; 

 É apresentada a proposta de um novo SHI que combina de uma forma inovadora 

a técnica de RNA com AG para a geração de cenários futuros de séries 

temporais, possibilitando assim tomadas de decisões alternativas ao curso 

normal da curva da série temporal analisada; 

 Com a utilização do novo modelo desenvolvido nesta tese, será possível gerar 

cenários de previsões de consumo de energia e contribuir diretamente para a 

qualidade da informação gerada, melhorando assim os resultados obtidos pelas 

empresas nas suas projeções do consumo. Além disso, o modelo proposto 

poderá fornecer um arcabouço para os especialistas das empresas elaborarem 

planos de contingências caso o consumo de energia seja afetado por situações 

adversas do domínio de aplicação ou até mesmo para tentar explicar anomalias 

de comportamento desse consumo em análise.    

O framework desenvolvido é baseado em três eixos, conforme a seguir: 

definição de cenários; seleção e modelagem da técnica de previsão de séries temporais 

mais adequada ao problema e seleção e modelagem da técnica de otimização empregada 

na geração dos cenários de previsão, como pode ser visto na figura 4.1. 

A definição dos cenários, com a colaboração dos especialistas do domínio, 

envolve o pré-processamento da base de dados histórica, juntamente com outras 

variáveis que possam auxiliar o processo de previsão da série temporal em estudo. Nesta 
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definição é modelada a configuração das entradas e saídas e o tipo de cenário que será 

analisado, ou seja, quais informações serão utilizadas como entrada para o processo de 

previsão e quais serão as saídas deste processo, como também a forma como o processo 

de busca irá trabalhar para gerar os cenários alvos da análise. 

A seleção e modelagem da técnica de previsão empregada estão diretamente 

ligada com à definição dos cenários e envolve um processo de simulação para que possa 

se determinar qual ou quais as melhores técnicas de previsão para aquele determinado 

problema de aplicação. Embora a idéia do framework desenvolvido nesta tese possa 

empregar diversas técnicas para realizar o processo de previsão de séries temporais, os 

estudos foram realizados tendo como foco principal as RNAs como técnicas de 

previsão, de acordo com as suas características mostradas no capítulo 2. 

A seleção e modelagem da técnica de otimização empregada na geração dos 

cenários de previsão, envolve a escolha da técnica que melhor se comunique com a 

técnica empregada para realizar a previsão. A idéia central é poder utilizar ao máximo 

as potencialidades das técnicas de previsão com as técnicas de otimização em um 

sistema híbrido intercomunicativo para a geração de cenários futuros que mostrem 

percursos alternativos ao percurso normal das curvas das séries temporais analisadas. 

Neste tópico, o framework desenvolvido também poderá empregar diversas técnicas de 

otimização e busca, porém a técnica utilizada nos estudos foi a dos AGs, em parte por se 

tratar de uma técnica que possui um alto grau de acoplamento com as RNAs, como visto 

no capítulo 3, e em parte pela descoberta de uma nova proposta de utilização das 

técnicas de AGs e RNAs de uma forma inovadora através da união dessas em um 

sistema híbrido intercomunicativo, onde as RNAs servem como função de aptidão para 

os AGs. 

Neste capítulo, é apresentada a proposta original de um framework baseado em 

sistemas híbridos inteligentes para a previsão de séries temporais, objeto desta tese de 

doutorado. 

4.2. Previsão de Cenários 

A elaboração de cenários consiste em uma estratégia empregada na descrição de 

sistemas de domínios de aplicação variados, sendo também aplicada no estudo de 

alternativas de planejamento e tomada de decisões dos mesmos. 
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De maneira a lidar com os comportamentos futuros de um determinado 

fenômeno, deve haver a possibilidade de se identificar tendências de sucesso e fracasso 

ao longo do tempo e, se possível, monitorar e controlar o processo gerador desses 

possíveis estados [Godet, 1987]. Considerando os diferentes resultados possíveis de um 

determinado evento a ser realizado como diferentes estados de natureza de um processo, 

sob situações que variam de otimistas a pessimistas, deve haver sempre um plano 

contingente elaborado através da especificação geral dos vários resultados possíveis 

deste processo em relação ao seu comportamento futuro [Varian, 1994]. 

A elaboração e a análise de cenários são métodos importantes e amplamente 

utilizados, na área de planejamento e gestão, para o acompanhamento e gerência de 

processos. Com base nas análises realizadas pela exploração das informações geradas 

pelas projeções dos cenários futuros, os especialistas podem tomar decisões que levem a 

um estado satisfatório, ou seja, se consiga alcançar as metas/objetivos para a execução 

do processo. [GODET e ROUBELAT, 1996]; [GAUSEMEIER et al., 1998]. Sendo 

assim, a utilização de cenários futuros nos processos de tomadas de decisões em 

previsão de séries temporais pode contribuir diretamente na qualidade da informação 

gerada pelas tecnologias de previsão utilizadas nesta tese.  

Assim, é descrita a seguir uma metodologia bastante empregada na elaboração e 

análise de cenários de qualquer domínio de aplicação, de acordo com [GODET e 

ROUBELAT, 1996]; [GAUSEMEIER et al., 1998] e [WOLLENBERG et al., 2000]. 

 Um cenário é um estudo prospectivo acerca do futuro aliado à 

organização das informações obtidas, de modo a oferecer um conjunto de informações 

coerente, sistemático, compreensível e plausível, com o objetivo de descrever um 

determinado evento e oferecer instrução e suporte à tomada de decisões [COATES, 

2000]. Duas grandes categorias podem ser identificadas quando se depara com os mais 

diversos tipos de cenários produzidos[GODET e ROUBELAT, 1996]: 

 Cenário exploratório: estudo que considera as tendências observadas no 

passado e no momento atual, concluindo com a geração de um provável estado 

futuro (cenário). Neste tipo de estudo a meta é construir as projeções (cenários) a 

partir de uma base histórica de dados e possíveis alterações que podem ocorrer 

nestes valores. Pode-se citar como exemplo de cenários exploratórios os cenários 

gerados para a previsão de consumo de energia elétrica por uma determinada 
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empresa distribuidora, onde partindo dos dados históricos de consumo mensal, 

realiza-se a previsão da curva da série temporal (cenário normal). Os 

especialistas da empresa podem desejar avaliar quais os impactos que alterações 

nos consumos de determinados meses podem gerar nas previsões de curto prazo 

(até um ano) dos valores de consumo mensais seguintes. Neste contexto, os 

cenários modelam os valores de consumos mensais previstos, utilizando para 

isso variações dos consumos que servem de entrada para o processo de previsão;  

 Cenário antecipatório ou normativo: construído com base em diferentes 

pontos de vista acerca do futuro, procura traçar diretrizes para que determinado 

estado seja alcançado ou evitado. Neste tipo de estudo, se definem metas a serem 

alcançadas e os cenários irão representar que tipo de estratégia, decisões ou 

configuração dos valores das variáveis do sistema analisado irão levar até a meta 

alvo definida no início do processo. Pode-se citar como exemplo de cenários 

antecipatórios ou normativos, os cenários que definem qual configuração dos 

valores de consumos diários que levem a um determinado consumo mensal. 

Neste exemplo, partindo-se de um valor alvo, consumo mensal predeterminado, 

geram-se os cenários de consumos diários que poderiam levar ao consumo 

mensal alvo. Neste contexto, os cenários modelam os valores de consumos 

diários que podem gerar o consumo mensal alvo pré-estabelecido. 

 

Tanto cenários exploratórios como cenários antecipatórios podem e devem ser 

direcionados por diversas alternativas e depois contrastados entre si e com o ambiente 

contemporâneo, à medida que incorporam mudanças mais ou menos prováveis, para que 

se possa efetuar um julgamento acerca de sua plausibilidade. 

Deste modo, é razoável considerar, em uma abordagem computacional, que cenários 

são formatados através do encadeamento de uma ou diversas técnicas de análise de 

informações, dispostas em uma sequência lógica, com o intuito de se prover material 

organizado e útil como apoio à tomada de decisões. Assim, os elementos comuns de 

uma elaboração de cenários, via de regra, seriam sequencialmente os seguintes 

[WOLLENBERG et al., 2000]: 

1. Definição do propósito dos cenários a serem elaborados; 
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2. Informação sobre a estrutura do sistema em questão e dos grandes 

direcionadores de mudanças; 

3. Geração dos cenários, através da organização estruturada das informações 

disponíveis; 

4. Análise dos cenários e geração de conhecimento útil para o processo de tomada 

de decisão. 

 

O trabalho resultante desta operação é a geração de cenários, tendências de 

comportamento no caso de séries temporais, que possibilitem ao usuário final a tomada 

de decisões fundamentado em seus pressupostos e conclusões, tanto no aspecto de 

controle e monitoramento, realizados através de ajustes aos desvios da trajetória 

esperada, como no aspecto da análise gerencial das informações contidas. De fato, a 

elaboração e o uso de cenários têm sido cada vez mais utilizados pelas mais diversas 

organizações a partir dos anos 70 [GAUSEMEIER et al., 1998], tanto na orientação do 

planejamento estratégico de procedimentos, quanto no processo de tomada de decisões. 

 

4.3. Contextualização da Proposta de Criação do Framework 

Todos os métodos de previsão partem do princípio de que as experiências do 

passado servirão de base para o comportamento futuro. Assume-se, assim, que as 

condições que modelaram o comportamento passado ainda serão válidas, de alguma 

forma, para modelar o futuro [Cortez, 2002]. 

Previsão é um elemento chave em processos de tomada de decisão, uma vez que 

qualquer decisão depende fortemente dos eventos que a antecedem e que, em 

expectativa, podem a suceder. Desta forma, é de grande interesse o estudo de métodos 

de previsão de séries temporais que consigam identificar as estruturas e padrões 

existentes nos dados históricos e que sejam capazes de gerar os próximos padrões da 

série. 

O estudo de previsão de séries temporais normalmente era abordado pela 

estatística de forma genérica com os modelos lineares e não lineares. Os modelos 

lineares são muito bem entendidos, mas nem sempre são aplicáveis para a solução de 

problemas, enquanto que os modelos não lineares, que tentam suprir as deficiências dos 
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modelos lineares, nem sempre são aplicáveis na prática pelo seu alto grau de 

complexidade [Ferreira 2006]. 

No contexto da previsão de séries temporais, a IA vem despontando com o uso 

de técnicas e procedimentos, geralmente, não lineares e que em termos práticos não 

apresentam tantas dificuldades técnicas quando comparados com os modelos estatísticos 

não lineares. Muitas técnicas de IA podem ser aplicadas ao problema de previsão, de 

forma individual ou de forma a explorar a combinação destas técnicas para a geração de 

soluções otimizadas com a criação de SHIs. destacando-se na literatura as técnicas 

[Tzafestas e Tzafestas, 2001], [Senjyu et al., 2005], [Liao e Tsao, 2006], [ Amjady, 

2007], [Bashir e El-Hawary, 2009], [Hanmandlu e Chauhan, 2011] e [Amjady e 

Daraeepour, 2012]: 

 Redes Neurais Artificiais 

 Algoritmos Genéticos 

 Sistemas de Lógica Nebulosa (fuzzy logic) 

Uma situação ideal para a realização de previsões seria o conhecimento prévio 

das equações que modelam os mecanismos responsáveis pela geração das séries 

temporais. No entanto, em muitos problemas do mundo real essas informações não 

estão disponíveis, e não se tem condições ideais para construir equações que governem 

o comportamento das variáveis de interesse. Quando isso acontece, o usual é utilizar 

uma abordagem baseada em modelos, na qual se tenta identificar ou aproximar o 

processo gerador dos dados. Neste contexto, um dos modelos com larga utilização para 

previsão de cenários são as redes neurais artificiais (RNAs). 

As RNAs têm sido amplamente utilizadas nas últimas décadas na previsão de 

séries temporais, por serem ferramentas bastante atraentes para este tipo de estudo 

devido às suas características intrínsecas de mapeamento de entradas e saídas. De forma 

contrária aos métodos baseados em modelos analíticos, as RNAs são modelos 

adaptativos baseados em dados com nenhuma, ou quase nenhuma, suposição a priori da 

série temporal em estudo. As RNAs realizam o seu aprendizado exclusivamente com 

exemplos do conjunto de treinamento e assim conseguem capturar os relacionamentos e 

padrões existentes nos dados, mesmo que tais informações sejam desconhecidas ou de 

difícil observação por especialistas do domínio da aplicação [Ferreira, 2006]. Desta 

forma, as RNAs são adequadas para problemas cujas soluções requerem um 
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conhecimento que não pode ser adquirido de forma simples, mas para os quais existe 

quantidade de dados estatisticamente representativa, contendo a informação desejada. 

Neste sentido, as RNAs são tidas como um método estatístico não paramétrico não-

linear multivariável [White, 1989]. 

Outra característica fundamental das RNAs é a sua capacidade de generalização, 

ou seja, finalizado o processo de aprendizagem com os dados de treinamento as RNAs 

são capazes de inferirem corretamente padrões que não estavam presentes nos dados de 

treinamento. Assim, como a previsão de séries temporais é basicamente a determinação 

do comportamento futuro a partir do seu comportamento passado (dados históricos), 

esta se torna uma aplicação ideal para as RNAs. 

Ainda com relação ao emprego das RNAs em problema de previsão, outra 

característica favorável se baseia no fato de que as redes são aproximadores universais 

de funções, ou seja, desde que exista uma base de dados histórica representativa as redes 

podem aproximar qualquer função com uma precisão desejada [Irie e Miyake, 1998]; 

[Hornik, 1993]. Assim, como as séries temporais podem ser representadas como uma 

função matemática dependente do tempo, as RNAs podem ser soluções candidatas para 

a determinação de tais funções. 

Outro ponto importante a ressaltar sobre as RNAs está relacionado com o fato de 

não haver para elas grande limitação no número de variáveis de entrada, bem como ser 

possível aplicá-las em séries temporais não-estacionárias sem o uso de transformações 

para obter comportamento estacionário [Braga et al., 2007]. 

As técnicas de elaboração de cenários futuros fornecem ferramentas poderosas 

para o estudo de séries temporais através das análises de tendências de alterações da 

curva da série causadas por interferências externas provenientes do domínio de 

aplicação. Tais alterações podem implicar em diversos tipos de variações na curva da 

série temporal, resultando em mudanças no seu comportamento previsto (cenário 

normal) que sob determinadas situações pode variar de otimistas (crescimento) à 

pessimista (decrescimento). Desta forma, uma metodologia capaz de realizar buscas 

sobre tendências de alterações da curva da série de forma e guiar a previsão de cenários 

futuros baseados nessas alterações de comportamento da série temporal, contribui 

diretamente na qualidade da informação disponível para os gestores nos processos de 

tomadas de decisões. 
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As técnicas de otimização e buscas geralmente apresentam um espaço de busca 

onde estão todas as possíveis soluções e uma função de avaliação ou custo que estima, 

geralmente através de uma nota, a qualidade de cada possível solução. Os AGs, são 

mecanismos de busca e otimização baseados na teoria da seleção natural e genética que 

trabalham com um conjunto (população) de possíveis soluções simultaneamente. Neste 

contexto, a justificativa pela escolha dos AGs para compor o SHI juntamente com as 

RNAs nos módulos do framework é pautada basicamente em quatro aspectos que os 

diferenciam dos métodos tradicionais de busca e que são altamente desejáveis para o 

processo de previsão de cenários futuros de séries temporais, como segue: 

1. Paralelismo: mantém uma população de soluções que são avaliadas 

simultaneamente. 

2. Otimização Global: não utilizam apenas informação local, o que os torna menos 

suscetíveis a ficar presos em máximos locais. 

3. Não são Totalmente Aleatórios: possuem componentes aleatórios, entretanto, 

utilizam informação da população corrente para determinar o próximo estado da 

busca. 

4. Utilizam informações de custo ou recompensa e não derivadas de funções na sua 

evolução, nem necessitam de informação sobre o seu entorno para poder realizar 

sua busca. 

Muitas são as combinações entre as várias técnicas de IA para a criação de SHIs, 

contudo devido às vantagens da aplicação das RNAs na previsão de séries temporais se 

optou por utilizar essa técnica em conjunto com AGs para compor os módulos de 

previsão e geração de cenários, respectivamente, do framework proposto nesta tese. 

SHIs têm se tornado ferramentas importantes quando se considera a natureza 

variada do domínio de aplicações. Em determinados domínios, como é o caso de 

previsão de cenários futuros de séries temporais, pode-se identificar a necessidade de 

abordar o problema de formas diferentes que requerem a combinação de diferentes tipos 

de processamentos, levando a criação e a modelagem de SHIs para a solução do 

problema. A proposta defendida nesta tese é a de um framework baseado em SHIs que 

combina a técnica de RNA com AG (sistema neurogenético) para a previsão de cenários 

futuros de séries temporais. Este sistema neurogenético representa a combinação do 

poder das RNAs em realizar previsões com a capacidade dos AGs de realizarem busca e 
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otimização não parametrizada na descoberta de cenários futuros da série temporal 

explorando alterações no comportamento da série. As analises desses cenários futuros 

descobertos, podem fornecer um arcabouço para o gestor elaborar planos de 

contingências caso a série temporal seja afetada por situações adversas do domínio de 

aplicação ou até mesmo para tentar explicar anomalias de comportamento da série 

temporal em análise. 

O SHI neurogenético que compõem o framework proposto nesta tese é 

apresentado com mais detalhes na próxima seção. 

 

4.4. Modelo Híbrido NeuroGenético 

O foco principal do trabalho desenvolvido nesta tese está relacionado ao 

desenvolvimento de um framework que inicialmente se baseia em uma nova 

metodologia de sistema híbrido neurogenético para a previsão de cenários futuros de 

séries temporais, tendo como aplicação a previsão de consumo de energia em sistemas 

elétricos de potência. 

O modelo híbrido neurogenético proposto nesta tese é inédito e não se enquadra 

nas formas de integração para construção de SHIs entre RNAs e os AGs encontradas na 

literatura e sua respectiva utilização na previsão de séries temporais. Nas subseções 

seguintes este modelo é detalhado. 

 

4.4.1. Módulo Previsor via RNA 

Ao longo das últimas décadas vários tipos de métodos convencionais (modelos 

estatísticos) e baseados em IA foram desenvolvidos e empregados para a previsão de 

séries temporais. Dentre esses, pode-se destacar os métodos baseados em RNAs, que 

vem sendo empregados com sucesso nesses problemas de previsão, haja vista, sua 

capacidade de modelar a série de forma não paramétrica e não-linear, sem que haja 

grande necessidade de se entender o processo propriamente, e utilizando-se somente 

amostragens de valores de entrada e saída do sistema em intervalos de tempo regulares 

[Braga et al., 2007]. 

Com a utilização das RNAs no módulo previsor, procurou-se explorar ao 

máximo as características inerentes das redes no que diz respeito à capacidade de 
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reconhecer padrões em sistemas complexos, não-lineares e com quantidade razoável de 

ruído, em contraste com os métodos estatísticos convencionais onde essa capacidade 

não é encontrada. Outra importante característica das RNAs é sua capacidade de 

generalização, tornando-a um modelo ideal para problemas onde a quantidade de dados 

históricos é de certa forma limitada. 

A aplicação das RNAs para a previsão envolve todo um conjunto de etapas 

como a análise da série temporal, o pré-processamento dos dados, a escolha do modelo 

de rede, o treino da rede e a validação do desempenho desta. 

No problema de previsão de séries temporais, as entradas da RNA são 

usualmente as variáveis de predição. Assim, a relação funcional pela RNA pode ser 

descrita como: 

 

   (4.1) 

onde x1, x2, , xn são n variáveis independentes e y é uma variável dependente. 

Nesse sentido a RNA atua de forma equivalente a um modelo de regressão não-linear. 

Por outro lado, abordando o problema como uma extrapolação, as entradas da 

rede são tipicamente as observações passadas da série temporal e a saída é o respectivo 

valor futuro. Deste modo, a RNA dependerá de uma função de mapeamento 

esquematizada como: 

 

(4.2) 

onde yt é a observação da série temporal no tempo t. Analisando sob este ângulo, 

a RNA é equivalente a um modelo auto-regressivo não-linear. 

Com relação à escolha do modelo de rede, existem diversos tipos de RNAs 

passíveis de serem aplicadas à previsão de séries temporais. Neste contexto, como o 

foco de aplicação desta tese se originou a partir de “demandas do mundo real” para 

solucionar dificuldades de realizar análises e projetar cenários de mercado de energia 

elétrica, optou-se por utilizar as redes MLP, bastante investigadas neste setor.   

A análise da série temporal implica na definição da informação que servirá de 

entrada para o processo de previsão, como também quais serão os intervalos de 

previsão. Uma RNA pode incorporar tanto variáveis de previsão como retardos 
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temporais (lags) de uma série temporal, equivalendo-se a um modelo geral de função de 

transferência, figura 4.2. A utilização desses lags nas variáveis de entrada da RNA é 

chamada de técnica de “janela de tempo”, que é utilizada para adaptar as redes MLP 

para lidar com tarefas dinâmicas, como é o caso de previsão de séries temporais 

[Haykin, 1999], [Braga et al., 2007]. O número de lags define o tamanho da janela de 

tempo. O horizonte de previsão é definido na camada de saída da rede e representa a 

previsão dos próximos valores da série temporal.  
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 

CT+1 
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Figura 4.2. Rede MLP para a previsão de séries temporais. 

No exemplo mostrado na figura 4.2, uma rede MLP é utilizada para realizar a 

previsão do consumo de energia elétrica. Na camada de entrada da rede os valores 

históricas da série temporal foram codificados através de 6 neurônios, sendo os dois 

primeiros utilizados para representar as variáveis da série, no exemplo em análise 

informações sobre a data do consumo atual (CT), e os outros quatros neurônios restantes 

utilizados para representar a janela de tempo para a variável consumo de energia nos 

instantes T, T-1, T-2 e T-3. A previsão da rede é expressa na camada de saída através do 

horizonte de previsão que no exemplo da figura 4.2 foi codificado como sendo os 

valores previstos da variável consumo nos instantes T+1 e T+2, ou seja previsão de dois 

valores futuros da série. 

O emprego de uma RNA nas aplicações de previsão de séries temporais tem 

como ponto de fundamental a definição da arquitetura da RNA. Definido o tipo de rede 
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utilizada, deve-se configurar a quantidade de camadas, a quantidade de neurônios em 

cada camada e a quantidade de entradas da rede, que para o problema de previsão é 

determinada pela quantidade de lags relevantes e pela quantidade de variáveis 

relevantes da série em estudo. Além da janela de previsão também deve ser definido o 

horizonte de previsão da série temporal, ou seja, até onde se pretende realizar a previsão 

e em quantos passos será realizada esta previsão até se chegar ao objetivo estabelecido. 

Por exemplo, pode-se definir que uma determinada série temporal terá seus valores 

futuros previstos para os próximos 03 anos, utilizando-se para isso previsões mensais. 

Outros parâmetros que também devem ser levados em consideração na definição 

da arquitetura da RNA são as funções de ativação dos neurônios, o algoritmo de 

treinamento, a definição de medidas de desempenho (definição do cálculo do erro), o 

pré-processamento dos dados históricos da série temporal com a escolha de 

transformações e normalização dos dados e a divisão dos dados históricos em conjuntos 

de treinamento e teste. 

A definição dos parâmetros da arquitetura de uma RNA é dependente do 

problema em questão e na grande maioria dos casos, a arquitetura da rede é definida 

com base em experimentos preliminares. Entretanto, para o problema de previsão de 

séries temporais um parâmetro crítico é a definição do número de entradas da RNA que 

correspondem ao tamanho da janela de previsão (lags relevantes) mais, se existirem, as 

variáveis relevantes para a série. Assim, a definição dos lags é um fator chave a ser 

ajustado, sendo altamente dependente do problema, para uma fiel representação das 

estruturas temporais inerentes à série temporal analisada. 

O número de neurônios da camada de saída da RNA é determinado de acordo 

com as análises que se deseja realizar para o problema de previsão de séries temporais. 

Existem basicamente duas formas de previsão que podem ser executadas [Zhang et al., 

1998]:  

 Previsão de um passo; 

 Previsão de múltiplos passos. 

A previsão de um único passo utiliza apenas um neurônio na camada de saída da 

RNA, cuja função será estimar o próximo valor futuro da série (horizonte de previsão 

unitário). Já para a previsão de múltiplos passos existem dois esquemas possíveis para a 

sua implementação. O primeiro, denominado de previsão iterativa e comumente 
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utilizada nos modelos estatísticos, utiliza apenas um neurônio na camada de saída da 

RNA, onde o valor gerado é então utilizado para construir de forma iterativa o padrão 

de entrada para a previsão do próximo passo. 

O segundo esquema, denominado de previsão direta, consiste em projetar uma 

RNA com uma quantidade de neurônios de saída igual ao horizonte de previsão, onde 

cada um destes neurônios é responsável pela previsão de um determinado passo no 

futuro. 

Antes do módulo previsor baseado em RNA realizar qualquer tarefa, a RNA 

deve passar pelo processo de aprendizagem. Neste processo, uma rede MLP, definida 

como RNA básica utilizada nesta tese, é treinada de forma supervisionada com o 

algoritmo backpropagation. Assim, para cada padrão de entrada exibido à rede é 

encontrado um padrão de saída, forçando a rede a ajustar seus pesos (aprendizado) de 

forma a conseguir realizar o mapeamento entre o padrão de entrada e o padrão de saída, 

através da minimização do erro entre a saída de rede e a resposta desejada (figura 4.3). 

 

Vetor de entrada 

Dados Históricos  
Resposta Desejada 

Professor

Resposta 
da Rede 

Sinal de Erro
 

Figura 4.3. Esquema do processo de aprendizagem supervisionada. 

A maioria dos trabalhos sobre previsão de séries temporais encontrados na 

literatura frequentemente empregam somente uma medida de desempenho para avaliar o 

modelo em estudo. Na maioria das vezes a medida utilizada é o erro quadrado médio 

(mean squared error – MSE), visto na equação 4.3: 

    (4.3)
 

 

 Onde N representa o número de exemplos,  o valor histórico real do padrão i 

e  o seu valor estimado. 

y

ŷ
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Uma segunda medida de desempenho também muito relevante é o erro 

percentual médio absoluto (mean absolute percentage error – MAPE), visto na equação 

4.4: 
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Onde N representa o número de exemplos,  o valor histórico real do padrão i e 

 o seu valor estimado. 

Assim, a avaliação de desempenho das previsões obtidas com as redes MLP 

neste trabalho foram realizadas de acordo com os erros MSE e MAPE. 

Uma vez que o módulo previsor é modelado e treinado para abstrair as 

características intrínsecas de uma determinada série temporal, pode-se passar para a 

próxima fase do sistema híbrido neurogenético proposto nesta tese que será apresentado 

a seguir. 

4.4.2. Módulo Gerador de Cenários 

Após a conclusão da etapa de criação do módulo de previsão via RNA, tem 

início a etapa de configuração e simulação do módulo gerador de cenários que consiste 

em utilizar um AG para guiar a busca por valores dos atributos apresentados à camada 

de entrada da RNA, para que esta possa gerar (descobrir) os cenários configurados pelos 

especialistas do domínio. 

No módulo previsor de cenários o controle do framework baseado no sistema 

híbrido neurogenético, proposto nesta tese, passa a ser do AG, que será o responsável 

por guiar o processo de exploração das previsões realizadas pelo módulo neural para 

gerar os cenários futuros de uma determinada série temporal. Ao contrário do modo 

como o AG é empregado na maioria dos sistemas híbridos neurogenéticos propostos na 

literatura, em que o mesmo é utilizado para otimizar a arquitetura da RNA ou o seu 

treinamento, nesta tese essa combinação ocorre de forma modular e sequencial, onde o 

AG é empregado para realizar buscas no espaço de previsões da série temporal 

realizadas pela RNA (treinada no módulo previsor). 

Neste sentido, a função de aptidão utilizada pelo AG para avaliar a qualidade dos 

indivíduos de sua população é o módulo previsor baseado em RNA. Desta forma, o 

y

ŷ
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sistema híbrido neurogenético combina o potencial das RNAs para realizar previsões de 

séries temporais com o potencial dos AGs de realizar busca otimizada por parâmetros, 

baseada em mecanismos de seleção natural e genética utilizando um conjunto de 

possíveis soluções simultaneamente. Essa combinação serve de base para o processo de 

geração de cenários futuros de séries temporais. 

O processo de geração de cenários é iniciado após a finalização do treinamento 

da RNA definida no módulo previsor, pois a rede gerada realizará o papel de função de 

aptidão do AG que avaliará a qualidade dos indivíduos (cenários) os quais representam 

soluções candidatas para o problema em análise e ao término das gerações, os cenários 

ótimos de acordo com os objetivos traçados para a aplicação, são encontrados na 

população resultante. 

No projeto do AG, a definição de cada indivíduo da sua população irá 

representar um determinado padrão de entrada para a RNA do módulo previsor do 

framework, onde o seu cromossomo é representado pela codificação dos dados das 

variáveis de previsão da série temporal utilizados na camada de entrada da RNA (flags e 

variáveis relevantes). Desta forma, a modelagem da janela de previsão utilizada para 

modelar a camada de entrada da RNA está diretamente ligada à modelagem dos 

cenários a serem descobertos. Por outro lado, a modelagem da camada de saída da 

RNA, configurada através do horizonte de previsão, está relacionada com a função de 

aptidão do AG, pois é a saída da RNA que será utilizada para o cálculo da qualidade de 

cada indivíduo. 

O ponto de partida da execução do AG é a geração aleatória da população inicial 

I, constituída por um conjunto de indivíduos que representam os cenários candidatos 

que satisfaçam a meta à ser encontrada (cenários exploratórios ou antecipatórios). No 

passo seguinte cada indivíduo é apresentado para a RNA, para que a rede gere uma 

previsão para o padrão apresentado (indivíduo) e com isso possa ser calculado a aptidão 

do mesmo. Ao final desse processo cada indivíduo da população corrente possui uma 

aptidão calculada pela RNA.  

O processo continua com a seleção dos indivíduos da população atual por meio 

da aplicação do método do torneio. A seleção é realizada de forma que os indivíduos 

mais aptos sejam selecionados mais frequentemente do que aqueles menos aptos. Em 

seguida, nesses indivíduos selecionados são aplicados os operadores de cruzamento 

definidos através da taxa de cruzamento Tc, e de mutação, definido pela taxa de mutação 
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Tm. O processo se repete até que um número pré-determinado de gerações seja 

alcançado. 

Um ponto importante a ser observado é o cenário previsto pela RNA sem a 

intervenção do AG e utilizando os dados históricos da série temporal, denominado de 

cenário normal. É este cenário normal que serve como parâmetro de comparação para a 

avaliação da aptidão (calculada pela RNA) dos indivíduos da população do AG. 

Partindo do cenário normal, o AG pode iniciar sua busca pelos cenários futuros que 

melhor representam as condições indicadas pelos especialistas do domínio, ou seja, o 

objetivo pode ser, por exemplo, analisar os cenários que maximizem (cenários 

otimistas) os valores previstos da série temporal pela RNA ou os cenários que 

minimizem (cenários pessimistas) esses valores. Entretanto, o especialista também pode 

analisar qualquer outro cenário baseado em taxas de crescimento ou diminuição, 

definidos por ele, além dos cenários otimistas ou pessimistas, com o objetivo de analisar 

o comportamento da série temporal sob um amplo espectro de possibilidades de 

alterações no domínio da aplicação. Outro fator que também pode ser analisado nessa 

perspectiva são as influências dos atributos apresentados à camada de entrada da RNA 

durante o processo de previsão da série temporal. 

Para que haja sucesso no processo de busca do AG pelos cenários previstos da 

série temporal que satisfaçam as metas definidas pelos especialistas, a criação dos 

indivíduos e a obtenção destes através dos operadores de cruzamento e mutação devem 

satisfazer as restrições que definem a admissibilidade de cada componente do indivíduo 

(cenário), caso contrário podem ser encontrados cenários que satisfaçam as metas porém 

sejam impossíveis de acontecerem. Por exemplo, a avaliação de uma série temporal que 

representa os valores mensais totais de consumo de energia elétrica dentro da área de 

concessão de uma empresa distribuidora, indicou que as taxas de crescimento dos 

consumos entre meses consecutivos, considerando até anomalias extremas, seriam em 

torno de -3% e 10%. Essa informação indicaria que qualquer valor previsto de consumo, 

dentro de um cenário, que estivesse fora desse intervalo levaria o cenário a representar 

uma solução fora do espaço admissível e portanto improvável de ser alcançada. Assim, 

as restrições aplicadas na execução do AG, servem para filtrar valores no espaço de 

busca admissível para a série temporal. 

Durante o processo de previsão de cenários otimistas e pessimistas o importante 

é a visualização de tendências da série perante as alterações do comportamento histórico 
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da série temporal, refletindo assim alteração no domínio da aplicação. Tendo como 

exemplo o mercado de compra de energia essas alterações poderiam representar 

anomalias provocadas por crises econômicas, saídas e entradas de clientes de grande 

porte, mudanças de políticas públicas (projeto Luz para Todos do Governo Federal), 

entre outras alterações que podem interferir diretamente no consumo de energia e, por 

conseguinte, alterar toda uma programação de previsão de consumo sem que esta 

informação tivesse algum indicativo nos dados históricos, ou seja, nunca tinha ocorrido 

antes ou não é frequente.  

Assim, com o framework para a previsão de cenários proposto nesta tese, é 

possível disponibilizar um sistema não apenas previsor de séries temporais, mas 

também de suporte a decisão baseado em cenários de previsão que auxiliem os 

especialistas do domínio a planejarem suas ações de forma a obter contratos mais 

vantajosos de compra de energia no mercado futuro. 

4.4.3. Vantagens da Abordagem Proposta 

Com relação às principais contribuições abordadas nesta tese, é possível citar as 

seguintes: 

 Proposta de desenvolvimento de um framework que utilize ao máximo as 

potencialidades das técnicas de previsão com as técnicas de otimização 

em um sistema híbrido intercomunicativo para a geração de cenários 

futuros que possam mostrar, além das previsões normais com base nos 

valores históricos, percursos alternativos das curvas das séries temporais 

analisadas. 

 Desenvolvimento de um novo modelo de integração entre RNAs e AGs 

para a construção de um SHI que aproveite bem as vantagens de cada 

uma dessas técnicas, como as descritas no capítulo 2 desta tese. 

 Construção modular de SHI neurogenético para aplicação em séries 

temporais. Na proposta do framework, o sistema híbrido é baseado em 

dois módulos distintos, um módulo previsor baseado em RNAs, 

modelado e treinado na fase inicial de construção do sistema híbrido, e 

um módulo gerador de cenários baseado em AGs e que realiza a 

exploração do espaço de previsão da série temporal com base no módulo 

previsor. 
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 Previsão de séries temporais com a utilização de um framework baseado 

em SHIs capazes de subsidiar os especialistas do domínio quanto à 

possibilidade de, antecipadamente, poder analisar os cenários capazes de 

mostrar tendências de comportamento da série baseada em alterações dos 

valores atuais (cenários exploratórios) ou os cenários capazes de mostrar 

quais comportamentos da série poderiam levar ao alcance de um 

determinado estado pré-estabelecido (cenários antecipatórios). 

 Análise de séries temporais através da geração de cenários futuros para 

os quais a série temporal possa convergir caso ocorra algum fator 

externo, ou mesmo a identificação de tendências, melhorando assim a 

qualidade da informação analisada. Essas análises podem ser utilizadas 

como fonte de informações para que os especialistas possam conduzir 

estratégias ou medidas de contingências nos processos de tomadas de 

decisões. 

 Melhoria do processo de previsão de consumo de energia elétrica 

empregado pelas empresas distribuidoras, pois o setor elétrico como um 

todo possui grandes problemas nesta área de previsão, sendo afetado por 

diversos fatores e situações adversas do domínio de aplicação. Isso se 

torna mais evidente quando para a região amazônica, que possui uma 

dinâmica própria com características diferenciadas do resto do país e está 

em constante expansão. 

 

4.5. Considerações Finais 

Neste capítulo foi apresentada a proposta de um framework baseado em um 

novo modelo de sistema híbrido neurogenético para a previsão de cenários futuros 

aplicados a problemas de previsão de séries temporais. Foram mostradas as motivações, 

justificativas e potencialidades do emprego da técnica de RNA juntamente com os AGs 

para a construção do sistema híbrido em questão. Também foram expostas neste 

capítulo as contribuições da estratégia proposta para a área de SHIs e previsão de séries 

temporais, onde pode-se apontar como principal contribuição do framework proposto a 

utilização de um sistema híbrido inédito neurogenético capaz de gerar previsões de 

cenários futuros que auxiliem o processo de análise das tendências e anomalias de 
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comportamento das séries temporais, se tornando assim uma importante ferramenta de 

suporte a decisão para os especialistas da área de previsão de séries temporais.  

Em razão de uma das principais motivações para elaboração deste framework ter 

origem nas necessidades demandadas do setor elétrico, particularmente dos projetos de 

pesquisa e desenvolvimento (P&D), executados no âmbito do Laboratório de 

Planejamento de Redes de Alto Desempenho (LPRAD), é demonstrada, no próximo 

capítulo, a aplicação do método desenvolvido, com vistas, principalmente, à previsão do 

consumo de energia elétrica e à análise dos impactos nos valores previstos desse 

consumo com base na geração dos cenários futuros de consumo de energia elétrica. 
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5. Estudo de Caso: Geração de Cenários de Consumos de 

Energia Elétrica. 

 

5.1. Considerações iniciais 

O mercado de energia elétrica é muito sensível às mudanças sociais, 

econômicas, ambientais e políticas (domésticas ou internacionais) que ocorrem no 

presente, bem como às percepções destas no futuro, provocando alterações tanto na 

oferta como na demanda de energia. A evolução do consumo de energia elétrica 

representa um valioso indicativo do comportamento sócio-econômico de uma 

sociedade. Aspectos como crescimento da produção industrial, evolução demográfica e 

inserção de novos hábitos de conservação estão intimamente ligados ao uso de 

eletricidade como insumo básico [EPE, 2005]. Desta forma, para as empresas de 

distribuição de energia o dimensionamento cada vez mais preciso do consumo requerido 

se torna fator fundamental para o processo de compra e venda de energia.  

Neste capítulo, é apresentada a contextualização da estratégia proposta e uma 

breve introdução sobre o processo de comercialização de energia  elétrica no Brasil, em 

seguida são apresentados os modelos do framework proposto na aplicação de um estudo 

de caso de previsão de energia elétrica da Concessionária de Energia Elétrica do Estado 

do Pará (CELPA), depois a avaliação dos resultados de previsão e, finalmente, 

simulações de geração de cenários.  

5.2. Contextualização da Estratégia Proposta 

As investigações aqui descritas foram originadas a partir das demandas dos 

projetos de pesquisa e desenvolvimento (P&D) “Predict - Ferramenta de Suporte à 

Decisão para Predição de Cargas de Sistemas Elétricos” e “Predict II - Estratégias de 

Melhoria da Interpretabilidade das Inferências Bayesianas Utilizadas no Sistema 

Predict”, ambos financiados pela “Agência Nacional de Energia Elétrica do Brasil 

(ANEEL)”, dentro do ciclo de P&D da CELPA, que foi executado entre os anos de 

2004 e 2009. 

Este projeto, realizado em parceria com o Governo do Estado do Pará e a  

CELPA, visou, basicamente, a projetar e implementar um sistema de suporte à decisão, 
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utilizando métodos matemáticos e de IA, para prever as necessidades de compra de 

energia no mercado futuro e para realizar inferências sobre a situação do sistema 

elétrico, a partir de dados históricos de consumo e suas correlações com dados sócio-

econômicos e climáticos. 

O Predict (I e II) se pauta no fato de que a previsão de carga (carga elétrica em 

MW) é uma estratégia primordial dos sistemas elétricos. É baseada nessa previsão que 

se planejam e operam esses sistemas, de forma confiável e segura. Tipicamente, em 

previsão de carga, pretende-se definir qual o consumo de energia futuro de uma dada 

região, de modo, por exemplo, a projetar ou adequar o sistema elétrico para atender 

esses consumidores, quando tais demandas se concretizarem no futuro. Assim, baseado 

no histórico das medidas do sistema (principalmente nas informações sobre o próprio 

consumo), deseja-se obter uma prospecção das necessidades futuras, com uma precisão 

aceitável. 

Além disso, utilizando as estratégias de prospecções, como a proposta nesta tese, 

as concessionárias de energia elétrica podem estimar de maneira satisfatória a compra 

de energia baseada na demanda futura e nas relações de preços apresentadas pelos 

fornecedores do Brasil, o que pode levar a uma economia financeira substancial, em 

função da diminuição da diferença entre a quantidade de energia comprada e 

consumida. 

Neste tipo de situação, a previsão de carga deve manipular dados históricos de 

cargas elétricas registrados em seus bancos de dados. Então, como entrada básica dos 

estudos tem-se os dados históricos de cargas, obtidos em intervalos de coleta 

convenientes, no caso das empresas do Grupo REDE a coleta do consumo de energia é 

armazenada em consumo de energia diária e mensal. Como saída do processo de 

previsão, tem-se os dados referentes à previsão do consumo de energia a curto prazo e a 

médio prazo, que no processo de compra de energia no mercado futuro esses prazos são 

até um ano e de 3 a 4 anos, respectivamente.  

Apesar do modelo de previsão de consumo de energia elétrica utilizado pelas 

empresas distribuidoras de energia ser razoavelmente eficaz, o Predict (I e II) mostrou 

que ainda existe espaço para melhorar e aperfeiçoar esta previsão com a pesquisa, 

modelagem e o desenvolvimento de novas técnicas, principalmente com a ajuda de 

métodos provenientes da inteligência computacional, que consigam lidar com a 
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dinâmica do sistema elétrico brasileiro, que possui características diferenciadas em cada 

região e, no caso da Amazônia, está em constante expansão. 

Neste ponto, a geração de cenários de consumos de energia elétrica com base em 

um framework que conseguisse unir técnicas de otimização com as técnicas de previsão 

de consumo surgiram como solução bastante atrativa para serem aplicadas como 

ferramentas capazes de analisar e gerar alternativas de planejamento e tomadas de 

decisões com relação aos impactos das anomalias gerando fenômenos de incremento e 

decremento das necessidades de oferta de energia elétrica aos consumidores.  

Ao longo da execução do Predict, os especialistas do domínio identificaram a 

necessidade de lidar-se com os possíveis comportamentos futuros, provenientes de 

consumos anômalos ou mesmo ruidosos, do problema de previsão de consumo de 

energia nas empresas do grupo Rede, de forma a conseguir identificar tendências de 

elevação e decrescimento do consumo de energia ao longo do tempo.  

Pensando nas diferentes alterações na curva normal do consumo de energia, 

possíveis alterações desse perfil podem ser melhor analisadas e até previstas, com base 

nos indicativos das alterações ocorridas nos meses correntes. A exemplo do que ocorreu 

na crise econômica de 2008, onde os valores dos consumos de energia dos meses de 

novembro e dezembro de 2008 começaram a indicar queda nos consumos dos meses 

subsequentes de 2009, porém nenhum sistema de previsão (mesmo a curto prazo – 01 

ano) conseguia avaliar o impacto dessa perturbação que começou a ocorrer no final de 

2008 para os consumos dos meses de 2009. Com a utilização dos cenários poder-se-ia 

avaliar melhor como essa tendência de queda poderia alterar a curva de consumo dos 

meses de 2009. 

Durante o processo de geração de cenários otimistas e pessimistas o importante é 

a capacidade de visualização de tendências da série perante as alterações do 

comportamento histórico da série temporal, refletindo assim alteração no domínio da 

aplicação como anomalias provocadas por crises econômicas, saídas e entradas de 

clientes de grande porte, mudanças de políticas públicas (projeto Luz para Todos do 

Governo Federal), entre outras alterações que podem interferir diretamente no consumo 

de energia e por conseguinte alterar toda uma programação de previsão de consumo sem 

que esta informação tivesse algum indicativo nos dados históricos, ou seja, nunca tinha 

ocorrido antes ou não é frequente. Entretanto, na previsão do cenário normal é levada 
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em consideração a precisão do modelo, pois esta é realizada sem alterações dos valores 

históricos da série temporal. 

 

5.3. Processo de Comercialização de Energia Elétrica no Brasil 

O Setor Elétrico Brasileiro, em seu processo evolutivo, vem apresentando 

significativas mudanças, tanto no que se refere à sua estrutura e regulamentação, quanto 

a própria composição e gestão empresarial. 

Em 2003, teve início a instauração do atual modelo do setor de comercialização 

de energia elétrica brasileiro, com a publicação das diretrizes da “Proposta de Modelo 

Institucional do Setor Elétrico” em julho e da Medida Provisória 144 em dezembro. A 

Medida Provisória 144/2003 originou, em março de 2004, a Lei n° 10.848, que dispõe 

sobre a Comercialização de Energia. Logo em seguida, a mencionada lei foi 

regulamentada pelo Decreto 5.163/2004, que juntamente com o decreto 5.177/2004 e 

pela Resolução Normativa ANEEL nº 109/2004, instituiu a Câmara de Comercialização 

de Energia Elétrica (CCEE), que a partir dessa data, desempenharia os papéis de 

contabilização e liquidação das operações de curto prazo do mercado de energia e 

administração dos contratos de compra e venda de energia dos consumidores regulados. 

As relações comerciais entre os agentes (de geração, de distribuição e de 

comercialização de energia) participantes da CCEE são regidas predominantemente por 

contratos de compra e venda de energia, e todos os contratos celebrados entre os agentes 

no âmbito do Sistema Interligado Nacional devem ser registrados na CCEE [Costa e 

Pierobon, 2008].  

A comercialização de energia é dividida, quanto à natureza de seus contratos, em 

dois ambientes distintos: o Ambiente de Contratação Livre (ACL) e Ambiente de 

Contratação Regulada (ACR). 

O ACR é destinado às empresas que forneçam energia aos consumidores finais 

de forma regulada. Nesse ambiente a comercialização de energia elétrica acontece por 

meio de leilões, onde os agentes vendedores (geradores, importadores e 

comercializadores) podem comercializar a sua energia com as empresas de distribuição, 

segundo procedimentos definidos pelo Decreto nº 5.163/2004. O agente vendedor que 
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comercializar sua energia por meio desses leilões deve assinar contratos com todas as 

distribuidoras que participaram do certame. 

Já no ACL, a comercialização de energia é realizada diretamente entre os 

agentes comercializadores, geradores e consumidores livres, e os termos contratuais são 

acertados livremente. Em linhas gerais as condições contratuais foram muito pouco 

alteradas quando comparadas com o formato praticado anteriormente à Lei 

10.848/2004. Nas regras do modelo atual incluíram-se algumas restrições com respeito 

às quantidades contratadas e penalidades, além da obrigatoriedade de adesão à CCEE de 

todos os Consumidores Livres. 

A CCEE contabiliza as diferenças entre o que foi produzido ou consumido e o 

que foi contratado. As diferenças positivas ou negativas são liquidadas no Mercado de 

Curto Prazo e valorado ao PLD (Preço de Liquidação das Diferenças). Dessa forma, 

pode-se dizer que o mercado de curto prazo é o mercado das diferenças entre montantes 

contratados e montantes medidos. 

Com a centralização das aquisições de energia por parte da CCEE, os riscos das 

distribuidoras aparentemente diminuíram, decorrente do fato das mesmas deixaram de 

ser responsáveis por viabilizar projetos de geração e, em consequência, por fazer as 

aquisições em volume suficiente para atender à demanda de suas áreas de atuação. 

Entretanto, o novo modelo impõe um risco considerável nas estimativas de energia 

requerida para atendimento de suas áreas de concessão, levando as empresas a 

investirem cada vez mais em técnicas mais eficientes de predição, haja vista que as 

mesmas são punidas caso cometam erros de previsão [Barros et al., 2009][EPE, 2005]. 

Além disso, existe o fato de que o valor das punições é calculado com base em 

uma componente estocástica com alto grau de volatilidade - o PLD, sob a qual as 

distribuidoras não têm ingerência, visto que o PLD depende de vários fatores, tais como 

o dos níveis dos reservatórios e a expansão do sistema hidrotérmico. Face à variação do 

PLD, há um considerável risco na possibilidade de punição decorrente de erros na 

estimativa da demanda [Rocha, 2009].  

Previsões incorretas na compra de energia elétrica podem afetar negativamente 

as operações das concessionárias. As previsões abaixo do necessário, além de sujeitar 

essas empresas a multas, ainda as obrigam a celebrar contratos de energia de curto 

prazo, o que eleva em muito o preço de compra da energia, para atender a demanda dos 
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seus consumidores. Caso sejam realizadas previsões acima do necessário, também 

decorrem penalidades da ANEEL. Além do que nem sempre é possível repassar 

integralmente às tarifas, os custos advindos dessas previsões incorretas. 

As regulamentações da ANEEL estabelecem que as distribuidoras de energia 

devam contratar antecipadamente, por meio de leilões públicos suas necessidades de 

energia. Essas normas também delineiam as condições gerais para o repasse dos 

volumes e preços de comercialização de energia. Caso a energia contratada, incluindo 

aquela comprada em leilões públicos, após aplicação do Mecanismo de Compensação 

de Sobras e Déficits de Energia (MCSD) for inferior a 100% da necessidade de energia 

total, as empresas estarão sujeitas a multas. Se a energia contratada for superior a 100% 

e inferior a 103% da necessidade de energia total, pode-se repassar o volume total de 

energia comprada para os consumidores. Já no caso da energia contratada ser superior a 

103% da necessidade de energia total, tem-se que assumir o risco entre a diferença de 

preço de compra nos leilões públicos e venda no mercado de curto prazo, não sendo 

permitido, ainda, repassar esses custos aos consumidores. 

Esta seção mostrou que no mercado de energia atual brasileiro, para as empresas 

de distribuição de energia elétrica a importância do desenvolvimento de sistemas de 

predição que consigam cada vez mais realizar previsões mais precisas, mesmo em 

sistemas em constante expansão como é o caso da Amazônia, é crucial para que se 

possa realizar contratos de compra e venda de energia mais lucrativos e essencial para o 

desenvolvimento da região, pois a energia elétrica é tida também como insumo básico 

[EPE 2005].  

 

5.4. Aplicação da Estratégia Proposta 

Para ilustrar a aplicação da estratégia proposta nesta seção serão mostrados dois 

estudos de casos sobre a previsão de consumo de energia e o processo de geração de 

cenários, com base nos dados de consumo total de energia elétrica (energia requerida) 

de uma das empresas do Grupo Rede Energia, a CELPA. No anexo A, são mostrados os 

estudos de casos para a empresa Centrais Elétrica Matogrossense (CEMAT), também 

pertencente ao Grupe Rede Energia. 

O objetivo do estudo foi aplicar o framework para realizar a previsão de 

consumo de energia elétrica a curto prazo (até um ano), podendo ser estendido para 
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previsões de médio prazo (até três anos), de acordo com o processo de compra de 

energia elétrica no mercado futuro gerido pela CCEE. Além de realizar previsões do 

consumo de energia, o estudo de caso também teve como objetivo analisar possíveis 

oscilações provenientes de alterações de mercado, crises, entre outras situações não 

previstas, que pudessem alterar a demanda futura de energia das séries em estudo. É 

importante frisar que essas oscilações podem representar um forte impacto na demanda 

de energia, influenciando o consumo para baixo com as crises econômicas, de oferta 

(racionamento) de energia provocada pelo baixo índice pluviométrico nas usinas 

hidroelétricas, por exemplo, ou para cima com a expansão da rede elétrica, instalação de 

novas indústrias, aquecimento global, etc. 

Com a aplicação do framework, o problema é resolvido em duas etapas. Na 

primeira etapa, é configurado e treinado o módulo previsor do framework, que no 

estudo atual é baseado em RNAs. Os dados históricos de consumo de energia são 

utilizados como fonte de informação para iniciar a realização desta tarefa, por meio da 

divisão dos dados de treinamento e teste. A modelagem desses dois conjuntos de dados 

impacta diretamente na definição da estrutura da RNA através da configuração da 

camada de entrada (janela de previsão) e da camada de saída (horizonte de previsão) da 

rede. Durante a execução desta etapa o objetivo é encontrar a melhor RNA, em termos 

de erro de previsão sobre o conjunto de teste, para realizar a tarefa do módulo previsor 

do framework. 

Na segunda etapa de construção do framework, é modelado o AG que guiará o 

processo de criação dos cenários futuros da série temporal. Nesta etapa são levadas em 

consideração as configurações das entradas e saídas das RNAs já modeladas e treinadas 

no módulo previsor, além dos tipos de cenários a serem explorados (cenários 

exploratórios ou antecipatórios). Isso se deve ao fato de que a técnica de geração de 

cenários para realizar as buscas por cursos alternativos da série temporal em estudo, 

utiliza um AG que tem como função de aptidão a RNA treinada anteriormente no 

módulo previsor.  

Uma vez modelado o AG, o próximo passo desta etapa é realizar a busca pelos 

valores de consumo que maximizem, de acordo com uma meta (cenários otimistas), as 

previsões dos consumos de energia para um determinado horizonte de previsão, ou por 

outro lado, que minimizem, também de acordo com uma meta (cenários pessimistas), as 

previsões dos consumos de energia para um determinado horizonte de previsão. As 
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previsões realizadas pelo módulo previsor sem a interferência do AG representam os 

cenários normais de previsão, ou seja, a curva originalmente prevista. 

Durante o processo de previsão de cenários otimistas e pessimistas pode-se 

visualizar tendências da série perante as alterações do comportamento histórico da série 

temporal, refletindo assim alteração no domínio da aplicação, como anomalias 

provocadas por crises econômicas, saídas e entradas de clientes de grande porte, 

mudanças de políticas públicas, entre outras alterações que podem interferir diretamente 

no consumo de energia e por conseguinte alterar toda uma programação de previsão de 

consumo, sem que esta informação tivesse algum indicativo nos dados históricos, ou 

seja, nunca tinha ocorrido antes ou sua ocorrência não é freqüente (uma 

anomalia/ruído). Por outro lado, na previsão do cenário normal é levada em 

consideração a precisão do modelo, pois esta é realizada sem alterações dos valores 

históricos da série temporal. 

5.5. Previsão de Consumo para a Energia Requerida Total 

Durante a execução do projeto Predict (I e II), o problema de previsão de energia 

elétrica foi abordado principalmente por meio de técnicas para predição dos modelos de 

séries temporais por regressão e RNAs. 

O método de regressão aplicado incorporou não só o conhecimento dos valores 

de consumo históricos, mas também o uso de variáveis virtuais e contenção do impacto 

exercido por anomalias no consumo de energia, no caso específico do Brasil, 

decorrentes da medida de racionamento de energia, entre os anos de 2001 e 2002 (o 

“apagão” como é comumente conhecido). Com a utilização da técnica de RNAs, 

procurou-se explorar ao máximo as características inerentes aos modelos neurais, como 

aprendizado, generalização a partir dos dados históricos e tratamento de funções 

contínuas multi-variáveis lineares e não lineares, no problema de previsão do consumo 

de energia elétrica. 

Os dados utilizados nas análises desta seção são referentes ao consumo total de 

energia elétrica (energia requerida total) para todo o estado do Pará. O estudo realizado 

se valeu do histórico de dados disponíveis de energia requerida no período de janeiro de 

1991 a dezembro de 2006. Como discutido em trabalhos anteriores [Rocha et al 2006], a 

série do consumo de energia é tendenciosa e não-estacionária. A série ainda, estudando 
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seus correlogramas (Figura 5.1), não atinge estacionariedade em sucessivas 

diferenciações. 

 

Figura 5.1. Autocorrelação e Correlação Parcial da 1ª, 2ª e 3ª diferenciação da série. 

Tendo sido verificado pelo comportamento dos dados que se trata de uma série 

“explosiva”, e que a mesma, dessa forma, não atingia estacionariedade, observando-a 

como um todo, os estudos realizados em [Santana et al 2007] utilizou uma nova 

abordagem, conforme a seguir. Seccionou-se a série única de dados, antes mensal, em 

doze séries anuais, correspondentes aos meses de janeiro a dezembro. As séries, agora 

anuais, apresentaram a característica de estacionariedade e um comportamento quase 

linear para seu crescimento, como pode ser observado na Figura 5.2. 

 

 
Figura 5.2. Histórico do consumo de energia de 1991 a 2006. 

Com base na definição das séries, foram empregados os modelos de previsão. A 

seguir, será apresentado o modelo baseado em métodos de regressão. 
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5.5.1. Previsão com o uso de Métodos de Regressão 

Segundo o trabalho de [Santana et al 2007] o estimador estabelecido para 

realizar a predição dos valores futuros de consumo de energia se utilizaram da análise 

de regressão múltipla (ver [Pindyck e Rubinfeld 1998], [Hair et al 1998], [Rice 1995]), 

sendo baseada na análise do valor do consumo obtido previamente e de dois termos 

adicionais. A fórmula geral do modelo de regressão múltipla pode ser especificada da 

seguinte forma: 

ikikiii uXAXAXAAY  22110    (5.1) 

O sistema geral de regressão múltipla por sua vez pode ser visto como um 

sistema matricial e representado da seguinte forma: 
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Onde: 

Y  é um vetor coluna, com dimensão 1n  de observações ou registros da 

variável dependente ou variável-alvo Y ; 

X  é uma matriz de ordem kn , ou seja, n observações e k variáveis, 

onde a primeira coluna representa o intercepto 0A ; 

A  é um vetor coluna com 1k  parâmetros desconhecidos; 

u  é um vetor coluna com 1n  disturbâncias. 

 

Essa especificação objetivou gerar os valores dos parâmetros do vetor A. Para 

isto, empregou-se o método dos mínimos quadrados ordinários (MQO). Ele permitiu 

gerar estimativas para os coeficientes de tendência da regressão (parâmetros A) com 

menor variância e não-viesados. O método de MQO consiste em minimizar a soma dos 

erros quadrados da regressão estimada. 

Como fora apontado, a análise com a série de dados disposta mensalmente é 

não-estacionária, o que dificulta o seu estudo; razão que motivou a análise de forma 

anual, seccionando-a em doze séries. No entanto, ao se trabalhar com cada mês 
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individualmente, é factível a perda de conhecimentos decorrentes de eventos ou 

situações exógenas ao comportamento padrão do sistema que tenham ocorrido no 

decorrer dos meses que se seguem até a próxima instância do mês analisado, e que por 

sua vez podem contribuir para a modificação do seu consumo no ano seguinte. Como 

exemplo de tais eventos, podem ser citadas as relações de perda ou aquisição de 

contratos pelas concessionárias de energia, projetos ou gestões governamentais, etc. 

Desta forma, com o intuito de considerar na análise o impacto de tais eventos no 

decorrer do ano e assim obter um valor mais ajustável da predição, juntamente com o 

consumo anterior, foi adicionada uma variável quantificando a tendência anual de 

acordo com o comportamento apresentado ao seu decorrer. A variável incluída foi 

obtida por meio de uma análise fatorial (para uma visão mais completa sobre análise 

fatorial ver [Dillon et al 1984]), de modo a condensar as informações e tendências 

ocorridas no ano. A análise fatorial em si denota a redução de um conjunto de variáveis 

de um domínio para um modelo com alguns poucos fatores sempre tentando manter ao 

máximo a representatividade e relação entre as variáveis originais. A análise fatorial foi 

realizada sobre as doze séries anuais, obtendo-se na análise um único fator que melhor 

representa a série (em torno de 99.6%) e, por sua vez, o comportamento anual. 

O segundo termo adicionado diz respeito à contenção do impacto exercido por 

anomalias existentes no histórico do consumo de energia. No trabalho de [Santana et al 

2007], foi abordado o período anômalo no consumo de energia de junho de 2001 a 

fevereiro de 2002, caracterizado pela ocorrência da medida de racionamento de energia 

nacional [ANEEL 2003] e que atuou como um ponto de inflexão no crescimento do 

consumo, como pode ser visto na Figura 5.2, causando, ao seu término, um desvio na 

tendência de crescimento. Desta forma, foi adicionada às series mensais uma variável 

artificial binária para considerar a ocorrência do apagão, indicando a presença ou 

ausência de um valor impactado diretamente pela ocorrência do apagão, ou ainda que 

divirja da natureza do restante da série, atribuindo valores 1 ou 0, respectivamente. Não 

somente o período de vigência da medida de racionamento é trabalhado, mas também 

alguns meses que o seguiram até que a série voltasse à normalidade, persistindo em uma 

presença de queda no consumo de energia. 

O modelo foi aplicado primeiramente de modo a verificar a confiabilidade do 

estimador, utilizando parte da base de dados histórica existente (Jan/05 a Dez/06) para 

teste. Assim, foram aplicados alguns testes em cima do modelo de regressão, para 
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apenas posteriormente realizar a projeção do seu comportamento para os anos de 2005 a 

2008, com o objetivo de se avaliar o modelo para previsões acima de 01 ano. Os 

resultados destes testes, assim como dos outros modelos empregados, serão 

apresentados na seção 5.5.4. 

5.5.2. Previsão com o uso de RNAs 

Para a construção do modelo de previsão baseado em RNAs, as análises 

realizadas durante a execução do projeto Predict tiveram como base a definição de três 

etapas principais: (a) identificação e definição da informação necessária para representar 

a série e o horizonte de previsão; (b) modelagem da RNA; (c) escolha do algoritmo de 

aprendizado da RNA capaz de aprender as características da série e realizar a previsão 

com sucesso. 

Durante o processo de identificação e definição das variáveis de entrada para o 

processo de previsão, a variável consumo, que representa a energia requerida 

mensalmente, foi decomposta em doze séries uma para cada mês do ano. Além da 

variável consumo, foram utilizadas as variáveis data e a taxa de crescimento entre anos 

consecutivos. 

Para realizar a previsão com RNAs empregou-se a técnica de “janelamento” 

sobre a variável consumo, na qual consiste em usar sequências de valores passados 

(janela de tempo) da variável sobre a qual se deseja realizar a previsão, bem como o 

horizonte de previsão, ou seja, os valores a serem previstos. A Figura 5.3 ilustra as 

entradas e saídas selecionadas para modelar as camadas de entrada e saída das RNAs. 

Selecionar uma arquitetura apropriada para o problema é o primeiro passo para 

um sistema de previsão baseado em RNAs. Neste trabalho, optou-se por utilizar a rede 

perceptron multicamada feedforward (MLP), com apenas uma camada escondida, 

devido ao seu amplo emprego em sistemas de previsão [Adya e Collopy 1998], 

[Haykin, 1999], [Russel e Norvig 2003]. 
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Figura 5.3. Arquitetura da RNA para histórico do consumo de energia de 1991 a 2006. 

 

Após extensas simulações cujo objetivo foi variar o número de neurônios na 

camada de entrada e de saída da rede, de forma que a série temporal fosse melhor 

representada, a configuração que obteve melhores resultados foi a rede MLP 

apresentada na figura 5.3. Assim, a camada de entrada da rede foi composta por dois 

neurônios para codificar a data (Dec e Ano) do consumo atual (instante T), quatro 

neurônios para configurar o consumo nos instantes T, T-1, T-2 e T-3, além de um 

neurônio para representar a taxa de crescimento entre os consumos dos instantes T e T-

1, totalizando sete neurônios na camada de entrada. A camada de saída foi composta por 

apenas um neurônio representando a previsão do consumo no instante T+1. O número 

de neurônios na camada escondida foi determinado dinamicamente durante o processo 

de treinamento da rede MLP. 

As séries históricas mensais foram tratadas de forma independente através da 

previsão multimodelo [Hipper et al 2001]. Neste tipo de modelo, a previsão de cada 

série mensal é realizada por uma rede MLP diferente. Desta forma, no final do 

treinamento, são geradas doze redes MLP, uma para cada mês. 

O algoritmo de treinamento escolhido para o aprendizado das redes MLP foi o 

backpropagation, um dos algoritmos de treinamento de RNAs mais utilizados em 

aplicações de previsão de séries temporais [Zhang et al., 1998]. 
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Durante a etapa de treinamento da rede MLP com o algoritmo de treinamento 

backpropagation, o número de neurônios da camada escondida, a taxa de aprendizado 

da camada escondida e a taxa de aprendizado da camada de saída foram variados 

repetidamente, entre um mínimo e máximo definidos pelo usuário. Para cada 

combinação desses parâmetros foi criada uma rede MLP e aplicado separadamente o 

algoritmo de treinamento backpropagation. Desta forma, foi identificada a melhor 

combinação de parâmetros (melhor rede MLP) para o conjunto de dados utilizado, que, 

por sua vez, provêem os resultados com os menores erros de previsão sobre os dados de 

teste. O critério de parada do treinamento para cada configuração foi o erro MAPE 

sobre o conjunto de teste, garantindo assim melhor poder de generalização da rede. 

Após a finalização do processo de treinamento, a melhor rede MLP encontrada para 

realizar as previsões de consumo foi selecionada. Esse processo foi repetido para cada 

uma das doze séries que representam os consumos mensais. 

Após a finalização do processo de treinamento, cada série mensal possui a 

melhor rede MLP encontrada para realizar as previsões de consumo daquele mês. 

5.5.3. Previsão com o uso de RNAs Modeladas Através dos Cenários 

Com a utilização das RNAs no módulo previsor da framework proposta neste 

trabalho, procurou-se explorar ao máximo as características inerentes das redes no que 

diz respeito à capacidade de reconhecer padrões em sistemas complexos, não‐lineares e 

com quantidade razoável de ruído, em contraste com os métodos estatísticos 

convencionais onde essa capacidade não é encontrada. Outra importante característica 

das RNAs explorada foi sua capacidade de generalização, tornando‐a um modelo ideal 

para problemas onde a quantidade de dados históricos é de certa forma limitada. 

Durante o processo de identificação e definição das variáveis de entrada para o 

processo de previsão, e com o auxílio dos especialistas do domínio (analistas de 

Mercado e engenheiros da companhia), optou-se por realizar as previsões de consumo 

com base apenas nas informações da variável consumo total, que representa a energia 

total requerida mensalmente. Escolhida a variável a ser utilizada no processo de 

previsão, o próximo passo foi definir a janela de previsão e o horizonte de previsão 

(valores a serem previstos), ambas informações intrinsecamente ligadas à modelagem 

dos cenários a serem estudados na fase seguinte de aplicação da framework. 
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Partindo de estudos preliminares e após extensos experimentos, foi definido com 

a ajuda dos especialistas do domínio (engenheiros da CELPA) que a modelagem dos 

cenários seria configurada utilizando uma única rede MLP, com a janela de tempo 

correspondente a 12 valores consecutivos de consumos, representando os consumos dos 

meses entre janeiro e dezembro de um determinado ano, e o horizonte de previsão 

configurado em 12 valores consecutivos também, representando valores previstos de 

energia para os próximos meses (ano seguinte ao ano apresentado para a rede) de 

janeiro a dezembro. Para exemplificar, considere que seja escolhido como entrada para 

a RNA os valores dos consumos de janeiro a dezembro de 2005, a saída da rede é 

composta por 12 valores representando os consumos previstos para janeiro a dezembro 

de 2006, ver figura 5.4. 

Figura 5.4. Arquitetura da RNA Modelada com Cenários. 

No processo de modelagem da rede MLP, o número de neurônios da camada de 

entrada e saída foram fixados de acordo com a seleção das entradas e saídas. Entretanto, 

o número de neurônios na camada escondida é determinado dinamicamente durante o 

processo de treinamento da rede MLP, conforme descrito na seção anterior. 

 

5.5.4. Avaliação dos Resultados de Previsão 

Nas simulações realizadas com a regressão múltipla, foi aplicada a regressão 

utilizando apenas os valores referentes ao intervalo de janeiro de 1991 até dezembro de 
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2004, realizando com base nos mesmos uma estimação dos valores para o ano de 2005 e 

2006 (Figura 5.5). 

O resultado obtido pela estimação apresentou um erro MAPE de 

aproximadamente 1,60% para o ano de 2005 e 1.85% para o ano de 2006, valor 

doravante considerado não só aceitável, mas também inferior aos obtidos pelos métodos 

estatísticos utilizados pela concessionária de energia elétrica, os quais giram em torno 

4,0% [Rocha et al 2006], [Santana et al 2007]. Para o cálculo do erro MSE, os valores 

dos consumos previsto para os anos de 2005 e 2006 foram normalizados pelo mesmo 

valor utilizado para normalizar os dados para serem utilizados no treinamento das redes 

neurais. Desta forma, o erro MSE obtido para o ano de 2005 foi de 1.94x10-4  e para o 

ano de 2006 foi de 3.5x10-4. 

 

 

Figura 5.5. Valores reais e estimados de Jan/05 a Dez/06 do consumo de energia, via modelo 

de regressão 

Uma vez verificada a efetividade do modelo de estimação baseado em regressão 

para a série de dados, foi feita uma projeção do seu comportamento para os anos de 

2006 a 2008, para avaliar o poder de generalização do modelo em previsões acima de 01 

ano, como pode ser visto na Figura 5.6. 
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Figura 5.6. Valores previstos de consumo, utilizando modelo de regressão, para os anos de 

2006 a 2008. 

Para as redes MLP, foram utilizados primeiramente os conjuntos de treino os 

valores dos dados históricos referentes ao intervalo de 1991 até 2004 e para os 

conjuntos de teste os dados referentes a 2005. Após o processo de treinamento, para a 

rede que obteve o melhor desempenho foi realizada a estimação dos valores de consumo 

para os anos de 2005 e 2006 (Figura 5.7).  

 

 

Figura 5.7. Valores previstos de consumo, empregando-se RNA para os anos de 2005 

a 2006. 

Como pode ser observado, o resultado obtido pela estimação apresentou um erro 

MAPE residual, de aproximadamente 2x10-4 %, para o ano de 2005, apresentando 

também com isso, resultados bem superiores aos obtidos nos estudos previamente 

realizados em [Rocha et al., 2006], que denotaram erros em torno de 4,1%. No entanto, 

gerou um erro MAPE de 3,74% para o ano de 2006. Os valores apontaram dessa forma 
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uma estimação precisa para o primeiro ano, mas que, no entanto, declinou para o 

segundo ano de previsão. Na tabela 5.1 pode ser visualizado a média e o desvio padrão 

para os erros MAPE e MSE dos 10 melhores desempenhos das redes MLP. 

 

Tabela 5.1. Desempenho da rede MLP para a Previsão dos anos de 2005 e 2006. 

Erro MLP Selecionada Média Desvio Padrão 

MAPE 2005 2x10-4 % 2.63x10-4 % 5.90x10-5 

MAPE 2006 3.74 % 4.31 % 0.6912 

MSE 2005 4.37x10-12 7.91x10-12 2.92x10-12 

MSE 2006 0.0010 0.0014 5.11x10-4 

 

Ato contínuo, o modelo de rede neural foi novamente aplicado, agora tendo 

como conjuntos de treino os valores dos dados históricos referentes ao intervalo de 1991 

até 2005 e para os conjuntos de teste os dados referentes a 2006. A estimação dos 

valores de consumo foi então realizada para os anos de 2006, 2007 e 2008 (Figura 8), 

com o objetivo de avaliar o poder preditivo das redes em previsões acima de 01 ano. 

 

 

Figura 5.8. Valores previstos de consumo, empregando-se RNA, para os anos de 2006 

a 2008. 
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As redes MLPs modeladas através das técnicas de cenários, também foram 

treinadas utilizando como conjunto de treino os valores dos dados históricos referentes 

ao intervalo de 1991 até 2004 e para o conjunto de teste os dados referentes a 2005. 

Após o processo de treinamento, para a rede que obteve o melhor desempenho foi 

realizada a estimação dos valores de consumo para os anos de 2005 e 2006 (Figura 5.9). 

 

 

Figura 5.9. Valores previstos de consumo, utilizando RNA modelada por meio de 

cenários, para os anos de 2005 e 2006. 

Como pode ser observado, o resultado obtido pela estimação apresentou um erro 

MAPE de aproximadamente 0.77 %, para o ano de 2005, e para o ano de 2006 gerou um 

erro MAPE de 2.41%. Os valores apontaram dessa forma uma estimação muito boa para 

o primeiro ano, mas que, no entanto, declinou para o segundo ano de previsão. Na 

tabela 5.2 pode ser visualizado a média e o desvio padrão para os erros MAPE e MSE 

dos 10 melhores desempenhos das redes MLP modeladas através das técnicas de 

cenários. 

 

Tabela 5.2. Desempenho da rede MLP/Cenário para a Previsão dos anos de 2005 e 

2006. 

Erro MLP Selecionada Média Desvio Padrão 

MAPE 2005 0.77% 0.77 % 0.08 

MAPE 2006 2.41 % 3.73 % 0.95 
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MSE 2005 6.44x10-5 5.58x10-5 1.91x10-5 

MSE 2006 0.00057 0.0012 5.15x10-4 

 

Seguindo a mesma metodologia das simulações realizadas anteriormente, as 

redes MLP modeladas através das técnicas de cenários, foram treinadas com os dados 

históricos dos anos de 1991 à 2005 e testadas com os dados de 2006. Com o intuito de 

avaliar o poder de generalização da referida rede, foi realizada a estimação dos valores 

de consumo para os anos de 2006, 2007 e 2008 (Figura 5.10). 

 

 

Figura 5.10. Valores previstos de consumo, utilizando RNA modelada por meio de 

cenários, para os anos de 2006 a 2008. 

Os resultados mostraram que a modelagem das RNAs através das técnicas de 

cenários melhoraram o poder de generalização dessas redes, quando comparados às 

primeiras simulações com as RNAs, além de apresentar erros de previsão para 1 e 2 

anos melhores do que os modelos de regressão, quando comparados com os erros MSE. 

 

5.5.5. Geração dos Cenários de Previsão 

Após finalizar a etapa de criação do módulo de previsão via RNA, tem início a 

etapa de configuração e simulação do módulo gerador de cenários que consiste em 
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utilizar um AG para guiar a busca por valores dos atributos apresentados à camada de 

entrada da RNA, para que esta possa gerar os cenários configurados pelos especialistas 

do domínio. 

No caso específico do estudo de caso, foi selecionado o ano de 2006 como alvo 

para se gerar os cenários de consumo de energia. Deste modo, antes de executar o AG 

primeiramente foram obtidos os dados necessários para a modelagem do cenário 

normal, que serve de parâmetro para guiar a busca pelo melhor indivíduo do AG. 

O cenário normal é formado pelos valores previstos de consumo de energia 

elétrica para o ano de 2006 e para isso é necessário passar como entrada para o módulo 

previsor as informações de consumo do ano de 2005. Os dados de consumo do ano de 

2005, podem ser obtidas por previsão (utilizando os dados de 2004 como entrada), ou a 

partir da base de dados histórica (utilizando valores reais de consumo de 2005), ou 

mesmo uma composição entre dados reais e previstos, dependendo do tipo de cenário 

estudado. Nas simulações realizadas, os valores dos consumos de 2005 foram obtidos 

através de previsão, e esses foram utilizados para como entrada para a RNA gerar a 

previsão para o ano de 2006, utilizado como previsão normal e base para o cálculo da 

meta a ser atingida pelo AG. 

A interação entre o AG (módulo gerador de cenários) e as RNAs (módulo 

previsor da série temporal), ocorre de forma que o AG utilize as RNAs como função de 

aptidão para avaliar os indivíduos da população do AG. Desta forma, um indivíduo é 

representado como um vetor de 12 valores referentes aos consumos de energia elétrica 

de janeiro a dezembro de um determinado ano. A avaliação de cada indivíduo é baseada 

na previsão que a RNA realiza tendo como entrada o próprio indivíduo, ou seja, um 

indivíduo representa 12 meses de consumo de energia e sua aptidão, calculada pela 

RNA, representa os valores dos consumos de energia dos próximos 12 meses. 

Partindo do cenário normal, os parâmetros usuais do AG (tamanho da 

população, método de seleção, crossover, etc...) foram configurados de acordo com a 

informação da tabela 5.3.  
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Tabela 5.3. Parâmetros utilizados nos AGs. 

Parâmetro Valores 

População Inicial 1000 indivíduos 

Número de Gerações 40 gerações 

Seleção Método do torneio com K=3 

Crossover Cruzamento de um ponto 

Taxa de Crossover 85% 

Taxa de Mutação 0.1% 

 

As simulações foram realizadas com o objetivo de avaliar cenários de previsões 

para o ano de 2006 e como esses cenários impactavam nos valores de consumos do ano 

de 2005. Deste modo, foram levadas em consideração análises de aumento do consumo 

normal previsto para 2006 (cenários otimistas) e análises de diminuição da previsão 

desse consumo (cenários pessimistas), ambos de acordo com as taxas de 1.5%, 3.0% e 

4.5% para crescimento e diminuição. 

 Cada indivíduo do AG é representado por 12 valores que fazem referência aos 

consumos dos meses de janeiro a dezembro do ano de 2005. A função de aptidão do 

AG, que avalia a qualidade dos indivíduos, é representada pela previsão de consumo 

para o ano de 2006 realizada pelo módulo previsor (via RNA) tendo como informação 

de entrada o próprio indivíduo (valores de consumo para 2005). Deste modo, levando-se 

em consideração as metas de aumento para o consumo de 2006, de acordo com as taxas 

1.5%, 3.0% e 4.5%, respectivamente meta1, meta2 e meta3, ver figura 5.11, procurou-se 

encontrar valores de consumos para os meses de janeiro a dezembro de 2005 que 

satisfizessem tais metas de aumento para o ano de 2006, ver figura 5.12. O objetivo 

dessa análise foi avaliar o quanto um possível aumento do consumo para o ano de 2006 

poderia modificar os consumos esperados para 2005. 
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Figura 5.11. Valores das metas de aumento do consumo para 2006. 

No gráfico da figura 5.11 é mostrado a curva de consumo previsto para os meses 

de janeiro a dezembro de 2006 (previsão normal) e os valores de consumo previsto para 

2006 encontrados pelo AG, de acordo com as metas de crescimento analisadas. É 

importante notar neste gráfico que esses valores de previsão para 2006 encontrados pelo 

AG, implicaram em alterações dos consumos previstos para os meses de janeiro a 

dezembro de 2005, como pode ser visto na figura 5.12.  

Em seguida, foram executadas as mesmas buscas realizadas e mostradas na 

figura 5.11, mas desta vez tendo como alvo os consumos dos meses de julho a 

dezembro de 2005, pois os consumos de janeiro a junho ficaram constantes e 

representados pelos consumos históricos (valores realizados para o ano de 2005) desses 

meses. A idéia desta análise era avaliar, dado que já foram realizados os consumos de 

janeiro a junho de 2005, o impacto que possíveis aumentos no consumo do ano de 2006 

poderiam acarretar nos valores dos consumos dos meses de julho a dezembro de 2005, o 

que pode ser visto nas figuras 5.13 e 5.14, respectivamente. 
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Figura 5.12. Valores dos cenários de consumos para janeiro a dezembro de 2005. 

 

Na figura 5.13, pode-se notar que os valores de consumo de 2006 para as metas 

2 e 3 foram os mesmos, pois somente com as alterações permitidas para os meses de 

julho a dezembro de 2005 não é possível encontrar um aumento do consumo de 2006 

que satisfaça a meta de aumento 3 (em torno de 4.5%). 

 

Figura 5.13. Valores das metas de aumento do consumo para 2006, caso 2 
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Continuando a demonstração do modelo proposto, foi realizada uma nova busca 

das previsões de energia elétrica, tendo como objetivo agora a diminuição do valor de 

consumo normal previsto para o ano de 2006 de acordo com as taxas -1.5%, -3.0% e -

4.5%, respectivamente sendo representadas pela meta1, meta2 e meta3. Como na 

análise anterior, primeiramente foram analisados os casos cujos cenários foram 

compostos pelos valores de consumos de janeiro a dezembro de 2005, ver figuras 5.15 e 

5.16. 

 

Figura 5.14. Valores dos cenários de consumos para julho a dezembro de 2005. 
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Figura 5.15. Valores das metas de diminuição do consumo para 2006, caso 3 

 

No gráfico da figura 5.15 é mostrado a curva de consumo previsto para os meses 

de janeiro a dezembro de 2006 (previsão normal) e os valores de consumo previsto para 

2006 encontrados pelo AG, de acordo com as metas de diminuição analisadas. Como 

nos casos das metas de aumento do valor previsto de consumo para o ano de 2006, nos 

casos de diminuição da previsão para 2006 encontrados pelo AG, também implicaram 

em alterações dos consumos previstos para os meses de janeiro a dezembro de 2005, 

como pode ser visto na figura 5.16.  
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Figura 5.16. Valores dos cenários de consumos para janeiro a dezembro de 2005 

Também foram realizadas simulações com as metas de diminuição do consumo 

de 2006 utilizando como alvo para as buscas do AG, os cenários formados pelos meses 

de julho a dezembro de 2005, ver figuras 5.17 e 5.18. 

A figura 5.17, mostra também que tendo como possibilidade somente a alteração 

dos meses de julho a dezembros de 2005 não é possível atingir a meta de diminuição 3 

para a previsão de consumo do ano de 2006. 
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Figura 5.17. Valores das metas de diminuição do consumo para 2006, caso 4 

 

 

Figura 5.18. Valores dos cenários de consumos para julho a dezembro de 2005 

 

Partindo de previsões normais, realizadas somente com as RNAs, o módulo 

gerador de cenários baseado em AGs pôde realizar buscas pelos cenários que melhor 

representassem as condições indicadas pelos especialistas, com o objetivo de analisar o 

comportamento da série temporal sob um ângulo de possibilidades de crescimento e 
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diminuição do consumo de energia elétrica previsto para o ano de 2006 e como essa 

alteração no consumo previsto impactaria sobre o consumo dos meses de janeiro a 

dezembro de 2005. As informações obtidas com os cenários gerados servem para 

melhorar o processo de comercialização de energia, sendo determinantes para o êxito 

nos processos de compra e venda de energia. 

 

5.6. Considerações Finais 

Neste capítulo, foi apresentado a aplicação do framework proposto nesta tese em 

um problema de previsão de consumo de energia da CELPA. Após uma introdução 

sobre a contextualização da estratégia proposta na solução do problema de aplicação, foi 

apresentado uma breve abordagem sobre a dinâmica do atual mercado de energia 

brasileiro, evidenciando ainda mais a importância de pesquisas de novas ferramentas e 

metodologias que consigam melhorar o poder preditivo das empresas distribuidoras de 

energia elétrica no processo de compra da energia oferecida aos seus clientes. Em 

seguida, foram apresentados os resultados de previsão obtidos com o framework e a 

geração dos cenários de oscilação do consumo previsto para os anos de 2005 e 2006. 

Outro ponto importante a ser evidenciado neste capítulo, é que o framework 

proposto, embora tenha sido analisada sob o domínio dos dados históricos da CELPA, 

também pode ser aplicada para outras empresas do setor elétrico brasileiro, ver anexo A. 

Além disso, o foco da aplicação não está amarrado aos problemas de previsão de 

consumo de energia elétrica, sendo factível a qualquer problema de previsão de séries 

temporais que tenha uma base histórica dos valores a serem previstos.  
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6. Conclusões e Trabalhos Futuros 

  

No atual modelo brasileiro de comercialização de energia elétrica por parte das 

concessionárias, o planejamento das ações de compra e venda de energia é um ponto 

chave no processo de tomada de decisão dessas e à sua própria sobrevivência como 

empresa, pois esse mercado está exposto a grandes variações de formação de preço, 

oferta e demanda de consumo de energia elétrica. Assim, as concessionárias devem ser 

capazes de otimizar as relações de preços apresentadas pelos fornecedores do Brasil, 

com base na compra de energia futura de acordo com suas reais necessidades, o que 

pode levar a uma economia financeira substancial em função da diminuição da 

diferença entre a quantidade de energia comprada e consumida, ampliando o seu 

potencial competitivo no mercado. 

 Neste contexto, este trabalho apresentou a proposta original de um framework 

baseado em sistemas híbridos inteligentes capaz de não somente realizar o processo de 

previsão de energia elétrica como também modelar uma solução de geração de cenários 

de consumos de forma a prover subsídios aos especialistas do domínio para que eles 

pudessem analisar as previsões com base em informações fora do escopo do histórico de 

consumo de energia armazenado na empresa. Com isso, estes especialistas podem 

simular o impacto de fatores externos ao consumo ou até mesmo a entrada ou saída de 

grandes consumidores do portfólio da empresa.  

 No processo de modelagem do framework para a aplicação de previsão de séries 

temporais, três pontos fundamentais são abordados na construção da solução. O 

primeiro ponto é a definição dos cenários, que envolve além do pré-processamento da 

base de dados histórica a definição das informações que serão utilizadas como entrada 

para o processo de previsão e quais serão as saídas deste processo, como também a 

forma como o processo de busca irá trabalhar para gerar os cenários alvos da análise. 

 O segundo ponto é responsável por realizar a previsão da série temporal e 

envolve a seleção e modelagem da técnica de previsão, que pode ser resultado de um 

processo de simulação para que possa se determinar qual ou quais as melhores técnicas 

de previsão mais adequadas para a previsão da série temporal em análise. Nas análises 
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realizadas nesta tese, a técnica empregada neste processo foi a RNA, com base nas 

justificativas abordadas no capítulo 2. 

O terceiro ponto envolve a seleção e modelagem da técnica de otimização 

empregada na geração dos cenários de previsão. Neste tópico, o framework 

desenvolvido também poderá empregar diversas técnicas de otimização e busca, porém 

a técnica utilizada nas análises desta tese foi a dos AGs, em parte por se tratar de uma 

técnica que possui um alto grau de acoplamento com as RNAs, como visto no capítulo 

3, e em parte pelo desenvolvimento de uma inovadora proposta de utilização das 

técnicas de AGs e RNAs, através da união dessas em um sistema híbrido 

intercomunicativo, onde as RNAs servem como função de aptidão para os AGs. 

As contribuições deste trabalho podem ser caracterizadas em três aspectos: o 

primeiro, relacionado ao aperfeiçoamento das técnicas de previsão do consumo de 

energia elétrica, fornecendo assim ferramentas vantajosas de suporte à decisão aos 

especialistas do setor elétrico. O segundo, relacionado com a aplicação de técnicas 

provenientes da IA empregadas ao processo de previsão de séries temporais. Para 

finalizar, o terceiro aspecto está relacionado às contribuições inerentes ao processo de 

construção de um trabalho científico desta natureza. 

Tomando-se como base o primeiro aspecto, são enumeradas as seguintes 

contribuições desta tese:  

• A partir da proposta desenvolvida, é possível gerar cenários de previsões de 

consumo de energia de forma a contribuir diretamente para a qualidade da 

informação gerada pelo processo de previsão, melhorando assim os 

resultados obtidos pelas empresas nas suas projeções do consumo;  

• O modelo proposto pode fornecer um arcabouço para os usuários de níveis 

decisórios das concessionárias de energia elaborarem planos de 

contingências, e mesmo adequações da previsão de consumo, quando 

identificadas situações adversas do domínio de aplicação que possam afetar 

o comportamento da curva de consumo e assim possam estabelecer 

contratos mais vantajosos no mercado futuro de energia; 

• Definição de estratégias que possam melhorar o desempenho do processo de 

previsão de consumo de energia elétrica em oposição aos modelos de 

previsão de consumo baseados em técnicas estatísticas utilizados pelas 
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empresas distribuidoras de energia da Amazônia, como é o caso da CELPA, 

que demonstram ser muito ineficazes em lidar com a dinâmica do sistema 

elétrico da região em questão, que possui características diferenciadas do 

resto do país e está em constante expansão;  

• A utilização de técnicas de geração de cenários futuros no problema de 

previsão do consumo de energia elétrica, possibilita incrementar a fase de 

pré-processamento e modelagem dos dados históricos de forma a enriquecer 

a informação repassada às técnicas de predição, melhorando assim o 

desempenho dessas técnicas; 

• Prover um efetivo referencial de análise para pautar decisões relacionadas 

ao processo de comercialização de energia, onde previsões de consumo de 

energia baseado em análise de cenários possam apoiar essas previsões, 

determinantes para o êxito nos processos de compra e venda de energia; 

 

Com relação às contribuições sobre as técnicas inteligentes empregadas no 

processo de previsão, é possível citar as seguintes: 

• Proposta de desenvolvimento de um framework que utilize ao máximo as 

potencialidades das técnicas de previsão com as técnicas de otimização em 

um sistema híbrido intercomunicativo para a geração de cenários futuros 

que possam mostrar, além das previsões normais com base nos valores 

históricos, percursos alternativos das curvas das séries temporais analisadas; 

• Desenvolvimento de um novo modelo de integração entre RNAs e AGs para 

a construção de um SHI que aproveite bem as vantagens de cada uma dessas 

técnicas, como as descritas no capítulo 2 desta tese; 

• Construção modular de SHI neurogenético para aplicação em séries 

temporais. Nessa proposta, o sistema híbrido é baseado em dois módulos 

distintos, um módulo previsor baseado em RNAs, modelado e treinado na 

fase inicial de construção do sistema híbrido, e um módulo gerador de 

cenários baseado em AGs, que realiza a exploração do espaço de previsão 

da série temporal com base no módulo previsor; 
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• Previsão de séries temporais com a utilização de um framework baseado em 

sistemas híbridos inteligentes capazes subsidiar os especialistas do domínio 

quanto à possibilidade de, antecipadamente, poder analisar os cenários 

capazes de mostrar tendências de comportamento da série baseada em 

alterações dos valores atuais (cenários exploratórios) ou os cenários capazes 

de mostrar quais comportamentos da série poderiam levar ao alcance de um 

determinado estado pré-estabelecido (cenários antecipatórios); 

• Análise de séries temporais através da geração de cenários futuros para os 

quais a série temporal possa convergir caso ocorra algum fator externo, ou 

mesmo a identificação de tendências, melhorando assim a qualidade da 

informação analisada. Essas análises podem ser utilizadas como fonte de 

informações para que os especialistas possam conduzir estratégias ou 

medidas de contingências nos processos de tomadas de decisões; 

Para referenciar as contribuições inerentes ao processo de consecução de um 

projeto científico desta natureza, podem ser destacadas: 

• Divulgação dos estudos realizados neste trabalho, junto às comunidades 

nacional e internacional, por meio da publicação de artigos em congressos e 

periódicos, o que corrobora a importância e contribuições das investigações 

realizadas. No Anexo I, são apresentadas as publicações realizadas no 

decorrer do desenvolvimento da tese e que possuem relação com as 

pesquisas que alicerçaram a mesma. 

• Elaboração do documento de tese para disponibilização acadêmica dos 

estudos, métodos e aplicação desenvolvidos, bem como dos resultados 

obtidos. 

• Desenvolvimento de pesquisas na área de sistemas inteligentes de suporte à 

decisão, a partir de estudos como os que fundamentam essa tese, e que em 

parte foram aplicados nas soluções propostas nos projetos Predict I e II. Os 

resultados acadêmico-científicos dessas investigações e projetos encorajam 

o fortalecimento da massa crítica local com vistas à consolidação de um 

grupo de pesquisa especializada em Suporte à Decisão para o Setor Elétrico. 
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A partir das contribuições aqui identificadas e pela própria natureza do processo 

de construção de um trabalho científico, há sempre margem para desdobramentos dos 

estudos executados, aprimoramentos e aplicações que transcendem ao escopo das 

investigações realizadas. Por essas razões, alguns temas podem ser apontados como 

sugestões de trabalhos futuros às pesquisas que fundamentam esta tese, os quais são 

pontuados a seguir. 

Como há um interesse intrínseco do grupo do LPRAD/UFPA por aplicações de 

sistemas de suporte à decisão no setor elétrico e em outras  áreas de aplicações, algumas 

novas aplicações podem ser realizadas, via estratégia de aplicação da framework 

proposta para a geração de cenários, compondo um possível conjunto de Trabalhos 

Futuros derivados desta Tese: 

• Analisar cenários, considerando outras classes de consumidores da 

CELPA, além de programas para atendimento das outras empresas que compõem o 

grupo Rede Energia; 

• Analisar cenários, considerando outras modelagens dos dados que 

compõem a configuração dos cenários, como por exemplo, utilizar 12 valores quaisquer 

de consumos em contrapartida aos 12 valores de consumos representando os meses de 

janeiro a dezembro; 

• Analisar cenários, considerando a inclusão de outras variáveis que 

estabeleçam algum tipo de correlação com o consumo de energia, como por exemplo 

investimento; 

• Investigação de outros modelos de RNAs mais adequados ao problema 

de previsão de séries temporais; 

• Investigação de outros métodos de previsão de modo a compará-los em 

termos de desempenho e precisão com as RNAs utilizadas neste trabalho; 

• Investigação de outros métodos de otimização de modo a compará-los 

em termos de desempenho e precisão com os AGs utilizados no processo de geração de 

cenários deste trabalho; 

As sugestões propostas de trabalho futuro podem, evidentemente, ser 

combinadas, de tal sorte que seja possível utilizar os desdobramentos da estratégia 
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desenvolvida em aplicações no setor elétrico distintas das que foram apresentadas aqui, 

bem como em outros domínios de aplicação. 
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ANEXO A – RESULTADOS DAS SIMULAÇÃO PARA A CEMAT 

 

Para ilustrar a aplicação do framework proposto na previsão de consumo de outra 

empresa distribuidora de energia elétrica, este anexo mostra os resultados das 

simulações  tendo como fonte de dados a série de consumo total de energia elétrica de 

outra empresa do Grupo Rede Energia, a CEMAT. 

 A série de dados utilizada neste anexo, é referente ao consumo total de energia 

elétrica para todo o estado do Mato Grosso. O estudo realizado se valeu do histórico de 

dados disponíveis de energia requerida no período de janeiro de 1991 a dezembro de 

2006, ver figura A1. 

 

 

Figura A1. Histórico do consumo de energia de 1991 a 2006. 

 Seguindo a mesma metodologia empregada no estudo de caso da 

CELPA, os dados históricos de consumo de energia foram divididos em doze séries 

temporais, uma para cada mês. Nas simulações realizadas com a regressão múltipla, foi 

aplicada a regressão utilizando apenas os valores referentes ao intervalo de janeiro de 

1991 até dezembro de 2004, realizando com base nos mesmos uma estimação dos 

valores para o ano de 2005 e 2006 (Figura A2). Na previsão de consumo para o ano de 

2005 os erros MAPE e MSE foram 4.94% e 1.75x10-3 , respectivamente. Para o ano de 

2006 os erros MAPE e MSE obtidos foram 5.26% e 1.88x10-3, respectivamente. Como 

ocorreu no estudo de caso da CELPA, uma segunda projeção do consumo foi realizada, 

levando-se em consideração a previsão para os anos de 2006 a 2008 (figura A3). 
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Figura A2. Valores reais e estimados de Jan/05 a Dez/06 do consumo de energia, via modelo 

de regressão. 

 

 

Figura A3. Valores previstos de consumo, utilizando modelo de regressão, para os anos de 

2006 a 2008. 

Para as redes MLP, foram utilizados como conjunto de treino os valores dos 

dados históricos referentes ao intervalo de 1991 até 2004 e para os conjuntos de teste os 

dados referentes a 2005. Após o processo de treinamento, para a rede que obteve o 

melhor desempenho foi realizada a estimação dos valores de consumo para os anos de 

2005 e 2006 (Figura A4). Os erros MAPE e MSE podem ser visualizados na tabela A1. 
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Figura A4. Valores reais e estimados de Jan/05 a Dez/06 do consumo de energia, via modelo 

MLP. 

 

Tabela A1. Desempenho da rede MLP para a Previsão dos anos de 2005 e 2006. 

Erro MLP Selecionada Média Desvio Padrão 

MAPE 2005 3.79x10-4 % 4.99x10-4 % 1.39x10-4 

MAPE 2006 3.63 % 3.94 % 0.24 

MSE 2005 1.1x10-11 2.56x10-11 1.66x10-11 

MSE 2006 1.04x10-3 1.17x10-3 1.39x10-4 

 

Com o objetivo de avaliar o poder preditivo das redes em previsões acima de 01 

ano o modelo de rede neural foi novamente aplicado, agora tendo como conjuntos de 

treino os valores dos dados históricos referentes ao intervalo de 1991 até 2005 e para os 

conjuntos de teste os dados referentes a 2006. A estimação dos valores de consumo foi 

então realizada para os anos de 2006, 2007 e 2008 (Figura A5) . 

Após as simulações com a técnica de regressão linear e as RNAs, foram 

realizadas as simulações com as redes MLP sendo modeladas através das técnicas de 

cenários e treinadas utilizando como conjunto de treino os valores dos dados históricos 

referentes ao intervalo de 1991 até 2004 e para o conjunto de teste os dados referentes a 

2005. Após o processo de treinamento, para a rede que obteve o melhor desempenho foi 

realizada a estimação dos valores de consumo para os anos de 2005 e 2006 (Figura A6). 

Os valores dos erros MAPE e MSE podem ser visualizados na tabela A2. 
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Figura A5. Valores previstos de consumo, empregando-se RNA, para os anos de 2006 a 2008. 

 

 

Figura A6. Valores previstos de consumo, utilizando RNA modelada por meio de cenários, para 

os anos de 2005 e 2006. 

Seguindo a mesma metodologia das simulações realizadas anteriormente, as 

redes MLP modeladas através das técnicas de cenários, foram treinadas com os dados 

históricos dos anos de 1991 à 2005 e testadas com os dados de 2006. Com o intuito de 

avaliar o poder de generalização da referida rede, foi realizada a estimação dos valores 

de consumo para os anos de 2006, 2007 e 2008 (Figura A7). 
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Tabela A.2. Desempenho da rede MLP/Cenário para a Previsão dos anos de 2005 e 2006. 

Erro MLP Selecionada Média Desvio Padrão 

MAPE 2005 1.31% 1.44 % 0.17 

MAPE 2006 3.96 % 4.36 % 0.45 

MSE 2005 1.55x10-4 1.9x10-4 5.70x10-5 

MSE 2006 9.62x10-4 1.24x10-3 2.08x10-4 

 

 

Figura A7. Valores previstos de consumo, utilizando RNA modelada por meio de cenários, para 

os anos de 2006 a 2008. 

 Na tabela A3, é mostrado um resumo dos melhores desempenhos para as 

técnicas de previsão utilizadas nos estudo de caso da empresa CEMAT. Os resultados 

mostraram que as soluções baseadas em RNAs apresentaram melhores desempenhos 

para o problema de previsão de consumo da empresa CEMAT, quando comparados com 

o desempenho da regressão linear. 

Tabela A.3. Desempenho da rede MLP/Cenário para a Previsão dos anos de 2005 e 2006. 

Erro Regressão Linear MLPs 

Selecionadas 

MLP/Cenário 

Selecionada 

MAPE 2005 4.94% 3.79x10-4 % 1.31% 

MAPE 2006 5.26 % 3.63 % 3.96 % 

MSE 2005 1.75x10-3 1.1x10-11 1.55x10-4 



 112

MSE 2006 1.88x10-3 1.04x10-3 9.62x10-4 

 

A.1. Geração dos Cenários de Previsão 

Utilizando a mesma metodologia empregada para a geração de cenários de previsões 

utilizada no estudo de caso da CELPA, foi selecionado o ano de 2006 como alvo para se 

gerar os cenários de consumo de energia da empresa CEMAT.  

Novamente, neste estudo de caso também as simulações foram realizadas com o 

objetivo de avaliar cenários de previsões para o ano de 2006 e como esses cenários 

impactavam nos valores de consumos do ano de 2005. Deste modo, foram levadas em 

consideração análises de aumento do consumo normal previsto para 2006 (cenários 

otimistas) e análises de diminuição da previsão desse consumo (cenários pessimistas), 

ambos de acordo com as taxas de 1.5%, 3.0% e 4.5% para crescimento e diminuição. 

Deste modo, levando-se em consideração as metas de aumento para o consumo 

de 2006, de acordo com as taxas 1.5%, 3.0% e 4.5%, respectivamente meta1, meta2 e 

meta3, ver figura A8, procurou-se encontrar valores de consumos para os meses de 

janeiro a dezembro de 2005 que satisfizessem tais metas de aumento para o ano de 

2006, ver figura A9. O objetivo dessa análise foi avaliar o quanto um possível aumento 

do consumo para o ano de 2006 poderia modificar os consumos esperados para 2005. 

 

 

Figura A8. Valores das metas de aumento do consumo para 2006. 
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No gráfico da figura A8 é mostrado a curva de consumo previsto para os meses 

de janeiro a dezembro de 2006 (previsão normal) e os valores de consumo previsto para 

2006 encontrados pelo AG, de acordo com as metas de crescimento analisadas. É 

importante notar neste gráfico que esses valores de previsão para 2006 encontrados pelo 

AG, implicaram em alterações dos consumos previstos para os meses de janeiro a 

dezembro de 2005, como pode ser visto na figura A9.  

 

Figura A9. Valores dos cenários de consumos para janeiro a dezembro de 2005. 

 

Em seguida, foram executadas as mesmas buscas realizadas e mostradas na 

figura A8, mas desta vez tendo como alvo os consumos dos meses de julho a dezembro 

de 2005, pois os consumos de janeiro a junho ficaram constantes e representados pelos 

consumos históricos (valores realizados para o ano de 2005) desses meses. A idéia desta 

análise era avaliar, dado que já foram realizados os consumos de janeiro a junho de 

2005, o impacto que possíveis aumentos no consumo do ano de 2006 poderiam acarretar 

nos valores dos consumos dos meses de julho a dezembro de 2005, o que pode ser visto 

nas figuras A10 e A11, respectivamente. 
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Figura A10. Valores das metas de aumento do consumo para 2006, caso 2 

Na figura A10, pode-se notar que os valores de consumo de 2006 para as metas 

1, 2 e 3 foram os mesmos, pois somente com as alterações permitidas para os meses de 

julho a dezembro de 2005 não é possível encontrar um aumento do consumo de 2006 

que satisfaça as metas de aumento de 3.0% e de 4.5%. 

 

 

Figura A11. Valores dos cenários de consumos para julho a dezembro de 2005. 

Além das buscas por cenários otimistas (aumento do consumo normal), também 

foram realizadas buscas das previsões de energia elétrica, tendo como objetivo agora a 

diminuição do valor de consumo normal previsto para o ano de 2006 de acordo com as 

taxas -1.5%, -3.0% e -4.5%, respectivamente sendo representadas pela meta1, meta2 e 
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meta3. Como na análise anterior, primeiramente foram analisados os casos cujos 

cenários foram compostos pelos valores de consumos de janeiro a dezembro de 2005, 

ver figuras A12 e A13. 

 

 

Figura A12. Valores das metas de diminuição do consumo para 2006, caso 3 

 

 

Figura A13. Valores dos cenários de consumos para janeiro a dezembro de 2005 

 

No gráfico da figura A12 é mostrado a curva de consumo previsto para os meses 

de janeiro a dezembro de 2006 (previsão normal) e os valores de consumo previsto para 

2006 encontrados pelo AG, de acordo com as metas de diminuição analisadas. Como 

nos casos das metas de aumento do valor previsto de consumo para o ano de 2006, nos 
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casos de diminuição da previsão para 2006 encontrados pelo AG, também implicaram 

em alterações dos consumos previstos para os meses de janeiro a dezembro de 2005, 

como pode ser visto na figura A13.  

Também foram realizadas simulações com as metas de diminuição do consumo 

de 2006 utilizando como alvo para as buscas do AG, os cenários formados pelos meses 

de julho a dezembro de 2005, ver figuras A14 e A15. 

A figura A14, mostra também que tendo como possibilidade somente a alteração 

dos meses de julho a dezembros de 2005 não é possível atingir a meta de diminuição 3 

(aproximadamente -4.5%) para a previsão de consumo do ano de 2006. 

 

 

Figura A14. Valores das metas de diminuição do consumo para 2006, caso 4 
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Figura A15. Valores dos cenários de consumos para julho a dezembro de 2005 

 

Partindo de previsões normais, realizadas somente com as RNAs, o módulo 

gerador de cenários baseado em AGs pôde realizar buscas pelos cenários que melhor 

representassem as condições indicadas pelos especialistas, com o objetivo de analisar o 

comportamento da série temporal sob um ângulo de possibilidades de crescimento e 

diminuição do consumo de energia elétrica previsto para o ano de 2006 e como essa 

alteração no consumo previsto impactaria sobre o consumo dos meses de janeiro a 

dezembro de 2005. As informações obtidas com os cenários gerados servem para 

melhorar o processo de comercialização de energia, sendo determinantes para o êxito 

nos processos de compra e venda de energia. 
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