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RESUMO

A estimativa do comportamento futuro dos niveis de uma bacia hidrogréfica é
fundamental para a elaboracdo do plano de gerenciamento dos seus recursos
hidricos. O objetivo desta pesquisa foi modelar a relacéo entre chuva e nivel atraves
de uma técnica conhecida por redes neurais artificiais (RNA). As RNA sdo modelos
empiricos com funcionamento semelhante ao funcionamento do cérebro humano.
Nesta pesquisa foi avaliada a capacidade das RNA modelarem o processo chuva-
nivel em base diario. Foi considerado durante o treinamento das RNA as influéncias
da arquitetura da rede, da inicializacdo dos pesos e da extensao das séries de dados.
As cinco RNA que produziram os melhores resultados foram confrontados com 0s
resultados observados. Os resultados foram muito satisfatorios. Findando em um

sistema de alerta de seca e cheia em ltaituba/Pa.

Palavras-chave: Previsdo Hidroldégica. Modelagem Hidroldégica. Redes Neurais

Avrtificiais. Sistema de Alerta. Amazonia.



ABSTRACT

The estimation of the future behavior of the levels of a river basin is
fundamental for the elaboration of the plan of management of its water resources. The
objective of this research was to model the relationship between rainfall and level
through a technique known as artificial neural networks (RNA). RNAs are empirical
models with functions similar to the functioning of the human brain. In this research,
the ability of RNA to model the rain-level process on a daily basis was evaluated.
Influences of network architecture, initialization of weights, and extension of data series
were considered during RNA training. The five RNAs that produced the best results
were confronted with the observed results. The results were very satisfactory. Finding
in a dry and full alert system in Itaituba-Pa.

Key words: Hydrological Forecasts. Hydrologic Modelling. Artificial Neural Networks.

Alert System. Amazon.
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1 INTRODUCAO

A previsdo de nivel de um sistema hidrico € de grande importancia em todo
mundo, principalmente na regido Amazbnica que possui a mais extensa rede
hidrogréafica do planeta, com 25.000 quildmetros de rios (ANA, 2011), que sdo usados
para transporte de pessoas e mercadorias, irrigacao, fornecimento de agua, turismo,
geracdo de energia elétrica, além de servir de subsisténcia para as comunidades

ribeirinhas.

Sendo assim, para reduzir os impactos provenientes da incerteza da previséo
hidrolégica e que na Amaz6nia muita das vezes podem chegar a niveis catastroficos,
diversos métodos de mensuracéo de vazado vém sendo utilizados, como por exemplo:
por meio de régua, plataforma de coleta de dados (PCD). No entanto, estes métodos
podem conter erros de leitura ou de processamento, devido a isso muitos trabalhos
como o de (OLIVEIRA; MONTINI; BERGMANN, 2007), entre outros citados neste
trabalho, estdo utilizando a informacdo da precipitacdo que ocorreu em uma
determinada bacia ou a concatenacéo de diversas bacias. Dessa forma, as evolucdes
no conhecimento da previsao de vazdes vém contribuindo para que o governo tenha
mais controle sobre o ciclo hidrolgico para tomada de decisdo (FERNANDEZ BOU;
SA; CATALDI, 2015).

Na previsdo usa-se modelos hidrolégicos que podem ser definidos por meio
da Inteligéncia computacional que consistem em um aglomerado de metodologias
computacionais inspirada na observacdo da natureza, como Algoritmos Genéticos,
Colbnia de Formiga, Ldgica Fuzzy, Redes Neurais Artificiais (RNA). Essas técnicas
computacionais resolvem problemas de modelagem de sistemas nao-lineares. A RNA
€ uma estrutura mateméatica nao-linear que é capaz de representar processos nao-
lineares que relacionam entradas e saidas de um sistema (HAYKIN, 2001). Elas
permitem modelar processos que envolvem séries temporais de sinais de entrada e
saida que apresentem algum teor de complexidade em muitos campos da pesquisa e
do desenvolvimento cientifico (VEMURI, 1994). Desta forma, o sucesso das RNA em

muitos campos da ciéncia e da engenharia surgiu a aplicabilidade na hidrologia.

Assim, o principal atrativo de utilizar a RNA em qualquer area da ciéncia é a

capacidade que ela possui de aprender com exemplos e de generalizar informacdes.
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A generalizacao, por sua vez, esta relacionada com a capacidade da rede aprender
por meio de um conjunto de dados a partir de experiéncias e ulteriormente dar
resposta correta para dados ndo conhecidos, € uma demonstracdo de que a
capacidade da RNA vai muito além de mapear relacéo de entradas e saidas. Elas séo

capazes de extrair informacdes nao relacionadas de forma explicita no sistema.

Com isto, o problema desta pesquisa consiste em definir quais sdo os
parametros de uma RNA que possa predizer o nivel da bacia do Rio Tapajos utilizando

como entrada dados de precipitacédo da regiao.
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2 OBJETIVOS

2.1 Objetivo geral

Criar um sistema de alerta hidrologico a partir da analise do processamento
de dados de precipitacdo utilizando Redes Neurais Artificiais no municipio de
Itaituba/Pa.

2.2  Objetivos especificos

Os obijetivos especificos do trabalho sao:

a) Caracterizar a bacia hidrogréfica;

b) Desenvolver um modelo Chuva-Nivel baseado em RNA.
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3 REFERENCIAL TEORICO

A proposta abordada no presente trabalho surge no sentido também de
atender a linha de pesquisa do curso de mestrado em questdo e as necessidades
ligadas a Minimizacdo de Riscos e Mitigacdo de Desastres Naturais na Amazonia,
com sua aplicacéo na pratica, assim se faz importante uma abordagem mesmo que
sucinta de termos condizentes com o0s desastres naturais, como gestao,

planejamento, gerenciamento e principalmente monitoramento.

3.1 Redes neurais artificiais

O cérebro humano funciona de forma complexa, néo linear e paralela, na qual
aproximadamente 100 bilhdes de neurdnios estédo sempre recebendo e processando
informagdes do meio externo, tornando-se aptos a tomar decisdes (LENT, 2010).

A partir do ponto de vista conceitual, o cérebro humano, como um modelo de
dispositivo de computacao paralela, surge a base para o estudo de RNA, formada por
neurdnios e um conjunto de conexdes entre eles, em que o funcionamento se baseia
na aquisicdo de conhecimento, aprendizado e tomada de decisdo baseada nessa
aprendizagem (ZILOUCHIAN; JAMSHIDI, 2001).

A abordagem das RNA consiste em apreender os principios basicos de
manipulacdo de informacdo do cérebro humano e pdr esse conhecimento na
resolucdo de problemas que exigem aprendizado a partir de experiéncia (BEALE;
JACKSON, 1990).

O primeiro modelo de neurénio artificial foi apresentado por McCulloch e Pitts
(MCCULLOCH; PITTS, 1943), onde consiste em um modelo matematica com n
terminais de entradas (que representam os dendritos) e apenas um terminal de saida

y (representado pelo ax6nio).

Este modelo, apresentado na Figura 1, elucida o funcionamento do neurénio
com um circuito binario. Para imitar o comportamento das sinapses, 0s neurdnios
possuem pesos acoplados os quais podem ser positivos ou negativos, de formar
similar ao complexo modelo neural, dependendo das sinapses correspondentes

serem inibitorias ou excitatorias.
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Figura 1- Neurdnio de McCulloch e Pitts.

Fonte: Adaptado de (MCCULLOCH; PITTS, 1943).

Em 1958, Frank Rosenblatt apresentou em seu trabalho o conceito de
aprendizado em Redes Neurais (ROSENBLATT, 1958). O modelo proposto por ele
ficou conhecido como Perceptron, era composto de rede tendo como unidades

basicas nodos MCP e de uma regra de aprendizado.

Alguns anos mais tarde, Rosenblatt demonstrou o teorema de convergéncia
do perceptron, o qual mostra que um nodo MCP treinado com o algoritmo de
aprendizado do perceptron sempre converge, caso 0 problema em questdo seja
linearmente separavel (ROSENBLATT, 1962).

A topologia original descrita por Rosenblatt (1962) era composta por unidades
de entrada e por um nivel de saida formado pelas unidades de resposta conforme a
Figura 2.

Figura 2- Modelo Geral de Neurdnio Artificial.

Bias

() |™
{ X2 o) Saida
Sinais de Vv Yk

Entrada
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Juncio o
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=
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\ 2

Pesos
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Fonte: Adaptado de Haykin (2001).
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Os principais componentes identificados neste modelo séo:

* Um conjunto de conexdes sinapticas, cada uma delas associada a um
peso sinaptico (Wki, Wk2, ..., Wkm);

* A jungcdo somadora (), que soma todos os sinais de entrada
multiplicados pelos respectivos pesos;

» Afuncéao de ativacao (¢(.)), geralmente nao-linear, tem como argumento
a soma ponderada dos sinais de entrada. Esta funcéo limita a amplitude de
saida do neurdnio no intervalo normalizado de [0,1] ou [-1,1];

* As bias (bk), tem o papel de aumentar ou diminuir a influéncia do valor
das entradas na rede.

Matematicamente, considerando o bias (bk) com entrada de valor fixo xo= +1

e peso wko=bk a saida para o k-ésimo neurdnio pode ser expressa pela Equacéo 3.1.

= {v) = f{Zw 3 (3.1)

Em que:

m — numero de entradas do neurénio k;

j=1,2,...,m

Xj — j-ésima entrada do neurdnio k;

Wk — peso atribuido a j-ésima entrada do neurdnio k;

vk — variavel de entrada (ou potencial de ativacdo) da funcao de ativacao
do neurbnio k;

yk — saida do neurdnio.

O somatério de todas as entradas ponderadas por seus respectivos pesos

sinapticos é denominado net, como pode ser observado na Equagéo 3.2.

Vi (Zwk, ,j o(net, ) (3.2)
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3.1.1 Funcao de ativagao

O modelo de cada unidade da rede pode incluir uma nao-linearidade na sua
saida. E importante enfatizar que a nao-linearidade deve ser suave, diferentemente

da funcéo sinal utilizada pelo perceptron original.

A funcéo de ativacao representa o efeito que a entrada interna e o estado
atual de ativacdo exercem na definicdo do préximo estado de ativacdo da unidade.
Quando propriedades dinamicas estao envolvidas na definicdo do estado de ativacao,
equacdes diferenciais ou a diferencas sdo empregadas. Tendo em vista a simplicidade
desejada para as unidades processadoras, geralmente define-se seu estado de
ativacdo como uma funcdo algébrica da entrada interna atual, independente de
valores passados do estado de ativagdo ou mesmo da entrada interna. Geralmente,
esta funcdo é monotonamente nao-decrescente e apresenta um tipo de nao-
linearidade associada ao efeito da saturacéo. A seguir sdo descritos alguns tipos de
funcdo de ativacdo empregados na literatura para as arquiteturas do tipo MLP
(HAYKIN, 2001).

3.1.2 Funcao linear

A funcao de ativagdo Linear mostrada graficamente na figura 3 € representada

matematicamente pela Equacao 3.3.

p(v)=av (3.3)

Em que:

a— € um nuamero real que define a saida linear para os valores de entrada,;

v — € o0 valor de ativacdo do neuroénio.
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Figura 3- Funcéo de Ativacéo Linear.

a = purelinfn)

Fonte: Adaptado de (DEMUTH; BEALE; HAGAN, 2000).

3.1.3 Func¢ao sigmoide

A funcédo Sigmoide (Equacédo 3.4) trata-se de uma funcdo monotdnica
crescente que apresenta propriedades assintéticas e de suavidade que as fazem
bastante utilizadas em RNA (HAYKIN, 2001). A Figura 4 apresenta uma funcao
Sigmoide com as saidas no intervalo [0,1].

o(v)= (3.4)

Em que,

a— é o parametro de inclinacao da funcao;

v — € o valor de ativacdo do neurénio.
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Figura 4- Funcao de Ativacdo Sigmoide.
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Fonte: Adaptado de (DEMUTH; BEALE; HAGAN, 2000).

3.1.4 Funcao tangente hiperbdlica

Em muitas aplicacdes é interessante que a saida da funcdo sigmoidal esteja
entre [-1, 1]. Nestes casos utiliza-se a funcdo tangente hiperbdlica, Figura 5,

representada matematicamente pela Equacéo 3.5.

1_ e—av
( ) 1+el)

(3.5)
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Figura 5- Funcéo de Ativacdo Tangente Hiperbdlica.
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Fonte: Adaptado de Demuth, Beagle e Hagan (2000).

3.2 Algoritmo de aprendizado

Um dos principais atrativos que as RNA possuem € a capacidade de aprender

por exemplos e fazer interpolacdes e extrapolacdes do que aprendem.

Algoritmo de aprendizado se da a um conjunto de procedimentos bem
definidos para adaptar os parametros para que a mesma possa aprender uma
determinada funcdo. Nao ha um unico algoritmo de aprendizado, o que ha € um
conjunto de ferramentas representadas por diversos algoritmos, no qual diferem
basicamente pela maneira como os pesos sinapticos da rede séo ajustados, cada qual

com suas vantagens e desvantagens.

Diversos métodos para treinamentos foram criados, dentre eles podemos
destacar em dois paradigmas principais: aprendizado supervisionado e aprendizado
nao supervisionado (BRAGA; PONCE; TERESA, 2007).
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3.2.1 Aprendizado supervisionado

Este método € o mais comum no treinamento das RNA, sendo chamado
aprendizado supervisionado pelo fato de a entrada e saida desejadas para a rede
serem fornecidas por um supervisor (professor) externo. A Figura 6 ilustra o

mecanismo desse método.

Figura 6- Aprendizado Supervisionado

Saida

Professor

N

4-1 RNA e
Entrada
1 | Erro

Fonte: Adaptado de Braga (2007).

O processo de aprendizado supervisionado consiste em o professor indicar a
rede neural uma resposta desejada a uma determinada entrada. A rede tem sua saida
corrente (calculada) entéo é feita uma comparacdo com a saida desejada, sendo feito

ajuste nos pesos minimizando os erros a cada iteracao.

Os exemplos mais conhecidos de algoritmos de aprendizado supervisionado
sdo a regra delta e a sua generalizacao para redes de multiplas camadas, o algoritmo
backpropagation (WINDROW, B.; HOFF, 1960) e (RUMELHART; HINTON;
WILLIAMS, 1986) que serdo abordados posteriormente neste trabalho.

O célculo do erro e(t) € a diferenca entre a saida desejada d(t) e a resposta

calculada y(t) no instante t, conforme a Equacéo 3.6.

e(®) = d() - y(t) (3.6)
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Depois de calculado o erro, as correcfes dos pesos sinapticos sao realizadas pela

equacao genérica a seguir (Equacao 3.7).

wi(t + 1) = wi(t) + ne(t)x;(t) (3.7)

Em que, n é a taxa de aprendizado e x;(t) € a entrada do neurdnio i para o
tempo t. Ou seja, 0 ajuste dos pesos deve ser a proporcional ao produto do erro pelo

valor de entrada da sinapse naqguele instante de tempo.

A desvantagem do aprendizado supervisionado é que na auséncia do
professor, para informar a saida desejada, a rede ndo conseguira aprender novas

estratégias.

3.2.2 Aprendizado ndo-supervisionado

No Aprendizado N&o-Supervisionado, como 0 proprio nhome sugere, nao
possui um professor para fazer o processo de aprendizagem. Este método esta
ilustrado na Figura 7.

Nestes tipos de algoritmos, sdo repassados a rede neural apenas as entradas,
devido ndo conter os valores das saidas. Esse processo s6 é possivel quando ocorre

a redundancia dos dados de entradas, com a redundancia € possivel fazer o

reconhecimento de padrbées nos dados de entradas.

Figura 7- Aprendizado N&o-Supervisionado.

Meio Externo > RNA
Extado do Resposta
meio externo

Fonte: adaptado de Braga (2007).
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Existem varios métodos para a implementacdo do aprendizado n&o-
supervisionado sao: Modelo de Linsker, Regra de Oja, Regra de Yuille e Aprendizado
por Competicdo. Por motivo deste trabalho fazer uso de aprendizado supervisionado,
estes métodos ndo serdo detalhados.

3.3 Redes perceptron multicamadas

Conforme foi abordado na secdo anterior, as redes de uma s6 camada,
Perceptron, resolvem apenas problemas linearmente separaveis. A solucdo para
problemas nao linearmente separaveis € resolvida com a utilizacao de redes com uma
ou mais camadas intermediarias denominadas Redes Perceptron Multicamadas (MLP

do inglés Multi Layer Perceptron).

Segundo (CYBENKO, 1989), uma rede MLP com apenas uma camada
intermediaria pode implementar qualquer funcéo continua. Se forem utilizadas duas

camadas intermediarias permitird a aproximacao de qualquer funcao.

Na rede Perceptron multicamadas a permissdo da implementacdo de uma
fungcdo nao implica na garantia da implementacdo da mesma. Dependendo da
distribuicdo do conjunto de dados e das disposi¢c6es dos seus pesos, a rede pode

convergir para um minimo ou pode demorar para encontrar a solucéo desejada.

Entdo o problema passa a ser como convergir estas redes, uma possibilidade
seria dividir a rede em um conjunto de sub-redes. Uma sub-rede para cada camada
seria uma espécie de varias redes perceptron interligadas. Porém, esta solucéo iria
apenas criar varios problemas menores, geralmente esta divisdo ndo € possivel ou é

muito complicada.

Outra alternativa seria treinar a rede completa de uma vez s6, no entanto, isso
causaria outra dificuldade de como treinar as camadas intermediérias. Assim, essa
solucéo implicaria em varias perguntas: Qual seria a resposta desejada para os hodos
intermediarios? Como seriam definidos os erros? O problema passa agora a ser a
definicdo do erro dos nodos da camada intermediaria, portanto, essa outra solugao

fica inviavel.
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Para treinar as redes com mais de uma camada intermediaria utiliza-se o
meétodo baseado em gradiente descendente de (RUMELHART; HINTON; WILLIAMS,
1986). A fim de que este método possa ser empregado, a funcéo de ativagcao necessita
ser continua, diferencidvel e preferencialmente ndo decrescente, onde a funcdo de
ativacao deve informar os erros cometidos pela rede para as camadas anteriores com

maior precisao.

A inexisténcia ou desconhecimento de algoritmos de treinamento para rede
com uma ou mais camada intermediaria relatada no capitulo anterior, foi uma das

causas da reducdo das pesquisas em Redes Neurais Atrtificiais na década de 70.

A organizagdo dos neurdnios dentro das camadas e os modelos de conexdo
entre as camadas sdo chamados de arquitetura de rede (FAUSSET, 1994), sendo
essa arquitetura de fundamental importancia, uma vez que restringe o tipo de
problema que pode ser tratado pela rede (BRAGA; CARVALHO; LUDEMIR, 2000).

Conforme visto anteriormente, a rede com uma ou mais camadas
intermediarias contém neurénios intermediarios ou escondidos (neurbnios entre 0s

nés fontes e os neurdnios de saida) como pode ser observado na Figura 8.

Figura 8- Arquitetura de Rede Direta de Multiplas Camadas.

Neurdnios
= . desaida
7 '\-\\_\ u
?oi\' ) Saidas
\."\f“-'
Neurdnios
intermediarios

Fonte: Adaptado de Braga, Carvalho e Ludemir (2000).

A propagacao do sinal é unidirecional (feedforward). Porém, com adicdo de
camadas intermediarias, no qual aumenta o poder computacional permitindo a

classificacdo de padrdes nao linearmente separaveis.
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3.4 Algoritmo de retropropagacédo do erro

Existe uma grande variedade de algoritmos para treinamentos de rede MLP
(RUMELHART; HINTON; WILLIAMS, 1986), (RIEDMILLER, 1994) (PEARLMUTTER,
1992). Cada algoritmo tem sua particularidade em que, geralmente, sdo do tipo

supervisionado.

Os algoritmos de rede MLP, podem ser classificados em: estatico e dinamico.
Os estaticos variam apenas 0s seus pesos nao alterando na estrutura da rede. Os
dindmicos, por sua vez, podem tanto reduzir quanto aumentar o tamanho da rede
(nimero de camadas, numero de nodos nas camadas intermediarias e numero de

conexdoes).

O Algoritmo de retropropagacdo do erro (Backpropagation) € o mais
conhecido para treinamento (RUMELHART; HINTON; WILLIAMS, 1986). Este
algoritmo foi um dos principais responséaveis pelo ressurgimento do interesse em

Redes Neurais Artificiais.

O algoritmo backpropagation é um algoritmo supervisionado, o qual faz uso
de pares (entrada, saida desejada) para, por meio de um mecanismo de correcao de
erros, ajustar os pesos da rede. Ele consiste em realizar a retropropagacao do erro
calculando entre a saida da rede e a saida alvo com o objetivo de minimizar o erro
total da saida gerada pela rede. Através dele, o treinamento é realizado em duas

fases: uma para frente, ou forward e outro para tras, ou backward (Figura 9).

Figura 9- Fases de uma RNA Multicamadas com Algoritmo Backpropagation
Jase forward

Jase bacioward
Fonte: Adaptado de (BRAGA; CARVALHO; LUDEMIR, 2000).
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A primeira fase, um passo a frente ou forward, os dados sao iniciados na
camada c°, onde para cada camada ¢' (i>0) sdo calculadas seus sinais obtendo sinais
de saidas, estes servem como entrada para a definicdo das saidas produzidas pelos
nodos da camada c™!, por fim os dados da saidas produzidas pelos nodos da Gltima

camada sdo comparadas as saidas desejadas.

A segunda e Ultima fase, um passo para trds ou backward, consiste em
percorrer 0 caminho inverso ao anterior, 0os erros dos neurdnios de saida sao
calculados e propagados, camada a camada, na direcao contraria ao fluxo de entrada,
promovendo o ajuste dos pesos. Somente apds a alteracdo de todos os pesos da

rede, 0 processo recomeca.

O sinal do erro recebido por cada neurdnio na(s) camada(s) intermediaria(s)
corresponde apenas a uma porcao do sinal do erro total, esse valor de erro é
proporcional a contribuicdo relativa de cada neurdnio para a formacédo da saida
original. Esta é a razdo pela qual a retropropagacao do erro por meio da rede permite
0 correto ajuste dos pesos sinapticos entre todas as camadas do modelo conexionista,

pois existem pesos que nao exigem grandes ajustes.

Os pesos sinapticos (Equacao 3.8) tém seus valores atualizados da seguinte
forma (HAYKIN, 2001).

w;; (n+1)=w;(n)+Aw, (n) (3.8)
Em que,
wii (n+1) — novo peso da j-ésima sinapse do neurdnio i, em seu
passo de iteracdo (n+1);
wii (n) — antigo peso da j-ésima sinapse do neurdnio i, em seu

passo de iteracao n;

Awii (n) — corregao aplicada a cada peso wii (n).
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A correcao Aw;j (n) aplicada ao peso wiji (n) é definida pela Regra Delta (Equacéo 3.9)

como.

Dw; (n) = Ad, (n)y, (n) (3.9)
Em que,
oi (n) — gradiente local do erro para o neurénio j;
n — parametro da taxa de aprendizagem do algoritmo;

Awii (n) — correcgao aplicada ao peso wii (n);

yi (n) — saida do neurdnio i precedente ao neurénio j.

O gradiente local do erro &i (n) é determinado pela execugdo do método

Gradiente Decrescente que é dado por (Equagéo 3.10):

5;(n)=- ) =e; (', (Uj (”)) (3.10)

Em que,

o.(n) — gradiente local do erro para o neurénio j, cujo sinal negativo
indica a descida do gradiente no espaco de pesos, isto é, busca
uma direcado para a mudanga de peso que reduza o valor de ¢
(n);

¢ (n) — soma dos erros quadraticos produzidos pelos neurdnios de
saida na iteragao n;

v; (n)  — sinal de ativagdo para o neurénio j na iteragao n;

ej(n) — erro do neurdnio j na iteragéo n;

9, — derivada da funcéo de ativacao.
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Por fim, o gradiente local para a saida do neurénio j € igual ao produto do sinal

de erro ej(n) correspondente para esse neuronio pela derivada ¢'; da funcédo de

ativacao associada.

3.5 Aplicacéo de rna em recursos hidricos

As RNA surgem como uma metodologia Gtil na regionalizacdo do nivel, uma
vez que, considera aspectos diversos das sub-bacias contidas numa regido de
interesse, como: area de drenagem; comprimento do rio principal; declividade média
do rio, pluviometria, etc. Por outro lado, também, leva-se em conta a néo linearidade
do processo de transformacdo da chuva em nivel, as redes neurais, composta por
funcbes nao lineares, revelam-se numa alternativa eficaz, sendo altamente
recomendadas em estudos que envolvam relagBes complexas de entrada e saida,
tendo, por isso, alcancado bons resultados na modelagem dos processos

hidrolégicos.

A principal vantagem do uso da técnica de RNA ¢é o fato dela ndo requerer
conhecimentos explicitos da bacia, dispensando-se uma analise tedrica dos
processos implicitos do ciclo hidrolégico. No entanto, deve-se ressaltar que tal
vantagem pode, eventualmente, se reverter numa desvantagem, uma vez que, trata-
se de um modelo do tipo caixa-preta, ou seja, ndo se pode conhecer os motivos pelos
quais levaram tal modelo a um certo resultado, podendo-se chegar a resultados
inconsistentes. Apenas o bom senso do hidrélogo podera reparar as falhas de um
modelo como o de RNA.

As pesquisas com redes neurais artificiais tentam simular o cérebro humano,
principalmente a sua capacidade de aprender e se adaptar a eventuais mudancas por
meio de exemplos. Assim, as RNAs podem executar tarefas que os programas
convencionais ndo conseguem realizar, pois ndo tem essa caracteristica de
aprendizagem e adaptabilidade. Os dados de niveis de um rio séo registrados num
linigrafo. Analisar e prever eventos futuros, fundamentados nesses registros € uma
tarefa dificil, porque, véarias variaveis como chuva, infiltracdo e caracteristicas do solo

influenciam na altura do rio de uma maneira nao linear (SANTOS, 2001).
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A utilizacdo do método empirico de Redes Neurais Artificiais tem obtido
resultados satisfatorios em diversos campos do conhecimento, inclusive como método
eficaz no tratamento de varidveis temporais complexas, tais como das variaveis
hidrologicas chuva e nivel. Porém, seu emprego ainda € parco, pois se trata de uma
ferramenta relativamente recente, e vem ganhando credibilidade a ponto de concorrer
ou ser compativel com métodos mais tradicionais, como no caso da regressao
multipla, que segundo (GARDNER; DORLING, 1998), a RNA tém uma grande
vantagem sobre as demais técnicas estatisticas pelo fato de nao precisar de
suposicdes iniciais sobre a distribuicdo estatistica dos dados. Suas recentes
aplicacdes na hidrologia tém-se mostrado particularmente efetiva na transformacéo
chuva-vazao e, conforme Favoreto et al. (2001), uma das areas promissoras para
grande aplicabilidade das RNA é na previsdo de dados hidroldgicos, vazao, nivel e
precipitacdo, nos seus mais diferentes usos. Baseado nisso, julgou-se o método de

redes neurais artificiais como apropriado para o desenvolvimento desta dissertacao.

Muller e Fill (2003) estudaram o comportamento de um modelo de RNA na
propagacédo de vazdes em rios. O local de estudo foi o rio Iguacu, entre Fluviépolis e
Unido da Vitoria. Neste caso, foi criada uma rede perceptron multicamadas, onde, na
primeira camada tinham-se dois neurdnios, um responsavel pela informacéo da vazéo
em Fluviopolis e o outro pelo incremento de vazédo; depois, mais trés camadas
escondidas, cada uma com oito neurdnios com fun¢des de ativacdo do tipo sigmoide
logistica e, finalmente, na ultima camada, o neurdnio de saida, responsavel pela
resposta da propagacado da vazéo para Unido da Vitoria. Os autores concluiram que
0 método era interessante, pois, apesar do mesmo tratar-se de uma técnica
puramente matematica, onde ndo se levara em conta a teoria intrinseca do problema,

tal método obteve resultados animadores.

Nayak et al. (2003) realizaram um estudo intitulado “A neuro-fuzzy computing
technique for hydrological time series”, que teve como objetivo a concatenagao das
técnicas de RNA as de logica difusa para a modelagem do escoamento no rio Baitarani
no Estado de Orissa na india. O estudo obteve bons resultados; segundo os autores,
ja que a vazédo simulada com o modelo desenvolvido acompanhard o comportamento

histérico da série e suas caracteristicas estatisticas e ressaltaram o aumento da
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facilidade no processo de modelar e concluiram afirmando haver viabilidade de tal

técnica na modelagem de vazdes em rios.

Olivio et al. (2002) aplicaram as técnicas de redes neurais artificiais ao
problema de previsdo de cheias fluviais, o tipo de rede neural escolhido foi a
perceptron de multiplas camadas e o algoritmo de treinamento usado no estudo foi o
da retropropagacao do erro. Foi apresentado a rede, como padréao de entrada, o nivel
do rio a montante de uma secao de interesse e esperou-se uma resposta adequada,
da rede neural, com relacdo ao nivel do rio nessa mesma secdo de interesse. O
interesse inicial, desse estudo, foi a previsdo de niveis fluviométricos para 4, 6, 8 e 10
horas de antecedéncias, contudo, apenas a previsdo para 4 horas de antecedéncia
obteve resultados satisfatérios. Os autores concluiram que, redes neurais se prestam
para a previsdo de cheias e que os resultados poderiam melhorar caso fossem

utilizados dados de entrada mais apropriados.

O setor elétrico € o maior responsavel pelo gerenciamento dos grandes
reservatorios brasileiros, devido a energia elétrica em nosso pais € oriunda, em sua
grande parte, do potencial hidroelétrico. Portanto, faz-se imprescindivel a boa previséo
de vazao para garantir a devida operacionalidade destes reservatérios, com vista a
diminuicdo de prejuizos sociais, politicos e econdmicos. Até recentemente, para a
previsdo de vazbes, o Setor Elétrico Brasileiro fazia uso dos modelos estocasticos

para analise de séries temporais, com énfase na metodologia de Box e Jenkins (1976).

Ballini et al. (1997) trabalharam com o modelo de RNA com o objetivo de
prever vazdo média mensal e compararam os resultados com os do modelo de Box &
Jenkins. As séries histéricas temporais foram retiradas das usinas de Furnas,
ltumbiara e Sobradinho. A rede neural usada foi do tipo multiplas camadas. Ballini et
al. formularam a pesquisa em duas abordagens, na primeira, a série temporal original
foi convertida em uma série padronizada, removendo-se a média e o desvio padrao
sazonal. Com isso, foi possivel explorar a estrutura das fun¢des de autocorrelagao e
autocorrelagao parcial da série padronizada para determinacdo das entradas da rede.
Na segunda, exploraram a estrutura das func¢des de autocorrelagao e autocorrelagao
parcial da série original para posterior definicdo das entradas. Assim, pode-se treinar
a rede para que essa também aprendesse a sazonalidade supostamente estocastica.

A pesquisa vem destacando a importancia da padronizacdo da série e mostraram as
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vantagens ao se utilizar redes neurais quando essa padronizacdo nao € realizada.
Com tudo, a ressalva que se faz € que o desempenho das redes neurais € sempre
afetado por fatores como: topologia das redes; parametros de treinamento e natureza
das séries temporais.

Almeida e Barbosa (2004) associaram um modelo de previsdo baseado nas
técnicas de redes neurais a teoria dos Runs, com o objetivo de conhecer a previsao
da vazado para um horizonte de cinco dias. A rede neural possuia ha camada de
entrada onze neurdnios, que representavam as condi¢cdes antecedentes da bacia
hidrografica dos ultimos cinco dias referentes a vazao e a precipitacdo e mais uma
variavel de entrada referente ao total previsto de precipitacdo para os préximos cinco
dias. Na camada de saida, estava o neurdnio responsavel pela correspondente
previsdo da vazao média para os proximos cinco dias. O algoritmo de treinamento,
usado pelos autores, nesse trabalho, foi o do gradiente conjugado escalonado que
utilizam as informacdes de segunda ordem (matriz Hessiana). Os autores concluiram
o trabalho afirmando que os resultados foram satisfatorios na previsdo de vazao média
diaria para um e evento de seca hidrologica e de que, com um acompanhamento diario
€ possivel se detectar a evolu¢do dos déficits e a indicacado do possivel termino do
evento dentro de intervalos de tempo de cinco dias de duragéo.

Santos (2001) utilizou o conceito de redes neurais na modelagem hidrolégica
de bacias urbanas com dados de telemetria na previsao de vazdo. Seus resultados se
mostraram satisfatorios na previsdo com RNAs, através dos dados de radar, com até
90 min. de antecedéncia. A autora comenta, em seu trabalho de dissertacao, que os
modelos envolvendo RNAs oferecem a vantagem de ndo requererem um
conhecimento explicito da bacia estudada e tem apresentado bons resultados na
modelagem de processos hidrolégicos de transformacdo de chuva em vazéo, e que
devido a isso, essa técnica deva ser utilizada nesse contexto, especialmente nos

casos onde os conhecimentos dos processos hidrologicos sejam muito limitados.

Barp e Barbosa (1999) compararam o modelo hidrolégico conceitual chuva-
vazado SMAP, em sua versdo mensal, com modelos desenvolvidos através das
técnicas de redes neurais artificiais. Foram trabalhados trés casos diferentes. No
primeiro caso, investigou-se o potencial individual de cada modelo na geracédo da

vazao, com o SMAP sendo calibrado de forma manual e automatica, através de um
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meétodo de otimizacdo de primeira ordem; e o modelo de RNA, do tipo perceptron de
multiplas camadas, com um algoritmo de treinamento de segunda ordem utilizado por
Von Zuben (1996) e desenvolvido por Moller (1993) e denominado de método do
gradiente conjugado escalonado. Segundo os autores, este método mostrou-se
superior ao retropropagacao do erro, que possui um algoritmo de otimizacdo de
primeira ordem. Foram escolhidas duas estruturas de rede neural, uma com um
neurbnio na camada de entrada, onde se apresentava a variavel precipitacdo como
dado de entrada, sete neurdnios na camada escondida e um neurdnio na camada de
saida, responsavel pela resposta do modelo para definicdo da vazdo mensal, sendo
portando, uma rede do tipo 1-7-1; a segunda estrutura de rede possuia dez neurdnios
na camada escondida, tendo a estrutura 1-10-1. No segundo e terceiro caso,
trabalhou-se com o modelo de redes neurais acoplado ao modelo SMAP para a
geracdo da vazdo, com o0 objetivo de substituicdo dos parametros do modelo
conceitual através da implementacdo de RNAs. Assim, tinham-se, para uma segunda
situacdo, as vazdes superficiais e a de base, obtidos pelo modelo SMAP, como
padrdes de entrada da rede, tendo, portanto, a estrutura do tipo 2-7-1 e 2-10-1. Na
terceira versdo, a rede neural recebia, como padrdo de entrada, os volumes
armazenados nos reservatorios solo e subterraneos, também obtidos através do
modelo conceitual SMAP. Os autores fizeram uso de métodos estatisticos dos
residuos para comparagdo entre os trés casos citados, como o erro padrdo de
estimativa, erro percentual de volume, erro percentual de vazdo maxima e correlacao.
Segundo os autores, o modelo de redes neurais que tem como entrada a precipitacédo
e saida a vazdo mensal (caso 1), apresentou desempenho préximo ao do SMAP
calibrado manualmente. Porém, quando as entradas do modelo de redes neurais
foram as variaveis que ja incorporavam processos hidrolégicos, advindas do modelo
conceitual SMAP (casos 2 e 3), observou-se consideraveis melhorias nos resultados,
mostrando-se sempre superior ao modelo conceitual quando esse trabalha de forma
isolada. Os autores concluiram, afirmando, que a técnica de redes neurais artificiais €
um campo promissor para a modelagem da transformacdo chuva-vazao em bacias

hidrogréficas.

Valencga (2009) realizou um estudo avaliando a aplicacado de redes neurais
perceptron multicamadas em recursos hidricos, com énfase ao processo de

transformacao chuva em vazao, comparando os resultados, neste caso, com os dos
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modelos conceituais MOHTSA e SMAP e na previsdo de vazao média mensal com 0s
dos modelos de regressdo e Box-Jenkins. Segundo o autor, a comparacdo dos
resultados obtidos entre os modelos tradicionais e os da rede neural para a
modelagem chuva-vazao foram de 6tima qualidade, destacando a grande vantagem
da versatilidade desse ultimo método, devido a sua nao-linearidade e de permitir, no
processo chuva versus vazao, incorporar a representatividade de cada posto
pluviométrico, ao invés de se trabalhar apenas com a chuva média. O autor destaca,
também, a vantagem do uso de RNA em permitir a regionalizacdo quando se levam
em consideracdo aspectos diversos das bacias, como: area de drenagem,
declividade, pluviometria média, coeficientes de forma da bacia, tipo de solo, etc. No
que diz respeito a previsdo de vazdo média mensal, a técnica de redes neurais obteve,
mais uma vez, excelentes resultados e o autor, ainda, completa afirmando que, ja era
de se esperar pelo fato de redes neurais terem em sua esséncia potentes modelos

nao lineares que incorporam os de regressao e Box-Jenkins.

Cannon e Whitfield (2002) utilizaram uma rede neural do tipo Perceptron Multi
Layer na modelagem da vazdo diaria numa bacia canadense. Para isso, eles
relacionaram as vazdes de 21 estacoes fluviométricas com os dados de temperatura

e precipitacdo correspondente ao periodo estudado.

Khalil et al. (2001) desenvolveram um modelo baseado nas técnicas de redes
neurais capaz de preencher as lacunas de dados hidrolégicos existentes nas séries
histéricas, para isso, foram usadas duas abordagens distintas: (a) o preenchimento
das falhas foi obtido a partir da prépria série estudada, e nesse caso a vazao atual era
funcdo da vazao anterior; ou (b) preenchimento das falhas baseado nas séries dos
postos vizinhos, ou seja, 0s neurbnios eram compostos pelas séries dos postos

vizinhos. Em ambos os casos a funcao de ativagao utilizada foi a sigmoide.

Diniz e Clarke (2001) apresentaram um estudo, para quatorze bacias da
regido do semiarido nordestino, que objetivou a utilizacdo das técnicas de redes
neurais artificiais na regionalizacdo dos parametros do modelo conceitual chuva-
vazao SMAP mensal, com base nas caracteristicas fisicas e climaticas mais
relevantes das bacias hidrograficas. Num primeiro momento, os autores obtiveram os
parametros, calibrando o modelo SMAP para cada bacia. Posteriormente, foi realizada

a regionalizacdo desses parametros por meio da rede neural. A RNA foi do tipo
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multicamadas, sendo formada por quatro camadas, tendo uma camada de entrada,
duas intermediarias e uma de saida. Na primeira camada, tinham-se seis neurénios,
cada um responséavel pela recepcdo de uma informacdo caracteristica das bacias
(area, altitude média, desnivel especifico, precipitacdo média anual, evaporacao
média anual e permeabilidade média do solo). Cada camada intermediaria foi
composta por doze neurbnios com funcdes sigmoides. A camada de saida era
composta por seis neurdnios que representavam os parametros do modelo SMAP
(capacidade de saturacdo, coeficiente de infiltracdo, coeficiente de descarga,
constante de selecionamento do reservatério subterraneo e os parametros de
escoamento). Foi adotada a validacdo cruzada na avaliacdo do desempenho da rede
neural, onde se faziam uso de treze sub-bacias para o treinamento da rede e foi obtido
0 conjunto de parametros, o qual foi introduzido no modelo conceitual para simulagéo
da vazdo na bacia omitida durante a fase de treinamento, comparando-se 0
desempenho do modelo SMAP agindo individualmente na simulacdo da vazao e
depois integrado ao modelo de RNA, este procedimento foi repetido quatorze vezes.
Segundo os autores, esta técnica obteve resultados bons para algumas bacias;
porém, ruim para outras, provavelmente devido as bacias ndo estarem dentro de uma

mesma zona hidro logicamente homogénea.

Freitas (2002), publicou seu trabalho e um dos objetivos de sua pesquisa foi
o de analisar a aplicacdo de Redes Neurais Artificiais como uma ferramenta de
regionalizacdo e comparar esta com métodos estatisticos usuais. Foram estudadas
as sub-bacias 46, 47,48 e 49 da Bacia Hidrogréfica do Sao Francisco. Para isso, foram
utilizados dois modelos de RNA para a regionalizacdo da vazdo média. No primeiro,
os parametros utilizados foram a area e os percentuais de solos classificados quanto
as caracteristicas hidrologicas; no segundo, os padrdes de entrada foram a area de
drenagem, comprimento do rio principal, declividade do rio principal, densidade de
drenagem, desnivel especifico, precipitacdo total anual e precipitacdo maxima diaria.
Em ambos os casos, a autora dividiu os dados em dois grupos, um de vazdes de
menores magnitudes e outro de vazdes de grandes magnitudes. Os modelos eram
calibrados através dos dados de dez estacoes fluviométricas, e validados,
normalmente, em cinco estacoes para o grupo (I) e em quatro para o grupo (ll) de
cada caso. A arquitetura da rede variou de acordo com cada caso e grupo analisado,

para o primeiro caso, as redes tiveram as arquiteturas 5-2-1 e 5-3-2-1 para 0s grupos
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(D e (I), respectivamente, e, para o segundo caso, 7-2-1 e 7-3-1 também para os
grupos (1) e (Il), respectivamente. Para todas as estruturas foram empregadas funcoes
de ativacdo gaussiana na camada intermediaria e na camada de saida a sigmoide.
Segundo a autora, de forma geral, na comparacdo entre as técnicas estatisticas
tradicionais e a de RNA, esta ultima conduziu a melhorias dos indices estatisticos,
resultando num maior grau de liberdade dos modelos, o que, os torna mais
consistentes. A autora ainda conclui que, tais modelos apresentam bom potencial para

a regionalizacéo de vazfes em areas com escassez de dados.
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4 MATERIAIS E METODOS

Para o desenvolvimento deste projeto e elaboracdo de um modelo hidrologico
a partir da andlise e processamento de dados de precipitacdo, as seguintes etapas

foram seguidas:

o Area da pesquisa: escolha do local onde foi aplicado a metodologia.

o Coleta de dados de treinamento: coleta dos dados pertinentes e
potencialmente Uteis a tarefa;

o Projeto da estrutura e configuracdo da rede: escolha da
configuracdo e adequacado da RNA,;

o Treinamento e teste: treinamento onde foram realizadas diferentes
arquiteturas de rede. As arquiteturas foram validadas para avaliar o
melhor desempenho;

° Desenvolvimento do sistema: desenvolver um sistema de alerta.

4.1 Areadapesquisa

A area utilizada esta inserida na Bacia do Rio Tapajos, sendo esta formada
pela confluéncia do rio Teles Pires com o rio Juruena, em Barra de S&o Manuel na
fronteira entre Para e Mato Grosso, e percorre uma extensao de aproximadamente
800 km até desaguar no Amazonas. A area de estudo esta distribuida pelos estados
do Mato Grosso, Para, Amazonas, ocupando uma area total de 492.263 km2, que
apresenta largura da ordem de 555 km e comprimento de 1.457 km, com uma diregéo
geral SSE-NNW. Sendo o modelo hidrologico realizado em Itaituba/Pa, logo os dados

analisados foram até esta cidade, como podemos verificar no Figura 10.
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Figura 10- Mapa de Localizacdo da Area de Estudo da Bacia Hidrografica do Rio Tapajos.
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4.2 Dados hidrometeorologicos

Para o desenvolvimento da RNA, normalmente foram utilizados dois passos:
a coleta de dados relativos ao problema e a sua separacdo em conjunto de

treinamento e testes.

Esta tarefa requer uma analise cuidadosa sobre o problema para minimizar
erros e ambiguidades dos dados, além disso, os dados coletados devem cobrir

amplamente o dominio do problema.

Nesta pesquisa os dados foram utilizados e consistidos pela Agéncia Nacional
de Agua e CPC/NCEP de 1968 & 2017, tanto na fase de treinamento, quanto na fase
de teste. Leva-se em consideracdo que os cuidados necessarios em relacéo a escolha
dos dados, como descrito acima, foram tomados. Isto porque a contribuicdo do
trabalho ndo esta na escolha da base e em criacdo de uma rede neural para que possa

ser classificado e validado os dados experimentais obtidos.
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Para a coleta dos dados foram necessarias fazer a classificacdo ao nivel da

bacia conforme as seguintes etapas:

o Divisdo da Regido em Sub-Bacias;
o Célculo do Tempo de Concentracao;
o Sombreamento para retirada dos dados das precipitacdes nas sub-

bacias;

Essas etapas seréo descritas abaixo.

4.2.1 Divisado da regido em sub-bacias

A area de influéncia foi calculada de acordo com a metodologia descrita por
(BERTONI; TUCCI, 2001) sobre o poligono de Thiessen: onde os pluvibmetros foram
ligados por trechos retilineos; em seguida foram tracadas linhas perpendiculares aos
trechos retilineos passando pelo meio da linha que liga os dois pluvidmetros; as linhas
perpendiculares foram prolongadas até encontrar outra linha. O poligono foi formado
pela intersec¢do das linhas, correspondendo a area de influéncia de cada pluviébmetro
denominadas de (TAP-01, TAP-02, TAP-03, TAP-04, TAP-05, TAP-06, TAP-07, TAP-
08). A criacdo das entradas de dados das redes neurais, tendo em vista que cada sub-
regido possui um tempo de concentracdo, ou seja, tempo que a agua percorre sobre

a sub-Bacia. Como podemos observar na Figura 11.
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Figura 11- Regido da area da pesquisa com a divisdo das areas de influéncia dos pluvibmetros
segundo o método de Thiessen elaborado com o auxilio do software ArcGis 9.1(SANTOS, 2007).

Fonte: Do autor.

4.2.2 Calculo do tempo de concentracao

A determinacdo dos valores da precipitagdo total diaria ocorrida na bacia
hidrografica foi calculada através do método de Thiessen, tendo como referéncia os
limites de cada sub-bacia. O método de Thiessen se caracteriza pela atribuicdo de
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pesos relativos aos postos considerados mais representativos para uma area
especifica. O método assume que em qualquer ponto da bacia o valor da precipitacao
é igual a medida no posto mais proximo (Villela, 1975). Caso a grade extrapolar areas
a bacia, essa por¢cdo sera eliminada no calculo. Desta forma, a determinacdo da
precipitacdo da bacia sera obtida através do produto entre a area parcial de cada
grade An e a sua respectiva precipitacdo Pn. Desta forma, a precipitacéo total diaria

da bacia foi calculada através da Equacéo 4.11.

AP
P:E o (4.12)
A
Em que:
h — precipitacdo média na bacia (mm);
hi — precipitacao no posto i (mm);
Ai — area do respectivo poligono, dentro da bacia (km?);
A — area total da bacia.

4.2.3 Funcao do célculo de concentracao

Tempo de concentracdo, tc, de uma bacia hidrografica, numa dada seccéo de
um curso de agua, é o tempo para que a totalidade da bacia contribua para o
escoamento superficial na seccdo considerada. Pode também ser definido como o
tempo necessario para que uma gota de agua caida no ponto hidraulicamente mais

afastado da bacia atinja a sec¢ao considerada.

Segundo Lencastre e Franco (1984), o tempo de concentracéo é considerado
uma caracteristica constante da bacia, sendo independente das caracteristicas das
chuvadas. O tempo de concentragdo € aplicado na determinacdo do caudal de ponta
de cheia quando se utilizam expressfes cinematicas, que entram em linha de conta

com as caracteristicas do movimento da agua na bacia hidrografica.

Para calcular os tempos de concentracédo das sub-bacias hidrogréaficas, foi
utilizada as propostas de Ventura, como podemos observar na Equacéo 4.12 e Tabela
2.
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L 2
. =240 AL (4.12)
Ah
Em que:
te — tempo de concentracao (min);

A,  — area da sub-bacia hidrografica (km?);
Ah  — diferengca de cotas entre as extremidades da linha de agua
principal (m);

Lo — comprimento do curso de agua principal da bacia (km).

4.2.4 Retirada dos dados das precipitacdes nas sub-bacias

Apds os procedimentos para coleta dos dados, serdo selecionados dados
diarios a partir de 1968 até 01/01/2017, portanto no banco de dados contém 8 entradas
de dados que diz respeito as sub-bacias, de acordo com seu tempo de concentracéo
e nivel em Itaituba como dado de saida da rede neural para facilitar a convergéncia

dos dados na rede.

Para o desenvolvimento do modelo utilizando rede neural foi implementada,
treinada e testa utilizando a Linguagem de Programacao JAVA, por meio do software
Netbeans 8.2, em ambiente Macintosh. Para melhor compreensao dos resultados sera

utilizado o software Grapher para plotar os resultados.

As RNA implementadas foram do tipo MLP (MultiLayer Perceptron) com o
treinamento realizado pelo algoritmo backpropagation. Na elaboracdo de um projeto
de RNA do tipo MLP a tarefa consiste em determinar o numero de camadas
intermediarias, bem como a nimero de neurénios de processamento de cada camada
intermediaria, embora ndo existam metodologias para determinar o numero de
camadas e neurdnios. Assim sendo, foram projetadas varias arquiteturas para

alcancar o resultado desejado.
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4.3 Treinamento e teste

Como analisado anteriormente, os dados foram treinados em uma ferramenta
de Inteligéncia Computacional. Dessa forma, o problema de determinar o nivel torna-
se um problema de classificacdo de padrbes tratavel por algoritmos de

reconhecimentos de padrdes, tais como redes neurais MLP.

A camada de entrada e saida foram selecionadas, como mencionado no
capitulo anterior, onde constam 9 (nove) neurénios de entrada referente a quantidade
de precipitacdo diarias nas sub-bacias (Nivel, TAP-01, TAP-02, TAP-03, TAP-04,
TAP-05, TAP-06, TAP-07, TAP-08) e um neurbnio de saida onde é sera determinado

o resultado.

Foram projetadas e implementadas varias arquiteturas diferentes: com
diferentes camadas intermediarias e numeros de neurdnios, objetivando encontrar a

melhor arquitetura a ser utilizada no trabalho.

A definicdo da estrutura e configuracdo da rede pode ser dividida em trés
etapas: selecdo da arquitetura da rede apropriada a aplicacdo; determinar a topologia
a ser utilizada, isto €, o niumero de camadas e quantidades de neurdnios em cada
camada; e determinagcdo de parametros do algoritmo de treinamento e funcdes de

ativacao.

A rede neural apresentada neste trabalho foi implementada, treinada e testada
utilizando a Linguagem de Programacao JAVA, por meio do software Netbeans 8.2,
em ambiente Macintosh. Para melhor compreensado dos resultados sera utilizado o

software Grapher para plotar os resultados.

As RNAs implementadas foram do tipo MLP com o treinamento realizado pelo
algoritmo backpropagation. Na elaboracdo de um projeto de RNAs do tipo MLP a
tarefa consiste em determinar o numero de camadas intermediarias, bem como a
namero de neurbnios de processamento de cada camada intermediaria, embora nao
existam metodologias para determinar o niumero de camadas e neurbnios. Assim

sendo, foram projetadas varias arquiteturas para alcancar o resultado desejado.

Outras configuracoes estéo listadas abaixo:
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a) Funcéo de ativacao utiliza foi a sigmoide;

b) Taxa de aprendizagem (n) € igual a 0,2;

c) Os valores dos pesos w sao inicializados aleatoriamente com valores
diferentes de thresholds internos e com conexdes de pequenos pesos,
variando de -1 & 1 e a soma dos pesos nos intervalos de cada camada
é igual a 0;

d) A taxa de parada de treinamento é quando o Erro médio quadratico for

menor que 0,01 (1%).

4.4 Sistemade alerta

Para o desenvolvimento do Sistema de alerta foram necessarias trés etapas:

a) Planejamento e projeto do sistema: foram coletados todos os
requisitos pertinentes e potencialmente Uteis a tarefa para que pudesse
definir o escopo do projeto;

b) Classificacdo do nivel da bacia: foram criadas classes para facilitar
uma identificacdo mais significativa das areas alagadas;

c) Implementacdo do sistema: codificacdo do sistema SIGMA-Obidos,

utilizando linguagem de programacéao Java;

4.4.1 Planejamento e projeto do sistema

Foram feitos estudos com profissionais da area, onde constatou a
necessidade do desenvolvimento da ferramenta computacional para auxiliar os
governantes em uma possibilidade de visualizacdo mais transparente do problema da
cidade. Os requisitos foram entdo modelados na forma de Diagramas de Casos de
Uso UML (Linguagem de Modelagem Unificada), permitindo ao usuario um melhor
esclarecimento com relagdo ao sistema, além de permitir um refinamento dos

requisitos levantados.

A Figura 12 ilustra o cenério do sistema. O sistema possui apenas um ator
que é 0 usuario e nao necessita de seguranca, haja vista ndo trabalhar com

informagdes confidenciais. O caso de uso inicia no cenario — Entrada de dados, onde
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0 usuario insere os dados manuais dos neurdnios inicias da redes neurais (Nivel do
dia, Tapl, Tap2, Tap3, Tap4, Tap5, Tap6, Tap7, Tap8), logo depois ira iniciar o calculo
da RNA, tendo como resultado o nivel do Rio em Itaituba e atualizando o mapa com
as ruas alagadas.

Figura 12- Casos de USO do sistema.

Calculo da
Rede Neural
Artificial

<<include>>

<<include>>

Entrada de
dados

Atualizar
Mapa

Usudrio

Fonte: Do autor.

Para criacdo do diagrama entidade-relacionamento, foi utilizado como
ferramenta o software DBDesigner. O sistema possui um Banco de Dados que podera

ser alterado apenas pelos desenvolvedores, portanto o sistema nao possui cadastros.

Apés a modelagem do banco de dados, foi feito o Diagrama de Classes
(Figura 13), modelagem muito util que contribui para o inicio da fase de implementagéo
do sistema (SOMMERVILLE, 2003). Para a criacdo do Diagrama de Classes, foi
utilizada a ferramenta ArgoUML, aplicacdo open source que usa UML para modelar o
desenho de software de computador, além de providenciar suporte para quase todos
os tipos de diagrama UML padréo, incluindo suporte cognitivo.
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Figura 13- Modelo de Classes do sistema.

~| Precipitacao v

id INT{11)
data DATETIME

~| Nivel v
tap01 FLOAT
tap02 FLOAT idMivel INT{11)
tap03 FLOAT data DATETIME
tap04 FLOAT nivel INT(11)

3

tap0s FLOAT
tap06 FLOAT
tapOF FLOAT
tapOB FLOAT

Fonte: Do autor.

4.4.2 Classificacdo do nivel da bacia

Foram criadas classes para facilitar uma identificagdo mais significativa na
identificacdo das areas alagadas, portanto o sistema possui 4 classes (leve,

moderado, intenso e muito intenso), onde podemos observar na Figura 14:

e Leve: apresentard a cor amarela se o nivel do rio estiver entre 1cm a
10cm acima da cota da rua;

e Moderado: apresentara a cor laranja se o nivel estiver entre 11cm e
50cm acima da cota da rua;

e Intenso: apresentarda a cor marrom se o nivel estiver entre 51cm e
100cm acima da cota da rua;

e Muito Intenso: apresentara a cor vermelha se o nivel estiver acima de

100cm da cota da rua;
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Figura 14- Classes do sistema de alerta.

Leve - antre 1cm a 10cm

Moderado - entre 11cm a 50cm
Intenso - entre S1cm a 100cm

Muito Intenso - acima de 100cm

Fonte: Do autor.

4.4.3 Implementagéo do sistema

A etapa de implementacdo teve como suporte ferramental a plataforma de
desenvolvimento Netbeans 8.2, em ambiente Macintosh, utilizando o padrdo MVC,
para facilitar em uma possivel fatoracdo da Visdo View para um dispositivo mével. A
linguagem de programacéo utilizada foi a JAVA por ser uma linguagem gratuita. Com
esses recursos foi desenvolvida toda légica de programacdo e a interface com o
usuario. A Figura 15 demonstra o calculo da area em JAVA.

Figura 15- Trecho do codigo do calculo da &rea em JAVA do sistema.

public void verificar(SlideEndEvent event) {
nivelRio = event.getValue();
modeloMapa = new DefaultMapModel();
for (Ruas ruas : temp) {
int temp = nivelRio - ruas.getNivell);
if (temp > @) {
if (temp == valorl) {
Polyline polyline = new Polyline();
polyline.getPaths().add(ruas.getLocalizacao());
polyline.getPaths().add(ruas.getLocalizacao2()};
polyline.setStrokeWeight(18);
polyline.setStrokeColor{ "#FFFFran”);
polyline.setStrokeOpacity(@8.7);
mode LoMapa.addOverlay(polyline);
} else if (temp <= valor2) {
Polyline polyline = new Polyline();
polyline.getPaths().add(ruas.getLocalizacao());
polyline.getPaths().add(ruas.getlLocalizacao2());
polyline.setStrokeWeight(1@);
polyline.setStrokeColor("#FFASBO");
polyline.setStrokeOpacity(0.7);
mode LoMapa.addOverlay{polyline);
} else if (temp <= valor3) {
Polyline polyline = new Polyline();
polyline.getPaths().add(ruas.getLocalizacao());
polyline.getPaths().add(ruas.getLocalizacao2()};
polyline.setStrokeWeight(1@);
polyline.setStrokeColor (" #AR522D");
polyline.setStrokeOpacity(8.7);

Fonte: Do autor.
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O padrao de arquitetura MVC (Model-View-Controller) (Krasner and Pope
1998) é bastante utilizado no desenvolvimento de aplicacdes para dispositivos méveis,
pois determina a separacao de uma aplicagédo em trés elementos.

O Model é formado por entidades que representam os dados da aplicagdo. A
View tem por objetivo realizar a apresentacao destes dados e capturar os eventos do
usuario; sendo representada pelas telas. O Controller faz a ligacéo entre o Model e a
View, realizando o tratamento dos eventos, atuando sobre o Model e alterando os
elementos da View para representar a nova forma dos dados. A Figura 16 ilustra a
utilizagéo do padrao MVC no sistema de alerta.

Figura 16- Utilizagdo do MVC no sistema.

v () SistemaMestrado
Ml Digin;:umb
WEE-INF
imagem
resources
[ index.xhtml
¥ | ] Pacotes de Cddigos-fonte
¥ [ Controlador
|&| Controlador. izyva
Igil_listaRuas.java
v [ pao
|65 _Conexaniavd
&l _DAD. java
* [ Modelo
& Mivel.iawa
|&| Precipitacao.java
& RMAss.java
|& Ruas.java
¥ [ aprendizadomaquing
&t Atributo.jaya
|85 Casos.java
|&t ConjuntoDados.java
|5 Exemplo.java
& MatrizPesos.java
|&| Modelo.java
|5 RMNA.java
[ jogar.data
D jogar.names
[ mestrado.data
[ mestrado.names
Pacotes de Teste
Bibliotecas
Bibliotecas de Testes
Arquivos de Configuracao

L A

YYYY
LA i

&

Fonte: Do autor.
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Para o desenvolvimento foi necessario a utilizacdo de APIs e servigos de
manipulagcédo de mapas. A Google Maps Javascript API v3 foi escolhida por ser gratuita
e dispor de ferramentas que atendem as necessidades do sistema. Foram utilizados
0s servigcos de elevacdo e geocodificagdo que operam por meio de solicitacdes
assincronas a um servidor externo e respondem na forma de JSON ou XML. Além

disso, sobre seu componente de mapa pode-se desenhar e pintar as areas alagadas.
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5 RESULTADOS E DISCUSSAO

5.1 Caracterizacao da bacia

No experimento desenvolvido, a compreensédo do problema é necessaria para
um melhor entendimento sobre o comportamento de certas variaveis. Diante disso, foi
feito a hipsometria das sub-Bacias para desenvolver o célculo do tempo de

concentragao.

Na sub-regido (TAP-01), pode ser observado na Figura 17 a hipsometria e
massa de agua. A area dessa sub-regido é de 67.898,39 km?, a maior incidéncia de
altitudes esta entre 100 a 200 m, que correspondem a 48,74% do total, e menor
incidéncia de altitudes entre 500 a 600, corresponde a 0,27% do total. A altitude mais
alta é de 590m, a massa de agua (Rio Tapajos) percorre toda a sub-bacia com
distancia de 575km com o desnivel de 153m.

Na sub-regido (TAP-02), pode ser observado na Figura 18 a hipsometria e
massa de agua. A area dessa sub-regido é de 58.848,09 km?, a maior incidéncia de
altitudes esta entre 300 a 400 m, que correspondem a 17,12% do total, e menor
incidéncia de altitude entre 700 a 800, corresponde a 0,07% do total. A altitude mais
alta é de 758m, a massa de agua (Rio Tapajos) percorre por toda a sub-bacia com um

comprimento de 447km com o desnivel de 343m.



Figura 17- Hipsometria da sub-regido TAP-01.
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Figura 18- Hipsometria da sub-regido TAP-02.
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Na sub-regido (TAP-03), pode ser observado na Figura 19 a hipsometria e
massa de agua. A area dessa sub-regido é de 143.907,48 km?, a maior incidéncia de
altitudes estd entre 300 a 400 m, cujas areas correspondem a 35,97% do total, e
menor incidéncia de altitude entre 0 a 100, corresponde 0,01% do total. A altitude mais
alta € de 895m e a massa de agua (Rio Tapajés) percorre toda a sub-bacia com um

comprimento de 876km com o desnivel de 481m.

Figura 19- Hipsometria da sub-regidao TAP-03.
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Na sub-regido (TAP-04), pode ser observado na Figura 20 a hipsometria e
massa de agua. A area dessa sub-regido é de 38.570 km?, a maior incidéncia de
altitudes estéa entre 200 a 300 m, cujas areas correspondem a 56,62% do total, e
menor incidéncia de altitude entre 600 a 700, corresponde 0,001% do total. A altitude
mais alta € de 662m e massa de agua (Rio Tapajos) percorre por toda a sub-bacia

com um comprimento de 404km com o desnivel de 590m.

Na sub-regido (TAP-05), pode ser observado na Figura 21 a hipsometria e
massa de agua. A area dessa sub-regido é de 38.570 km?, a maior incidéncia de
altitudes esta entre 200 a 300 m, cujas areas correspondem a 58,04% do total, e
menor incidéncia de altitude entre 100 a 200, corresponde 0,01% do total. A altitude
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mais alta € de 538m e massa de agua (Rio Tapajos) percorre por toda a sub-bacia
com um comprimento de 65km com o desnivel de 315m.

Figura 20- Hipsometria da sub-regido TAP-04.
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Figura 21- Hipsometria da sub-regido TAP-05.
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Na sub-regido (TAP-06), pode ser observado na Figura 22 a hipsometria e
massa de agua. A area dessa sub-regido é de 59.496 km?, a maior incidéncia de
altitudes estd entre 500 a 600 m, cujas areas correspondem a 26,46% do total, e
menor incidéncia de altitude entre 700 a 807, corresponde 2,37% do total. A altitude
mais alta € de 807m e massa de agua (Rio Tapajos) percorre por toda a sub-bacia

com um comprimento de 246km com o desnivel de 250m.

Figura 22- Hipsometria da sub-regido TAP-06.
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Na sub-regido (TAP-07), pode ser observado na Figura 23 a hipsometria e
massa de agua. A area dessa sub-regido é de 29.081 km?, a maior incidéncia de
altitudes esta entre 500 a 600 m, cujas areas correspondem a 44,53% do total, e
menor incidéncia de altitude entre 600 a 694, corresponde 3,99% do total. A altitude
mais alta € de 694m e massa de agua (Rio Tapajos) percorre por toda a sub-bacia

com um comprimento de 271km com o desnivel de 358m.
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Na sub-regido (TAP-08), pode ser observado na Figura 24 a hipsometria e
massa de agua. A area dessa sub-regido é de 59.003 km?, a maior incidéncia de
altitudes estd entre 300 a 400 m, cujas areas correspondem a 57,73% do total, e
menor incidéncia de altitude entre 100 a 200, corresponde 0,01% do total. A altitude
mais alta € de 649m e massa de agua (Rio Tapajos) percorre por toda a sub-bacia

com um comprimento de 374km com o desnivel de 365m.

Figura 23- Hipsometria da sub-regidao TAP-07.
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Figura 24- Hipsometria da sub-regidao TAP-08.
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5.1.1 Tempo de concentragao

A Tabela 1 mostra os resultados dos tempos de concentracdo estimados
pelas equacBes de Ventura utilizando as analises morfométrica das sub-Bacias
demonstrada no resultado anterior, para isso é necessario conhecer a area total (Ab)
drenada pela bacia, o comprimento do talvegue principal (Lb) e a diferenca de cotas
(Ah). O resultado do método de ventura é fornecido em minutos, diante disso foi

realizado os arredondamentos sempre para cima.

Tabela 1- Tempo de concentracdo nas sub-bacias.

Nome Ab Lb Ah te(Minutos) te(Dias)
TAP-01 67898 575 153 7825 6
TAP-02 58848 447 343 4290 3
TAP-03 143907 876 481 7930 6
TAP-04 38570 404 590 2517 2
TAP-05 5354 65 315 514 1
TAP-06 59496 246 250 3748 3
TAP-07 29081 271 358 2298 2
TAP-08 59003 374 365 3809 3
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Na tabela 2, podemos observar o tempo de concentracédo nas sub-bacias até
0 municipio de ltaituba/PA. O célculo do tempo de concentracdo real de uma sub-
bacia (tcr) foi realizado calculando a somatéria dos tempos de contracbes das sub-
bacias que a antecedem (Figura 25), por exemplo, o tempo de concentracdo do TAP-
02 é de 9 dias, ou seja, 3 dias do proprio TAP-02 mais 6 dias do TAP-01. Devido a

precipitacdo que escorre nessa sub-Bacia tem que passar pela sub-bacia TAP-01.

Tabela 2- Tempo de concentracdo nas sub-bacias até ltaituba/PA.

Nome ter(Dias)
TAP-01 6
TAP-02 9
TAP-03 12
TAP-04 8
TAP-05 9
TAP-06 12
TAP-07 11
TAP-08 11

Figura 25- Estrutura do célculo do Tempo de Concentragédo Real.

TAP-02
TAP-01 TAP-03 TAP 06
TAP-05 <
TAP 04 < TAP-07

TAP-08
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5.2 Resultados obtidos com arede MLP

Durante todo o processo de criagdo de redes neurais, houve a necessidade
de encontrar um modelo que devolvesse os resultados com 100% de acertos. Para
tanto, no desenvolvimento do trabalho criou-se algumas arquiteturas, até encontrar
uma que se adequasse ao que era previsto, utilizando valores dos pesos de modo
aleatério, para assim, realizar todo o treinamento utilizando o Algoritmo de

Backpropagation com a finalidade de encontrar o menor erro possivel.

Ressalta-se ainda, que em todas as arquiteturas testadas foram utilizadas
aproximadamente 94.000 iteracdes, porém para melhor visualizar graficamente foi
plotada no grafico somente até a iteracdo 10.000, uma vez que, a partir desse

momento de iteracdo o valor do erro alterava-se pouco.

A primeira arquitetura a ser testada foi o modelo 9-5-1, rede com 3 camadas,
ou seja, 9 neurbnios de entrada, 5 neurbnios intermediarios e 1 de saida. Com a
utilizacao deste modelo, foram feitas mais de 94.000 iteracdes, obtendo desta forma
mais de 40% de taxa de erro, pois foi observado que a partir de 2000 iteracdes (Figura
26), os resultados obtidos ndo convergiam tanto, com isso foi necessario obter outro
modelo para testar a sua convergéncia com o problema em questdo. Sendo assim,
foram testados outros quatro modelos, 9-7-1, 9-4-2-1, 9-4-3-1 e 9-4-1, como pode ser

observado na Figura 26.
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Figura 26- Grafico dos niveis observado e calculado utilizando arquiteturas de RNA 9-5-1, 9-7-1, 9-4-
3-1e9-4-2-1.
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Os modelos 9-5-1, 9-7-1, 9-4-2-1 e 0 9-4-3-1 apresentaram 45%, 40% 30% de
taxa de erro respectivamente, os resultados desses s modelos, assim como o primeiro

testado ndo convergiam de maneira satisfatéria, como pode ser observado na Figura
27.

Figura 27- Taxa de erro por itera¢des nas camadas 9-5-1, 9-7-1, 9-4-3-1 e 9-4-2-1.
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O modelo 9-4-1 foi o ultimo modelo a ser testado e mostrou-se ser a arquitetura
perfeita possui trés camadas: com uma camada de entrada com nove neurénios; com
uma camadas intermediaria, com quatro neurdnios; e uma camada saida com um
neurdnio, com a utilizacdo deste modelo, foram feitas mais de 94.000 iteracdes,
obtendo desta forma 3% de taxa de erro (Figura 28), parecido com alguns modelos
anteriores este tem uma camada intermediaria atingindo assim a convergéncia com o
problema em questédo. Na Figura 29, apresenta os resultados obtidos com o calculo

da rede neural.

Figura 28- Taxa de erro por iteragbes nas camadas 9-4-1.
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Figura 29- Grafico dos niveis observado e calculado utilizando arquiteturas de RNA 9-4-1.
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53 O sistema

O objetivo principal inicial deste trabalho é criar um sistema de alerta
hidrolégico a partir da analise do processamento de dados de precipitacdo utilizando
Redes Neurais Artificiais no municipio de Itaituba/Pa.

Para isso, € necesséria principalmente a implementacdo em uma linguagem
de programacédo do modelo de Rede Neural escolhido entre diversas arquiteturas ja
comparadas em tdépicos anteriores. Para demonstracdo da Rede Neural, foi
implementado um sistema WEB com (Diario, Mensal e Anual) onde é calculado o nivel
do Rio 6 dias apds a data da analise.

O sistema tem como fung&o o calculo da Rede Neural a partir de um conjunto
de dados, ja detalhado na metodologia do trabalho. A pagina WEB apresentara ao
usuario uma coluna a esquerda com o titulo (Menu), onde o usuario ir4 selecionar a

opc¢éao desejada, como podemos observar na Figura 30.

Figura 30- P4agina do sistema de alerta
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Portanto o usuario podera selecionar 3 opcdes: Diario, Mensal e Anual:
a) Diario

Ao selecionar a opcao (Diério), aparecera no menu a esquerda as opcoes
(Figura 31).

Figura 31- Tela inicial ao selecionar a opc¢éao Diario.
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o Data: O usuério podera selecionar uma data desde 1979 até 2016, onde podera
buscar a quantidade de precipitacdo nas sub-Bacias e o nivel do dia, como podemos
observar na Figura 32.



Figura 32- Tela ao selecionar uma Data.
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e Desastres Naturais na Amazénia

Fonte: Do autor.

o Botdo Carregar: Botdo onde fara a acdo de buscar no banco os dados de

precipitacdo e nivel, também fara a atualizacdo do mapa de precipitacdo, de acordo

com a legenda de precipitagéo (Figura 33);

Figura 33- Tela ao clicar no botdo Carregar.
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o Nivel: Valor do nivel na data selecionada (Figura 34);



o Tapl: Quantidade de precipitacdo na area da sub-Bacia, de acordo com

tempo de concentracgédo real, j& verificado neste trabalho (Figura 34);

o Tap2: Quantidade de precipitacdo na area da sub-Bacia, de acordo com

tempo de concentracgédo real, j& verificado neste trabalho (Figura 34);

o Tap3: Quantidade de precipitacdo na area da sub-Bacia, de acordo com

tempo de concentracéo real, ja verificado neste trabalho (Figura 34);

o Tap4: Quantidade de precipitacdo na area da sub-Bacia, de acordo com

tempo de concentracéo real, ja verificado neste trabalho (Figura 34);

o Tap5: Quantidade de precipitacdo na area da sub-Bacia, de acordo com

tempo de concentracéo real, ja verificado neste trabalho (Figura 34);

o Tap6: Quantidade de precipitacdo na area da sub-Bacia, de acordo com

tempo de concentracéo real, ja verificado neste trabalho (Figura 34);

o Tap7: Quantidade de precipitacdo na area da sub-Bacia, de acordo com

tempo de concentracgéo real, ja verificado neste trabalho (Figura 34);

o Tap8: Quantidade de precipitacdo na area da sub-Bacia, de acordo com

tempo de concentracgéo real, ja verificado neste trabalho (Figura 34);

Figura 34- Tela ao clicar no botdo Carregar.
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o Res: Resultado do nivel calculado utilizando a Rede Neural Artificial treinada,
esse resultado é para o valor do nivel acrescido 6 dias da data selecionada, como
apresentada no célculo do tempo de concentragdo real (Figura 35);

o Botéo calcular: O sistema tem como funcéo o célculo da Rede Neural a partir
de um conjunto de dados, ja detalhado na metodologia do trabalho. Ap6s o calculo da
RNA, é atualizado o campo Res, como valor de nivel calculado também é atualizado

0 mapa de Itaituba com as ruas que irdo sofrer inundacéo (Figura 36).

Figura 35- Tela ao clicar no bot&o Calcular.
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Figura 36- Tela ao clicar no botédo Calcular.
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b) Mensal

Ao selecionar a opcao (Mensal), aparecera no menu a esquerda a opcao para

selecionar a Data e o botdo Calcular. Ao selecionar a data (11/04/1984), foi feito a

selecdo no banco de dados todas as datas do més 04 de 1984 e plotado o gréafico

(Figura 37)
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Data: 11-04-1984

Calcular

. Na Figura 38 foi selecionado o0 més 04 de 2016:

Figura 37- Tela da op¢cédo Mensal.
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Figura 38- Tela da op¢édo Mensal.
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C) Anual

Ao selecionar a opcao (Anual), aparecera no menu a esquerda a opgao para
selecionar a Data e o botdo Calcular. Ao selecionar a data (06/04/2016), foi feito a
selecéo no banco de dados todas as datas do ano de 2016 e plotado o grafico (Figura

39). Na Figura 40 foi selecionado o ano de 2015 e na Figura 41 o ano de 1985:
Figura 39- Tela da op¢éo Anual.
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Figura 40- Tela da opg&o Anual.
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Figura 41- Tela da op¢éo Anual.
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Na Figura 42, mais uma funcionalidade do sistema onde o usuério pode

selecionar uma area do grafico para ampliar como resultado a Figura 43.
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Figura 42- Tela da opg&o Anual.
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Figura 43- Tela da op¢éo Anual.
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6 CONCLUSAO

O objetivo principal deste trabalho foi modelar e apresentar uma rede MLP
(Multilayer Perceptron) para definir o nivel do municipio de Itaituba/PA com dados de

precipitacao.

Inicialmente, este trabalho foi proposto sob a 6tica de duas problematicas: a
inundagdo no municipio de Itaituba/Pa e a modelagem hidrologia utilizando Redes
Neurais, descrevendo o processo de selecdo dos dados das precipitagdes nas sub-
Bacias, o tempo de concentracdo do escoamento da agua e desenvolvimento de um

sistema de alerta.

Em seguida, foram mostradas as principais caracteristicas das redes
bioldgicas, sendo este o principal ponto de motivacdo do estudo das RNA. Foram
apresentadas as caracteristicas das RNA e mostrado um histérico da evolucdo dos
estudos relacionados a neuro-computacédo. A partir de todos estes conceitos, foi
introduzida a ideia de aprendizado das RNA, mostrando a forma como as redes
aprendem e tentam, num momento seguinte, deduzir respostas a partir do
conhecimento adquirido em seu treinamento. A seguir, foram mostrados um modelo
de RNA e suas caracteristicas, o perceptron de multiplas camadas, que foi utilizado
neste trabalho para realizar do resultado de dados em padrbes pré-definidos. Um
algoritmo de aprendizado muito comum para este modelo de rede é apresentado logo
em seguida, o algoritmo Backpropagation. Tendo em vista estes conceitos, o trabalho
apresenta, por fim, uma implementacdo do modelo de rede perceptron de multiplas
camadas treinada com o algoritmo Backpropagation, mostrando varias analises feitas

com uma base de dados real.

A partir de todos estes conceitos apresentados, é possivel observar o grande
poder computacional que as RNA possuem e, desta forma, entender o motivo do

grande crescimento dos estudos e aplicagOes nesta area.

Apesar deste trabalho mostrar as possibilidades de treinamento de uma rede
com o algoritmo Backpropagation, este método apresenta algumas desvantagens,
como por exemplo auséncia de garantia de convergéncia para uma solugéo étima no

treinamento e possibilidade de treinamento somente com bases de dados que tenham
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uma resposta desejada para seus padrdes de entrada. Desta forma, é deixada como
sugestédo para trabalhos futuros, a implementacdo de um modelo de RNA com outros
algoritmos de treinamento, como por exemplo, o QuickProp e o Rprop (variagdes do

Backpropagation) e o algoritmo c-means (para um aprendizado ndo-supervisionado).
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package aprendizadomaquina;

import Modelo.RNAss;
import java.util. ArrayList;
import java.util.logging.Level;

import java.util.logging.Logger;

public class RNA extends Modelo {

final int IT_MAX = 10000; // N?mero m€ximo de itera€)?es
final int MOSTRAR = 100; // Mostrar erro de treino a cada MOSTRAR itera€?es

protected MatrizPesos matriz; // Matriz de pesos

protected int[] nodos; // N?mero de nodos em cada camada

public RNA() {

} I/ Construtor vazio

public RNA(int entradas, int intermedios, int saidas) // Construtor simples
Il entradas - n?mero de nodos de entrada
/I intermedios - n?mero de nodos da camada interm€dia

/l saidas - n?mero de nodos de sa€@da

{
nodos = new int[4];
nodos[0] = entradas;
nodos[1] = intermedios;
nodos[2] = intermedios;
nodos[3] = saidas;
matriz = new MatrizPesos(nodos);
matriz.inicializar(-1.0, 1.0);
}

public void construirModelo(ConjuntoDados cd) // Cria e treina a RNA

{

/Il criar a rede



nodos = new int[3];

nodos[0] = Casos.numEntradas(cd);
/Inodos[1]=Math.round(nodos[0]/2);
nodos[1] = 9;

/Inodos[2]=2;

nodos[2] = Casos.numSaidas(cd);

/[ System.out.printin("Rede: "+Casos.numEntradas(cd)+

"+Casos.numSaidas(cd));

matriz = new MatrizPesos(nodos);

matriz.inicializar(-1.0, 1.0);

matriz.imprimir();

Casos ¢ = new Casos(cd, Casos.ZERO_UM);
treinar(IT_MAX, 0.2, ¢); // treinar a RNA

matriz.imprimir();

"+Math.round(nodos[0]/2)+"

public void construirModelo2(ConjuntoDados cd) // Cria e treina a RNA

{

/[ criar a rede

nodos = new int[3];

nodos[0] = Casos.numEntradas(cd);
nodos[1] = 4;

nodos[2] = 1;

matriz = new MatrizPesos(nodos);

matriz.inicializar2();

/ICasos c=new Casos(cd,Casos.ZERO_UM);
[/l treinar(IT_MAX,0.2,¢); // treinar a RNA

[Imatriz.imprimir();

public void imprimir() // Imprime a RNA no ecr?

{
System.out.printin("Nodos :" + nodos|[0]);
System.out.printin("-" + nodos[1] + "-" + nodos[2]);

matriz.imprimir();

82
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public void activar(double[] entrada, double[] saida) // Computa a sagrda de uma RNA
/I entrada - Vector com as entradas da rede
/l saida - Vector com as sa€pdas da rede

{

matriz.activar(nodos, entrada, saida);

public void activar(ConjuntoDados cd) // Imprime no ecr? todas as sa€pdas para o Conjunto de Dados
cd
{
System.out.printin("\nSaidas da RNA\nExemplo™);
System.out.printin("\t: \tSaida\t: \tRNA");
Atributo a = cd.saida();
for (inti = 0; i < cd.numExemplos(); i++) {

System.out.print(i + "\t: \t");

if (a.tipo == Atributo.NUMERICO) {
System.out.print(cd.exemplo(i).valorSaida() + " \t");
System.out.print(prever(cd, cd.exemplo(i)) + "\n");
}else {
System.out.print(a.valorNominal(
(int) cd.exemplo(i).valorSaida()) + "\t: \t");

System.out.print(classificar(cd, cd.exemplo(i)) + "\n");

public double prever(ConjuntoDados cd, Exemplo ex) // Prev€y a sa€da de uma RNA
{

double[] entrada = new double[nodos[0]];

double[] saida = new double[nodos[2]];

Casos.codificar(cd, ex, entrada);

activar(entrada, saida);

return Casos.descodificar(cd, Casos.ZERO_UM, saida);

public void retroPropagacao(double taxa, Casos c) // Treina a rede com uma itera€)?0 do algoritmo
de retropropaga€?0
// taxa - a taxa de aprendizagem (valor entre 0,0 e 1,0)
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Il ¢ - 0 conjunto de casos de treino

{

MatrizPesos E = new MatrizPesos(nodos);

for (inti = 0; i < c.casos(); i++) {
matriz.gradiente(nodos, c.entrada(i), c.saida(i), E);

matriz.retroPropagacao(taxa, E);

static public double quadradoErros(double[] a, double[] b) // Calcula o quadrado dos erros
{
double res = 0.0;
for (inti=0; i< a.length; i++) {
res += (al[i] - b[i]) * (afi] - b[i]);
}

return res;

public double erro(Casos c) // Calcula o erro de treino (RMQE)
{
double res = 0.0;
double[] saida = new double[nodos[2]];
for (inti = 0; i < c.casos(); i++) {
activar(c.entrada(i), saida);
res += quadradoErros(saida, c.saida(i));

}

return Math.sqrt(res / (c.casos() * nodos|[2]));

public void treinar(int max, double taxa, Casos c) // Treina a rede durante 0 m@ximo de max
itera€p?es
// max - n?mero m€yximo de itera€?es
Il taxa - taxa de aprendizagem (valor entre 0,0 e 1,0)
Il ¢ - conjunto de casos de treino
{
System.out.printin("\nTreino da RNA:\nlteracao\t: \tRMQE");
inti;
for (i = 0; i < max; i++) {

retroPropagacao(taxa, c);



if (1 % MOSTRAR == 0) {
System.out.printin(i + "\t: \t" + erro(c));

}

System.out.printin("Erro final:\n" + i + "\t: \t" + erro(c));

public static void main(String[] args) // Exemplo de utiliza€?0

{
try {

ConjuntoDados d = new ConjuntoDados("mestrado”);
Casos ¢ = new Casos(d, Casos.ZERO_UM);
[lc.imprimir();

RNA rna = new RNA();

rna.construirModelo(d);

rna.activar(d);

} catch (Exception e) {
System.out.printin(e);

public ArrayList<RNAss> calcularDiario(ArrayList<RNAss> rnas) throws Exception {
ConjuntoDados d = null;
d = new ConjuntoDados("mestrado”, rnas);
Casos ¢ = new Casos(d, Casos.ZERO_UM);
construirModelo2(d);

ArrayList<RNAss> rnas2 = activar2(d, rnas);

return rnas2;

private ArrayList<RNAss> activar2(ConjuntoDados d, ArrayList<RNAss> rnas) {

Atributo a = d.saida();



for (inti = 0; i < d.numExemplos(); i++) {

if (a.tipo == Atributo.NUMERICO) {

double res = prever(d, d.exemplo(i));

rnas.get(i).setResposta(res);

}

return rnas;
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APENDICE B - ALGORITMO DE TREINAMENTO BACKPROPAGATION

package aprendizadomaquina;
public class MatrizPesos {
protected double[][] w; // Matriz de pesos

public MatrizPesos(MatrizPesos A) // Construtor a partir de outra matriz de pesos
{

int Y = A.w.length;

int X = A.w[0].length;

w = new double[Y][X];

for (inti=0;i<Y;i++) {

for (intj=0; j < X; j++) {
w(il[i] = A.wfil[;

public MatrizPesos(int[] n) // Construtor a partir dos nodos
/I n - Vector de nodos, com o numero de entradas, interm¢dios e sa€das
{
int Y =n[1] + n[2];
int X =1 + n[0] + n[1] + n[2];
w = new double[Y][X];
/I System.out.printin("Y: "+Y+" - "+X);
for(inti=0;i<Y;i++){
for (intj=0;j <X j++){
if (i <n[1] && j <=n[0]) {
/I System.out.printin("w1 "+i+"-"+j);
w[il[i] = 0.0;
}elseif (j ==0) {
/I System.out.printin("w2 "+i+"-"+j);
wli][j] = 0.0;
}else if (j > n[0] && j <= (n[0] + n[1]) && i >=n[1]) {
/[ System.out.printin("w3 "+i+"-"+j);
wr[i][j] = 0.0;
}else {
[ISystem.out.printin("w"+i+"-"+j);
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w/i][j] = Double.NaN;

static public double sigmoid(double x) // Calcula a fun€?o sigmoid

{
return 1.0/ (1.0 + Math.exp(-x));

static public double derivar(double x) // Calcula a derivada da fun€?o sigmoid
{
double aux = sigmoid(x);

return aux * (1.0 - aux);

public void inicializar(double a, double b) // Inicia de modo aleat€prio todos os pesos, usa a gama
[a,b[
/I a - limite inferior, b - limite superior
{
int Y = w.length;
int X = w[0].length;
/I System.out.printin("teste: "+Y+" - "+X);
for(inti=0;i<Y;i++){
for (intj=0;j <X j++){
if (Double.isNaN(wf[i][j]) == false) {
wli][j] = (b - a) * Math.random() + a;

public void imprimir() // Imprime no ecr? uma matriz de pesos
{
int Y = w.length;
int X = w[0].length;
for(inti=0;i<Y;i++){
for (intj = 0; j < X; j++) {
if (Double.isNaN(W[i][i]) {
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System.out.print("- \t");
} else {
System.out.print(Casos.valor(w[i][j], 3) + " \t");

}
System.out.printin("");

public double produto(int linha, double[] v) // Calcula o produto interno entre uma linha da matriz e
um vector
{
double res = 0.0;
int X = w[0].length;
for (inti=0;i<X;i++) {
if (Double.isNaN(w[linha][i]) == false) {

res += wllinhal][i] * v[i];

}

return res;

public void activar(int[] n, double[] entrada, double[] saida) // Activa a sa€da da MLP
/I n - Vector com 0 n?mero de nodos por camada
/l entrada - Vector de entrada, saida - Vector com as sa€pdas (valor de retorno)
{

double[] u = new double[n[0] + n[1] + n[2]];

activarUi(n, entrada, u); // activa€y?es sem sigmoid

for (inti=0;i<n[2]; i++) {

saidal[i] = sigmoid(u[n[0] + n[1] + i]);

public void activarUi(int n[], double[] entrada, double[] u) // Calcula os ui da MLP (activa€y?es
pr@vias ? fun€?0 sigmoid)
/l n - vector com o n?mero de nodos por camada
I/l entrada - Vector de entrada, u - vector com as saidas (valor de retorno)
{
inti, j;

int Y = w.length;



int X = w[0].length;

double[] aux = new double[X]; // todas activa€y?es

for (i = 0; i < X; i++) // preencher vector auxiliar
{
if (i ==0) {
aux[0] = 1.0; // bias
}else if (i <= n[0]) {
aux[i] = entradali - 1];
ufi - 1] = entradali - 1J;

}else {
aux[i] = 0.0;
ufi - 1] = 0.0;
}

for i=0,j=n[0] + 1;i<Y;i++, j++) // propagar pelas camadas

{
ufj - 1] = produto(i, aux);
aux[j] = sigmoid(u[j - 1]);
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public void gradiente(int n[], double[] entrada, double[] saida, MatrizPesos E) // Calcula o gradiente

/I n - Vector com 0 n?mero de nodos por camada

/l entrada - Vector de entrada, saida - Vector com as sa€pdas

/I E - matriz com o gradiente calculado
{
inti, j;
int Y = w.length;
double[] u = new double[n[0] + n[1] + n[2]];
double[] g = new double[Y];

activarUi(n, entrada, u); // propaga€?o0 em frente
for i=Y-1;i>=0;i-) // retropropaga€?0
{
if (i >=n[1]) // i - camada de sagda
{
g[i] = sigmoid(u[i + n[0]]) - saida]i - n[1]];
} else /] outras camadas



for =0, g[i] =0.0;j<Y;j++) {
if (Double.isNaN(w[j][i + n[0] + 1]) == false) {
glil += g[i] * wl][i + n[O] + 1];

}
glil = g[i] * derivar(ufi + n[Q]]);
E.w[i][0] = g[i] + E.w[i][0]; // conex?0 de bias
for (j = 1;j < (i + n[0] + 1); j++) // outras conex?es
{
if (Double.isNaN(wf[i][j]) == false) {
if (j <=n[0]) // n?0 tem sigmoid
{
E.W[i]{i] = gli] * ufj - 1] + E.w(];
} else // j € nodo intermdio, tem sigmoid

{
E.w[i][j] = g[i] * sigmoid(u[j - 1]) + E.wW[i][j];
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public void retroPropagacao(double taxa, MatrizPesos E) // Efectua a actualiza€y?o do algoritmo de

retropropaga€y?0
// taxa - taxa de aprendizagem (valor entre 0,0 e 1,0)
I/l E - matriz com o gradiente calculado
{
int Y = w.length;
int X = w[0].length;
for (inti=0;i<Y;i++) {
for (intj=0;j < X; j++) {
if (Double.isNaN(wf[i][j]) == false) {
Wil[i] = wiil[i] - taxa * E.wil[j;
E.w[i][j] = 0.0;



void inicializar2() {

/[carregarMatriz

w[0][0] = 3.056;
w[0][1] = -1.205;
w[0][2] = 0.203;
w[0][3] = 0.458;
w[0][4] = 1.129;
w[O][5] = 0.341;
w[0][6] = 1.516;
w[0][7] = 0.574;
w[0][8] = 0.442;
w[0][9] = 1.062;
w[0][10] = Double.NaN;
w[0][11] = Double.NaN;
w[0][12] = Double.NaN;
w[0][13] = Double.NaN;
w[0][14] = Double.NaN;

w[1][0] = 3.528;

w[1][1] = 2.215;

w[1][2] = 1;

w[1][3] = 0.617;

w[1][4] = 0.149;

w[1][5] = -0.428;
w[1][6] = 0.2;

w[1][7] = -0.076;
w[1][8] = -0.089;
w[1][9] = 1.391;
w[1][10] = Double.NaN;
w[1][11] = Double.NaN;
w[1][12] = Double.NaN;
w[1][13] = Double.NaN;
w[1][14] = Double.NaN;

w[2][0] = 3.934;
w[2][1] = 2.284;
w[2][2] = -0.455;
w[2][3] = -0.109;



w[2][4] = 0.892;
w[2][5] = 0.923;
w[2][6] = 1.14;

w[2][7] = 0.656;
w[2][8] = 0.391;
w[2][9] = -0.434;

w[2][10] = Double.NaN;
w[2][11] = Double.NaN;
w[2][12] = Double.NaN;
w[2][13] = Double.NaN;
w[2][14] = Double.NaN;

w[3][0] = -2.105;
w[3][1] = 3.943;
w[3][2] = 0.233;
w[3][3] =0.177;
w([3][4] = 0.558;
w[3][5] = 0.271;
w[3][6] = 0.304;
w[3][7] = 0.168;
w[3][8] = 0.172;
w[3][9] = 0.316;

w[3][10] = Double.NaN;
w[3][11] = Double.NaN;
w[3][12] = Double.NaN;
w[3][13] = Double.NaN;
w[3][14] = Double.NaN;

w[4][0] = -2.653;

w[4][1] = Double.NaN;
w[4][2] = Double.NaN;
w[4][3] = Double.NaN;
w[4][4] = Double.NaN;
w[4][5] = Double.NaN;
w[4][6] = Double.NaN;
w[4][7] = Double.NaN;
w[4][8] = Double.NaN;
w[4][9] = Double.NaN;
w[4][10] = -1.24;

w[4][11] = 1.85;
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w[4][12] = 1.922;
W[4][13] = 3.481;

w[4][14] = Double.NaN;
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APENDICE C - CODIGO FONTE: INDEX.XHTML
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package Controlador;

import javax.faces.bean.ManagedBean;

import javax.faces.bean.SessionScoped;

import DAO.DAO;

import Modelo.Nivel;

import Modelo.Precipitacao;

import Modelo.RNAss;

import Modelo.Ruas;

import aprendizadomaquina.RNA;

import java.sql. SQLException;

import java.text.DecimalFormat;

import java.text.SimpleDateFormat;

import java.util. ArrayList;

import java.util.Calendar;

import java.util. Date;

import java.util.logging.Level;

import java.util.logging.Logger;

import org.primefaces.event.SlideEndEvent;

import org.primefaces.model.chart.AxisType;
import org.primefaces.model.chart.DateAxis;

import org.primefaces.model.chart.LineChartModel;
import org.primefaces.model.chart.LineChartSeries;
import org.primefaces.model.map.DefaultMapModel;
import org.primefaces.model.map.LatLng;

import org.primefaces.model.map.MapModel;
import org.primefaces.model.map.Polygon;

import org.primefaces.model.map.Polyline;

Jx*
*

* @author victorperes
*/

@ManagedBean
@SessionScoped

public class Controlador {

private String tipo = "Diario";



private boolean temSelecao = false;
private boolean temDiario = true;
private boolean temMensal = false;

private boolean temAnual = false;

private Date dataSelecao = new Date();

private int nivel,

private double tapl = -1;
private double tap2 = -1;
private double tap3 = -1;
private double tap4 = -1,
private double tap5 = -1;
private double tap6 = -1;
private double tap7 = -1,
private double tap8 = -1;

private int saidaNivel,
public double getTapl() {

return tapl;

public void setTapl(double tapl) {
this.tapl = tap1l;

public double getTap2() {
return tap2;

public void setTap2(double tap2) {
this.tap2 = tap2;

public double getTap3() {
return tap3;

public void setTap3(double tap3) {
this.tap3 = tap3;
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public double getTap4() {
return tap4;

public String duasCasas(double numero1l) {
DecimalFormat formato = new DecimalFormat("#.##");

return Double.valueOf(formato.format(numerol)) + ";

public String imprimir() {
if (temDiario) {
if (rnas.isEmpty()) {
return " - "
}else {
return (int) rnas.get(0).getResposta() + ™;
}
} else {

return " -";

public void setTap4(double tap4) {
this.tap4 = tap4;

public double getTap5() {
return tap5;

public void setTap5(double tap5) {
this.tap5 = tap5;

public double getTap6() {
return tap6;

public void setTap6(double tap6) {
this.tap6 = tap6;
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public double getTap7() {
return tap7;

public void setTap7(double tap7) {
this.tap7 = tap7;

public double getTap8() {
return tap8;

public void setTap8(double tap8) {
this.tap8 = tap8;

public String getConsole() {
return tipo;

public int getNivel() {

return nivel;

public void setNivel(int nivel) {

this.nivel = nivel;

public void setConsole(String tipo) {

this.tipo = tipo;

public void selecionarTipo() {
if (tipo.equalsignoreCase("Diario")) {
temSelecao = true;
temDiario = true;
temMensal = false;

temAnual = false;
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} else if (tipo.equalsignoreCase("Mensal")) {
temSelecao = true;
temDiario = false;
temMensal = true;
temAnual = false;
} else if (tipo.equalsignoreCase("Anual")) {
temSelecao = true;
temDiario = false;
temMensal = false;
temAnual = true;
} else {

temSelecao = false;

public Date getDataSelecao() {

return dataSelecao;

public void setDataSelecao(Date dataSelecao) {
this.dataSelecao = dataSelecao;

public String getTipo() {
return tipo;

public void setTipo(String tipo) {
this.tipo = tipo;

public boolean isTemSelecao() {

return temSelecao;

public void setTemSelecao(boolean temSelecao) {

this.temSelecao = temSelecao;
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public boolean isTemDiario() {

return temDiario;

public void setTemDiario(boolean temDiario) {

this.temDiario = temDiario;

public boolean isTemMensal() {

return temMensal;

public void setTemMensal(boolean temMensal) {

this.temMensal = temMensal;

public boolean isTemAnual() {

return temAnual;

public void setTemAnual(boolean temAnual) {

this.temAnual = temAnual;

/lcarregar dados
public void carregarDadosDiario() throws ClassNotFoundException, SQLException {

int saidaNivel = 0;//0
dao = new DAO();

boolean ok = true;

Calendar ¢ = Calendar.getinstance();

Calendar ca = Calendar.getlnstance();

c.setTime(dataSelecao);
ca=c;
Date d = new Date();

d.setTime(c.getTimelnMillis());



Date DataTemp = new Date();

ok = true;

ca.setTime(d);

/I ca.add(Calendar.DATE, +1);
d.setTime(ca.getTimelnMillis());

Nivel nivel;
Precipitacao precipitacao;
*if (ok) {
/Inivel de resposta; dia 13
nivel = obterNivel(d, dao);
if (nivel == null) {
ok = false;
}else {
if (nivel.getNivel() == 0) {
ok = false;
}else {

saidaNivel = nivel.getNivel() + ™,

}
¥

if (0k) {

/Iniv e tapl
c.add(Calendar.DATE, -6);
DataTemp.setTime(c.getTimelnMillis());
nivel = obterNivel(DataTemp, dao);
if (nivel == null) {

ok = false;
}else {

if (nivel.getNivel() == 0) {

ok = false;
}else {

this.nivel = nivel.getNivel();

}

precipitacao = obterPrecipitacao(DataTemp, dao);

if (precipitacao == null) {

101



102

ok = false;
}else {

tapl = precipitacao.getTap01();

if (ok) {
/ltap4d
c.add(Calendar.DATE, -2);
DataTemp.setTime(c.getTimelnMillis());

precipitacao = obterPrecipitacao(DataTemp, dao);
if (precipitacao == null) {

ok = false;
}else {

tap4 = precipitacao.getTap04();

if (ok) {
/ltap5 e tap2
c.add(Calendar.DATE, -1);
DataTemp.setTime(c.getTimelnMillis());

precipitacao = obterPrecipitacao(DataTemp, dao);
if (precipitacao == null) {

ok = false;
}else {

tap5 = precipitacao.getTap05();

tap2 = precipitacao.getTap02();

if (ok) {
/ltap7 e tap8
c.add(Calendar.DATE, -2);
DataTemp.setTime(c.getTimelnMillis());

precipitacao = obterPrecipitacao(DataTemp, dao);

if (precipitacao == null) {
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ok = false;

}else {
tap7 = precipitacao.getTap07();
tap8 = precipitacao.getTap08();

if (ok) {
/ltap3 e tap6
c.add(Calendar.DATE, -1);
DataTemp.setTime(c.getTimelnMillis());

precipitacao = obterPrecipitacao(DataTemp, dao);
if (precipitacao == null) {

ok = false;
}else {

tap3 = precipitacao.getTap03();

tap6 = precipitacao.getTap06();

if (ok) {
System.out.printin("," + tapl +"," + tap2 + "," + tap3 + "," + tap4 + "," + tap5 + "," + tap6 + "," +
tap7 +"," + tap8 + "," + saidaNivel);
}

construtorMapal();

}

SimpleDateFormat formato = new SimpleDateFormat("yyyy-MM-dd");
SimpleDateFormat formato2 = new SimpleDateFormat("yyyy");
SimpleDateFormat formato3 = new SimpleDateFormat("MM - yyyy");

public Nivel obterNivel(Date d, DAO dao) throws SQLException, ClassNotFoundException {
String datal = formato.format(d);
Calendar ¢ = Calendar.getlnstance();
c.setTime(d);

c.add(Calendar.DATE, +1);

Date da = new Date();



da.setTime(c.getTimelnMillis());
String data2 = formato.format(da);

return dao.buscarNivel(datal, data2);

public Precipitacao obterPrecipitacao(Date d, DAO dao) throws SQLEXxception,

ClassNotFoundException {

String datal = formato.format(d);

Calendar ¢ = Calendar.getlnstance();
c.setTime(d);

c.add(Calendar.DATE, +1);

Date da = new Date();
da.setTime(c.getTimelnMillis());
String data2 = formato.format(da);

return dao.buscarPreciptacao(datal, data2);

}

ArrayList<RNAss> rnas = new ArrayList<>();

public void calcularRNA() {
if (tipo.compareTolgnoreCase("Diario") == 0) {
try {
/ldiario

calcularRNADiario();

} catch (Exception ex) {
Logger.getLogger(Controlador.class.getName()).log(Level. SEVERE, null, ex);
}

} else if (tipo.compareTolgnoreCase("Mensal") == 0) {
try {
/ldiario
calcularRNAMensal();
} catch (Exception ex) {
Logger.getLogger(Controlador.class.getName()).log(Level. SEVERE, null, ex);
}

} else if (tipo.compareTolgnoreCase("Anual”) == 0) {
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try {
calcularRNAAnual();

} catch (Exception ex) {

Logger.getLogger(Controlador.class.getName()).log(Level. SEVERE, null, ex);

public void calcularRNADiario() throws Exception {
RNA rna = new RNA();
double res = 1;
rnas = new ArrayList<>();
rnas.add(new RNAss(nivel, tapl, tap2, tap3, tap4, tap5, tap6, tap7, tap8, res, dataSelecao));
rnas = rna.calcularDiario(rnas);
verificar();

System.out.printin("Resposta: " + rnas.get(0).getResposta());

/lgraficoDiario

private LineChartModel dateModelGraficoDiario;
public LineChartModel getDateModelGraficoDiario() {

createDateModelGraficoDiario();

return dateModelGraficoDiario;
private void createDateModelGraficoDiario() {
if (rnas.isEmpty()) {
dateModelGraficoDiario = new LineChartModel();
LineChartSeries series1 = new LineChartSeries();

seriesl.setLabel("Series 1");

seriesl.set("2014-01-01", 51);
seriesl.set("2014-01-06", 22);

dateModelGraficoDiario.addSeries(seriesl);

dateModelGraficoDiario.setTitle("Titulo");



dateModelGraficoDiario.setZoom(true);
dateModelGraficoDiario.getAxis(AxisType.Y).setLabel("Valores (Nivel)");
DateAxis axis = new DateAxis("Datas");

axis.setTickAngle(-50);

/I axis.setMax("2014-01-07");

axis.setTickFormat("%#d-%b-%y");

dateModelGraficoDiario.getAxes().put(AxisType.X, axis);

}else {

dateModelGraficoDiario = new LineChartModel();
LineChartSeries series1 = new LineChartSeries();
seriesl.setLabel("Series 1");

Date data = rnas.get(0).getData();

Date data2 = dataSomar(data, +6);
seriesl.set(formato.format(data), rnas.get(0).getNivel());
seriesl.set(formato.format(data2), rnas.get(0).getResposta());

dateModelGraficoDiario.addSeries(seriesl);

dateModelGraficoDiario.setTitle("Titulo");
dateModelGraficoDiario.setZoom(true);
dateModelGraficoDiario.getAxis(AxisType.Y).setLabel("Valores (Nivel)");
DateAxis axis = new DateAxis("Datas");

axis.setTickAngle(-50);

/I axis.setMax("2014-01-07");

axis.setTickFormat("%#d-%b-%y");

dateModelGraficoDiario.getAxes().put(AxisType.X, axis);

public Date dataSomar(Date data, int valor) {
Date dat = new Date();
Calendar ¢ = Calendar.getinstance();
c.setTime(data);
c.add(Calendar.DATE, valor);
dat.setTime(c.getTimelnMillis());

return dat;
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private void calcularRNAMensal() throws Exception {
RNA rna = new RNA();
double res = 1;
rnas = new ArrayList<>();
rnas = carregarMes();

rnas = rna.calcularDiario(rnas);

public int getSaidaNivel() {

return saidaNivel;

public void setSaidaNivel(int saidaNivel) {

this.saidaNivel = saidaNivel;

private ArrayList<RNAss> carregarMes() throws ClassNotFoundException, SQLException {
rnas = new ArrayList<>();
dao = new DAO();
int mes = dataSelecao.getMonth();
Date dataControle = new Date();
dataControle.setDate(01);
dataControle.setMonth(mes);

dataControle.setYear(dataSelecao.getYear());

for (inti=0;i<32; i++) {
if (dataControle.getMonth() == mes) {

boolean ok = true;

Calendar c = Calendar.getlnstance();

Calendar ca = Calendar.getinstance();

c.setTime(dataControle);
ca=gc;

Date d = new Date();
d.setTime(c.getTimelnMillis());

Date DataTemp = new Date();
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ok = true;

ca.setTime(d);

/I ca.add(Calendar.DATE, +1);
d.setTime(ca.getTimelnMillis());

Nivel nivel;
Precipitacao precipitacao;
if (0k) {
/Inivel de resposta; dia 13
nivel = obterNivel(d, dao);
if (nivel == null) {
ok = false;
}else {
if (nivel.getNivel() == 0) {
ok = false;
}else {

this.saidaNivel = nivel.getNivel();

if (0k) {

/Iniv e tapl
c.add(Calendar.DATE, -6);
DataTemp.setTime(c.getTimelnMillis());
nivel = obterNivel(DataTemp, dao);
if (nivel == null) {

ok = false;
}else {

if (nivel.getNivel() == 0) {

ok = false;
}else {

this.nivel = nivel.getNivel();

}

precipitacao = obterPrecipitacao(DataTemp, dao);

if (precipitacao == null) {

ok = false;
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}else {

tapl = precipitacao.getTap01();

if (ok) {
[ltap4
c.add(Calendar.DATE, -2);
DataTemp.setTime(c.getTimelnMillis());

precipitacao = obterPrecipitacao(DataTemp, dao);
if (precipitacao == null) {

ok = false;
}else {

tap4 = precipitacao.getTap04();

if (0k) {
[ltap5 e tap2
c.add(Calendar.DATE, -1);
DataTemp.setTime(c.getTimelnMillis());

precipitacao = obterPrecipitacao(DataTemp, dao);
if (precipitacao == null) {

ok = false;
}else {

tap5 = precipitacao.getTap05();

tap2 = precipitacao.getTap02();

if (0k) {
[ltap7 e tap8
c.add(Calendar.DATE, -2);
DataTemp.setTime(c.getTimelnMillis());

precipitacao = obterPrecipitacao(DataTemp, dao);
if (precipitacao == null) {

ok = false;
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}else {
tap7 = precipitacao.getTap07();
tap8 = precipitacao.getTap08();

if (ok) {
[ltap3 e tap6
c.add(Calendar.DATE, -1);
DataTemp.setTime(c.getTimelnMillis());

precipitacao = obterPrecipitacao(DataTemp, dao);
if (precipitacao == null) {

ok = false;
}else {

tap3 = precipitacao.getTap03();

tap6 = precipitacao.getTap06();

if (0k) {
/ladd aray aqui
rnas.add(new RNAss(this.nivel, tapl, tap2, tap3, tap4, tap5, tap6, tap7, tap8, 0.0,
dataControle, saidaNivel));
/I System.out.printin("," + tapl +"," + tap2 + "," + tap3 + "," + tap4 +"," + tap5 + "," +
tap6 +"," + tap7 +"," + tap8 + "," + saidaNivel);

}

dataControle = dataSomar(dataControle, +1);

/I System.out.printin("data: "+formato.format(dataControle));

return rnas;

private LineChartModel areaModel,

public LineChartModel getAreaModel() {
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criarGraficoMes();

return areaModel;

private void criarGraficoMes() {

if (rnas.isEmpty()) {
areaModel = new LineChartModel();
LineChartSeries seriesl = new LineChartSeries();

seriesl.setLabel("Series 1");

seriesl.set("2014-01-01", 51);
seriesl.set("2014-01-06", 22);

areaModel.addSeries(seriesl);

areaModel.setTitle("Titulo™);

areaModel.setZoom(true);
areaModel.getAxis(AxisType.Y).setLabel("Valores (Nivel)");
DateAxis axis = new DateAxis("Datas");
axis.setTickAngle(-50);

/I axis.setMax("2014-01-07");
axis.setTickFormat("%#d-%b-%y");

areaModel.getAxes().put(AxisType.X, axis);

} else {

areaModel = new LineChartModel();
LineChartSeries series1 = new LineChartSeries();
LineChartSeries series2 = new LineChartSeries();
seriesl.setLabel("Nivel Real");
series2.setLabel("Nivel RNA");

for (RNAss rna : rnas) {

seriesl.set(formato.format(rna.getData()), rna.getNivelDoDia());

series2.set(formato.format(rna.getData()), rna.getResposta());

seriesl.setFill(true);
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areaModel.addSeries(seriesl);

areaModel.addSeries(series2);

areaModel.setLegendPosition("ne");

areaModel.setTitle("Simulacéo da RNA - " + formato3.format(dataSelecao));
areaModel.setZoom(true);
areaModel.getAxis(AxisType.Y).setLabel("Valores (Nivel)");

DateAxis axis = new DateAxis("Datas");

axis.setTickAngle(-50);

/I axis.setMax("2014-01-07");

axis.setTickFormat("%#d-%b-%y");

areaModel.getAxes().put(AxisType.X, axis);

private void calcularRNAAnual() throws Exception {

RNA rna = new RNA();

double res =1,

rnas = new ArrayList<>();

rnas = carregarAno();

/I rnas.add(new RNAss(nivel, tapl, tap2, tap3, tap4, tap5, tap6, tap7, tap8, res, dataSelecao));

rnas = rna.calcularDiario(rnas);

}
DAO dao;

private ArrayList<RNAss> carregarAno() throws ClassNotFoundException, SQLException {
dao = new DAO();

rnas = new ArrayList<>();

String ano = formato2.format(dataSelecao);
Date dataControle = new Date();
dataControle.setDate(01);
dataControle.setMonth(00);

dataControle.setYear(dataSelecao.getYear());

for (inti=0;i<370; i++) {

if (formato2.format(dataControle).compareTolgnoreCase(ano) == 0) {



boolean ok = true;

Calendar ¢ = Calendar.getlnstance();

Calendar ca = Calendar.getinstance();

c.setTime(dataControle);
ca=gc;

Date d = new Date();
d.setTime(c.getTimelnMillis());

Date DataTemp = new Date();

ok = true;

ca.setTime(d);

/I ca.add(Calendar.DATE, +1);
d.setTime(ca.getTimelnMillis());

Nivel nivel;
Precipitacao precipitacao;
if (0k) {
/Inivel de resposta; dia 13
nivel = obterNivel(d, dao);
if (nivel == null) {
ok = false;
}else {
if (nivel.getNivel() == 0) {
ok = false;

}else {

this.saidaNivel = nivel.getNivel();

if (ok) {
/Iniv e tapl
c.add(Calendar.DATE, -6);

DataTemp.setTime(c.getTimelnMillis());

nivel = obterNivel(DataTemp, dao);
if (nivel == null) {

ok = false;
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}else {
if (nivel.getNivel() == 0) {
ok = false;
}else {

this.nivel = nivel.getNivel();

}

precipitacao = obterPrecipitacao(DataTemp, dao);

if (precipitacao == null) {
ok = false;
}else {

tapl = precipitacao.getTap01();

if (ok) {
[ltap4
c.add(Calendar.DATE, -2);
DataTemp.setTime(c.getTimelnMillis());

precipitacao = obterPrecipitacao(DataTemp, dao);
if (precipitacao == null) {

ok = false;
}else {

tap4 = precipitacao.getTap04();

if (ok) {
[Itap5 e tap2
c.add(Calendar.DATE, -1);
DataTemp.setTime(c.getTimelnMillis());

precipitacao = obterPrecipitacao(DataTemp, dao);
if (precipitacao == null) {

ok = false;
}else {

tap5 = precipitacao.getTap05();

tap2 = precipitacao.getTap02();



if (0k) {
[ltap7 e tap8
c.add(Calendar.DATE, -2);
DataTemp.setTime(c.getTimelnMillis());

precipitacao = obterPrecipitacao(DataTemp, dao);
if (precipitacao == null) {

ok = false;
}else {

tap7 = precipitacao.getTap07();

tap8 = precipitacao.getTap08();

if (ok) {
[ltap3 e tap6
c.add(Calendar.DATE, -1);

DataTemp.setTime(c.getTimelnMillis());

precipitacao = obterPrecipitacao(DataTemp, dao);
if (precipitacao == null) {

ok = false;
}else {

tap3 = precipitacao.getTap03();

tap6 = precipitacao.getTap06();

if (0k) {
/ladd aray aqui
rnas.add(new RNAss(this.nivel, tapl, tap2, tap3, tap4, tap5, tap6, tap7, tap8, 0.0,
dataControle, saidaNivel));
/I System.out.printin("," + tapl +"," + tap2 + """ +tap3 + "," + tap4 + "," +tap5 +"," +
tap6 + "," + tap7 +"," + tap8 + "," + saidaNivel);

}
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dataControle = dataSomar(dataControle, +1);

/I System.out.printin("data: "+formato.format(dataControle));

return rnas;

private LineChartModel areaModelAnual;

public LineChartModel getAreaModelAnual() {

criarGraficoAnual();

return areaModel;

private void criarGraficoAnual() {

if (rnas.isEmpty()) {

areaModel = new LineChartModel();
LineChartSeries series1 = new LineChartSeries();

seriesl.setLabel("Series 1");

seriesl.set("2014-01-01", 51);
seriesl.set("2014-01-06", 22);

areaModel.addSeries(seriesl);

areaModel.setTitle("Titulo");

areaModel.setZoom(true);
areaModel.getAxis(AxisType.Y).setLabel("Valores (Nivel)");
DateAxis axis = new DateAxis("Datas");
axis.setTickAngle(-50);

/I axis.setMax("2014-01-07");
axis.setTickFormat("%#d-%b-%y");

areaModel.getAxes().put(AxisType.X, axis);

} else {

areaModel = new LineChartModel();

LineChartSeries series1 = new LineChartSeries();
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LineChartSeries series2 = new LineChartSeries();
series2.setLabel("Nivel RNA");

seriesl.setLabel("Nivel Real");

for (RNAss rna : rnas) {
seriesl.set(formato.format(rna.getData()), rna.getNivelDoDia());

series2.set(formato.format(rna.getData()), rna.getResposta());

seriesl.setFill(true);

areaModel.addSeries(seriesl);

areaModel.addSeries(series2);

areaModel.setLegendPosition("ne");

areaModel.setTitle("Simulacdo da RNA Anual - " + formato2.format(dataSelecao));
areaModel.setZoom(true);

areaModel.getAxis(AxisType.Y).setLabel("Valores (Nivel)");

DateAxis axis = new DateAxis("Datas");

axis.setTickAngle(-50);

/I axis.setMax("2014-01-07");

axis.setTickFormat("%#d-%b-%y");

areaModel.getAxes().put(AxisType.X, axis);

//mapa

private MapModel modeloMapa,;

Ruas rua = new Ruas();

ArrayList<Ruas> temp = new ListaRuas().getRuas();

private int valorl = 10;

private int valor2 = 50;

private int valor3 = 100;

private int nivelRio = nivel;

public void verificar() {

nivelRio = (int) rnas.get(0).getResposta();

modeloMapa = new DefaultMapModel();

for (Ruas ruas : temp) {

int temp = nivelRio - ruas.getNivel();
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if (temp > 0) {

if (temp <= valorl) {
Polyline polyline = new Polyline();
polyline.getPaths().add(ruas.getLocalizacao());
polyline.getPaths().add(ruas.getLocalizacao2());
polyline.setStrokeWeight(10);
polyline.setStrokeColor("#FFFF00");
polyline.setStrokeOpacity(0.7);
modeloMapa.addOverlay(polyline);

} else if (temp <= valor2) {
Polyline polyline = new Polyline();
polyline.getPaths().add(ruas.getLocalizacao());
polyline.getPaths().add(ruas.getLocalizacao2());
polyline.setStrokeWeight(10);
polyline.setStrokeColor("#FFA500");
polyline.setStrokeOpacity(0.7);
modeloMapa.addOverlay(polyline);

} else if (temp <= valor3) {
Polyline polyline = new Polyline();
polyline.getPaths().add(ruas.getLocalizacao());
polyline.getPaths().add(ruas.getLocalizacao?2());
polyline.setStrokeWeight(10);
polyline.setStrokeColor("#A0522D");
polyline.setStrokeOpacity(0.7);
modeloMapa.addOverlay(polyline);

}else {
Polyline polyline = new Polyline();
polyline.getPaths().add(ruas.getLocalizacao());
polyline.getPaths().add(ruas.getLocalizacao2());
polyline.setStrokeWeight(10);
polyline.setStrokeColor("#FF0000");
polyline.setStrokeOpacity(0.7);
modeloMapa.addOverlay(polyline);

public Controlador() {



public MapModel getModeloMapa() {

return modeloMapa;

I
private MapModel polygonModel;
Pontos pontos = new Pontos();

public void construtorMapal() {
polygonModel = new DefaultMapModel();

/[Shared coordinates

Polygon tap01 = pontos.tap01;
Polygon tap02 = pontos.tap02;
Polygon tap03 = pontos.tap03;
Polygon tap04 = pontos.tap04;
Polygon tap05 = pontos.tap05;
Polygon tap06 = pontos.tap06;
Polygon tap07 = pontos.tap07;
Polygon tap08 = pontos.tap08;

tap01.setStrokeColor("#000000");
tap01l.setFillColor(verificarCor((int) tapl));
tap01.setStrokeOpacity(0.7);
tap01l.setFillOpacity(0.7);

tap02.setStrokeColor("000000");
tap02.setFillColor(verificarCor((int) tap2));
tap02.setStrokeOpacity(0.7);
tap02.setFillOpacity(0.7);

tap03.setStrokeColor("#000000");
tap03.setFillColor(verificarCor((int) tap3));
tap03.setStrokeOpacity(0.7);
tap03.setFillOpacity(0.7);

tap04.setStrokeColor("#000000");

119



tap04.setFillColor(verificarCor((int) tap4));
tap04.setStrokeOpacity(0.7);
tap04.setFillOpacity(0.7);

tap05.setStrokeColor("#000000");
tap05.setFillColor(verificarCor((int) tap5));
tap05.setStrokeOpacity(0.7);
tap05.setFillOpacity(0.7);

tap06.setStrokeColor("#000000");
tap06.setFillColor(verificarCor((int) tap6));
tap06.setStrokeOpacity(0.7);
tap06.setFillOpacity(0.7);

tap07.setStrokeColor("#000000");
tap07.setFillColor(verificarCor((int) tap7));
tap07.setStrokeOpacity(0.7);
tap07.setFillOpacity(0.7);

tap08.setStrokeColor("#000000");
tap08.setFillColor(verificarCor((int) tap8));
tap08.setStrokeOpacity(0.7);
tap08.setFillOpacity(0.7);

polygonModel.addOverlay(tap01);
polygonModel.addOverlay(tap02);
polygonModel.addOverlay(tap03);
polygonModel.addOverlay(tap04);
polygonModel.addOverlay(tap05);
polygonModel.addOverlay(tap06);
polygonModel.addOverlay(tapQ7);
polygonModel.addOverlay(tap08);

public MapModel getPolygonModel() {

construtorMapal();

return polygonModel,

public String verificarCor(int valor) {
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String cor = "#FFFFFF";

if (valor <= 0) {
cor = "#FFFFFF";

} else if (valor >= 1 & valor < 5) {
cor = "#F5DEB3";

} else if (valor >= 5 & valor < 10) {
cor = "#87CEFA";

} else if (valor >= 10 & valor < 15) {
cor = "#00BFFF";

} else if (valor >= 15 & valor < 20) {
cor = "#1E90FF";

} else if (valor >= 20 & valor < 30) {
cor = "#98FB98";

} else if (valor >= 30 & valor < 35) {
cor = "#0OFF7F";

} else if (valor >= 35 & valor < 40) {
cor = "#006400";

} else if (valor >= 40 & valor < 50) {
cor = "#FFFF0O0";

} else if (valor >= 50 & valor < 60) {
cor = "#FOEG8C";

} else if (valor >= 60 & valor < 70) {
cor = "#FFA500";

} else if (valor >= 70 & valor < 80) {
cor = "#FF4500";

} else if (valor >= 80 & valor < 90) {
cor = "#FF0000";

} else if (valor >= 90 & valor < 100) {
cor = "#8B0000";

} else if (valor >= 100 & valor < 150) {
cor = "#EE82EE";

} else if (valor >= 150) {
cor = "#800080";

}else {
cor = "#FFFFFF",

}

return cor;
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APENDICE D - CODIGO FONTE: CONTROLADOR.JAVA

<IDOCTYPE HTML PUBLIC "-//W3C//DTD HTML 4.01 Transitional//EN"

"http://www.w3.org/TR/html4/loose.dtd">

<html xmlns="http://www.w3.0rg/1999/xhtml"
xmins:h="http://java.sun.com/jsf/html"
xmins:f="http://java.sun.com/jsf/core"
xmlns:ui="http://java.sun.com/jsf/facelets"

xmlns:p="http://primefaces.org/ui">

<f:view contentType="text/htm|">
<h:head>
<script src="https://maps.googleapis.com/maps/api/js?key=AlzaSyAOEKeOGEegZorw-
0Jzr_dhl12-Sa7y0OXw"/>

<f:facet name="first">
<meta content="text/html; charset=UTF-8' http-equiv="Content-Type"/>
<title>Sistema Mestrado</title>

</f:facet>

<style type="text/css">
.ui-widget {

font-size: 75%;

.themeMenu {

overflow: auto;

height:300px;

width:200px;

</style>

</h:head>

<h:form >

<p:layout id="lay" fullPage="true">

<p:layoutUnit position="north" size="70" >

<h:graphiclmage url="imagem/Norte2.png" width="100%" height="100%"/>
</p:layoutUnit>
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<p:layoutUnit position="south" size="70" >
<h:graphiclmage url="imagem/Sul2.png" width="100%" height="100%"/>
</p:layoutUnit>

<p:layoutUnit position="west" size="230" header="Menu" >
<p:panel>
<h:panelGrid columns="2" style="margin-bottom:2px" cellpadding="1">
<p:selectOneRadio id="console" value="#{controlador.console}">
<p:ajax update="config, saidaDiario" listener="#{controlador.selecionarTipo}" />
<f:selectltem itemLabel="Diario" itemValue="Diario" />
<f:selectltem itemLabel="Mensal" itemValue="Mensal" />
<f:selectltem itemLabel="Anual" itemValue="Anual" />
</p:selectOneRadio>
</h:panelGrid>
</p:panel>

<p:panel id="config" header="#{controlador.tipo}">

<h:panelGrid id="dados" rendered="#{controlador.temDiario}" columns="2"
style="margin-bottom: 10px">
<p:outputLabel for="german" value="Data:" />
<p:calendar id="german" value="#{controlador.dataSelecao}" locale="pt_BR"

navigator="true" pattern="dd-MM-yyyy" >

</p:calendar>
<p:outputLabel />
<p:commandButton action="#{controlador.carregarDadosDiario()}" update="dados,

map" value="Carregar" />

<p:outputLabel value="Nivel:" />

<p:inputText id="txt1" value="#{controlador.nivel}" />

<p:outputLabel value="Tapl:" />

<p:inputText id="txt2" value="#{controlador.tap1}" />

<p:outputLabel value="Tap2:" />

<p:inputText id="txt3" value="#{controlador.tap2}" />

<p:outputLabel value="Tap3:" />



<p:inputText id="txt44" value="#{controlador.tap3}" />

<p:outputLabel value="Tap4:" />

<p:inputText id="txt4" value="#{controlador.tap4}" />

<p:outputLabel value="Tap5:" />

<p:inputText id="txt5" value="#{controlador.tap5}" />

<p:outputLabel value="Tap6:" />

<p:inputText id="txt6" value="#{controlador.tap6}" />

<p:outputLabel value="Tap7:" />

<p:inputText id="txt7" value="#{controlador.tap7}" />

<p:outputLabel value="Tap8:" />

<p:inputText id="txt8" value="#{controlador.tap8}" />

<p:outputLabel value="Res:" />

<p:inputText id="txt9" disabled="true" value="#{controlador.imprimir()}" />

</h:panelGrid>

<p:outputLabel for="german3" value="Data:" />

<p:calendar id="german3" value="#{controlador.dataSelecao}" locale="pt_BR"

navigator="true" pattern="dd-MM-yyyy" >

</p:calendar>

</h:panelGrid>

<p:outputLabel for="german4" value="Data:" />

<p:calendar id="german4" value="#{controlador.dataSelecao}" locale="pt_BR"

navigator="true" pattern="dd-MM-yyyy" >

</p:calendar>
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<h:panelGrid rendered="#{controlador.temMensal}" columns="2" style="margin-bottom:

<h:panelGrid rendered="#{controlador.temAnual}" columns="2" style="margin-bottom:
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</h:panelGrid>

<p:commandButton update="saidal, saida2, saida3, config" style="margin-left: 50px"

action="#{controlador.calcularRNA()}" value="Calcular" />

</p:panel>

</p:layoutUnit>

<p:layoutUnit position="center">
<p:panel id="saidaDiario" >
<h:panelGrid id="saidal" rendered="#{controlador.temDiario}" columns="2"
width="100%" >

<p:panel header="Precipitacdo" style="width: 300px;" >
<p:gmap id="map" center="-8.915983, -56.516050"
model="#{controlador.polygonModel}" zoom="5" type="MAP" style="width:280px;height:400px" />
<h:graphiclmage url="imagem/legenda_prp_ncep.png" width="280px"
height="40px"/>

</p:panel>

<p:panel header="ltaituba/PA" style="width: 100%" >

<p:gmap id="map?2" center="-4.2704009, -55.978338"
model="#{controlador.modeloMapa}" zoom="17" type="MAP" style="width: 660px;height:400px" />
<center>
<h:graphiclmage url="imagem/legenda.png" width="280px" height="40px"/>
</center>

</p:panel>



126

</h:panelGrid>

<h:panelGrid id="saida2" rendered="#{controlador.temMensal}" columns="1"
width="100%" >

<p:panel header="Grafico" style="width: 100%; " >
<p:chart type="line" model="#{controlador.areaModel}" style="height:400px"/>

</p:panel>

</h:panelGrid>

<h:panelGrid id="saida3" rendered="#{controlador.temAnual}" columns="1"
width="100%" >

<p:panel header="Grafico" style="width: 100%; " >
<p:chart type="line" model="#{controlador.areaModelAnual}"
style="height:400px"/>

</p:panel>

</h:panelGrid>
</p:panel>
</p:layoutUnit>
</p:layout>

</h:form>

</f.view>

</html>



