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RESUMO

Durante o processo de extracdo do conhecimento em bases de dados, alguns problemas
podem ser encontrados como por exemplo, a auséncia de determinada instancia de um atributo. A
ocorréncia de tal problematica pode causar efeitos danosos nos resultados finais do processo, pois
afeta diretamente a qualidade dos dados a ser submetido a um algoritmo de aprendizado de
maquina. Na literatura, diversas propostas sdo apresentadas a fim de contornar tal dano, dentre
eles estd a de imputacdo de dados, a qual estima um valor plausivel para substituir o ausente.
Seguindo essa area de solugdo para o problema de valores ausentes, diversos trabalhos foram
analisados e algumas observacdes foram realizadas como, a pouca utilizacdo de bases sintéticas
que simulem os principais mecanismos de auséncia de dados e uma recente tendéncia a utilizacao
de algoritmos bioinspirados como tratamento do problema. Com base nesse cendrio, esta
dissertacdo apresenta um método de imputagdo de dados baseado em otimizagdo por enxame de
particulas, pouco explorado na érea, e o aplica para o tratamento de bases sinteticamente geradas,
as quais consideram os principais mecanismos de auséncia de dados, MAR, MCAR e NMAR. Os
resultados obtidos ao comprar diferentes configuracdes do método a outros dois conhecidos na
area (KNNImpute e SVMImpute) sdo promissores para sua utilizacdo na area de tratamento de
valores ausentes uma vez que alcangou os melhores valores na maioria dos experimentos

realizados.

Palavras-chave: Tratamento de valores ausentes, mecanismo de auséncia de dados, imputagdo

de dados, valores ausentes, valores faltosos, PSO, enxame de particulas.
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ABSTRACT

During the knowledge discovery in database process some problems may be found, e.g.
some instance of one attribute may be missing. Such issue can even cause harmful effects to the
final results of the process, since directly affects the data quality of a database which some
machine learning algorithm may be applied to. In the literature are some proposals to solve such
harm; among them is the data imputation process that estimates a plausible value to fill in the
missing one. Inside the area of missing value treatment, some researches were analyzed and
observations were raised such as, a few utilization of synthetic datasets that simulates the main
mechanisms of missingness and a tendency to use bioinspired algorithm to treat the missing
values. From this scenario, the present dissertation analyses an imputation method based on
particle swarm optimization, an underexplored one, and applies it to the treatment of synthetics
datasets generated considering the main mechanisms of missingness, MAR, MCAR and NMAR.
The results obtained when comparing the algorithm against different configurations of itself and
another two treatments known in the area (KNNImpute and SVMImpute) are promising for its
use as missing value treatment whereas the bioinspired method reached the bests values for the
major of the experiments.

Keywords: Missing value treatment, mechanism of missingness, data imputation, missing data,

PSO, particle swarm optimization.



1 INTRODUCAO

1.1 MOTIVACAO

Em um conjunto de dados, um pesquisador pode se deparar com o problema de auséncia
de valores para determinados instancias de alguns atributos (FACELI et al., 2011). Essa auséncia
pode ter diversas causas como por exemplo: incorreta inser¢do manual de dados, medidas
incorretas, erro em equipamentos, dentre outros. E em algumas areas, chega ser comum encontrar
bases com valores ausentes em mais de 50% de suas entradas (FARHANGFAR;KURGAN;
PEDRYCZ, 2007) (LAKSHMINARAYAN, HARP ¢ SAMAD, 1999). A falta de alguns
exemplos pode ocasionar problemas durante a andlise de dados uma vez que esta precisa da
maior quantidade disponivel de exemplos para descobrir a existéncia de um determinado padrdo
na base de dados. Exemplos de problemas ocasionados pela auséncia de dados podem ser, a perda
de eficiéncia do método para andlise de dados e a imposi¢cdo de viés na base (FARHANGFAR,
KURGAN e PEDRYCZ, 2004).

A fim de solucionar tal problematica, algumas alternativas tém sido propostas como
utilizacdo da média, utilizagcdo para andlise apenas de casos completos, eliminacdo dos objetos
com valores ausentes e estimacdo de valores para substituir os ausentes - chamado de imputacao
de dados (SCHAFER ¢ GRAHAM, 2002) (BROWN e KROS, 2003).

Quando focado neste ultimo tipo de solucdo, uma andlise de publica¢des foi realizada
com aplicagdes em areas diversas, e verificou-se uma falta de padronizagdo quanto a origem da
base de dados a ser utilizada nos experimentos realizados para os tratamentos de valores ausentes
(DIAS, LOBATO e SANTANA, DE, 2013). Sobre tal observagao, as bases comumente utilizadas
sdo oriundas de repositdrios publicos como o UCI (ASUNCION e NEWMAN, 2007), porém elas
podem ou nao possuir valores ausentes em seus dados. Usualmente escolhem-se bases completas
para depois remover, controladamente, valores dessa base a fim de analisar o comportamento de
um determinado método, esse processo origina as chamadas bases sintéticas. Com isso, 0s
pesquisadores conseguem simular alguns dos mecanismos de ausé€ncia existentes na literatura da

area. Os mais replicados sdo o Missing At Random (MAR) — o qual a auséncia de valores



depende de um atributo presente na base; e Missing Completely At Random (MCAR) — onde a
auséncia de um exemplo ¢ completamente independente dos valores observados. Porém, para
melhorar o desenvolvimento da area ¢ preciso realizar analises além desses dois mecanismos
usuais, tornando-se um desafio a andlise do tratamento para os trés mecanismos existentes: MAR,
MCAR e Not Missing At Random (NMAR) - a auséncia de valores pode depender de um valor
observavel e/ou ausente na base. Nesse cendrio, sdo raros os trabalhos que conseguem,
efetivamente, realizar um estudo desse tipo, principalmente quando deseja-se uma analise mais
extensa, utilizando uma determinada quantidade de bases por exemplo.

Além da observagdo descrita acima, outra tendéncia se destaca na area de tratamento de
valores ausentes (TVA), a qual consiste na utilizagdo de métodos bioinspirados seja como
auxiliadores de outros métodos ou como tratamento propriamente dito. Sendo assim alguns
recentes trabalhos mostram promissores resultados para esse tipo de tratamento, porém ainda
muito incipiente se comparado com os métodos mais usuais da area (AZADEH et al., 2013;
FIGUEROA GARCIA, KALENATIC ¢ LOPEZ BELLO, 2011; FRANCA, DE, COELHO e
ZUBEN, VON, 2013; VERONEZE et al., 2011).

Com base nesses dois pontos, esta dissertagdo se propde a desenvolver um sistema de
imputacdo de dados, onde o algoritmo bioinspirado de otimizagdo por enxame de particulas ¢é
adaptado para o tratamento de valores ausentes. Além disso, também ¢é realizada uma anélise
entre cinco tratamentos diferentes — dois usuais da area (SVMImpute e KNNImpute) e os outros
trés sendo compostos de diferentes configuragdes do algoritmo bioinspirado; a fim de verificar
seu comportamento em sete bases de dados distintas, as quais foram sinteticamente geradas de
acordo com os mecanismos de auséncia de dados variando sua porcentagem de atributos

ausentes. Os objetivos e a metodologia desta dissertacdo sdo apresentados na se¢do a seguir.

1.2 OBJETIVOS E METODOLOGIA

O principal objetivo da dissertagdo ¢ o de analisar o comportamento de um algoritmo de

otimiza¢do por enxame de particulas adaptado para o problema de valores ausentes utilizando



diversas bases de dados e os diferentes mecanismos de auséncia de dados; e como consequéncia,

0s seguintes objetivos especificos:
. Modelar o algoritmo de otimizagdo por enxame de particulas para o tratamento de
valores ausentes;

. Comparar o método proposto com outros ja conhecidos na literatura da 4area.

Para cumprir com tais objetivos, a seguinte metodologia foi utilizada:

. Estudo das defini¢cdes de dados ausentes;

J Estudo dos mecanismos de auséncia dos dados;

. Estudo dos principais métodos de tratamento;

. Estudo teorico sobre Computagdo Natural;

. Estudo sobre otimizacao por enxame de particulas;

. Modelagem da particula de acordo com o problema de valores ausentes;
. Codificagdo do algoritmo de otimizacao por enxame de particulas;
. Estudo de métricas de comparagdo usuais da area;

. Execucao dos experimentos;

. Consolidacao dos resultados; e

. Analise dos resultados.

A seguir, uma estrutura ¢ apresentada com o intuito de guiar o leitor pelo assuntos

necessarios para melhor entender esta dissertacao.

1.3 ESTRUTURA DO TRABALHO

Os primeiros capitulos desta dissertacdo realizam a fundamentacdo tedrica dos assuntos
mais utilizados. No Capitulo 2, os principais conceitos relacionados a dados ausentes sdo
explicados assim como os métodos tratamento que sdo usados durante a analise do algoritmo
apresentado por esta dissertagdo. O Capitulo 3 apresenta os pontos mais relevantes sobre

Computacao Natural a fim de esclarecer sobre o algoritmo bioinspirado escolhido para esse



trabalho, o de otimizagdo por enxame de particulas. No Capitulo 4 sdo mostrados os trabalhos
correlatos a este, sendo explicitamente apontados as diferencas entre as propostas. O Capitulo 5
apresenta como o tratamento de valores ausentes utilizando o algoritmo de otimizagdo por
enxame de particulas foi modelado e codificado. Ja Capitulo 6 as configura¢des dos experimentos
sdo apresentadas, assim como a origem das bases utilizadas. O Capitulo 7 apresenta os resultados
dos experimentos realizados seguido de uma andlise. E por fim, no Capitulo 8 sdo feitas as

consideragdes finais e sdo apresentadas algumas perspectivas para trabalhos futuros nessa linha
de pesquisa.

No proximo capitulo, uma fundamentagdo teoria mais detalhada sobre tratamento de

valores ausentes ¢ apresentada.



2 TRATAMENTO DE VALORES AUSENTES

2.1 CONSIDERACOES INICIAIS

Neste capitulo sdo descritas as principais defini¢des de dados ausentes, assim como o0s
mecanismos de auséncia encontrados quando uma base apresenta tal problema. Também sdo
descritos as principais categorias para seu tratamento, bem como os métodos de imputacdo que

sdo utilizados nesta dissertagao.

2.2 DEFINICOES

Um objeto em um conjunto de dados ¢ dito completo se todos os seus atributos estdo
preenchidos de forma apropriada. Um dado ausente, dado faltoso, dado incompleto ou valor
ausente (VA), indica que um exemplo de um objeto ndo estd preenchido. Todas essas
nomenclaturas sdo provenientes dos termos em inglés, Missing Data ou Incomplete Data, e se
referem a mesma definicdo (LITTLE e RUBIN, 2002)(SILVA, 2010)(VERONEZE,
2011)(FACELI et al., 2011)(GONCALVES DE OLIVEIRA, 2009). Ou ainda como Mcknight et
al. (2007) menciona, o termo dados faltantes, significa que estd faltando algum tipo de

informacgao sobre o fendmeno que esta sendo analisado.

Em estatistica, o principal objetivo das analises na area ¢ realizar inferéncias validas sobre
uma populacdo de interesse, com ou sem a ocorréncia de valores ausentes. Todavia, suas
principais técnicas ndo toleram esse tipo de problema. Com isso, os valores ausentes tem como
consequéncia a imposi¢do de viés ao processo, € isso ocorre tanto em analises que, de alguma
forma, consideram os dados ausentes, quanto quando sdo tratados (SCHAFER e GRAHAM,
2002). Vale ressaltar que tal problema também estd presente no processo de andlise de dados

(HEERINGA, WEST e BERGLUND, 2010).



Sobre as causas que levam a auséncia de dados, sdo diversas as razdes para tal, sendo
principalmente dependentes do mecanismo de aquisicio de dados. Brown & Kros (2003)

apresentam alguns exemplos que podem ocasionar tal problema:

* Fatores operacionais: erros na entrada dos dados, estimativas, remocdo acidental de

campos de tabelas, entre outras;
* Recusa na resposta em pesquisas;

* Impossibilidade de aplicagdo de um determinado questionamento.

Apbés a apresentacdo desses conceitos, esta dissertacdo adotou a fundamentacdo
apresentada em Little & Rubin (2002) como base tedrica. Sendo assim, a ocorréncia de valores
ausentes em uma varidvel estd relacionada a algum processo identificavel, ou seja, ¢ possivel
conhecer os mecanismos causadores de tal auséncia. Os quais apos descobertos podem auxiliar

na escolha da técnica de tratamento mais adequada.

Com isso em mente, Rubin (1976) apresenta algumas defini¢des para melhor entender a
causa da auséncia de dados no processo de andlise de dados. Seja U = (Uy,..., U,) um vetor de
variavel aleatoria com funcdo densidade de probabilidade fo. O objetivo € realizar inferéncias
sobre 0, o vetor pardmetro dessa densidade. Seja M = (My,..., M) um vetor de variavel aleatoria
associado ao “indicadores de dados ausentes”, onde cada M recebe o valor 0 ou 1. A
probabilidade de M tomar o valor m = (mjy, ..., m,) dado que U toma o valor u = (uy, ..., u) €

g¢(mfu), onde ¢ ¢é o parametro vetor de estorvo da distribuicdo.

A distribuicdo condicional gy corresponde ao “processo que causa a auséncia dos dados™:
se m; = 1, o valor da variavel aleatoria U; serd observado, enquanto m; = 0, o valor de U; ndo sera
observado (RUBIN, 1976). Em Mcknight et al. (2007), é utilizado uma nomenclatura diferente
para o vetor M, o qual ¢ denominado Dummy codes, possuindo mesma dimensdo dos dados
observados em U, onde m; = 0 caso u; seja observado, e m; = 1, caso contrario. Ainda ¢ possivel
desmembrar o vetor U em dois conjuntos U = {Ugps, Uaus}, onde Ugps sd0 0s dados observados e

ULys 0s ausentes. Essa ultima ¢ a nomenclatura adota por este trabalho.



As defini¢des acima descritas, fornecem o insumo para entender a relagdo entre as causas
dos dados faltoso, denominado de Mecanismos de auséncia de dados, do inglés, Mechanism of

Missingness, os quais sdo mais detalhados a seguir.

23 MECANISMOS DE AUSENCIA DE DADOS

A forma apropriada de se tratar os valores ausentes esta interligada em como os exemplos
foram removidos. O mecanismo de auséncia de dados realiza o mapeamento dessas condigdes

estatisticamente, e ¢ caracterizado pela distribui¢do condicional de M dado U:

p(MlU, E) = p(Mluobs' Uaus: E) (1)

onde & , denota o pardmetro desconhecido que define um dos trés mecanismos de auséncia
de dados propostos por Little & Rubin (2002). Sao eles:

. Missing completely at random (MCAR): situagdo que ocorre quando a
probabilidade da varidvel ser ausente ¢ independente da propria variavel ou de qualquer outra

influéncia. A condigdo para ser MCAR ¢ expressa pela relagdo abaixo:

p(Mluobs' Uausr E) = P(M|f) (2)

0 que mostra que a auséncia da varidvel ndo depende dos valores de entrada pois, os
exemplos disponiveis contém toda a informagao para realizar inferéncias sobre os dados ausentes.
Logo, a razdo para a auséncia de dados ¢ completamente aleatéria — a probabilidade de uma
observacdo ser ausente ndo ¢ relacionada a qualquer outra caracteristica encontrada nas
instancias.

. Missing at random (MAR): a auséncia de dados ¢ independente dos valores
ausentes, mas o padrdo de auséncia ¢ predita por outras variaveis observaveis da base de dados. A

condi¢do para ser considerada MAR ¢ expressa pela relagdo:



p(Mluobs' Uausr E) = p(Mluobsr Z) (3)

onde a auséncia da variavel depende apenas de valores observados nos dados de entrada
(casos completos).

. Not Missing at random (NMAR): o padrao de dados faltosos ndo ¢ aleatério e
pode depender tanto do proprio valor ausente, quanto de um valor presente na base. Little &

Rubin (2002) descreve esta ideia por meio da equagao:

p(Mluobs' Uausr E) * p(Mluobsr Z) (4)

em contraste com o padrdo MAR, a varidvel ausente no caso NMAR nao pode ser predita
apenas levando-se em consideracdo as varidveis do conjunto de dados. O que torna este o
mecanismo mais dificil de ser reconhecido e predito.

A respeito dos mecanismos MCAR e MAR, é comum denomina-los de padrdes
ignoraveis. Tal nomenclatura ¢ devido a facilidade desses mecanismos serem manipulados, uma
vez que sua estimacdo pode ser feita considerando os valores disponiveis para andlise
(SCHAFER, 1997) (MCKNIGHT et al., 2007) (GRAHAM, 2009).

Em compensagdo, o padrio NMAR ¢ chamado de ndo-ignordvel, uma vez que ndo ha
informagdo dentro do conjunto de dados observaveis que auxilia na estimagdo de seus valores.
Por conta disso, a construgdo de um modelo, estatistico ou de aprendizado de maquina, para
realizar tal estimagdo torna-se complicada.

Na literatura, a maioria das pesquisas envolvendo essa problematica, assumem que os

valores ausentes estao no padrdo MAR ou MCAR.

24 TRATAMENTO DE VALORES AUSENTES

Baseado no problema de valores ausentes previamente descrito, pesquisadores se

propuseram, ao longo dos anos, a solucionar tal problema utilizando-se de métodos estatisticos ou



ndo para isso. Little & Rubin (2002) categorizaram os métodos usualmente utilizados na area da

seguinte maneira:

. Ignorando e descartando registros e atributos incompletos;
. Estimagdo de pardmetros na ocorréncia de valores ausentes;
. Procedimentos de imputacao de dados.

Entretanto, autores como Brown & Kros (2003) citam uma categoria a mais, chamada de
delecdo de casos ou atributos selecionados; enquanto que em Farhangfar, Kurgan e Pedrycz
(2007) sdao apontados apenas duas dessas categorias: 1) remocdo dos dados ausentes e 2)
imputacao dos dados ausentes, caracterizando uma falta de consenso sobre tais categorias. Este
trabalho utiliza as definicdes conforme Little & Rubin (2002). Mais precisamente, apenas o
conceito de procedimentos de imputagdo de dados tem alguns de seus métodos mais detalhados
nessa secao.

Os procedimentos de imputagdo de dados sdo baseados no principio de preenchimento de
valores ausentes por outros dados disponiveis (BROWN e KROS, 2003). As técnicas de
imputacao de dados aqui apresentados estdo divididos em dois macro grupos: imputacao simples

e imputacdo multipla, podendo haver diversas técnicas para cada um.

2.4.1 IMPUTACAO SIMPLES

Nesse tipo de técnica, seu principio basico ¢ imputar um valor unico para cada dado
ausente na base de dados, analisando-o posteriormente, como se ndo houvesse dados ausentes,
gerando uma base imputada (MCKNIGHT et al., 2007). Sdo exemplos desse tipo de técnica a

~ « . y e 1 , . 2
Imputagdo por K-vizinho mais proximo e por maquinas de vetor de suporte”.

" do inglés K-Nearest Neighbor (KNN)
? do inglés Support Vector Machines (SVM)
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. Imputacdo por K-vizinho mais proximo - KNNImpute (BATISTA e
MONARD, 2003). Esse método ¢ baseado em instancia, assim, toda vez que um valor
ausente ¢ encontrado em uma linha da base, o algoritmo calcula o k& vizinho mais
préoximo, e um valor a partir desses ¢ imputado. Para valores nominais, o valor mais
comum entre todos os vizinhos ¢ usado, e para valores numéricos, o valor médio.
Portanto, ¢ necessaria uma medida de proximidade entre as instancias para que possa ser
definido. A distancia Euclidiana ¢ a mais utilizada.

4 Imputagdo por maquinas de vetor de suporte - SVMImpute (HONGHALI,
GUOSHUN e CHENG, 2005). Esse método ¢ baseado em regressdo. Primeiramente o
algoritmo seleciona exemplos de atributos que possuem um valor que ndo esteja ausente.
Depois, o método define um dos atributos de condi¢@o (atributo de entrada), que possua
valores ausentes, como sendo o atributo de decisdo (atributo de saida), e os atributos de
decisdo como os atributos de condicdo, para, em seguida, usar a regressao para prever os

valores do atributo de decisdo.

242 IMPUTACAO MULTIPLA

Os algoritmos desse grupo funcionam nao somente para restaurar a variabilidade natural
nos dados ausentes, mas também para incorporar a incerteza causada pela estimacao dos valores
ausentes (WAYMAN, 2003).

Neste procedimento, os valores ausentes para uma varidvel de um determinado objeto sdo
estimados usando os valores observados de outros objetos para o mesmo atributo. Esses valores
sdo imputados, gerando uma base completa sem valores ausentes, sendo este processo realizado
multiplas vezes, gerando multiplas bases imputadas. Em cada uma das bases, uma analise
estatistica ¢ realizada produzindo resultados de analises multiplas. Tais anélises sdo combinadas e
geram uma analise geral (WAYMAN, 2003).

Baseado nos dois grupos de imputag¢do dos dados, este trabalho utiliza as defini¢des de
imputacdo simples, por ser a mais utilizada na 4rea e possuir diversos métodos ja bem difundidos

na literatura. Especificamente, sdo utilizados os algoritmos descritos na se¢do 2.4.1, os quais
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foram usados durante os experimentos desta dissertagdo por meio da utilizagdo da ferramenta
KEEL (ALCALA-FDEZ et al., 2008), ¢ tiveram seus resultados comparados com os obtidos pelo

método de tratamento aqui apresentados e o qual serd melhor explicado no Capitulo 5.

2.5 SINTESE DO CAPITULO

Neste capitulo foram apresentados as principais defini¢des do problema de tratamento de
valores ausentes, encontrado em diversas areas de aplicagdo. Também foram mostrados os
mecanismos de auséncia que uma base pode assumir, MAR, MCAR e NMAR, ¢ os quais sdo
simulados neste trabalho.

Além disso, foram categorizados os possiveis tratamentos para o problema, dando maior
enfoque a imputagdo simples, sendo os algoritmos de imputacdo por K-vizinho mais proximo e
maquinas de vetor de suporte descritos. E para finalizar, uma breve introdu¢do a imputagdo
multipla.

Ressalta-se que os algoritmos descritos neste capitulo sdo os utilizados nesta dissertacao
para andlise de seu comportamento quando submetidos a imputagdo em bases de dados com
valores ausentes. As quais, sdo sinteticamente geradas para simular mecanismos de auséncia
brevemente explicados.

A seguir ¢ apresentada a fundamentagao tedrica de Otimizag¢ao por Enxame de Particulas,
afim de elucidar os principais pontos que compde o algoritmo, o qual foi adaptado para o

problema de valores ausentes.
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3 OTIMIZACAO POR ENXAME DE PARTICULAS

3.1 CONSIDERACOES INICIAIS

Este capitulo apresenta uma breve introdu¢do sobre computacdo natural e suas
ramificagdes. Principalmente sobre a chamada computa¢do bioinspirada, e duas de suas
abordagens, a computa¢do evoluciondria e a inteligéncia de enxames. Sendo esta ultima mais
detalhadamente descrita para melhor entender um de seus algoritmos mais conhecidos, o de
otimizagdo por enxame particulas, do inglés particle swarm optimization (PSO), o qual ¢

adaptado nessa disserta¢do para o problema de valores ausentes.

32 COMPUTACAO NATURAL

Computadores mostraram-se uteis em diversos dominios e aplicagdes, como o
armazenamento de informacgdes de uma empresa e o processo de decisdo que ocorre durante o
pouso de um avido. Apesar desses processos ndo aparentarem ser tdo transparentes para seus
usuarios finais, a capacidade de realizar essas tarefas ¢ resultado de décadas de pesquisas.
Durante décadas, também testemunhou-se o surgimento e o teste de diferentes paradigmas
computacionais ¢ a maior utilizagdo de computadores. Desde meados da década de 1940,
trabalhos com programacao linear, principalmente, se beneficiaram com o desenvolvimento dos
computadores (CASTRO, DE, 2006).

Outra tendéncia que se evidenciou em meados dos anos de 1940, e a qual recebeu mais
aten¢do nas ultimas duas ou trés décadas, ¢ a ideia de fusdo da natureza e da computagdo. Mais
especificamente, existem estudiosos que usam modelagens cientificas baseadas na natureza em
técnicas de resolugdo de problemas, para realizar a sintese de eventos biologicos

(bioinformatica), e até incorporando-as em materiais computacionais (nanotecnologia). Tais
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fatores constituem a chamada Computacdo Natural, a qual possui as seguintes ramificacdes,
consideradas as principais e sendo nomeadas conforme segue (CASTRO, DE, 2006):

4 Computacao bioinspirada: faz uso da natureza como forma de inspiragdo para o

desenvolvimento de técnicas de resolu¢do de problemas. Sua ideia principal consiste em

inspira-se por meio da natureza para resolver problemas complexos a fim de desenvolver
ferramentas computacionais, ou algoritmos.

4 Simulagdo e emulagdo da natureza por meio da computagdo: essa ramificagdo ¢é

basicamente um processo sintético que visa criar padrdes, formas, comportamentos e

organismos o0s quais, ndo necessariamente, se assemelham a "vida-como-nds-

conhecemos". Seus produtos podem ser usados para simular varios fendmenos naturais,
aumentando assim a compreensdo da natureza e as percepgdes sobre modelos
computacionais;

. Computacdo com materiais naturais: corresponde ao uso de novos materiais para

realizar calculos, constituindo assim um novo paradigma de computacdo, que surge para

substituir ou complementar os computadores atuais a base de silicio.

Acerca do trabalho aqui descrito, apenas o conceito de computacdo bioinspirada sera
utilizado, tendo suas principais especificagdes e exemplos descritos no decorrer deste capitulo.

Dentre as abordagens da computacdo natural, algoritmos e sistemas computacionais
inspirados na natureza sdo os mais antigos e popularmente utilizados exemplos da area, como em
McCulloch & Pitts (1943) onde foi proposto o primeiro modelo matemético de um neurdnio,
originando as Redes Neurais Artificiais, ou RNA (BISHOP, 1996; HAYKIN, 1999).

Os algoritmos e sistemas baseado em computagdo natural possuem dois objetivos
principais. O primeiro ¢ a do interesse de pesquisadores em modelar fendmenos naturais, e fazer
a sua simulacdo em computadores, ou seja, um modelo capaz de simular algo observado na
natureza e que consiga ser reproduzido por meio de linhas de cddigo e interpretado por uma
maquina com funcionalidades semelhantes ao original. O segundo objetivo envolve o estudo do
fendmeno, processo e até modelos tedricos naturais afim de conseguir entende-los e modela-los
para resolu¢do de problemas. A principal motivagao para a criagdo desses algoritmos e sistemas
computacionais, ¢ o fato de que os métodos tradicionais ndo obtém uma solugao satisfatoria para

um certo problema (CASTRO, DE, 2007).
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Essas técnicas computacionais inspiradas na natureza, podem ser chamadas de
computagdo bioinspirada ou computacdo motivada biologicamente (MANGE e TOMASSINI,
1998), ou ainda de computacdo com metaforas bioldgicas (PATON, 1994). Dentre as abordagens

conhecidas podemos citar o algoritmo de otimizagdo por enxame de particulas, descrito a seguir.

3.3 OTIMIZACAO POR ENXAME DE PARTICULAS

Dentre os ramos da computagdo inspirada na natureza, existe o de inteligéncia de enxame,
do inglés Swarm Intelligence, a qual baseia-se na observagdo de sociedades naturais, tanto a
humana quanto a de animais e possui em sua esséncia a ideia de que as pessoas ndo aprendem
somente umas com as outras, mas seus conhecimentos ¢ habilidades se disseminam entre si,
convergindo uma populagdo para um processo 6timo. Logo, uma populagdo pode aprender a
partir de observagdes dos individuos ao seu redor (KENNEDY, EBERHART e SHI, 2001)

O objetivo dos algoritmos desse ramo ¢ modelar o comportamento de individuos, a
interacdo local desses com o ambiente que o cerca e com seus vizinhos individuais, a fim de se
obter um comportamento o qual pode ser utilizado para resolver problemas mais complexos,
como problemas de otimizacdo (ENGELBRECHT, 2007).

Trés sdo os fatores regem esses algoritmos: avaliar, comparar e imitar. O primeiro
consiste nos individuos estimarem seu comportamento baseados na sua capacidade de sentir o
ambiente ao seu redor. O segundo, os individuos usam uns aos outros como parametros de
comparag¢do. E, por fim, a imitacdo ¢ importante para aquisicdo e manuten¢ao das habilidades, o
que converge a populacdo para um melhor ponto (EIBEN e SMITH, 2003).

Kennedy, Eberhart e Shi (2001) mencionam que os individuos aprendem localmente com
seus vizinhos, por meio de interagdes com sua vizinhanga, e compartilhando experiéncias entre
si, ocorrendo assim um processo de aprendizado. Tal fator estd interligado com a disseminacao
do conhecimento por meio de resultados de aprendizado social. O qual pode ser observado em
crengas, atitudes, comportamento e outros tipos de manifestacdes entre individuos de uma

populacdo. Com isso, percebe-se que uma sociedade ¢ um sistema auto-organizado com
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propriedades globais as quais ndo podem ser preditas utilizando apenas as propriedades
individuais de quem a compde (KENNEDY, EBERHART e SHI, 2001).

Por fim, outro item mencionado por eles, ¢ que o conhecimento ¢ otimizavel por culturas.
Ou seja, embora as interagdes sejam locais, a experiéncia e as inovagdes que ocorrem sao
transportadas pela cultura até os individuos mais afastados da populagdo, havendo interagdo com
esses e gerando resultados mais promissores para todos. Esse efeito global torna-se transparente a
todos os individuos fazendo com que a sociedade utilize isso para beneficio proprio, e por
consequéncia de toda a sua populagdo.

Os comportamentos citados fazem parte do modelo cultural adaptativo, o qual rege a
modelagem dos algoritmos de inteligéncia de enxames. As abordagens mais conhecidas sdo os
trabalhos inspirados por comportamento sociais de insetos, como exemplos os algoritmos coldnia
de formigas, enxame de particulas, colonia de abelhas, dentre outros (KENNEDY, EBERHART
e SHI, 2001).

Mais especificamente, esta dissertacdo fala sobre o algoritmo de otimizagdo por enxame

de particulas (PSO) pelos seguintes motivos:

. Por ser o algoritmo do ramo mais conhecido academicamente;

. Possuir diversas aplicagdes (POLI, 2008);

. Por conseguir se adequar a abordagem de imputagdo de dados;
. Poucos trabalhos dessa area de tratamento de valores ausentes o utilizam;
4 Pela sua implementagdo ser facilmente remodelada para o processamento paralelo,

compondo uma parte ainda inexplorada na area de tratamento de valores ausentes; e
. Possuir um tempo de execucdo otimizado se comparados com outras técnicas

usadas como os Algoritmos Genéticos (AG).

A técnica do PSO ¢ estocastica e baseada em populagdes, a qual foi primeiramente
desenvolvida por Kennedy & Eberhart (1995). Seu algoritmo faz alusdo ao comportamento social
por meio da interagdo entre individuos, nesse caso particulas, de um determinado grupo,
denominado de enxame.

Sua inspiragdo teve origem a partir da observacdo de bandos de passaros e de cardumes de

peixes, durante a sua busca por alimento em uma determinada regido. Por meio dessa observacao,
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evidenciou-se que o comportamento do grupo ¢ influenciado pela experiéncia individual
acumulada de cada particula, e também pela experiéncia acumulada do grupo como um todo em
relacdo a sua tarefa (KENNEDY, EBERHART e SHI, 2001).

No PSO, cada possivel solucao do problema corresponde a um ponto no espago de busca,
ou dimensdo. Essas solucdes, ou particulas, por sua vez, possuem um valor associado, o qual ¢
avaliado individualmente para cada particula e indica o qudo adequada esta se encontra para
resolver o problema; além desse, cada solugdo possui uma velocidade que define a direcdo do
movimento de cada particula. Por meio da modificagdo da velocidade, a qual leva em
consideragdo a posi¢do da particula e a melhor posi¢do do grupo, e ao longo do tempo, o grupo
consegue alcangar seu objetivo. O fluxograma da Figura 1 mostra o funcionamento de um PSO

(CARACIOLO, 2009).

Velocidade inicial

Criar enxamae inicial oatide

Define-se pbest/gbest
inicial

Atualiza posigoes e

velocidades

Critério de
parada

Figura 1. Fluxograma de um PSO.

Onde gbest e pbest caracterizam a melhor particula global e local, sendo a primeira a
melhor particula do enxame e a segunda a melhor combinagdo j& encontrada para uma
determinada particula, respectivamente.

No algoritmo, o enxame ¢ iniciado aleatoriamente, com uma populacdo inicial de
solugdes candidatas representando cada particula, a qual tem seus valores e velocidades também
iniciadas de forma aleatéria. No modelo candnico do PSO a velocidade e a atualizacdo da posicao
de cada particula podem ser calculadas de acordo com a Eq.(5) e Eq. (6), respectivamente,

adaptado de Engelbrecht (2007):
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V(t+1) = V(t) + bl = Rnd » (mLocal — X(t)) + b2 = Rnd * (mGlobal — X(t)) (5)

Xt+1)=X@®)+ V(Et+1) (6)

Onde, na Eq. (5): V corresponde a velocidade da particula na iteracdo t (anterior) e t+1
(atual); Rnd é um valor aleatorio o qual varia entre [0,1]; X(z) € a posicao anterior da particula;
mLocal ¢ a melhor posic¢do anterior da particula; mGlobal é a melhor posi¢do anterior do enxame;
bl e b2 sdo os coeficientes de atracdo, onde ird tender mais para o mLocal ou para o mGlobal. E a
Eq.(6) demostra como a posi¢do de cada particula é atualizada dependendo do valor da
velocidade. Logo, percebe-se que a particula considera as melhores posi¢cdes encontradas
individualmente e pelo grupo para atualizar sua velocidade, e cada uma ¢ atualizada
independentemente. Vale ressaltar que a conexdo entre as dimensdes da-se pela fungdo objetivo,
a qual ¢ influenciada pelas posicdes das particulas. Sendo assim, quanto melhor a combinagao de
posicao de cada dimensao, melhores sdo os valores encontrados pela funcao objetivo.

A mudanca de velocidade das particulas modifica suas posicdes fazendo-as se
movimentar através do espago do problema. Com isso, ao longo de sucessivas iteragdes, 0s
resultados da decisdo individual e da influéncia social, exercida pelo valor do melhor do grupo,
faz com que as particulas acabem convergindo para uma solu¢do 6tima (ENGELBRECHT,
2007).

A partir dessas informagdes percebe-se que no PSO, cada potencial solugdo tem a si
associado uma velocidade, a qual faz com que as particulas consigam voar pelo hiperespaco do
problema (EBERHART e KENNEDY, 1995). Assim, o enxame possui uma espécie de memoria
dos melhores resultados ja visitados pela particula e pela populagdo inteira.

Maiores informacdes de como o PSO foi modelado para o tratamento de valores ausentes

sdo descritas no Capitulo 5 desta dissertagao.

3.4  SINTESE DO CAPITULO
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Este capitulo apresentou um pouco sobre as principais caracteristicas da éarea da
Computacao Natural. Uma delas, a Computacdo Bioinspirada, possui algoritmos baseados em
observagdes provindas da natureza tenho como principal ramificacdo a inteligéncia de enxame, o
qual se baseia na observa¢do do comportamento social de individuos de uma populacio e possui
exemplos como enxame de particulas e colonia de formigas.

As principais caracteristicas da inteligéncia de enxames consiste em avaliar, comparar e
imitar, o que faz com que os individuos da populacdo comparem-se com seus melhores vizinhos
e imitando-os conseguem alcangar o objetivo da tarefa.

Este trabalho baseia-se na implementacgao de um tratamento de valor ausente utilizando o
PSO. A escolha deste algoritmo em detrimento de outros, ocorreu pelo fato deste possuir uma boa
capacidade de adaptagdo ao problema, ter um menor custo computacional se comparados com
outros algoritmos, por ter suas caracteristicas facilmente adaptaveis ao paralelismo, campo ainda
ndo explorado no tratamento de valores ausentes, € possuir poucos trabalhos que o utilizem como
método para estimar valores ausentes.

O Capitulo a seguir abrange os trabalhos correlatos para tratamento de valores ausentes,
focando-se em algumas caracteristicas de seus experimentos, como quantidade de mecanismos de

valores ausentes utilizados, e a utilizagdo de algoritmos bioinspirados.
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4 TRABALHOS CORRELATOS

4.1  CONSIDERACOES INICIAIS

Este capitulo descreve o levantamento bibliografico de trabalhos relevantes na literatura
sobre imputacdo os quais consideram os diferentes mecanismos de valores ausentes, e utilizam
métodos de tratamento bioinspirados, e além disso, cita as principais diferencas destes para o
método utilizado nesta dissertagao.

A primeira se¢do relata sobre trabalhos os quais especificam a utilizagdo de bases
considerando os mecanismos de valores ausentes em seus experimentos. A segunda ¢ voltada

para apontar as diferencas entre trabalhos que utilizam métodos de imputacao bioinspirados.

4.2 ESPECIFICACAO DO MECANISMO DE VALORES AUSENTES NOS
EXPERIMENTOS

Em um trabalho de tratamento de valores ausentes, pode haver a especificacdo de qual
mecanismo de auséncia de dados a base utilizada nos experimentos ou estudo de caso se
encontra. Entretanto, sdo poucos os que fazem isso explicitamente, havendo uma dificuldade de
identificar o padrdo da auséncia na base. Os estudos descritos a seguir apresentam de forma
explicita o tipo de mecanismo utilizado em seus experimentos, possibilitando a sua divisdo em
trabalhos que utilizam um ou mais de um mecanismo de valores ausentes. Vale ressaltar que s@o
considerados apenas os experimentos realizados, caso um trabalho apresente um tratamento
bioinspirado, este sera citado na referente secao designada para este tipo de método.

Um exemplo de estudo que utiliza apenas um mecanismo é o de SILVA-RAMIREZ et al.,
(2011). Nesse trabalho foram selecionadas quatorze bases de dados, as quais tiveram seus valores
removidos de forma aleatoria de acordo com uma determinada porcentagem, ou seja, a base tem

x% de seus valores retirados de variaveis arbitrarias, caracterizando o mecanismo MCAR. As
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bases geradas foram aplicadas ao método de Rede Neurais Multilayer Perceptron (MLP) para
imputacao dos valores ausentes. Sendo assim, ha a comparacdo dos métodos utilizando apenas
dos mecanismo existentes.

Outro trabalho que pode ser mencionado ¢ o de LUENGO, SAEZ ¢ HERRERA, (2012), 0
qual, apesar de diversos algoritmos para o tratamento de valores ausentes serem usados com
diferentes classificadores, as bases utilizadas eram provenientes do UCI, as quais ndo possuem
uma especificagdo quanto ao mecanismo de sua auséncia, por conta disso, os pesquisadores
reconhecem as bases provindas desse repositorio como sendo aleatérias (MAR). Logo, as
andlises feitas também consideram apenas um mecanismo.

Além desses, também podem ser citados trabalhos como (CHENG, LAW e SIU, 2012;
DING e ROSS, 2012; LI e WANG, 2012; LIU e BROWN, 2013; ZHANG, 2012) os quais
também utilizam apenas um mecanismo de valor ausente, sendo MCAR ou MAR. Nenhum dos
trabalhos utiliza 0 mecanismo NMAR, por ser considerado o mais dificil de ter sua caracteristica
simulada nas bases e de se estimar seus valores.

Como exemplos de trabalhos que utilizam mais de um mecanismo durante seus
experimentos os de CHANG, ZHANG e YAO (2012) e WOHLRAB & FURNKRANZ (2010)
chamam atencdo. O que mostra uma tendéncia mais atual para a analise de tratamentos de valores
ausentes considerando mais de um mecanismo, porém ainda muito incipiente entre as pesquisas
na area.

Com base nos trabalhos citados, percebe-se que a area de tratamento de valores ausentes
possui ainda fatores pouco explorados, como o comportamento de tratamentos nos diferentes
mecanismos de valores ausentes, principalmente no mecanismo NMAR. Sendo assim, um dos
principais diferenciais dessa dissertacdo quando comparada com os trabalhos supracitados,
consiste na analise do comportamento de tratamentos de valores ausentes considerando os trés

mecanismos de auséncia existentes na literatura da area.

43  METODOS DE IMPUTACAO BIOINSPIRADOS

Ap0s a apresentacao de trabalhos que retratam sobre tratamento de valores ausentes com

enfoque no tipo de mecanismo utilizado em seus experimentos, esta se¢do trata especificamente



21

de trabalhos que utilizam tratamentos de valores ausentes, apresentando as principais diferengas
entre eles ¢ esta dissertacao.

A utilizagdo de modelos bioinspirados para tratamento de valores ausentes ainda ¢
incipiente. Alguns trabalhos utilizam esses modelos como auxiliador de outras técnicas de forma
a melhorar a convergéncia do método, os chamados tratamentos hibridos; poucos sdo os estudos
que utilizam o modelo evolucionario para a imputacdo propriamente dita. Além disso, os
trabalhos encontrados possuem dominios de aplicacdo diversos, desde desempenho de
equipamentos ao desenvolvimento de padrdes agricolas, mostrando a capacidade de adaptagdo ao
contexto do problema que os modelos bioinspirados possuem.

Sobre tratamentos hibridos, a utilizacdo de algoritmos genéticos para aumentar a
convergéncia das redes neurais na etapa de treino é antiga. Os trabalhos ABDELLA &
MARWALA (2005.a, 2005.b) sdo considerados os precursores de tal abordagem no ambito da
imputacao de dados. Outro trabalho que faz aplicacdao desse tipo de método ¢ o de DHLAMINI,
NELWAMONDO ¢ MARWALA (2007), onde os autores agregam a uma rede neural do tipo
autoenconder os algoritmos evolucionario AG e PSO. Ambos os métodos sdo avaliados e
comparados para estimar os valores ausentes de buchas de alta tensdo. Logo, os valores precisam
ser de acordo com as medidas padrdes do equipamento e sdo mensuradas baseada na acuracia dos
modelos gerados por cada tratamento. Pela caracteristica do problema, as bases podem ser
consideradas de acordo com o mecanismo aleatério de auséncia (MAR), porém nada ¢
referenciado no trabalho. A conclusdo dos autores sobre os métodos ¢ que ambos geram
resultados satisfatorios para o problema de dominio, considerando o algoritmo PSO melhor, pois
executa o processo em um menor tempo e alcanca o mesmo nivel de acurdcia do AG. Apenas
esses algoritmos sdo testados e comparados, ou seja, ndo usam os métodos tradicionais de TVA
para solucionar o problema e comparar com os métodos desenvolvidos, além de realizar os
experimentos considerando um mecanismo. O principal diferencial recai no fato de que este
trabalho utilizou apenas um mecanismo de valor ausente para analisar os métodos.

Outro exemplo de uma proposta hibrida é o trabalho de ANDRADE, SILVA e
HRUSCHKA (2009). Nele, foi implementado um algoritmo evolucionario baseado em
agrupamento para imputacdo dos dados, o qual foi submetido a uma avaliacdo para problemas de
classificagdo com cinco bases do repositorio do UCI (ASUNCION e NEWMAN, 2007). No

trabalho ¢ mencionado que essas bases sdo completas e seus valores ausentes sdo inseridos de
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acordo com uma distribui¢do completamente aleatéria (MCAR); e além disso, considera apenas
atributos numéricos pois, o algoritmo utiliza-se da distancia Euclidiana para calcular a
dissimilaridade entre agrupamentos. De modo geral, o método proposto ¢ um combinado do
agrupamento por KNN e algoritmo genético; a avaliagdo ocorreu em compara¢do com outros trés
métodos de imputagdo por agrupamento de dados, o KNN (BRAS; MENEZES, 2007), SKNN
(KIM; KIM; Y1, 2004) e IKNN (TROYANSKAYA et al., 2001). Assim, percebe-se também que
o trabalho utiliza apenas um dos mecanismos para avaliar seu tratamento bioinspirado.

Em (SILVA; HRUSCHKA 2013), confrontam seu tratamento bioinspirado hibrido com
outros métodos de tratamento e considera dois mecanismos de valores ausentes, o MAR e
MCAR. Nesse trabalho foram utilizados apenas métodos de imputagdo baseado em agrupamento
de dados, e estes tiveram seus valores analisados segundo sua acurdcia para seis classificadores
de acordo com seis bases de dados diferentes. Logo, percebe-se que houve um extenso processo
de experimentacdo, contudo analisando dois mecanismos de auséncia.

Os algoritmos biosinpirados mais recorrentes em tratamentos hibridos sdo o0 AG e o PSO.
Todavia, alguns exemplos vao além desses, como os de VERONEZE et al. (2011) e de
FRANCA, COELHO e VON ZUBEN (2013). Nesses dois trabalhos, uma técnica chamada de
bio-clusterizacdo ¢ utilizada. Onde no primeiro trabalho foi aplicado o método em uma base de
expressdo genética completa, onde os mecanismos de auséncia sao simulados de acordo com os
padrdes MCAR, MAR e NMAR. O trabalho investiga a qualidade da imputacdo gerada pelo
método em comparacdo com outros dois métodos de imputacdo baseados em agrupamento
utilizando a métrica RMSE. Vale ressaltar que os testes sdo realizados em apenas uma base de
dados, o que o diferencia do desta dissertagdo que aplica os mecanismo a sete bases diferentes. J&
o segundo trabalho é considerado uma atualizagdo do primeiro, havendo a melhoria de pontos
fracos da observados na primeira abordagem, principalmente quanto a forma de como o modelo
anterior estimava os valores ausentes. Logo, o trabalho também recai nas mesmas métricas
utilizadas e também utiliza apenas uma base para comparacdo do comportamento do seu
algoritmo.

Acerca dos modelos bioinspirados para imputacdo propriamente dita, estudos envolvendo
AG destacam-se por sua contribuicdo a um determinado dominio de aplicagio como em
FIGUEROA GARCIA, KALENATIC e LOPEZ BELLO (2008), ¢ FIGUEROA GARCIA,
KALENATIC e LOPEZ BELLO (2010). Em tais pesquisas, os autores utilizaram medidas
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estatisticas, como a matriz de covariancia e a fun¢do de auto-correlacao de instancias sem valores
ausentes, onde se realizava o processo de imputagdo e depois calculava as mesmas medidas, a fim
de verificar a distancia entre elas. Tal abordagem também pode ser observada em FIGUEROA
GARCIA, KALENATIC ¢ LOPEZ BELLO (2011). Nesses trabalhos, apesar de ndo estar
explicitamente descrito, infere-se que as varidveis obedecem o mecanismo de auséncia MCAR.
Por tanto, os trabalhos utilizam apenas um mecanismo de auséncia.

Outra pesquisa relevante a qual utiliza-se de um algoritmo genético ¢ o de (PATIL, 2010),
implementado para tratar da problematica sob o ponto de vista da imputacdo multipla. Tal
trabalho possui pontos falhos em sua esséncia, como uma ndo explicitagdo acerca do mecanismos
de auséncia das bases utilizadas; as métricas também possuem pouca explicagdes de como foram
mensuradas e tendem a confundir o leitor em relagdo as conclusdes mencionadas pelo autor.
Contudo, considera-se que o experimento foi gerado de acordo com o mecanismo MAR, pois ha
uma dependéncia entre os atributos removidos, sendo este o diferencial entre esta disserta¢do e a
referida pesquisa.

Ainda sob o ponto de vista de trabalhos que utilizam AG, a aplica¢do de (AZADEH et al.,
2013) também merece ser mencionada. O dominio em questdo ¢ a proje¢do de experimentos
agricolas, onde sdo comparados trés método de imputacdo evoluciondrios (AG, PSO e RNA) e
um método de regressdo. Os experimentos foram realizados em cinco tratamentos e cinco blocos
do dominio. Todavia, as tabelas, como sdo chamadas pelos autores, ndo possuem valores
ausentes. A fim de simular tal problema, foi realizada uma abordagem diferente das dos
mecanismos usualmente conhecidos: ¢ sempre dito que dois valores ausentes sdo encontrados em
uma instdncia da tabela, onde o primeiro valor ¢ arbitrariamente escolhido e o segundo ¢
calculado de acordo com o primeiro valor simulado, tal procedimento se repete até todas as
instancias da tabela conterem VA. Por meio da modelagem, pode-se atribuir que as bases geradas
fazem alusdo ao método aleatério (MAR), uma vez que o segundo ¢ mensurado a partir do
primeiro valor. Portanto, o trabalho efetuou sua anélise em apenas um mecanismo.

Acerca das abordagens acima citadas, observa-se a capacidade de aplicar métodos
bioinspirados tanto para imputa¢do de dados propriamente dita, quanto para auxiliar outros
métodos, conseguindo ainda adaptar o modelo de acordo com o dominio de aplicagdo. Todos os
trabalhos mostram que a utilizacdo de métodos evoluciondrios geram resultados promissores,

havendo ampla possibilidade para pesquisas futuras, como em comparagdes com propostas
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tradicionais de TVA e o comportamento em diferentes mecanismos. Tal fato corrobora a
utilizacdo de algoritmos bioinspirados na presente dissertagdo, que tem como principal
diferencial a aplicagdo um método bioinspirado para imputagdo dados, comparando-o com outros
métodos tradicionais da area e analisando seu comportamento para os diferentes mecanismos de

auséncia de dados existentes.

4.4  SINTESE DO CAPITULO

Neste capitulo foram mostrados trabalhos na literatura de tratamento de valores ausentes,
os quais possuem a utilizacdo de um ou mais mecanismo durante seus experimentos; utilizam
algoritmos bioinspirados para estimar os valores removidos das bases de acordo com algum
mecanismo; e trabalhos que geram bases ausentes baseadas nesses mecanismos.

Os principais diferenciais do presente trabalho quando comparado com esses, esta no fato
de realizar uma analise de um algoritmo bioinspirado pouco explorado na literatura sob o ponto
de vista dos trés mecanismos de auséncia dos dados e, ainda o compara diferentes configuragdes
dele proprio e com outros métodos de tratamento conhecidos na area.

Maiores informagdes sobre como cada um desses sistemas, sua codifica¢do e diferenciais

estdo descritos nos proximos capitulos.
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5 TRATAMENTO DE VALORES AUSENTES UTILIZANDO
ENXAME DE PARTICULAS

5.1 CONSIDERACOES INICIAIS

Apo6s apontar as diferengas entre este trabalho e outros encontrados na literatura de
tratamento de valores ausentes, passa-se a explicagdo do funcionamento e desenvolvimento do
método utilizando enxame de particulas para estimar os valores ausentes em uma determinada
base de dados. Neste capitulo sdo elucidados os seguintes pontos pertinentes ao método:

modelagem da particula, funcdo de aptiddo, calculos de velocidade e inércia.

52 TRATAMENTO DE VALORES AUSENTES UTILIZANDO ENXAME DE
PARTICULAS

Inspirado no algoritmo de otimizagdo por enxame de particulas apresentado no Capitulo 3
desta dissertacdo, o método para tratamento de valores ausentes apresentado por este trabalho foi
modelado. Porém, algumas modificacdes foram feitas para assim adaptar o algoritmo ao
problema.

O PSO foi selecionado entre outros métodos bioinspirados por ainda ndo ter sido
detalhadamente analisado na area de tratamento de valores ausentes e por ter sua implementacao
facilitada pela sua estrutura, a qual conta com uma menor quantidade de parametros e fungdes a
serem codificadas para seu pleno funcionamento.

Além dessa escolha, também foi necessario verificar a melhor estratégia para o
desenvolvimento do mesmo. Para isso pensou-se que desde a manipulacdo das bases até a
implementagdo do método de imputacdo seria utilizada a ferramenta WEKA e a linguagem
JAVA. Uma vez que a primeira ¢ utilizada no meio académico de Aprendizado de Maquina e

possui implementagdes prontas de tarefas necessarias para esta dissertagdo, e.g. manipulacdo de
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bases; e a segunda possibilita a utilizacdo do paradigma orientado a objetos, o que facilitou a
codificagao do método.

Durante o desenvolvimento do algoritmo para a estimag¢do dos valores ausentes,
verificou-se que com o tratamento desse problema ha uma melhora na qualidade dos dados de
uma base, ja que com os valores estimados ¢ possivel melhorar o reconhecimento de padrdes se
comparado quando ndo havia valores para os exemplos. Com base nisso, buscou-se na literatura
exemplos de tarefas de Minera¢do de Dados que tinham dificuldade de serem realizadas caso a
base contivesse dados faltosos. Como resultado, observou-se que a tarefa de classificacdo ¢ a
mais analisada nos trabalhos presentes na literatura da 4rea. Isso ocorre pois para se classificar
uma determinada classe ¢ preciso a maior quantidade de padrdes possiveis para que novas
entradas sejam reconhecidas pelo classificador, com isso, caso haja valores ausentes na base
alguns padrdes podem ter seu reconhecimento comprometido. Com base em tais observagoes, o
algoritmo de tratamento por otimiza¢do por enxame de particula foi modelado para tarefas de

classificagao.

52.1 MODELAGEM DA PARTICULA

O primeiro passo para a utilizacdo do método de otimizacdo por enxame de particulas
como tratamento de valores ausentes consiste em adaptar as suas particulas para o problema. A
forma pelas quais as particulas foram modeladas para esta dissertacdo seguem o padrdo
representado pela Figura 2, onde podemos observar a ocorréncia de valores ausentes em uma
base de dados didatica, a formacdo da chamada lista com os valores de dominio e da particula

propriamente dita. Todos esses passos sdo explicados a seguir.
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Base com valores ausentes

Sexo | ldade | Gravidez | Classe

Feminino ? Positivo Preferencial
Masculino 75 Negativo Nao-preferencial
? 30 Negativo Nao-preferencial
? 27 Positivo  Preferencial
Masculino 19 ? Nao-preferencial
Feminino 20 Positivo  Preferencial

Lista de valores de dominio

Idade {75,27,20}

Sexo {Feminino}

Preferencial

Gravidez {Negativo}
Nao-preferencial
Sexo {Masculino}

Particula-0 Particula -1

Figura 2. Procedimento de criag@o da lista de valores de dominio e da particular do algoritmo.

Ao iniciar o algoritmo de tratamento, ocorre a leitura e reconhecimento de cada um dos
exemplos contidos na base, incluindo os faltosos. Logo apoés ¢ realizado o mapeamento das
classes e atributos que possuem valores ausentes. Além disso, também ¢ feito o armazenamento
do indice do atributo ausente pertencente a uma determinada classe pois, dessa forma ¢ possivel
evitar que um determinado padrdo de um atributo de uma classe seja copiado para outra a qual
ndo pertenga, como por exemplo, se uma pessoa estd gravida, ela necessariamente pertence ao
sexo feminino, o que exclui a possibilidade de estimar o valor de sexo masculino caso este
atributo esteja ausente e o atributo gravidez esteja com o valor positivo.

Em posse do mapeamento de todos os valores ausentes, o algoritmo passa a montar a lista
com os valores de dominio para cada um dos atributos das classes ausentes. Tais valores sdo
usados pelo enxame de particulas como possiveis valores estimados para o exemplo ausente. Tal

procedimento ocorre da seguinte maneira: busca-se por todos os valores presentes na base (“nao-
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ausentes”) os quais pertencam ao atributo e a classe ausente. Com isso, o algoritmo cria uma lista
para cada atributo ausente a qual ¢ composta por todos os valores observaveis na base para aquele
determinado atributo. Tal distribuicdo vale para valores numéricos e nominais, os quais sao
tratados da mesma forma, ou seja, mesmo se o atributo seja continuo apenas os valores que
aparecerem na base sdo usados para imputar os ausentes.

Depois de criadas as listas com os valores de dominio para cada atributo ausente o método
passa para a modelagem da particula, a qual ¢ formada por outra lista, dessa vez contendo um par
“indice-valor” de todos os valores ausentes da base, onde o indice corresponde a linha do
exemplo ausente e o valor ¢ o indice correspondente na lista de valores de dominio previamente
encontrados para o atributo em questdo, ou seja, caso esteja aparecendo a dupla “22-4” sabe-se
que esse valor ausente encontra-se na linha 22 e o valor de indice 4 na lista de dominio foi o valor
estimado. Essa lista da particula estd dividida pelas classes e atributos ausentes ja mapeados,
sendo assim, o primeiro item dessa lista pertence ao primeiro atributo ausente contido em uma
primeira classe também ausente, e assim ¢ formada uma particula do enxame.

Esses procedimentos correspondem aos passos realizados pelo método para modelar a
particula. Dessa forma, cada uma contém todos os valores ausentes na base ¢ o método sabe
exatamente a localizacdo de cada um desses valores. Vale ressaltar que o primeiro enxame, ou
populacao inicial do método, é criado com valores de indices aleatdrios para o par “valor” da lista
da particula, onde o nimero de particulas ¢ determinado pelo usudrio — a quantidade utilizada

nessa dissertacdo encontra-se descrita no Capitulo 6.

5.2.2 FUNCAO DE APITIDAO

Uma vez que o algoritmo de tratamento foi modelado para melhorar a qualidade dos
resultados da tarefa de classificagdo quando houvesse a ocorréncia de valores ausentes em uma
determinada base, e a particula do PSO modelada para que contivesse todos os valores estimados
para os exemplos ausentes. Escolheu-se que a aptidao do algoritmo seria a propria classificagdo
da base, onde cada particula gera uma base completa, a qual ¢ formada pelos valores observaveis
na base e os estimados pela particula, e ¢ submetida a um classificador em cada iteracdo do

algoritmo. Dessa forma, a base ¢ avaliada de acordo com a finalidade do algoritmo de melhorar a
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qualidade dos dados, onde quanto maior o valor da acuricia encontrada pela combinacdo dos
valores estimados e dos valores presentes na base, melhor a particula.

Tendo definido a tarefa de Mineracdo de Dados para andlise dos dados com valores
ausentes, a modelagem da particula e a funcdo de aptiddo dela, decidiu-se por observar o grau de
adaptabilidade do algoritmo bioinspirado para estimacdo dos valores faltosos na classificagdo.
Sendo assim, foram implementados trés classificadores utilizados como funciao de aptidao do
PSO: Naive Bayes, C4.5 e n-vizinho mais proximo (do inglés K Nearest Neighbor — KNN) com 3
vizinhos - todos implementados com o suporte da ferramenta WEKA (HALL et al., 2009). Tal
escolha ocorreu de forma a se obter uma amostra de cada tipo de classificador baseado na
tipologia apresentada por (LUENGO, 2011). Tais classificadores sdo exemplos de modelos
aproximados, aprendizado por indu¢do de regras e lazy learning, respectivamente, onde o
primeiro aplica probabilidade com base na aplicacdo da teoria de Bayes com suposi¢cdes de
independéncia fortes; o segundo gera regras em forma de arvores; e o terceiro classificador
aproxima uma fun¢do de um ou mais pontos (vizinhos) a fim de agrupar os mais similares a este
primeiro (FACELI et al., 2011).

Em suma, cada particula origina uma base completa a qual ¢ submetida aos
classificadores supracitados, por meio do 10-fold-crossvalidation, gerando um valor de acuracia,
sendo este armazenado no algoritmo como fun¢do de fitness de cada particula. Em posse desse

valor, o algoritmo pode realizar seus calculos de atualizag¢do da velocidade, posi¢do e inércia.

5.2.3 CALCULO DA VELOCIDADE E INERCIA

Afim de balancear a busca pelo espago local e global, optou-se por acrescentar mais uma
variavel na Eq. (5) chamada de peso de inércia (w), dando origem a nova equagao de velocidade,

adaptada de Shi & Eberhart (1998) e representada na Eq. (7).

V(it+1)= w= V(t)+ bl *Rnd * (mLocal — X(t)) + b2 * Rnd * (mGlobal — X(t))
(7)
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Onde w ¢ chamado de peso de inércia aleatorio, apresentado pela Eq. (8), a qual segundo

(BANSAL et al., 2011), promove uma melhor eficiéncia para o enxame.

w =05+ £and0 ®)

onde Rand() ¢ uma fung¢do aleatdria a qual retorna um valor entre 0.0 e 1.0.

Com base nessas duas equagdes, o algoritmo de imputagdo por enxame de particulas
calcula a sua velocidade para modificar a posicdo, e o valor estimado de cada dimensdo da
particula. A velocidade esté relacionada com a distancia atual da particula para a melhor posi¢ao
jé& encontrada. Sendo assim, no algoritmo apresentado nesta dissertagdo, a velocidade influencia
na estimagdo do préximo valor imputado, o qual ¢ um numero aleatdrio da distancia atualizada
baseado na lista de valores de dominio para cada valor ausente, fazendo com que o algoritmo
possa encontrar uma combinag¢ao ainda melhor do que a anterior. Por exemplo, se a velocidade
atualizada retorna um valor igual a 4, o proximo valor estimado serd um valor aleatorio no
intervalo entre 0 e 3 da lista de dominio do valor ausente de determinada dimensdo da particula.
Dessa forma, cada valor ausente ¢ caracterizado como sendo uma dimensao da particula e possui

sua propria velocidade.

5.3 SINTESE DO CAPITULO

Esse capitulo apresentou como o algoritmo de imputagdo de dados utilizando a
otimizagdo por enxame de particula foi implementado. Foram descritos a estratégia de
modelagem da particula, a qual utiliza apenas os valores ausentes da base; a escolha da fungao de
aptiddo, tendo sido selecionada a acuracia obtida na tarefa de classificacdo; suas diferentes
configuragdes utilizadas nos experimentos, os classificadores Naive Bayes, C4.5 e 3-NN; e por
ultimo, como o célculo da velocidade foi modificado e adaptado para o problema de valores

ausentes a fim de melhorar a eficiéncia do algoritmo.
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6 CONFIGURACOES E REALIZACAO DOS EXPERIMENTOS

6.1 CONSIDERACOES INICIAIS

Ap0s apresentar o funcionamento do algoritmo de imputagdo por PSO, o mesmo precisa
ser validado. Para tal, ¢ necessaria a realizacdo de experimentos, tendo as origens das bases
usadas e os procedimentos de sua execucdo explicados durante este Capitulo. Além dessas
informagdes, também sdo mostradas as configuragdes do método apresentado nesta dissertagdo,

dos métodos com os quais ¢ comparado e a métrica de avaliagdo utilizada entre eles.

6.2 CONFIGURACOES DOS EXPERIMENTOS

A fim de observar o comportamento do método de imputaciao por PSO, foram geradas 63
bases de dados sintéticas com seus valores ausentes padronizados de acordo com os mecanismos
de auséncia de dados MAR, MCAR e NMAR. Para alcangar tal quantidade, foram selecionadas 7
bases de dados do repositorio de aprendizado de maquina do UCI (ASUNCION e NEWMAN,
2007), escolhidas com o intuito de representar as diferentes configuracdes das bases existentes e
para observar a capacidade de adaptacdo do método de imputacdo, sdo elas: contraceptive, glass,
iris, lymphography, tic-tac-toe, vertebral-column e yeast. As suas propriedades como quantidade

de instancias, atributos e classes sdo mostrados na Tabela 6.1.

Tabela 6.1. Propriedades das bases de dados selecionadas para a realizagdo dos experimentos.

Nome Instincias Atributos Classe
Contraceptive 1473 9 3
Glass 214 10 6

Iris 150 4 3
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Lymphographic 148 18 4
Tic-tac-toe 958 9 2
Vertebral Column 1484 8 10
Yeast 310 6 2

A partir das bases supracitadas foram geradas regras de acordo com os mecanismos de
auséncia de dados para cada uma delas utilizando a teoria apresentada no Capitulo 2.

Nio bastante a analise baseada nos mecanismos de auséncia, também decidiu-se analisar
o comportamento do método para diferentes quantidades de valores ausentes em um ou mais de
seus atributos. Assim, para cada uma das bases de um determinado mecanismo, foram removidas
as quantidades de 15%, 30% e 45%.

A escolha dos atributos deu-se pela selecao do qual possuia o maior valor de ganho para a
base e o mais correlacionado com este. Com isso os valores removidos afetam a qualidade dos
dados de uma base, fazendo com que os valores imputados também apresentem um efeito sobre
tal observacao.

Depois de aplicar tais regras nas bases originais, 63 versdes sintéticas foram geradas.
Com isso, outras propriedades foram adicionadas a elas, como porcentagem de valores ausentes e
porcentagens de instdncias com valores ausentes. Em suma, essas caracteristicas adicionais sao
representadas na Tabela 6.2, onde o nome das bases sintéticas seguem o seguinte padrio:
nomeDaBase mecanismo_quantidadeAusente para facilitar a diferenciacdo entre elas. As demais

bases estdo listadas no APENDICE B desta dissertacdo.

Tabela 6.2. Caracteristicas das bases sintéticas geradas.

Nome %V.A. % Inst. V.A.
Glass MCAR 15 2,99 27,10

Glass MAR 30 0,56 5,60

Glass NMAR 45 2,10 21,02

Lymphographic MCAR 15 0,74 7,47
Lymphographic MAR 30 3,12 53,37




Lymphographic NMAR 45 1,92
Contraceptive MCAR 15 2,98

Contraceptive MAR 30 3,57
Contraceptive NMAR 45 5,09
Iris MCAR 15 0,93
Iris MAR 30 1,73
Iris NMAR 45 7,33
Tic-tac-toe. MCAR 15 1,38
Tic-tac-toe. MAR 30 5,87
Tic-tac-toe. NMAR 45 8,31
Yeast MCAR 15 0,17
Yeast MAR 30 0,42
Yeast NMAR 45 1,39

Vertebral Column MCAR 15 4,23
Vertebral Column MAR 30 2,99
Vertebral Column NMAR 45 5,76

36,48
27,76
35,77
50,91
4,66

8,66

36,66
12,42
49,26
65,13
1,75

4,24

13,94
27,74
20,96
40,32
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Apds a apresentagdo das bases utilizadas para os experimentos, sua geragdo e

configuragdes, foca-se em como o método de imputacdo por PSO procedeu para executa-las.

Primeiramente, buscou-se uma validacdo do PSO da forma mais ampla possivel.

Pensando nisso, o método foi desenvolvido com diferentes fungdes de aptiddo pois assim, o

comportamento sobre essa escolha também seria analisada. Como a aptiddo do algoritmo esta

relacionada a tarefa de classificacdo, os classificadores selecionados foram: Naive Bayes, C4.5 e

3-NN, implementados de acordo com o explicado na sessdo 5.2.2 desta dissertagao.

Em seguida, j& que o método possui uma inicializagdo estocastica, decidiu-se executar

cada uma das configura¢des da funcdo de aptidio do PSO 10 vezes para cada base sintética,

totalizando 630 experimentos para cada uma.
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6.3 CONFIGURACOES DOS METODOS DE IMPUTACAO UTILIZADOS

Em posse das informagdes sobre as bases de dados utilizadas nos experimentos e de como
procedeu a execucao delas pelo método de imputagdo por PSO, apresenta-se como tal método foi
configurado para ser avaliado. Como mencionado, o tratamento estudado por esta dissertacdo foi
desenvolvido com trés fung¢des de aptidao diferentes. Logo, além das configuragdes do enxame
de particulas, como quantidade de particulas, iteragdes e funcdo de inércia, também sdo
necessarios mostrar as dos classificadores usados no método. A Tabela 6.3, Tabela 6.4 ¢ Tabela
6.5 mostram, respectivamente o resumo das configuracdes do PSO e dos classificadores 3-NN e
C4.5. Para o classificador Naive Bayes ndo houve escolhas de parametros diferentes do padrdo

oferecido pela ferramenta WEKA.

Tabela 6.3. Configuragdo do tratamento de valores ausentes por enxame de particulas.

Quantidade de particulas 50

Quantidade de iteracdes 100

Rand()

Inércia w=05+ — )

Tabela 6.4. Configuragéo do classificador 3-NN.

Numero de vizinhos 3

Algoritmo de busca de vizinhos Distancia euclidiana

Tabela 6.5. Configuragdo do classificador C4.5.

Fator de confidencia 0,25
Numero minimo de instancias por folha 2

Numero de folds 3
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Além das configuragcdes do tratamento de valores ausentes por PSO e de seus
classificadores, durante os experimentos foram executados outros dois métodos de tratamento
conhecidos da area, o baseado em maquina de vetores de suporte, chamado SVMImpute e outro
baseado no vizinho mais proximo, chamado de KNNImpute. As 63 bases sintéticas foram
importadas para a ferramenta KEEL, onde 14 foram selecionados os método acima citados com as

seguintes configuragdes.

Tabela 6.6. Configuragdes dos métodos de imputagdo KNNImpute e SVMImpute.
KNNImpute

Numero de vizinhos 10
SVMImpute
Tipo de regressao Epsilon

Tipo de kernel RBF

6.4 FUNCAO DE AVALIACAO

Depois de apresentar as origens das bases usadas, como foram configuradas para serem
usadas nos experimentos, mostrar as configuracdes dos métodos de imputacdo por PSO,
SVMImpute e KNNImpute, tais testes precisam passar por uma fun¢do para serem avaliados. Por
se tratar de experimentos utilizando bases com valores ausentes controladamente gerados,
buscou-se na literatura qual a funcdo utilizada para esse tipo de base. Assim, selecionou-se o
calculo da raiz quadrada do erro quadratico médio (RMSE — do inglés, Root mean square error)
entre o valor imputado por cada um dos tratamentos e o valor original para cada base, descrita

pela Eq.(9).



36

RMSE = [LS1,(e - 6)° o)
6.5 SINTESE DO CAPITULO

Durante este capitulo informagdes como quais bases foram utilizadas nos experimentos,
como tiveram seus valores removidos e como o tratamento por PSO as processou foram
apresentados. Além dessas, as configuracdes dos métodos de tratamentos usadas e dos
classificadores implementados pelo enxame de particulas, também foram mostradas. Por fim, a
funcdo de avaliacdo para os experimentos realizados nesta dissertagdo foi explicada.

Com base nas informagdes descritas por este capitulo, os experimentos foram realizados

gerando os resultados mostrados e analisados conforme o proximo capitulo descrevera.
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7 RESULTADOS DOS EXPERIMENTOS

7.1 CONSIDERACOES INICIAIS

Neste capitulo, os resultados dos experimentos realizados com os métodos de imputagdo
sdo mostrados em forma de graficos gerados a partir de cada uma das configuragcdes mostradas no
capitulo anterior. Além disso, sdo analisados aspectos similares de cada experimento, gerando
uma forma mais geral de visualizar o comportamento do tratamento de VA por PSO e de

compara-lo com métodos ja usados na area e com diferentes configuragcdes dele mesmo.

7.2 RESULTADOS E ANALISE DOS EXPERIMENTOS

A partir de 63 experimentos realizados, foi possivel observar o comportamento de cada
um dos métodos de imputagdo utilizados. Mais especificamente, o desempenho de trés diferentes
configuragdes do algoritmo de imputagdo com PSO puderam ser analisadas e compradas entre
métodos conhecidos da literatura da area e entre si. Os resultados apresentados nesta se¢do para o
método de imputacdo por PSO, sdo formados pelo menor valor de RMSE encontrado por cada
configura¢do do método em questdo entre todas as 10 execucdes de cada experimento.

Dentre os resultados gerados, os valores obtidos para a base vertebral-column foram os
que mais divergiram dos demais. Para essa base, cada método obteve o mesmo valor de RMSE

para todos os mecanismos e porcentagens de valores ausentes, como mostra a Figura 3.
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Figura 3. Grafico da base vertebral-column.

No grafico acima, as trés configuragdes para o algoritmo de imputagdo por PSO foram
agregadas a uma unica legenda pois obtiveram o mesmo valor de RMSE. Ademais, como todos
os métodos alcangaram os mesmos valores, ndo houve alternancia entre os que obtiveram os
melhores resultados. Assim, o KNNImpute pdde ser considerado o melhor para essa base quando
comparado com 0s outros.

Ao contrario da base vertebral-column, nas demais observou-se que havia uma variagdo
entre os métodos que alcangaram os valores mais baixos de RMSE quando analisado os
mecanismos de auséncia de dados e a porcentagem de auséncia nos atributos. Decerto, essa
caracteristica corrobora o fato de ndo haver um método de imputagdo geral, que seja 6timo para
qualquer base, mecanismo ou quantidade de VA. A Figura 4, Figura 5 e Figura 6 sdo exemplos
desta observagao, tais resultados foram gerados a partir das bases tic-tac-toe, contraceptive e iris,

respectivamente.



0.82

0.81

0.8

0.79

RMSE

0.78

0.77

0.76

15%

MCAR

30%

45%

Porcentagem de atributo ausente

39

=@==PS0-J48
e====PS0O-Naive
==>é=PS0O-3BK
==fr=S\VMImpute

=== KNN-Impute

Figura 4. Grafico dos resultados do mecanismo MCAR para a base tic-tac-toe.
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Figura 5. Grafico dos resultados do mecanismo MAR para a base contraceptive.
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Figura 6. Grafico dos resultados do mecanismo NMAR para a base iris.

Os resultados dos demais experimentos para cada base de dados selecionadas sdo listados
no APENDICE A deste documento.

Além das comparagdes diretas entre os métodos, também foram gerados graficos mais
gerais dos resultados, com o intuito de analisar o comportamento dos tratamentos sobre diferentes
aspectos, como por exemplo, o método que obteve a maior quantidade de melhores resultados em
geral, para cada porcentagem de atributo ausente e mecanismo de auséncia de dados. Para essas
analises, o método de imputacdo por PSO teve os valores de suas configuragdes agregados por
meio da média entre eles, sendo assim possivel realizar inferéncias sobre o método como um
todo.

Considerando tais aspectos, a Figura 7 ilustra o resultado da analise do comportamento

dos métodos de imputacdo tendo em vista a porcentagem de atributo ausente.
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Figura 7. Grafico dos melhores resultados obtidos pelos métodos de tratamento de VA considerando

diferentes porcentagens de auséncia no atributo.

Ao analisar a figura acima, percebe-se que o algoritmo utilizando PSO obteve a maior
quantidade de melhores resultados para as diferentes porcentagens de atributo ausente, como um
todo, considerando todas as bases dos experimentos. Além disso, pode-se observar que quanto
maior a quantidade de VA na base, menor a performance do tratamento por PSO, fato o qual
ocorre de forma inversa se analisado o tratamento KNNImpute. Porém, mesmo melhorando sua
performance, ndo supera o por enxame de particulas.

Além deste primeiro aspecto, também foram observados os comportamentos dos métodos

para cada um dos mecanismos de auséncia de dados, tendo seus resultados ilustrados pela Figura
8.
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Figura 8. Grafico dos melhores resultados obtidos pelos métodos de tratamento de VA considerando os mecanismos

de auséncia de dados.

Por meio do grafico, observa-se que o tratamento por PSO ainda mantém uma certa
superioridade em relagdo a quantidade de melhores resultados encontrados em relagdo aos
demais, com exce¢do para o mecanismo MCAR onde foram obtido a mesma quantidade que o
KNNImpute. Vale ressaltar que esse tipo de analise, para uma quantidade consideravel de bases
com VA, dificilmente ¢ retratado na literatura da area por conta de que o mecanismo NMAR ser
considerado complexo e pouco utilizado para geragdo de bases sintéticas.

Além dos graficos anteriormente gerados, decidiu-se analisar de forma mais ampla os
métodos de tratamento de VA, dando origem a Figura 9. Onde nela nota-se que o tratamento por
PSO permanece obtendo os melhores resultados, refletindo de forma mais evidente o que as

analises anteriores também demostraram.
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Figura 9. Grafico dos melhores resultados obtidos pelos métodos de tratamento de VA em geral.

Vale ressaltar que para o calculo dos melhores resultados foi considerado qual método
obteve o menor valor d¢ RMSE para determinada base de um determinado mecanismo e
percentual de atributo ausente. Dos 63 experimentos realizados, foi encontrado um valor igual
para os tratamentos SVMImpute e KNNImpute na base yeast, mecanismo MAR para 15% de
atributo ausente. Com isso, ambos os métodos obtiveram o melhor resultado para esse
experimento, o que acaba por refletir nos graficos da Figura 7 e da Figura 8, as quais totalizaram
64 melhores resultados. O calculo realizado para o grafico da Figura 9 considera a quantidade de
0,5 para cada um dos métodos, o que ndo afeta a quantidade total de resultados mas sim na
individual deles, contabilizando 8,5 e 18,5 para o SVMImpute ¢ KNNImpute, respectivamente.

Apoés a apresentacao dos resultados obtidos nos experimentos realizados, consegue-se
afirmar que o tratamento de VA por PSO alcanga resultados que favorecem sua utilizacdo na
area. Além disso, também foi possivel ressaltar que mesmo com resultados superiores aos
métodos KNNImpute e SVMImpute de modo geral, quando analisado cada um dos experimentos,
verifica-se que ndo ha um tratamento perfeito, pois na maioria dos casos, ha a variagdo de qual

método alcangou o melhor resultado.
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7.3  SINTESE DO CAPITULO

Em suma, este capitulo apresentou os resultados dos experimentos realizados assim como
as andlises individuais e gerais. Utilizando os insumos gerados pelos resultados foi possivel
verificar o comportamento do método de tratamento de VA por PSO e compara-lo com métodos
conhecidos da area e com diferentes configuragdes dele mesmo. Ademais, no proéximo capitulo
algumas conclusdes sobre esta dissertacdo sdo apontados, assim como as dificuldades

encontradas e trabalhos futuros.
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8 CONCLUSAO

O problema de valores ausentes ¢ abordado em diversos trabalhos publicados nos tltimos
anos, os quais descrevem sua ocorréncia danosa para analise dos dados, principalmente durante o
processo de extragdo do conhecimento de base de dados.

Apb6s uma andlise de trabalhos os quais dissertassem sobre o tema publicados em
periddicos e congressos e com diversas areas de aplicagdo, verificou-se uma falta de padrao
quanto a origem da base utilizada nos experimentos desses trabalhos.

Com base nessa lacuna a seguinte observagao foi feita, as bases comumente utilizadas sdo
oriundas de repositorios publicos como o UCI, porém essas podem ou nao possuir valores
ausentes em seus dados. Usualmente escolhem-se bases completas para depois remover,
controladamente, valores dessa base para analisar o comportamento de um determinado método,
originando as chamadas bases sintéticas. Para isso ocorrer, pesquisadores simulam alguns dos
mecanismos de auséncia existentes na literatura da area, dos quais os mais replicados sdo os
MAR e MCAR, por serem os mais faceis uma vez que a auséncia dos dados estd baseada nos
valores presentes na base ou completamente aleatério. Porém, para uma andlise mais extensa de
como os tratamentos se comportam para esses mecanismos, torna-se mais interessante analisa-los
para os trés existentes: MAR, MCAR e NMAR, sendo raros os trabalhos que conseguem,
efetivamente, realizar esse tipo de estudo, principalmente quando deseja-se utilizar uma
quantidade maior de bases de dados.

Além da tendéncia de analisar o tratamento de valores ausentes sobre os aspectos dos
mecanismos de auséncia de dados, outro fator o qual vem se destacando nessa area ¢ a utilizagao
de métodos bioinspirados, seja auxiliando outros métodos, ou como método propriamente dito.
Os resultados apresentados por recentes publicagdes mostram-se promissores para esses tipos de
tratamentos porém, ainda muito incipiente.

Com base na observagdo realizada e na tendéncias descrita acima, a presente dissertagao
apresenta uma abordagem para auxiliar o desenvolvimento da area, a qual consiste na exploragdo
de um algoritmo bioinspirado ainda pouco utilizado, o de otimiza¢do por enxame de particulas,

ou PSO. A escolha desse método ocorreu pelo fato de este ter sua estrutura de particulas
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facilmente remodeladas para o problema de tratamento de valores ausentes e possuir poucos
parametros tanto de implementagdo quanto de configuracdo, o que facilita e instiga sua utilizacao.

Sendo assim, para promover um estudo relevante sobre o algoritmo, esta dissertagdo
removeu valores de sete bases de dados de acordo com os mecanismos de auséncia de dados
MCAR, MAR e NMAR, e variando a quantidade de valores ausentes em trés diferentes
porcentagens, 15, 30 e 45% para um determinado atributo. Além disso, o PSO teve seus melhores
resultados analisados segundo a métrica de RMSE e comparado com outros dois tratamentos, o
KNNImpute e o SVMImpute. Um fato que deve ser ressaltado ¢ que o PSO teve sua fungdo de
aptiddo implementada para trés classificadores diferentes, o C4.5, Naive Bayes e 3-NN, gerando
assim trés diferentes tipos de PSO — tais configuragdes foram feitas com o intuito de analisar a
adaptabilidade do algoritmo bioinspirado dada uma tarefa de mineracdo de dados, neste caso, a
classificagao.

Os resultados obtidos mostraram que, no geral, o0 método utilizando o PSO alcangou as
menores diferengas entre os valores estimados e os valores originais na maioria dos
experimentos. Entretanto, ocorreram algumas peculiaridades, como na base vertebral-column,
onde apenas um dos trés métodos obteve os melhores resultados para todos os mecanismos em
todas as porcentagens, o KNNImpute. Além de tudo, esta dissertagdo também conseguiu
corroborar o fato de ndo haver um tratamento 6timo para qualquer configuracdo base, uma vez
que quando analisado cada uma individualmente percebe-se claramente a variacdo entre o
tratamento que obteve o melhor resultado, fato este também mencionado em outros trabalhos da
area.

Em posse dos resultados, essa dissertacdo alcangou seu principal objetivo, o de analisar o
comportamento de um algoritmo de otimizacdo por enxame de particulas adaptado para o
problema de valores ausentes, utilizando diversas bases de dados e os diferentes mecanismos de
auséncia de dados. Além desses, também agrega as seguintes contribuicdes para area de

tratamento de valores ausente:

. Simulou, efetivamente, os trés mecanismos padrdes de auséncia: MCAR, MAR e
NMAR; e
. Analisou e comparou o comportamento de diferentes configuragdes do PSO com

outros dois algoritmos conhecidos da area.
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Ademais, também foram encontrados algumas adversidades durante a realizagdo desta

dissertacdo, principalmente durante a etapa de testes, enumeradas a seguir:

. Falta de uma ferramenta que possua tratamentos de valores ausentes recentes ja
implementada.
. Ineficiéncia na exportacdo das bases geradas por métodos ja implementados para

um formato de facil manipulagao;
. Encontrar métricas diferentes do RMSE utilizado para avaliagdo dos métodos em

bases sintéticas;

. Encontrar trabalhos na 4rea para comparar resultados diretamente; e
. Utilizar bases que ja venham de acordo com todos os mecanismos de auséncia de
dados.

Por fim, alguns trabalhos futuros sdo almejados para esta linha de pesquisa, sdo eles:

. Comparacdo com mais métodos de tratamento de valores ausentes;
. Aplicagdo de mais bases de dados;
. Aplicagdo das bases imputadas pelos outros métodos a tarefa de classificagdo para

avaliar sua acuracia;
. Modificagao do PSO para processamento paralelo; e

. Aplicagdo de grandes bases de dados com valores ausente.
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APENDICE A - LISTA DOS RESULTADOS DOS
EXPERIMENTOS POR BASE

Neste documento estdo listados os resultados dos experimentos realizados com os
métodos de imputacdo de dados ausentes citados nesta dissertacdo, cada grafico ¢ apresentado
para cada base de dados, as quais estdo alfabeticamente ordenadas.
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APENDICE B — CARACTERISTICAS DAS BASES DE DADOS
COM VALORES AUSENTES CONSIDERANDO OS
MECANISMOS DE AUSENCIA

Este apéndice apresenta o quadro mostra a porcentagem dos atributos ausentes e, como

consequéncia, a porcentagem de valores ausentes, e a de instdncias com VA nas bases geradas.

Nome %VA %]Inst. VA

Glass MCAR 15 2,99 27,10

Glass MCAR 30 5,98 51,40

Glass MCAR 45 8,97 68,69

Glass MAR 15 0,32 3,27

Glass MAR 30 0,56 5,60

Glass MAR 45 1,26 12,61

Glass NMAR 15 0,74 7,47

Glass NMAR 30 1,54 15,42

Glass NMAR 45 2,10 21,02

Lymphographic M 1,56 29,05
CAR 15

Lymphographic M 3,12 53,37
CAR 30

Lymphographic M 4,69 70,27
CAR 45

Lymphographic M 0,64 12,16
AR 15

Lymphographic M 0,56 10,81
AR 30

Lymphographic M 1,2 22,97
AR 45




Lymphographic N 0,96 18,24
MAR 15

Lymphographic N 2,09 39,86
MAR 30

Lymphographic N 1,92 36,48
MAR 45

Contraceptive MCA 2,98 27,76
R 15

Contraceptive MCA 5,98 51,18
R 30

Contraceptive MCA 8,98 69,78
R 45

Contraceptive. MAR 0,57 5,70
15

Contraceptive. MAR 1,14 11,47
30

Contraceptive. MAR 1,73 17,37
45

Contraceptive NM 1,80 18,05
AR 15

Contraceptive NM 3,57 35,77
AR 30

Contraceptive NM 5,09 50,91
AR 45

Iris MCAR 15 5,86 28,66

Iris MCAR 30 12 52,66

Iris MCAR 45 17,86 69,66

Iris MAR 15 0,93 4,66

Iris MAR 30 1,73 8,66

Iris MAR 45 2,13 10,66
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Iris NMAR 15 3,33 16,66

Iris NMAR 30 4,53 22,66

Iris NMAR 45 7,33 36,66

Tic-tac- 4.47 39,56
toe. MCAR 15

Tic-tac- 8,98 63,88
toe. MCAR 30

Tic-tac- 13,49 84,02
toe. MCAR 45

Tic-tac- 1,38 12,42
toe. MAR 15

Tic-tac- 2,96 25,36
toe. MAR 30

Tic-tac- 4,40 33,82
toe. MAR 45

Tic-tac- 3,11 28,91
toe NMAR 15

Tic-tac- 5,87 49,26
toe. NMAR 30

Tic-tac- 8,31 65,13
toe NMAR 45

Yeast MCAR 15 4,48 38,07

Yeast MCAR 30 8,99 64,48

Yeast MCAR 45 13,48 82,34

Yeast MAR 15 0,17 1,75

Yeast MAR 30 0,42 4,24

Yeast MAR 45 0,72 7,21

Yeast NMAR 15 0,51 5,05

Yeast NMAR 30 0,82 8,08

Yeast NMAR 45 1,39 13,94
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Vertebral 4,23 27,74
Column_MCAR 15

Vertebral 8,57 51,29
Column_MCAR 30

Vertebral 12,81 70,32
Column_MCAR 45

Vertebral 2,11 14,83
Column_MAR 15

Vertebral 2,99 20,96
Column_MAR 30

Vertebral 6,49 45,48
Column_MAR 45

Vertebral 2,02 14,19
Column NMAR 15

Vertebral 3,64 25,48
Column_NMAR 30

Vertebral 5,76 40,32

Column NMAR 45
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