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RESUMO

O constante avan¢o da tecnologia requer medidas que beneficiem as industrias em busca do
lucro e da competitividade. Em relacdo a industria de minerais, o processo de fundicdo de
aluminio geralmente possui grande ndmero de células, também chamado de forno ou cuba de
reducédo, produzindo aluminio em um procedimento continuo e complexo. Um monitoramento
analitico é essencial para aumentar a vantagem competitiva dessa inddstria, por exemplo,
durante a operagdo, algumas células compartilham comportamentos semelhantes as outras,
formando grupos ou clusters de células. Esses clusters dependem de padrées de dados
geralmente implicitos ou invisiveis para a opera¢do, mas que podem ser encontrados por meio
da analise de dados. Neste trabalho, sdo apresentadas quatro técnicas de agrupamento, 0
Affinity Propagation, o0 mapa auto—organizavel de Kohonen (SOM), o algoritmo difuso Fuzzy
C-Means (FCM) e o K-Means. Essas técnicas sdo utilizadas para encontrar e agrupar as
células que apresentam comportamentos semelhantes, de acordo com sete variaveis tais como
as que consiste no processo de reducdo do aluminio. Este trabalho visa trazer o beneficio do
agrupamento, principalmente pela simplificacdo da andlise da linha de produgédo do aluminio,
uma vez que um grande namero de células pode se resumir em um Unico grupo, o que pode
fornecer informagdes mais compactas para o controle e a modelagem dos dados. Este
beneficio de identificar os dados que possuem caracteristicas semelhantes e agrupa—los faz
com gue a analise dos grupos se torne mais simples para quem ira manusear esses dados
futuramente. Nesse trabalho de dissertacdo também sera feito a identificacdo da quantidade
ideal de grupo em cada técnica utilizada.

Palavras—Chave: Agrupamento, Redugdo do Aluminio, Mineracéo de Dados.
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ABSTRACT

The continuous development of technology accounts for measures that provide industries
benefits to grant them profitability and competitive advantage. In the mineralogy field,
aluminum smelting usually requires substantial number of cells, also known as reduction
pots, to produce aluminum in a continuous and complex process. Analytical monitoring is
essential for those industries’ competitive advantage, given that during operation some cells
show behavior similar to others, thereby forming clusters of cells. These clusters depend on
data patterns usually implicit or invisible for the operation, but can be found by data analysis
techniques. In this work four clustering techniques are presented to that end: the Affinity
Propagation; the Kohonen Self Organizing Map; the Fuzzy C—Means; and the K—Means
Algorithm. These techniques are used to find and group cells that share similar behavior, by
analysing seven variables which are closely related to the aluminum reduction process. This
work aims at addressing the benefits of clustering, especially by simplifying the aluminum
potline analysis, once a large group of cells might be summarized in one sole group, what can
provide more compact yet rich information for data driven modeling and control. Moreover,
the identification of similar data patterns in clusters makes the task of those who is going to be
in charge of analyzing these dats. This work also identifies the ideal cluster size for each
technique applied.

Keywords: Clustering, Aluminum Reduction, Data Mining.
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1. INTRODUCAO

Atualmente as empresas manuseiam em seus sistemas de informagdes grandes
volumes de dados, que em sua maioria sdo usados para a tomada de decisdo e o
aprimoramento dos processos realizados. Diante deste cenario, sdo apresentadas algumas
perguntas (Li, Yang e Song, 2009): 'O que fazer com os dados armazenados?', '‘Como analisar
e utilizar de maneira Gtil todo o volume de dados disponivel?. 'A analise de grandes
quantidades de dados pelo homem é inviavel sem o auxilio de ferramentas computacionais
apropriadas?' (Bramer,2007). Dentro deste contexto é que surgiu a area de Mineracdo de
Dados. Com uma adequada administracdo das informacGes e com técnicas como a mineragao
de dados é possivel encontrar na imensidao de dados, as informacdes mais essenciais, que
dificilmente seriam descobertas sem o auxilio delas, identificando relacdes ndo aparentes ou

de dificil deteccdo em sua forma tradicional.

Esta dissertacdo de mestrado aborda umas das tarefas do processo de mineragdo de
dados: a fase de agrupamento (Larose, 2005). Serdo realizados experimentos com quatro
técnicas de agrupamento: Affinity Propagation, o Mapa Auto—Organizavel de Kohonen
(SOM), Fuzzy C-Means (FCM) e K-Means. A ideia central do trabalho é realizar
agrupamentos em uma base de dados de fornos de reducéo de uma fabrica de aluminio, com o

intuito de identificar aqueles fornos que possuem comportamentos semelhantes.

A mineracdo de dados na industria tem seu uso cada vez mais frequente, visto que a
exploracdo dos dados é uma tarefa comumente utilizada em diversas areas, e embora se tenha
uma serie de sistema de minera¢do de dados comerciais disponiveis hoje, ainda ha muitos
desafios neste dominio.

Namikka e Gibbon (2002) afirmam que os processos industriais sdo geralmente
vastos, complexos e geram grandes quantidades de dados dimensionais. E esses dados contém
informacgfes potencialmente Gteis que podem ser imprescindiveis no controle e otimizacdo
dos procedimentos, caso as ferramentas apropriadas sejam aplicadas de forma correta. Os
analistas de sistemas industriais estdo, portanto, cada vez mais atentos aos dados e métodos de
tratamento para auxiliar na analise e desempenho do processo para fins de melhoria,
eficiéncia, produtividade e qualidade do produto.

A industria de minerais é altamente diversificada, o que torna dificil fazer

generalizacBes sobre sua producdo e utilizagdo. Qualquer proposta politica ou ideia para



2

muda-la ou regulamenta-la deve ser baseada nas diferentes caracteristicas dos diversos setores
da industria.

De acordo com o Ministério de Relagbes Exteriores, Comércio Internacional e
Cultural (2010), o aluminio em sua forma bruta é o terceiro elemento mais abundante na
crosta terrestre depois do oxigénio e do silicio, e constitui 7,3% de sua massa. Na sua forma
natural, s existe em uma combinacdo estavel com outros materiais (em particular, sais e
Oxidos) e foi descoberto a sua existéncia no ano de 1808. A partir de entdo ainda exigiu
muitos anos de pesquisa e testes para isolar o aluminio puro do mineral no seu estado original
tornando possivel seu modo de produgéo, comercializagdo e processamento. Por conseguinte,
0 aluminio comecou a ser produzido com a finalidade comercial na segunda metade do século
XIX, sendo considerado ainda novo, em termos comparativos, tendo em conta que a
humanidade vem usando outros elementos por milhares de anos antes da descoberta do
aluminio. Apesar disso, a producdo de aluminio atualmente supera em quantidade a soma dos
restantes metais néo ferrosos, como o cobre, o chumbo e o estanho.

A induastria de aluminio € uma atividade econémica que gera excelentes ganhos e
lucros em muitos continentes, sendo inclusive a fortaleza da economia dos paises com
padrdes de vida mais elevados do mundo (1Al, 2010; CVG Venalum, 2008).

O aluminio é a principal matéria-prima de muitas industrias, cujos produtos sdo usados
por quase todas as familias, trazendo formas de empregos fornecidos pelas inddstrias e
movimentando a economia dos paises. A tecnologia da industria do aluminio e os avangos
cientificos ajudaram a estimular o crescimento das empresas de muitos paises, inclusive o
Brasil, além de ajudar a competir com outros produtores lideres.

Desde material de construcdo até embalagens para comida, o mercado de aluminio
fornece aos usuarios a tecnologia necessaria para construir e desenvolver centenas de
industrias. Ele compete com o0 ago em Varias utilidades, porém tem a vantagem de ser mais
leve, resistente a corrosdo, um bom condutor de eletricidade, aléem de ser um metal forte
combinado com outros elementos. Este metal possui uma série de caracteristicas diferenciais
das que o define: € leve, tem um terco do peso do aco, ndo enferruja, é condutor de calor, ndo
é toxico, ndo € magnético, é maleavel, entre outras caracteristicas (Argentina, 2010).

Soares (2009) descreve em sua Dissertagdo de mestrado o projeto de um sensor virtual
capaz de estimar a temperatura dos fornos de reducdo de aluminio, através de variaveis que
compde este processo. Os resultados obtidos foram autenticados pela equipe de processos de

uma industria de aluminio. Com a utilizacdo deste sensor apresentado por Soares (2009), a



fabrica de aluminio ganhou varios beneficios, como a reducdo de gastos com termopares, que
sdo sensores reais utilizados para a medicdo direta da temperatura dos fornos; economizara
também com energia elétrica, ja que o sensor agora € virtual; fara economia de tempo para a
realizacdo da tarefa; além de preservar a satde dos trabalhadores que necessitavam enfrentar
condigdes de periculosidade para realizar a medicdo da temperatura dos fornos.

Souza (2011) relata em sua Dissertacdo de Mestrado a estimacgdo da porcentagem de
fldor em alumina fluoretada originado de uma planta de tratamento de gases através de um
sensor virtual neural capaz de simular o comportamento de um sensor de qualidade de
alumina, criado através da técnica de inteligéncia computacional conhecida como Rede
Neural Artificial (RNA). Através deste sensor exposto por Souza (2011), a equipe responsavel
pelos testes e analises da fabrica de aluminio teve uma opcdo mais rapida para simular o
comportamento da planta de tratamento de gases sem a necessidade de parar com a
produtividade da fabrica, o que colabora com a geracdo de alumina fluoretada de melhor
qualidade, contribuindo também com a preservacdo dos fornos de reducdo do aluminio,
aumentando assim seu tempo de vida e utilidade na fabrica em que este trabalho foi baseado.

Xiangtao et. al. (2006) apresentaram no Light Metals (TMS) 2006 um artigo onde 0s
conceitos de data warehouse e data mining foram introduzidos em sistemas existentes de
controle de eletrdlise de aluminio, desenvolvendo uma ferramenta de mineragdo de dados
chamada "minerador de dados de eletrélise de aluminio™. Esta ferramenta consiste em trés
componentes principais de mineragdo: analise de associagdo cinza, analise de cluster baseada
em componentes conectados e analise de coeficientes de compensacdo. Esses modelos de
componentes analisam detalhadamente os dados armazenados em um sistema de controle,
obtendo conhecimento, ajustando varios parametros operacionais e de controle on-line e
fornecendo suporte de decisdo para operadores. Para diferentes usos e perfis e com uma
interface de facil manuseio, os gerentes e operadores podem analisar e extrair minuciosamente
os dados armazenados em um sistema de controle e podem ajustar as condigdes técnicas das
células para alcancar a eficiéncia de producéo ideal pelo conhecimento descoberto.

Zhuo et. al. (2008) criaram um modelo para o controle do processo industrial baseado
em mineragdo de dados, que ao analisar os dados historicos usando o conhecimento de
técnicas de descoberta conseguiram resolver os problemas de dificil diagnostico e previsdo
quando se refere ao estado da célula de eletrolise de aluminio, onde através de parametros de
controle, o modelo foi usado para realizar a otimizacdo da tomada de decisbes e a

regularidade de evolucdo do estado do aluminio, aumentando a eficiéncia da eletrolise,
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prevendo tendéncias e acidentes que poderiam ocorrer, agrupando o estado das células,
reduzindo o consumo de energia e tornando o processo industrial mais inteligente.

Li, Yang e Song (2009) também criaram um modelo de processo de mineracdo de
dados para a eletrolise de aluminio para padronizar o processo de mineragdo industrial, onde o
sistema inteligente aplicado foi usado como o objetivo da mineragdo de dados. Neste modelo,
tanto a mineracdo de dados quanto o sistema inteligente aplicado sdo reconhecidos como de
importancia equivalente, onde o desenvolvimento de sistemas inteligentes aplicado é o
objetivo do processo de mineracdo de dados e também é usado para melhorar a qualidade dos
resultados da mineracdo, mostrando através dos resultados experimentais que o modelo é
efetivo para certas extensoes.

O processo de mineracdo de dados envolve o uso de diversas técnicas, e dentre elas
estd a de identificacdo de agrupamentos ou clustering, que em meio a tantas finalidades,
também pode ser utilizada na industria de minerais como o aluminio, onde através do banco
de dados (BD) sua funcédo é formar grupos de registros similares, que compartilham um certo
numero de propriedades, e desta forma sdo considerados homogéneos. Assim, 0
particionamento de BD’s volumosos, com diferentes tipos de dados, constituidos de
agrupamentos com dados homogéneos relacionados, resulta na aquisicdo de padrdes de
comportamento do banco de dados em analise.

A grande vantagem do uso das técnicas de clusterizacdo (ou agrupamento) é que, ao
agrupar dados similares, pode-se descrever de forma mais eficiente e eficaz as caracteristicas
peculiares de cada um dos grupos identificados. Isso fornece um maior entendimento do
conjunto de dados original, alem de possibilitar o desenvolvimento de esquemas de
classificacdo para novos dados e descobrir correlacdes interessantes entre os atributos dos
dados que ndo seriam facilmente visualizadas sem o emprego de tais técnicas.
Alternativamente, Clusterizacdo pode ser usada como uma etapa de pré-processamento para
outros algoritmos, tais como caracterizagdo e classificacdo, que trabalhariam nos clusters
identificados. A ideia desse trabalho € utilizar o resultado do agrupamento para melhor
selecionar dados de treino de uma rede neural artificial, que € utilizada para modelar o

comportamento dindmico de algumas varidveis do forno de reducao de aluminio.



1.1.0Objetivo da Dissertagao

1.1.1. Objetivo Geral
a) ldentificar agrupamentos de fornos de uma fabrica de aluminio através de técnicas

de mineracgéo de dados.

1.1.2. Objetivos Especificos

a) Usar técnicas de agrupamento para identificar fornos com comportamentos
semelhantes em uma fabrica de aluminio;

b) Verificar a quantidade ideal de grupos para cada técnica utilizada;

c) Comparar o desempenho das técnicas de agrupamento utilizadas.

1.2.Estrutura da Dissertacao

Esta dissertacdo de mestrado esta dividida em 7 capitulos.

O capitulo 1 traz a introdugédo do trabalho, explicando a ideia de mineracdo de dados e
seu uso na induastria do aluminio primario, e o contexto que ird ser abordado ao longo do
trabalho.

O capitulo 2 apresenta o processo da producdo do aluminio, trazendo conceitos de
reducdo do aluminio, explicando o processo de reacdo do forno eletrolitico e demonstrando as
variaveis utilizadas em todo o processo de modelagem e anélise dos dados.

O capitulo 3 aborda o conceito da analise de agrupamento, explicando o método das
medidas de agrupamento, os métodos hierarquicos e ndo— hierarquicos, e trazendo também o
conceito de aprendizado ndo—supervisionado.

O capitulo 4 descreve os algoritmos utilizados nos agrupamentos: o Affinity
Propagation, o algoritmo Kohonen (SOM), o algoritmo Fuzzy C-Means (FCM), e o
agrupamento de fornos utilizando o algoritmo K—Means.

O capitulo 5 explica a metodologia utilizada no trabalho, mostrando a selecdo e
extracdo dos dados, descrevendo a base de dados, as varidveis utilizadas, a disposicdo dos
fornos nas salas de reducéo e a estatistica basica dos dados.

O capitulo 6 apresenta os resultados obtidos da base real de dados e a comparacao
entre os resultados das técnicas dos algoritmos Affininity Propagation, do Mapa Auto —
Organizavel de Kohonen, Fuzzy C-Means e K-Means, para medidas utilizando os principios
aritméticos da média, mediana e desvio padrdo com filtro e sem filtro.

E por fim, o capitulo 7 traz a conclusdo dos experimentos realizados e propostas para
trabalhos futuros.



2. APRODUCAO DE ALUMINIO

O aluminio é um metal ndo ferroso, luminoso, com baixo ponto de fusdo, macio e
deformével, com alta condutividade elétrica e térmica, com ampla utilizacdo na industria e
produzido pelo homem com minerais extraidos da natureza (Argentina, 2010).

Para a producdo de aluminio é utilizado a bauxita, um mineral que contém hidréxido
de aluminio (Al (OH)3) e outras impurezas como: Fe;0s; SiO2; CaO; TiOy, etc. Este mineral
do qual se extrai 0 aluminio é abundantemente encontrado principalmente em &reas tropicais e
subtropicais, tais como: Africa, Antilhas, América do Sul e Australia. Ha também algumas
minas de bauxita na Europa. A bauxita é refinada para obter éxido de aluminio (alumina) e
atraveés de um processo eletrolitico, a alumina é reduzida a aluminio metalico.

As plantas producdo de aluminio primério estdo localizadas em todo o mundo,
geralmente em &reas onde existem abundantes recursos de energia elétrica barata. Estimativas
demonstram que sdo necessarios de duas a trés toneladas de bauxita para produzir uma
tonelada de alumina, e aproximadamente duas toneladas de alumina para produzir uma
tonelada de aluminio. A Figura 1 mostra de forma resumida as etapas do processo produtivo

da alumina e do aluminio primario.

Processos de producao do Aluminio

FLUXO DA CADEIA DE PRODUGAO DO ALUMINIO PRIMARIO

.
O S I
Mémn;:o Transporte Moagem Digestao Filtragem Precipitagio ”
: 1 Alumina

Calcinagio H

Energia

< Anodo
(Coque/Piche)

Eletrélise H '
Fluoreto/Criolita

Figura 1 — Resumo do Processo de Producéo da alumina e do aluminio primario.
Disponivel em: http://slideplayer.com.br/slide/3344007/
Acesso em: 13 mar. 2017
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http://www.ecured.cu/index.php?title=Bauxitas&action=edit&redlink=1
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Na natureza, o aluminio esta sempre ligado a algum outro elemento quimico na forma
de sais ou Oxidos, 0 que torna necessario um processo de separacdo. Por meio do processo
Hall-Héroult, conhecido e utilizado no mundo todo, a quebra por eletrélise da molécula da
alumina (Al2O3) que contém o aluminio (Figura 2) é feita de tal forma que se consegue obter

um aluminio com 99% de pureza (Grjotheim e Kvande, 1993).

Figura 2 — Molécula de alumina.
Fonte: Souza (2011).

Essa quebra da molécula, representada pela Equacdo 1 a seguir, requer um gasto
exorbitante de energia, sendo necessaria a adicdo de alguns elementos quimicos no forno de
reducdo de aluminio que ajudam a reduzir a temperatura para facilitar a eletrolise,
economizando energia (Grjotheim e Kvande, 1993). Além disso, esses elementos séo de
fundamental importancia para a manutencdo da estabilidade quimica do forno, pois formam o

banho eletrolitico (Souza et al., 2011).

2A1,03 + 3C* > 4AI* + 3CO; (1)

O processo Hall-Héroult € continuo, ou seja, em condi¢cBes normais, funciona 24
horas ao dia e sete dias na semana. A alumina é dissolvida em um banho de criolita a uma
temperatura em torno de 960°C sob a passagem de corrente elétrica continua. No caso da
fabrica em questdo, é utilizada uma corrente entre 160 kA e 180 kA. Na fabrica, os fornos,
também conhecidos como cubas ou, em inglés, pots ou cells, sdo dispostos em série, assim,
teoricamente, a corrente elétrica € a mesma em todos os fornos. O metal produzido é retirado
dos fornos e encaminhado ao lingotamento — no qual o aluminio liquido é solidificado em
formas produzindo—se os lingotes, que logo depois sdo empilhados e estocados para
exportacdo (Kvande, 2014).

Cada etapa citada no paragrafo anterior é alvo de constante controle no interior da

fabrica. Além disso, os institutos de pesquisa, principalmente as universidades, tém atuado em



conjunto com os membros de equipes da fabrica, produzindo, através de parcerias em

projetos, melhorias que tendem a tornar mais eficiente o processo de fabricacdo de aluminio.

2.1.REDUCAO DO ALUMINIO

O aluminio obtido dos fornos eletroliticos contém uma certa quantidade de impurezas,
alumina, criolita e gases, de modo que, para obter uma elevada pureza de aluminio (99,85—
99,9%) € necessario que 0 processo seja submetido a uma reducdo, tendo duas maneiras

principais para esta préatica (Bruzos, n.d):

1. Cloracéo: Por este processo, se insufla cloro na massa de aluminio fundido a
uma temperatura entre 750—-770°C, durante cerca de 10-15 minutos. No
periodo da insuflacdo, as impurezas reagem com o cloro e se separam do
aluminio, mesmo que uma parte de mais ou menos 1% do aluminio também
reaja e se separe, produzindo perdas do material.

2. Reducdo eletrolitica: Para reduzir o aluminio pelo método eletrolitico, as
barras de aluminio impuro se colocam como anodos em um banho de sais de
cloro e de fluor. As impurezas do &nodo ficam na solugdo ou formam a lama
anodica. Altos niveis de pureza podem ser obtidos pela técnica de reducao
eletrolitica em solucdes aquosas, com o teor do metal de valor de 99,9% ou

maior.
2.2.0 FORNO ELETROLITICO

O forno, esquematizado pela Figura 3, é o local onde a reacéo eletrolitica ocorre. E
uma construcdo de aco especialmente preparada para receber os elementos utilizados no
processo: banho eletrolitico, alumina, gases, aditivos quimicos, corrente elétrica e estruturas

de carbono para conducdo de energia.
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Figura 3 — Forno de Reducédo de Aluminio e seus Componentes.
Fonte: Grjotheim e Kvande, 1993 (adaptacéo).

A corrente elétrica atravessa o forno do anodo ao catodo. O numero de anodos por
forno é proporcional a corrente de operacéo e o tamanho do mesmo. No caso da industria em
pauta, sdo 18 anodos em cada forno. O banho eletrolitico fica entre os &nodos e o catodo, que
€ 0 meio onde ocorre a eletrélise. O aluminio produzido é atraido para o pdélo negativo
(cétodo), ficando depositado no fundo do forno. Uma crosta sélida se forma ao redor do forno
e na sua superficie. Essa crosta é importante, pois isola o forno ndo permitindo troca de calor
excessiva com 0 meio externo, além disso, ela ajuda a diminuir as emissdes de gases para o
meio ambiente. Periodicamente, ela é rompida para troca de anodos.

A temperatura de operacdo do banho é de 920 a 1000°C, entretanto, o adequado é
manter a temperatura 0 mais proximo possivel da ideal: 960°C. A criolita pura possui um
ponto de fusdo alto (1009°C) e, para reduzi—lo, sdo adicionados alguns aditivos quimicos,
principalmente o fluoreto de aluminio (AlF3), o fluoreto de célcio (CaF.) e a prépria alumina
(Al203). A finalidade dos aditivos quimicos também é manter a composi¢do quimica do forno
estavel.

A resisténcia comum de um forno estd em torno de 15 pOhm, mantendo a tensdo em
torno de 4,2V. A tensdo efetiva, ou seja, aquela que é gerada pela propria reacdo quimica e
resulta na producdo do aluminio corresponde a 1,65V por forno. E fundamental que a
resisténcia se mantenha estavel para que a tensdo efetiva ndo se altere, pois causaria uma
queda na produtividade. Uma resisténcia muito alta pode provocar superaquecimento no

forno, comprometendo o0 anodo e em casos extremos o catodo (Grjotheim e Kvande, 1993). O



10

comprometimento do catodo provoca o desligamento do forno. J& uma resisténcia muito baixa
provoca uma queda na eficiéncia de corrente. Observa-se que a relacdo tensdo versus

resisténcia e regida pela Primeira Lei de Ohm, descrita através da equagao 2:

V =Rii 2)

Para manter a resisténcia estavel, é necessario controlar a distancia &nodo—catodo a um
nivel que mantenha a resisténcia proxima de seu setpoint. Os anodos sdo consumidos
continuamente pelo eletrdlito, fazendo com que a distancia com o catodo aumente, elevando
assim a resisténcia do forno. Existe um sistema de controle de resisténcia capaz de monitorar
continuamente as variaveis online do forno, identificando se h& necessidade de subir ou de
descer o0 anodo. Ressalta—se que esse sistema de controle normalmente ndo movimenta um
anodo individualmente, mas todos ao mesmo tempo.

Na fébrica estudada, os fornos estdo dispostos em quatro redugdes e cinco linhas de
fundicdo. Nas linhas de fundicdo estdo ordenados os fornos eletroliticos, onde cada reducéo
contém um total de 240 fornos. Visando a otimizacdo do controle administrativo e uma
melhor manutencéo, os fornos séo divididos em sessdes, as quais sdo submetidas aos mesmos
turnos e iguais procedimentos de manutengdo programada. No total, a fabrica conta com 960
fornos, dispostos em oito salas com 120 fornos cada uma. A Figura 4 mostra o layout onde
encontra-se organizado a area de reducao | que contém os fornos de reducédo de aluminio da

fabrica que este trabalho foi baseado.
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Figura 4 — Layout da Area de Redugéo .

Cada forno possui um sistema de controle individual, de modo que alguns fornos se
comportam de maneira semelhante. Diante deste acontecimento, é necessario conhecer quais
fornos tem comportamento iguais para assim trata-los e estuda-los de maneira igual, levando
em conta 0 objetivo de “desenvolver um modelo” baseado em dados reais dos fornos, para
que ao invés de utilizar todos os 960 fornos, através do agrupamento seja possivel utilizar
apenas ‘n’ fornos, sendo um forno de cada agrupamento, de acordo com as suas
caracteristicas e similaridades. Além disso, de acordo com a técnica de agrupamento utilizada,
também ¢ possivel “extrair conhecimento” dos dados por meio de regras associadas a eles.

Nesta dissertacdo sera dado énfase a extracdo de conhecimento do funcionamento dos
fornos. Por este motivo, o objetivo deste trabalho é realizar o agrupamento (clustering) dos
fornos de reducdo de aluminio - levando em consideracdo dados reais disponibilizados por
uma fabrica produtora deste metal - através da técnica de inteligéncia computacional
conhecida como SOM (Self Organizing Map - Mapa Auto-Organizavel), Propagacdo por
afinidade (Affinity Propagation), Fuzzy C-Means e K-Means. Apds o agrupamento, sera
possivel descobrir regras associativas, escondidas nos dados, que ajudam a explicar o

processo de producdo de aluminio realizado pela fabrica.
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2.3.VARIAVEIS MAIS UTILIZADAS EM MODELAGEM E ANALISE DE
COMPORTAMENTO

A escolha das variaveis se deu através de uma anélise com a equipe de processo de
uma determinada fabrica de aluminio, e de uma pesquisa bibliografica sobre o controle
quimico do banho eletrolitico, para que fosse possivel a compreensdo do comportamento dos
fornos e de qual modo cada componente interferia de forma direta e indireta na temperatura
dos fornos, para assim definir quais variaveis possuiam maior grau de influéncia nesse
processo. De acordo com (McFadden et al.,2001), a temperatura esta fortemente relacionada
com a composi¢do quimica do eletrélito, que envolve as variaveis de Fluoreto de Aluminio
(ALF), Fluoreto de Calcio (CAF) e alumina (Al20s). Haupin e Kvande (1993) em seu
trabalho sobre balanco térmico, identificaram que o tempo de funcionamento (VIDA) e a
alumina fluoretada pelas plantas de tratamento de gases possuem alguma relacéo direta com o
consumo de fluoreto em excesso no banho, que impacta diretamente na temperatura dos
fornos. Frost e Karri (1999) desenvolveram um trabalho de estimacdo da quantidade de
fluoreto em excesso nos fornos, utilizando Redes Neurais Artificiais (RNA), na qual faz uso
da Resisténcia de Forno (RMR), da tensdo efetiva (EMF) e do nivel de metal (NME) na
inferéncia do valor de fluoreto (ALF), que possui forte correlagdo com a temperatura (Soares,
2009).

E inviavel considerar todas as variaveis do processo para o agrupamento, por esta
razdo, as sete variaveis abaixo foram escolhidas por possuirem uma relagdo satisfatoria com a
clusterizacdo dos fornos quanto & quimica de banho, fazendo com que se tenha uma boa
qualidade e confianca nos dados utilizados. Estas variaveis foram as mesmas que Soares
(2009) usou no modelo neural de sua dissertagdo de mestrado para prever a temperatura do

forno, quais sejam:

a) Temperatura (TMP);

b) Fluoreto de aluminio (% de ALF no Banho);

c) Quantidade de fluoreto adicionado no banho (ALFzA);

d) Quantidade de alumina alimentada (QALT);

e) Incremento de resisténcia por temperatura (IncTM);

f) Percentual de tempo em alimentacdo under—feeding (%TUN);

g) Percentual de tempo em alimentacéo over—feeding (%TOV).
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3. MINERACAO DE DADOS

De acordo com Castro e Ferrari (2016), a mineragdo de dados (do inglés Data mining)
se originou em 1990 como campo de pesquisa, no entanto, suas aplicabilidades nas areas da
matematica, estatistica e computacdo deram inicio muito antes deste periodo, e ganhou
destague com o surgimento da expressao Big Data e com a publicacdo do relatério
denominado Big Data: The next Frontier for Innovation, Competition, and Productivity pelo
McKinsey Global Institute (2011). Ela € a principal responsavel pela analise e preparagdo do
Big Data com sua grande massa de dados. A técnica de mineragdo equivale a extracdo de
minerais preciosos, assim como a extra¢ao do ouro em jazidas. O termo “mineracao de dados”
(MD) foi originado em decorréncia ao processo de mineracdo de pedras preciosas, ja que 0
mesmo explora uma base de dados, que pode ser comparado a uma mina, fazendo o uso e
algoritmos, que séo equiparados as ferramentas utilizadas na extracdo dos minerais preciosos.

Esse processo de exploracdo de grandes quantidades de dados é uma das tecnologias
mais promissoras da atualidade, ja que empresas gastam centenas de milhdes para realizar a
coleta dos dados, e em algumas das vezes nenhuma informacéo € obtida, necessitando assim a
realizacdo de um tratamento e anélise de um especialista. Ela pode ser definida inicialmente
como um processo de descobrimento de novas e significativas relacdes, padrdes e tendéncias
ao examinar grandes quantidades de dados (Cesar, 2007).

A mineracdo de dados trabalha com o processo de extracdo do conhecimento em base
de dados (Knowledge Discovery in Databases — KDD). Castro e Ferrari (2016) afirma que
embora muitos autores utilizem Mineracdo de Dados como sendo sindnimo de KDD, em 1995
foi proposto na primeira conferéncia internacional de KDD, sediada na cidade de Montreal -
Canadé, onde a nomenclatura descoberta de conhecimentos em bases de dados seria atribuida
a todo processo de extracdo de conhecimento a partir de um banco de dados, e ndo somente a
etapa de Mineragéo de Dados.

Embora o processo de KDD seja mais extenso (Castro e Ferrari, 2016), nesta
dissertacdo de mestrado serdo consideradas as seguintes etapas, que de forma sintetizadas séo
as etapas principais do processo de extracdo do conhecimento:

1. Selecéo da base de dados: Conjunto de dados informativos e organizados em um

mesmo contexto. Esta etapa consiste em buscar o objetivo e as ferramentas do
processo de mineracdo, identificando os dados a serem extraidos, buscando 0s

atributos apropriados de entrada e a informacgéo de saida para representar a tarefa.
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Isto significa que antes de iniciar o processo € necessario saber 0 que se quer obter
como resposta ou resultado, e quais sdo os dados que facilitardo essa informacéo
em busca da meta a ser alcangada.

2. Pré-Processamento (Limpeza dos dados): Etapa que antecede a mineracdao de
dados, onde as informagfes julgadas desnecessarias sdo removidas. Esta etapa
consiste em limpar dados considerados “sujos”, que sdo os dados incompletos,
onde ha valores perdidos de atributos; ruidos, que sdo os valores incorretos ou
inesperados; e dados inconsistentes, os quais contém valores e atributos com
nomes diferentes. Esta etapa é necessaria para que os dados considerados sujos
(espdrios) ndo venham a contribuir para uma analise inexata, ocasionando
resultados incorretos.

3. Mineracédo de dados: Esta etapa do processo consiste na busca dos padrbes de
interesse e no emprego de algoritmos capazes de obter conhecimentos a partir dos
dados pré-processados. Esta é a fase onde sdo aplicados métodos inteligentes, com
objetivo de extrair padrfes antes desconhecidos e potencialmente Uteis, que até
entdo estavam contidos na base de dados, mas de dificil deteccdo em razdo do
grande conjunto de informacdes.

4. Validacdo do conhecimento e interpretacdo dos resultados: E a etapa onde os
padrdes obtidos sdo estudados para verificar se sao realmente interessantes e (teis,
com base em algumas medidas e realizando uma avaliagéo dos resultados obtidos.
Consiste também em entender os resultados da analise. Esses padrdes identificados
pelo sistema sdo interpretados em conhecimento e ddo suportes a tomada de
decisdo humana, ou seja, sdo usados para sintetizar e responder problemas e
questdes que antes eram complexas.

A figura 5 demonstra as etapas do processo de extracdo do conhecimento através do

uso de uma base de dados, com a finalidade de extrair informacg6es até entdo desconhecidos e
potencialmente relevantes. Através da figura 5 é possivel notar que as etapas estdo
correlacionadas e interligadas, de modo que é necessario considerar essas inter-relacdes e suas

influéncias no resultado final.
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Figura 5 — Processo de descoberta de conhecimento com o uso de bases de dados.

Na pratica, os métodos da mineracdo de dados estdo divididos em aprendizado
supervisionado, que consiste nas atividades preditivas, e o aprendizado ndo — supervisionado,
0 qual onde é encontrado as atividades descritivas. O aprendizado nao — supervisionado ndo
necessita de algum atributo ensinando como deve ser feito, ou seja, 0 experimento terd que
descobrir sozinho as informacGes dos dados que estdo sendo apresentados e codifica-las nas
saidas. Ja no aprendizado supervisionado existe algum atributo, que geralmente sdo dados ja
treinados, que auxiliam e avaliam se esta coerente a resposta da rede em relagdo ao padréo
atual de entrada.

Nesta dissertacdo de mestrado serd utilizado o aprendizado ndo-supervisionado, dado
que a clusterizacdo de dados ou andlise de agrupamento é uma préatica de mineracdo de dados
gue tem por objetivo encontrar similaridades entre as n amostras da base de dados, usando
algoritmo de aprendizado nao-supervisionado.

A figura 6 mostra as atividades e tarefas da mineracdao de dados. Vale ressaltar que a
mineracdo de dados possui varias etapas, quais sejam: agrupamento, classificacdo, estimacao

e predicdo; no entanto esta dissertacdo ira abordar apenas a etapa de agrupamento.

MINERACAO
DE DADOS
ATIVIDADES ATIVIDADES
PREDITIVAS DESCRITIVAS
_ |
_ - i .
CLASSIFICACAO Jll REGRESSAO ASSOCIACAO SUMARIZACAO

| |

Figura 6 — Atividades e tarefas da Mineragdo de dados.
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3.1.ANALISE DE AGRUPAMENTO

A andlise de cluster, conhecida como andlise de agrupamento, é uma técnica
estatistica multivariada que busca agrupar elementos (ou varidveis) tentando alcancar a
méaxima homogeneidade em cada grupo e a maior diferenca entre os demais grupos. A analise
de agrupamento (em Inglés, cluster analisys) € uma técnica multivariada que permite agrupar
0s casos ou variaveis de um arquivo de dados em funcdo do grau de similaridade entre eles. O
dendrograma é uma representacao grafica que melhor ajuda a interpretar o resultado de uma
analise de agrupamento. Ele representa matematica e ilustrativamente todo o procedimento de
agrupamento através de uma estrutura de arvore (Everitt et al., 2001). Os n6s do dendrograma
representam agrupamentos, e sdo compostos pelos grupos e/ou objetos (grupos formados
apenas por ele mesmo) ligados a ele (nd). Caso o dendrograma seja cortado em um nivel de
distancia desejado, se obtém uma classificacdo dos nimeros de grupos existentes nesse nivel e
dos individuos que os formam. O numero de grupo dos individuos é obtido pelo corte do
dendrograma em um nivel desejado, e entdo cada componente conectado forma um grupo.

O processo de agrupamento é uma das mais antigas funcdes cerebrais desenvolvidas
pelo homem. No século V a.c. os filésofos gregos ja refletiam sobre esta funcéo cerebral de
agrupamento. Em geral, se pode afirmar que o homem identifica objetos, observa e mede
caracteristicas, e também realiza agrupamentos de objetos com base nessas caracteristicas
para encontrar alguma finalidade especifica que tenha sido levantada.

A técnica de agrupamento visa identificar e aproximar os registros similares. Um
agrupamento (ou cluster) é uma colegdo de registros similares entre si, porém diferentes dos
outros registros nos demais agrupamentos. Esta tarefa difere da classificagdo, pois néo
necessita que 0s registros sejam previamente categorizados (aprendizado nao-supervisionado).

Incorporando um projeto de mineragdo de dados com diferentes agentes tecnoldgicos
em uma industria se contribui com o dinamismo do processo por se tratar de um modelo de
aprendizagem continuo. A modernizacao tecnolégica nos modelos de manufatura ligada a
facilidade de processamento e analise de informacdo se convertem em recursos valiosos para
a compreensdo do comportamento dos sistemas e o continuo melhoramento do processo
(Harding, 2008).

Desde a década de 1970, as areas de inteligéncia artificial, reconhecimento de padrdes
e Machine Learning (ML) tém trabalhado na modelagem do processo de agrupar objetos de

acordo com suas caracteristicas e geracdo de algoritmos que permitam realizar tais
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agrupamentos de maneira automatica; e com base nestes estudos foram desenvolvidos varios
métodos de agrupamento, também conhecido como clusterizacdo. Estes métodos formam um
conjunto de padrdes, onde cada padrdo representa um objeto com uma quantidade fixa e igual
de atributos, que representam as caracteristicas do objeto, e proporciona uma particdo do
conjunto de padrBes indicando a pertinéncia de cada padrdo a cada um dos grupos
encontrados.

As técnicas de analise de agrupamento exigem de seus usuarios a tomada de uma série
de decisdes independentes, que requerem o conhecimento das propriedades dos diversos
algoritmos a disposicdo e que podem representar diferentes agrupamentos. Além disso, 0
resultado dos agrupamentos pode ser influenciado pela escolha da medida de dissimilaridade,
bem como pela definicdo do nimero de grupos (Gower e Legendre, 1986; Jackson et al.,
1989; Duarte et al., 1999).

Como técnica de agrupamento de varidveis, a analise de agrupamento é semelhante a
analise fatorial, mas enquanto que a fatoracdo € inflexivel em algumas de suas suposicoes
(linearidade, normalidade, variaveis quantitativas, etc.) e sempre estima da mesma maneira a
matriz de distancia, 0o agrupamento € menos restritivo em suas suposi¢cdes (ndo exige
linearidade, ndo exige simetria, permite variaveis categoricas, etc.) e admite varios métodos
de estimativa da matriz de distancia.

Ja como técnica de agrupamento de casos, a analise de cluster é semelhante a analise
discriminante. No entanto, enquanto que a analise discriminante realiza a classificacdo
tomando como referéncia um critério ou uma variavel dependente (grupos de classificacdo), a
anélise de agrupamento permite detectar o nimero ideal de grupos e sua composicdo, de
acordo com a similaridade existente entre eles. Além disso, a analise de agrupamento nao

assume nenhuma distribuicao especifica para as variaveis.
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4. AGRUPAMENTO UTILIZADO NO FORNO DE REDUCAO DE ALUMINIO

4.1. AGRUPAMENTO DE FORNOS VIA AFFINITY PROPAGATION

Em estatistica e em mineragdo de dados, o Affinity Propagation (AP), que em
Portugués é denominado de Propagacgédo por Afinidade, é um algoritmo de cluster baseado no
conceito de "passagem de mensagens” entre pontos de dados. Ao contrario dos algoritmos de
clustering como K—Means ou k-medoids, o Affinity Propagation ndo exige que o nimero de
clusters seja determinado ou estimado antes de executar o algoritmo. Semelhante ao k—
medoids, o algoritmo é responsavel por encontrar "exemplares”, membros do conjunto de
entrada que sdo representativos de clusters, que serdo descritos ao longo deste capitulo
(Brendan e Dueck, 2007).

A técnica é responsavel por selecionar um determinado nimero de clusters de acordo
com a base de dados existente. O Affinity Propagation usa como conjunto de dados as
principais semelhancas entre os mesmos, onde as semelhancas s (i, k) indicam quéao adequado
sdo os dados de k para cada ponto de i. Quando o objetivo é minimizar os erros quadrados,
cada similaridade é estabelecida como sendo o inverso do erro quadrado (distancia
euclidiana).

Sendo s (k, k) um numero real, se pode inferir que para cada ponto k, seus pontos
serdo escolhidos como pontos principais. Estes pontos sdo denominados pontos exemplares. O
nimero de pontos exemplares sera 0 nimero de clusters, influenciados pelos valores de
entrada exemplares. Em principio, se sugere que todos os dados possam ser eleitos como tais,
mas este ponto pode ser transformado para produzir o numero de clusters. O valor
compartilhado pode ser a mediana (caso se trate de um nimero moderado de clusters), ou
seus minimos (se for o resultado de um numero pequeno de clusters).

O algoritmo funciona como se segue: dado o conjunto de dados bi—dimensionais, em
que a Disténcia Euclidiana é utilizada como medida de similaridade. Cada cor é estipulada ao
ponto dependendo da evidéncia de ser o centro do cluster, e as distancias entre um ponto i e
um ponto k sdo medidas mediante a forca que pode ser transmitida entre si. A
responsabilidade r (i, k) é enviada entre pontos, indicando qual € o ponto forte em relacdo a
um outro ponto exemplar. A disponibilidade a (i, k) é enviada a partir dos candidatos aos
pontos para indicar o grau em que estes podem ser o centro do cluster. Em seguida, é
mostrado o efeito do valor da preferéncia de entrada (comum para todos os pontos de dados)

no namero de exemplares identificados (nimero de grupos).
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4.1.1. TECNICA DE AGRUPAMENTO VIA AFFINITY PROPAGATION

A técnica Affinity Propagation (AP) foi empregada para realizar o agrupamento dos
fornos. Esta técnica é responsavel por selecionar um determinado ndmero de clusters de
acordo com a base de dados existente. Os parametros para realizar experimentos através da

funcdo apcluster sdo:

e Matriz de similaridade;

e Matriz de dados.

O Affinity Propagation é uma técnica relativamente recente para agrupamento de
dados (Bodenhofer et al., 2017). Possui como grande diferencial a ndo necessidade de fixar o
numero de clusters a priori. Este algoritmo identifica exemplares entre os dados e forma
clusters em volta destes exemplares. Ele trabalha, simultaneamente, considerando todos 0s
dados como exemplar em potencial e trocando mensagens entre os dados até que um bom
conjunto de exemplares e grupos seja alcangado (Bodenhofer et al., 2017).

Um programa na linguagem R foi desenvolvido para ler a matriz de dados. Em
seguida, a funcdo que implementa o AP, chamada (apcluster) e varias saidas foram calculadas
e analisadas, de acordo com o codigo descrito na Tabela abaixo:

Tabela 1 — Codigo—Fonte programado em R para agrupamento usando Affinity Propagation.

Fornos = read.table(*'planilhaDados.csv'", sep="";"", header=T)
#1) matriz de similaridade (r=7, pois sdo sete variaveis)
#2) matriz de dados

resultado <- apcluster(negDistMat(r=7), Fornos)

resultado

plot(resultado, Fornos)
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4.2. AGRUPAMENTO DE FORNOS USANDO O MAPA AUTO-ORGANIZAVEL
DE KOHONEN (SOM)

Em 1982 Teuvo Kohonen apresentou um modelo de rede denominado mapa auto—
organizavel ou SOM (Self-Organizing Maps), com base em determinadas evidéncias
descobertas a nivel cerebral. Este tipo de rede possui um aprendizado ndo—supervisionado
competitivo (Kohonen, 1982).

Os mapas auto—organizados de atributos, conhecidos como Self—Organizing Maps
(SOM) representam um tipo especial de quantificacdo vetorial na qual existe uma ordem ou
topologia imposta aos vetores codificados. O objetivo do SOM é representar dados de alta
dimensionalidade em uma estrutura de baixa dimensao, usualmente 1 ou 2 dimensfes, que
capturam a estrutura original dos dados. Agrupamentos distintos dos dados sdo mapeados a
distintos agrupamentos de vetores codificados em uma matriz. O SOM é citado como um
método para exploracdo de dados (Webb,2002).

Wehrens e Buydens (2007) comparam o SOM proposto por Kohonen em 2001 ao
Escalonamento Multidimensional — (MDS), mas que o SOM ao invés de tentar reproduzir
distancias, busca reproduzir uma dada topologia, ou em outras palavras, tenta manter os
mesmos Vizinhos. Desta forma se dois objetos estdo proximos em alta dimensionalidade,
entdo a posicdo dos mesmos em baixa dimensdo também sera similar. Outra caracteristica do
SOM é mapear os objetos em uma grade regular de unidades.

Para treinar um mapa de Kohonen, primeiro é necessario que se tenha um conjunto de
dados, que serdo divididos em trés conjuntos: treinamento, teste e validagdo. O treinamento,
como o proprio nome infere, fard o treinamento do mapa em analise, o teste é feito para
selecionar um mapa entre varios, e posteriormente ocorre a validacdo, cujo o objetivo é
definir o erro final. Esta é apenas uma das possiveis maneiras de treinar um mapa. Para definir
0 erro total de um mapa com determinados parametros, é possivel usar outra metodologia
diferente chamada deixar—k—fora (leave—k—out), a qual consiste em dividir o conjunto de
dados em k partes, onde se usa k—1 para treinamento e 1 para teste; o procedimento se repete
para as k partes em que se divide o conjunto de treino.

Raramente os conjuntos servem em sua forma primitiva; muitas vezes eles possuem
valores em escalas e variabilidades muito diferentes, e até mesmo sdo categdricos. Por isso,

normalmente, antes do treino, é necessario que se faca algum tipo de pré—processamento, de
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modo que todas as variaveis tenham aproximadamente a mesma categoria € 0 mesmo desvio
padrdo. A maneira mais segura ocorre da seguinte forma:

Convertendo variaveis categoricas de n categorias em n variaveis (também pode ser
convertido em n-1 variaveis). Os valores destas variaveis dependem de como sera feito o pré—
processamento do resto do arquivo: normalmente é colocado o valor maximo se a variavel
seja correspondente a essa categoria € o valor minimo caso contrario. Por exemplo, em uma
variavel categorica com trés categorias, a segunda categoria seria codificada como [min, max,
min] sendo [-1, 1, -1].

Normalizando o restante das colunas, subtraindo a média e dividindo pelo desvio
padrdo. Assim, todas as variaveis terdo um intervalo entre —1 e 1.

Outro possivel pré—processamento € a aplicacdo de logaritmos, se o intervalo de
variacdo passar por varias ordens de grandeza, ou subtraindo o valor minimo e dividindo pelo
intervalo de variacdo, para dar variaveis diferentes no intervalo [0,1]. No entanto, quando se
trata de variaveis muito diferentes, especialmente no caso em que a distribui¢do das variaveis
seja muito diferente, os modelos encontrados ndo sdo suficientemente bons, devendo
submeté—los a algum pré—processamento adicional.

Uma vez que o conjunto esteja bem pré—procesado, em um formato que seja adequado
para passa—lo para o programa correspondente, € realizado a parte do treinamento em si, € a
arquitetura da rede escolhida (hexagonal ou quadrado). Em suma, consiste em realizar a
inicializagdo dos vetores do mapa de Kohonen. Pode ser feito de varias maneiras diferentes,
tanto aleatoriamente dentro do intervalo de variacdo de cada varidvel, e com uma distribuicéo
determinada: uniforme, gaussiana; ou aleatoriamente com valores pequenos, muito menor do
que o intervalo de variacdo, usando vetores do conjunto de treinamento, o qual ndo se faz
necessario a preocupacao com o intervalo de variacdo; ou ainda usando algum algoritmo, tal
como K—Means, que permite ter inicialmente uma populacdo de vetores cobrindo mais ou
menos espaco de entrada. E consiste também em gerar o treinamento, escolhendo
aleatoriamente um vetor do conjunto. Calcula—se o vetor mais proximo entre aqueles do
mapa, e se denomina o vencedor; alterando o valor desse vetor e de outros vetores vizinhos,
de forma que eles se aproximem mais ao vetor de entrada. O tamanho da vizinhancga
diminuira ao longo do treinamento; e essa é a pecga chave da auto—organizacao.

Os mapas auto—organizaveis de Kohonen sdo um algoritmo, as vezes agrupados dentro
das redes neuronais, que a partir de um processo de treinamento agrupa os dados; este

agrupamento faz com que a projecdo desses dados sobre 0 mapa distribua suas caracteristicas



22

de uma forma gradual. O Mapa Kohonen SOM (self-organizing map, mapa de auto—
organizacdo) ou SOFM (self-organizing feature map, mapa auto—organizado de

caracteristicas) € usado para diferentes aplicacGes:

Clustering: E possivel agrupar dados do conjunto de entrada, atendendo a

diferentes critérios.

e Visualizacdo: Este agrupamento, como se realiza de uma forma ordenada,
permite visualizd—lo e descobrir caracteristicas novas, ou relacbes que nao
haviam sido planejadas com antecedéncia. Também permite visualizar a
evolucdo temporal de um conjunto de dados.

e Classificacdo: Uma vez calibrado o0 mapa, ou atribuido algum tipo de etiqueta a
cada cluster, pode ser usado para classificar em dados desconhecidos.

e Interpolacdo de uma funcédo: Atribuir valores numericos para cada um dos nos
da rede de Kohonen, podem ser atribuidos esses valores numéricos aos vetores
de entrada.

¢ Quantizacdo vetorial, ou seja, aplicacdo de uma entrada continua a uma saida
que esta discretizada, isto é, obter a partir de um vetor qualquer o vetor mais
proximo de um conjunto previamente estabelecido.

Os SOMs sdo algoritmos ndo—supervisionados, e como o proprio nome infere, é sem
supervisdo e totalmente dependente dos proprios dados, ou seja, ndo existe um agente externo
indicando a resposta desejada para os padrdes de entrada. Isso significa que eles ndo usam a
etiqueta dos dados para o treinamento; no entanto, na maioria dos casos, se usam algum tipo
de etiqueta para exibir os dados adequadamente. Este tipo de aprendizado também é
conhecido como aprendizado auto—supervisionado ou de auto—organizagdo por que ndo requer
saida desejada e/ou ndo precisa usar supervisores para seu treinamento. O critério de
validacdo envolve indices que afirmam a qualidade dos dados distribuidos entre os grupos.
Sdo caracterizados também como algoritmos competitivos, porque o treinamento é feito em
um s6 "neurdnio™ de cada vez, o que significa que a representacdo de cada regido do espaco
de entrada é concentrada por neurénios ndo distribuidos (como muitas vezes acontece em
outras redes neurais, tais como o perceptron multicamada, treinadas pelo algoritmo
Backpropagation). O aprendizado competitivo consiste na disputa entre os neurdnios de uma
camada x pelo privilégio de permanecerem ativos, tal que o neurbnio com maior atividade

seja 0 Unico a participar do processo de aprendizado. Assim, enquanto uma rede neural
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baseada em aprendizado Hebbiano, varios neurénios de saida podem estar simultaneamente
ativos, no caso do aprendizado competitivo, somente um neurdnio de saida fica ativo a cada
vez.

Kohonen foi o pioneiro no desenvolvimento da teoria das redes competitivas. Esta
rede € uma estrutura de duas camadas de neurdnios. A primeira camada é a de entrada e seus
neurdnios estdo completamente interconectados aos neurdnios da segunda camada
denominada competitiva, que € organizada em um arranjo dependente do objeto a ser
mapeado.

Conforme Kohonen (1987), o esquema basico de um modelo de Kohonen faz com que
neurdnios da camada de saida disputem entre si a representacdo da informacdo apresentada
aos neurdnios de entrada. Havendo um neurénio vencedor, este é reajustado para responder
ainda melhor ao estimulo recebido. Dentro deste modelo ndo—supervisionado, ndo somente o
vencedor, mas também os seus vizinhos (dentro de um senso fisico) sdo ajustados. O processo

de aprendizagem do SOM segue da seguinte forma:

Passo 1. Um vetor x é selecionado de forma aleatoria de acordo com o conjunto de dados, e a
partir dele é calculada sua distancia (similaridade) aos vetores da Tabela de codificacdo,

utilizando, por exemplo, a distancia euclidiana:

=l = miny (= [} ®

Passo 2. Uma vez que se ja encontrado o vetor mais proximo ou BMU (best matching unit —
melhor unidade de correspondéncia) o resto dos vetores do codebook é atualizado.
O BMU e os seus vizinhos (no sentido topoldgico) se movem préximo do vetor X no
espaco de dados. A magnitude desta atracao é determinada pela taxa de aprendizagem.
Enquanto o processo é atualizado e novos vetores sdo atribuidos ao mapa, a taxa de
aprendizagem diminui gradualmente em direcdo a zero, e junto com ela, também diminui o
raio de vizinhanca.

A regra de atualizacao para o dado vetor de referéncia i é:

my (6) + a (8) (x(©) = m; () j €N, (&)

D= o j €N ()
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Os passos 1 e 2 sdo repetidos até que o treinamento termine. O nimero de passos de
treinamento deve ser definido a priori, para que seja possivel o célculo da taxa de

convergéncia da funcéo de vizinhanca e da taxa de aprendizagem.

Uma vez que o treinamento seja concluido, o mapa se ordena em sentido topoldgico: n
vetores topologicamente préximos interagem com n neur6nios adjacentes ou até mesmo com

0 mesmo neurdnio.

4.2.1. METODOS DE PROJECAO MULTIDIMENSIONAL

O mapa de Kohonen também pode ser usado para a projecdo multidimensional, como
ja foi visto em alguns algoritmos de aprendizado ndo— supervisionado. Na verdade, € um
método de projecdo ndo-linear. Os métodos de projecdo lineares, tais como analises de
componentes principais, tentam encontrar um subespacgo de poucas dimensdes que contenha a
variagdo maxima da amostra de entrada; uma vez encontrada, se pode projetar as amostras
sobre esse espaco, e usd—las para classificacdo supervisionada (Wehrens e Buydens, 2007).

No entanto, nem sempre se pode projetar linearmente algumas dimensfes. Nestes
casos, deve ser utilizado um sistema de projecdo ndo—linear. Um deles é chamado de
escalonamento multidimensional (Multidimensional Scaling, MDS), o qual utiliza as
distancias entre os diferentes elementos da amostra e 0s projeta a um espago de dimensao
inferior, geralmente dois. Este algoritmo tenta manter as relagdes topoldgicas, assim como o
algoritmo denominado mapa Sammon, um algoritmo que projeta um conjunto bidimensional
de dados n—dimensionais, mantendo as relagfes metricas, ou seja: 0 que esta proxXimo em n—
dimensdes também deve estar préximo em 2 dimensGes.

Atualmente estdo sendo desenvolvidos algoritmos mais poderosos, tais como o de
analise de componentes curvilineos, desenvolvido a partir do mapa de Kohonen, e que
melhora o mapa de Sammon no sentido de favorecer a reproducdo de distancias curtas na

projecdo em relacéo a distancias longas.
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4.2.2. MEDIDAS DE QUALIDADE E PRECISAO DO MAPA

Uma vez que se tenha treinado o mapa, € importante saber se houve a adaptacéo
adequada aos dados de treinamento. Como medidas de qualidade dos mapas é considerada a
precisdo da projecéo e a preservacgao da topologia.

A medida de precisdo da projecdo descreve como 0S neurdnios se adaptam ou
respondem aos dados. Normalmente, o nimero de dados é maior que o nimero de neurénios e
0 erro de precisdo e sempre diferente de 0.

Para calcular a precisdo da projecgdo € utilizado o erro médio de quantizacdo sobre o
conjunto completo dos dados. Essa medida estd baseada no calculo da média das distancias
entre os dados e o vetor que representa a regido onde os dados estao localizados, e é calculada

de acordo com a equacao 5:

S|k

n
g,=- > [5-Cl 5)
=

onde n € o nimero total de amostras quantizadas, x; € um dado e C, € o vetor representante do

grupo ou classe a qual o dado x; pertence, sendo i = arg min led(a), x"])

4.2.3. TECNICA DE AGRUPAMENTO VIA REDE NEURAL ARTIFICIAL
(RNA)

Uma das técnicas empregadas para realizar o agrupamento dos fornos foi a Rede
Neural Artificial (RNA). O algoritmo de treinamento da rede é o Mapa Auto—organizavel de
Kohonen, cuja sigla SOM e, Self-organized map, em inglés; e um programa na linguagem R
foi desenvolvido para ler a matriz de dados de um arquivo CSV (Comma-separated values), o
qual possui os dados separados por virgula. Em seguida, o programa realiza a normalizacdo
dos dados entre 0 e 1 e executa o algoritmo de Kohonen para encontrar os grupos (clusters) de
fornos de reducgdo de aluminio. Por conseguinte, quatro graficos foram gerados para analisar 0
mapa resultante. Este programa se encontra abaixo e mais detalhes estdo descritos em

comentarios que comegam com 0 caractere “#”.



Tabela 2 — Codigo—Fonte programado em R para agrupamento usando Kohonen (SOM).

#carrega as bibliotecas utilizadas pelo programa
library(**kohonen™);

library("'cluster");

#importa dados de um arquivo CSV para o R

Fornos <- read.csv2(file="planilhaMédias_EstimadorTemp.csv');

#realiza a normalizacéo dos dados entre 0 e 1

Fornos.sc <— scale(Fornos);

#executa o algoritmo SOM de Kohonen com os seguintes parametros:

#1) recebe dados normalizados

#2) grade/mapa 3x3 (resultando em 9 grupos); cada grupo possui geometria hexagonal
#3) nimero de épocas/iteracBes: 1000

Fornos.som <— som(data = Fornos.sc, grid = somgrid(3, 3, "*hexagonal'), rlen=1000);

#gera grafico da relacdo entre a distancia média para o grupo mais préximo e a iteracéo

plot(Fornos.som, type = "'changes", main = ""Distancia média x Iteracao")

#gera grafico de agrupamento dos Fornos de acordo com a matriz de dados utilizada

plot(Fornos.som, main = ""Agrupamento das Fornos')

#gera grafico da quantidade de fornos por grupo

plot(Fornos.som, type = ""counts", main = ""Quantidades por grupo')

#gera grafico da qualidade de cada grupo

plot(Fornos.som, type = ""quality"’, main = ""Qualidade por grupo')

4.3. AGRUPAMENTO DE FORNOS USANDO FUZZY C-MEANS (FCM)
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O método de clusterizacdo Fuzzy C—Means foi desenvolvido por Dunn em 1973 e

melhorado por Bezdek em 1981.

Em 1973, Dunn apresentou um método de agrupamento que combinavam os conceitos

dos métodos baseados em funcdo objetivo com os métodos da ldgica Fuzzy, também

conhecida como logica difusa. Desta maneira, um padréo poderia ter certo grau de pertinéncia

aos diferentes subgrupos resultantes, ao invés de simplesmente possuir uma pertinéncia

discreta (0 ou 1).
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Uma das tarefas da mineracdo de dados € a identificacdo de grupos ou clusters
naturais nos conjuntos de dados. Em muitas situacdes cotidianas ocorrem casos em que um
elemento esta muito perto de dois clusters simultaneamente, de tal modo que se torna dificil
agrupar esse elemento em um ou outro grupo. Isto ocorre devido a frequéncia relativa com
gue um conjunto de dados em particular apresenta caracteristicas pertencentes a diferentes
clusters e como consequéncia ndo € facilmente classificado. Para solucionar tais
inconvenientes, foi desenvolvido um algoritmo conhecido como Fuzzy C-Means (FCM), o
qual consiste em uma extensdo difusa do conhecido C—Means e atribui a cada elemento um
determinado valor, de acordo com o grau de pertinéncia e semelhanca com as caracteristicas
do cluster em questdo e, portanto, 0 mesmo elemento pode pertencer parcialmente a mais de
um cluster.

O algoritmo Fuzzy C-Means (FCM) é o método mais utilizado para realizar
agrupamento difuso. Ele permite encontrar um conjunto (C) de protétipos representativos de
cada cluster e os graus de pertinéncia de cada dado. Outra importante fun¢do humana também
presente na analise de dados é a selecdo de atributos para as tarefas de agrupamento e
classificacdo. Este algoritmo é uma técnica de mineragdo de dados que permite encontrar
agrupamentos naturais em um conjunto de dados e pode ser aplicado em diversas areas, como
organizacdo e classificacdo de dados, reconhecimento de padrfes, estudo do clima,
diagnostico de doencas, bioinformatica, genética (Seo et al., 2006), cancelamento de ruido e
interferéncia de um sinal, estudo de series temporais, estudo da rentabilidade econdémica de
uma empresa (Diaz e Morillas, 2004), suporte a decisdo, segmentacdo de mercado e clientes
(Weber, 2000), entre outras (Javier, 2003; Jantzen, 1998; Zha e Wei-Yip, 2005). Ele atribui a
cada dado um grau de pertinéncia dentro de cada cluster, e como resultado, os dados podem
pertencer parcialmente a mais de um grupo.

A aplicacdo do método difuso permite extrair algumas conclusdes adicionais. Como é
sabido, a logica Fuzzy rompe com o principio aristotélico do terceiro excluido, (em latim,
principium tertii exclusi ou tertium non datur) € a terceira de trés classicas Leis do
Pensamento. Ela afirma que para qualquer proposicao, ou esta proposicdo é verdadeira, ou sua
negacao é verdadeira. Este principio indica que um elemento pode ou ndo pertencer a um
determinado conjunto, sendo vedada qualquer outra possibilidade. No entanto, ao trabalhar
com a ldgica Fuzzy, a mesma permite que um elemento pertenca parcialmente a um
determinado conjunto, trabalhando assim com graus de pertinéncia de diferentes elementos

para diferentes conjuntos.
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Ao contrario do algoritmo C-Means classico que trabalha com uma particdo dos
dados, o FCM realiza uma particdo suave do conjunto de dados, onde em tais particdes 0s
dados pertencem com um certo grau a todos os clusters.

Uma particdo suave é formalmente definida como:

Seja X o0 conjunto de dados e x; um elemento pertencente a X. Pode—se dizer que uma
particdo P = {Cy, Co, ..., Cc} € uma particdo suave de X se e somente se forem cumpridas as

seguintes condicdes:

Vxl- EX VC] eEP 0 /Jc]-(xl-) <1 (6)
Vx; €EX 3C; € P tal que ucj(x;) >0 @)

onde Cj (i) n denota o grau em que X; pertence ao cluster C; (John e Reza, 1999).

Um tipo de particdo suave especial é aquela em que a soma dos graus de pertinéncia

de um ponto especifico em todos os clusters € igual a 1.
Z,ucj(xl-) =1 Vx;€X (8)
J

Uma particdo suave que atende a essa condicao adicional é chamada de particdo suave
restrita. O algoritmo FCM produz uma particdo suave restrita e para fazer isso, a fungéo
objetivo J se estende em duas maneiras: primeiro, na equacao (9) sdo incorporados 0s graus
de pertinéncia Fuzzy de cada dado em cada cluster; e em seguida, € introduzido um parametro
adicional m que serve de peso expoente na funcdo de pertinéncia. Assim, a funcdo objetivo

estendida Jm € disposta na seguinte equag&o:

k
JnPVY= Y (uCitxk)) " ke = vill? 9)

i=1xkeX
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onde P é uma particdo Fuzzy do conjunto de dados X formada por (Ci, Co, ... Ck), O
parametro m € um peso que determina o0 grau em que os membros parciais de um cluster
afetam o resultado (John e Reza, 1999; George e Yuan, 1995).

Da mesma forma que o C—Means cléssico, o FCM também tenta encontrar uma boa
particio mediante a busca dos prototipos vi que minimize a fungdo objetivo Jm e,
adicionalmente, o0 FCM também deve buscar as fun¢des de pertinéncia pci que minimizem Jm.
Estas condicdes sdo apresentadas no seguinte teorema que serve como a base do algoritmo
FCM.

4.3.1. TEOREMA FUZZY C-MEANS (FCM)
Uma parti¢cdo Fuzzy {C1, C2, ... Ck} pode ser um minimo local da funcdo objetivo Jm se e

somente se estiverem de acordo com as seguintes condi¢des (John e Reza, 1999; George e
Yuan, 1995):

1
uci(x) = T 1<i<kxeX (10)

. (ux — villz)m
j=1 2
| = ;|

_ Zeex (a(@) x
Srex (uei())™

1<i<k (11)

i

Depois de determinar o nimero de agrupamentos, o valor de m e o critério de parada,
o0 algoritmo FCM executa duas etapas: primeiro calcula as funcdes de pertinéncia de acordo
com a equacdo (10), e em seguida, atualiza os protétipos utilizando a equacdo (11). As duas
etapas sao repetidas iterativamente até alcancar o critério de parada.
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4.3.2. VALIDACAO DO CLUSTER

A validacdo de um algoritmo de agrupamento (clustering) é estimada por um critério
objetivo para determinar quao boa € a particdo gerada pelo algoritmo. Estes critérios sdo
importantes porque permitem comparar 0s resultados de diversos algoritmos e permitem
determinar o melhor nimero de clusters.

As medidas de validacdo de uma particdo suave restrita sdo compostas de trés
categorias (John e Reza, 1999):

43.2.1. MEDIDAS BASEADAS NO GRAU PERTINENCIA

Estas medidas calculam certas propriedades das fungdes de pertinéncia em uma
particdo suave restrita. Uma destas medidas é o coeficiente de parti¢do, introduzido por Jim
Bezdek, no ano de 1973. Este coeficiente mede o grau de fuzzificacdo (fuzziness) do cluster.
Este grau de fuzzificacdo indica o grau de pertinéncia do individuo aos clusters. Quanto mais
difusos ou imprecisos séo os clusters, pior € a particéo.

Quando cada individuo possui um grau de pertinéncia igual a 1/c, onde ¢ é o nimero
total de clusters, se tem 0 que se chama de completa fuzziness, ou seja, cada individuo tem
igual pertinéncia em todos os clusters. Por outro lado, quando cada individuo possui
pertinéncia igual a 1 em algum cluster, se tem o chamado particdo completa hard. O
Coefiente de Particdo Dunn mede o quédo hard é uma parti¢do fornecida por um algoritmo de
clusterizacdo fuzzy, o qual é definido de acordo com a seguinte férmula (Rocha e Peres,
2012):

n. ¢ (u: 2
Fc — k—1zl‘r:1( lk,) (12)

onde uik representa o grau de pertinéncia do individuo k ao cluster i, n representa 0 nimero
total de individuos no conjunto de dados e ¢ representa 0 numero total de clusters.
As medidas de validacdo baseadas no grau de pertinéncia, como o coeficiente de

particdo, podem ser utilizadas para comparar as particdes alternativas com o mesmo ndmero
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de clusters, mas tem a limitacdo de melhorar a medida que se aumenta o nimero de clusters,
menos ainda consideram propriedades geométricas da particdo como a separacdo entre 0s

clusters, por estas razdes foram desenvolvidas as medidas geométricas (John e Reza, 1999).

43.2.2. MEDIDAS BASEADAS NA GEOMETRIA

Uma medida que considera os aspectos mais compactos e separados dos clusters com

melhor parti¢do foi introduzido por X.Xie e G.Beni, e sua formula segue a seguinte equagao:

i\ 1
Vs = <Z—a> = (13)

n min

onde o i é a varia¢do do cluster c;, definida como:
. 2
ot = ) uei)l = vi as)
J

n é a cardinalidade do conjunto de dados e dmin € @ menor distancia entre os centros dos

clusters, sendo definida como:

dmin = min||xj - vl-|| (15)
i.]
i#]

O primeiro termo da equacdo 14 mede se um cluster ndo é compacto, e 0 segundo
termo € uma medida da ndo—separacgdo entre clusters. Por tanto, o produto dos dois reflete o
grau em que os clusters em uma parti¢do suave nao séo compactos e ndo estdo bem separados
(John e Reza, 1999).
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43.23. MEDIDAS BASEADAS NO DESEMPENHO

Estas medidas avaliam uma particdo com base em seu desempenho em relagdo a um

objeto pré—definido, como o erro minimo em uma prova de classificagao.

4.3.3. TECNICA DE AGRUPAMENTO VIA FUZZY C-MEANS (FCM)

Outra técnica empregada para realizar o agrupamento dos fornos foi 0 Fuzzy C-Means

(FCM). Os parametros para realizar os experimentos através do FCM foram:

e Matriz de dados;
e Numero de centros (grupos);

e Caélculo para distancia entre os pontos do grupo.

O algoritmo Fuzzy C—Means foi um dos primeiros algoritmos propostos para analise
de agrupamento. Ele foi desenvolvido com o objetivo de solucionar o empecilho da incerteza
e imprecisdo, dado um elemento poder pertencer a varios conjuntos, também denominado
cluster. Com isso, o0 algoritmo permite com que os dados pertencam parcialmente a dois ou
mais clusters, de acordo com seu grau de pertinéncia (Rocha e Peres, 2012).

Para a realizacdo do agrupamento dos dados, o algoritmo Fuzzy C—Means utiliza-se
uma funcdo de minimizacdo das distancias entre os dados e os centros dos grupos aos quais
tais dados pertencem. Neste estudo, a medida de similaridade é sempre aplicada visando
medir o qudo similar é um vetor de dados e um vetor que representa uma classe ou grupo.
Como dito anteriormente, a distancia Euclidiana é a métrica escolhida para ser a base do

calculo de similaridade entre vetores, que é calculada como:

d= (Z) E}) - (i("il - Vﬂ)z>E (16)
=1
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A funcéo de minimizacéo é dada por:

]CM(Uhr C) = Z

c n
i=1 j=

2
u;;d <a>;l>> (17)

1

onde d (?’_)> ¢ a distancia entre o vetor de dados — e o prot6tipo do grupo ¢ é 0 numero
i Xj Xj i

de grupos a ser determinado pelo algoritmo, n é o nimero de dados do conjuto e Un € uma

matriz binaria, chamada de “matriz de parti¢ao”, de dimensao ¢ x n, definida como:

Ui1 Ui,2 v Uy
Uz1 Uz,2 o Ugn
U, = : : : : (18)
u; + 1,1
U1 Ugz 0 Uen

Um programa na linguagem R também foi desenvolvido para ler a matriz de dados de
um arquivo CSV, realizar a normalizacdo dos dados entre 0 e 1 e executar o algoritmo FCM
para encontrar os grupos (Clusters) dos fornos de reducéo de aluminio, seguindo o codigo—

fonte demonstrado abaixo:



Tabela 3 — Codigo—Fonte programado em R para agrupamento usando Fuzzy C-Means (FCM).

#carrega biblioteca para uso do FCM

library(*’'e1071")

#carrega biblioteca para uso da funcéo de normalizacéo de dados

library(*'scales™)

#importa dados de um arquivo CSV para o R

Fornos <- read.csv2(file="planilhaMédias_ SEMFILTRO.csv");

#normaliza os dados entre 0 e 1 (funcdo rescale) e prepara a matriz x somente com os dados

X <— rbind(rescale(Fornossm _TMP, to=c(0, 1)), rescale(Fornos$m ALF, to=c(0,
rescale(Fornos$m_ALF3A, to=c(0, 1)), rescale(Fornos$m_QALTr, to=c(0,
rescale(Fornos$m_IncTM, to=c(0, 1)), rescale(Fornos$m_TUN, to=c(0,
rescale(Fornos$m_TOV, to=c(0, 1)) )

#transpGe a matriz de dados

X <—t(x)

#executa o algoritmo FCM com os seguintes parametros:

#1) x: dados normalizados

#2) 3: nimero de grupos

#3) 500: nimero maximo de épocas/iteracdes

#4) verbose=TRUE: imprime informaces enquanto realiza as operacdes do FCM
#5) euclidean: calculo da distancia entre pontos

#6) method="cmeans": método de clustering que equivalente ao Fuzzy C-Means
result<—cmeans(x, 3, 500, verbose=TRUE, dist=""euclidean”’, method=""cmeans’")
#mostra o grafico do agrupamento de cada instancia comparando as variaveis por par
plot(Fornos, col=result$cluster)

#constroi um grafico 3D que mostra o valor de pertinéncia para cada cluster

1),
1),
1),

s3d <— scatterplot3d(resultSmembership, color=result$cluster, type="h", angle=55, scale.y=0.7,

pch=16, main=""Pertinence"")
#exibe os resultados do agrupamento, inclusive o agrupamento resultante dos 960 fornos

print(result)

34
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4.4. AGRUPAMENTO DE FORNOS VIA K-MEANS

O algoritmo K-Means, criado por MacQueen em 1967 € o algoritmo de agrupamento
mais conhecido e utilizado por ser uma aplicagdo simples e eficaz.

A técnica K—-Means também foi empregada para realizar o agrupamento dos fornos. O
K-Means € um procedimento de classificacdo de um conjunto de objetos dentro de um
determinado nimero K de clusters, sendo K ja determinado a priori. Esta técnica aproxima
por etapas sucessivas um certo numero (pré—definido) de clusters, usando centroide dos
pontos o qual deve representar. Além disso, processa os padrdes sequencialmente (de modo
gue requerem armazenamento minimo). No entanto, é influenciado pela ordem de
apresentacdo dos padrdes (os primeiros padrées determinam a conFiguracdo inicial dos
agrupamentos) e o seu comportamento depende fortemente do parametro K.

O nome K—Means se da devido a representacdo de cada um dos K clusters pela média
(ou média ponderada) de seus pontos, ou seja, pelo seu centroide. A representacdo mediante
centroides tem a vantagem de conter um significado gréfico e estatistico imediato. Por tanto,
cada cluster € caracterizado por seu centro ou centrdide localizado no centro ou no meio dos
elementos que compde o cluster.

A andlise do algoritmo K—Means é um método de agrupamento de casos, com base nas
distancias existentes entre eles, de acordo com um conjunto de variaveis. As versdes antigas
do K—Means comecaram com a atribui¢do dos K primeiros casos em relagdo aos centros dos K
agrupamentos (os centros multivariados dos agrupamentos sdo chamados centroides). Na
versdo atual, o K-Means inicia selecionando os K casos mais distantes entre si (0 usuario deve
inicialmente determinar o nimero K de agrupamentos que deseja obter). E, em seguida, se
inicia a leitura sequencial dos arquivos de dados, atribuindo cada caso ao centro mais préximo
e atualizando o valor dos centros a medida que sejam incorporados novos casos. Uma vez que
todos os casos sejam atribuidos a um dos K agrupamentos, se inicia um processo iterativo
para calcular os centréides finais desses K agrupamentos.

A analise por agrupamento K-Means é especialmente util quando se dispde de um
grande nimero de casos. Existe a possibilidade de utilizar a técnica de maneira exploratoria,
classificando os casos e realizando iteracGes para encontrar a localizagdo do centroide, ou
apenas como técnica de classificacdo, classificando os casos a partir de centroides conhecidos
e fornecidos pelo usuario. Quando se utiliza como uma técnica exploratdria, na maioria dos

casos 0 usuario desconhece o numero ideal de agrupamentos, sendo necessario repetir a
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analise com diferentes nimeros de agrupamentos e comparar as solucdes obtidas; nestes casos
também pode ser usado o método de analise de agrupamento hierarquico com uma sub—
amostra de casos. Este algoritmo é um dos algoritmos mais simples e conhecidos de
agrupamento, ja que segue uma forma fécil e simples para dividir uma determinada base de
dados em K grupos (fixados a priori). O algoritmo é baseado na minimizagdo da distancia
interna (a soma das distancias dos padrfes atribuidos a um agrupamento ao centroide do
referido agrupamento). Na verdade, este algoritmo minimiza a soma das distancias ao
quadrado de cada padrdo em relacdo ao centrdide de seu agrupamento.

A ideia principal ¢é definir K centréides (um para cada grupo) e em seguida, pegar cada
ponto da base de dados e situd—lo na classe de seu centrdide mais proximo. O préximo passo é
recalcular o centréide de cada grupo e redistribuir todos os objetos de acordo com o centréide
mais proximo. O processo € repetido até que ndo haja alteracdo no grupo de um passo para 0
seguinte (Duda et al., 2001).

4.4.1. ETAPAS DO ALGORITMO K-MEANS
O algoritmo ¢ realizado basicamente em quatro etapas:

e FEtapa 1: Escolher aleatoriamente K objetos que formam os clusters iniciais.
Estes pontos representam os centrdides iniciais dos grupos. Para cada cluster
K, o valor inicial do centro ¢ igual a xi, sendo xi 0s unicos objetos do referido
agrupamento pertencentes ao cluster.

e FEtapa 2: Reatribuir objetos ao cluster. Para cada objeto X, o prot6tipo ao qual é
atribuido a ele é exatamente o que estiver mais proximo do objeto, de acordo
com uma medida de distancia (geralmente é usada a medida euclidiana).

e FEtapa 3: Uma vez que todos os objetos sejam agrupados, recalcula—se 0s
centros dos K clusters (os centrdides).

e Etapa 4: Repetir as etapas 2 e 3 até que ndo haja mais realocacdes e 0s
centrdides se mantenham estaveis. Isto produz uma classificacdo dos objetos
em grupos, o qual permitem dar uma métrica entre eles. Embora o algoritmo
sempre realize suas iteracdes até o fim, ndo ha garantia de se obter a solucédo
Otima. Com efeito, o algoritmo é muito sensivel a escolha aleatoria dos K
centroides iniciais. A razdo pela qual se utiliza o algoritmo K—Means inimeras
vezes sobre um mesmo conjunto de dados € para tentar minimizar este efeito
supracitado e para que se obtenha melhores resultados, sabendo que os centros

iniciais sdo 0s mais espacados possiveis.
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5. METODOLOGIA

5.1.SELECAO E EXTRACAO DOS DADOS

Como a producédo de aluminio funciona 24 horas por dia, 7 dias na semana e 365 dias
ao ano, ou seja, ndo para, faz-se necessario monitorar as variaveis que fazem parte do
processo para controla—las, ja que a producdo de aluminio € um processo complexo e requer
monitoramento continuo. Este monitoramento € realizado em grande parte pela analise de
dados extraidos por sensores. Estes dados sdo gravados em um banco de dados, o qual
mantém dados histdricos de varios anos. A partir da Tabela 4 é possivel verificar um resumo

quantitativo dos dados por ano.

Tabela 4 — Registros por ano.

Ano Quantidade
2006 348422
2007 348060
2008 348225
2009 346615
2010 347070
2011 348886
2012 216496

A média de cada varidvel foi extraida diretamente do banco de dados, excluindo
valores nulos e menores ou igual a zero. Porém, no caso da temperatura, valores menores ou
igual a 500 °C ndo foram considerados no calculo da média desta variavel, ja que a grande
maioria dos valores de temperatura registrados é muito superior a este patamar (ficando
normalmente entre 950 e 970 °C, valores fora deste intervalo sdo considerados invalidos).

Exposto a estratégia de extracdo de dados, a matriz de dados a seguir (Tabela 5) foi

construida e utilizada no software R para descobrir possiveis agrupamentos.
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Tabela 5 — Matriz de dados resumida
(onde para cada forno foi calculada a 'média’ de cada uma das variaveis a partir dos dados mencionados na
Tabela 4. Cumpre informar que nesse trabalho também serdo utilizados a 'mediana’ e o 'desvio padréo’).

Forno m_TMP m_ALF | m_ALFA | m_QALr | m_IncTM | m_TUN m_TOV
FORNO1 964,3916 | 10,60201 37,52616 | 2391,912 0,141808 49,83600 | 52,41743
FORNO?2 963,9601 | 10,73222 | 40,78312 | 2407,156 0,142151 50,06887 | 52,43101
FORNO3 964,1590 | 10,69377 | 42,81260 | 2378,871 0,158403 52,39175 | 52,31439
FORNOA4 966,4861 | 10,30771 | 43,96218 | 2416,324 0,140115 49,11494 | 52,48892
FORNOS 965,0304 | 10,46070 | 42,99012 | 2379,370 0,137985 52,56182 | 52,50260
FORNOG 964,6234 | 10,69133 | 41,63504 | 2403,531 0,156319 48,92635 | 52,35775
FORNO7 966,5804 | 10,36257 | 42,45724 | 2378,455 0,137950 51,96111 | 52,35636
FORNOS 964,4563 | 10,38669 | 41,63597 | 2406,509 0,140249 50,10236 | 52,51386
FORNOS9 961,7376 | 10,54372 37,88627 | 2423,455 0,168148 46,79282 | 52,59740

FORNO10 | 963,0284 | 10,62071 | 40,72819 | 2411,199 0,182923 49,46980 | 52,13562

FORNO958 | 964,4633 | 10,91633 | 34,51881 | 2473,864 | 0,174027 | 52,72807 | 51,92830
FORNO959 | 962,8184 | 10,60088 | 31,10854 | 2461,267 | 0,232770 | 55,76427 | 52,27551
FORNO960 | 963,2912 | 10,84042 | 30,15310 | 2465,113 | 0,225874 | 54,49614 | 51,74637

A partir desta grande quantidade de amostras armazenadas, dois conjuntos de dados
diferentes foram criados:
e Sem filtro;
e Com filtro.
O conjunto de dados sem filtro leva em consideracdo somente as amostras que
possuem valor maior que zero. Padrdes com valores nulos ndo séo considerados. A Tabela 6
exibe a quantidade de dados por ano. Verifica—se que este conjunto de dados é composto por

mais de dois milhGes de amostras no total.

Tabela 6 — Quantidade de registros por ano (sem filtro).

Variavel Quantidade
2006 348269
2007 347951
2008 348009
2009 346375
2010 346827
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2011 348614

2012 216092

Outro conjunto de dados utilizado foi o “com filtro”. O conjunto de dados com filtro
exclui os dados outliers, ou seja, registros nos quais a0 menos uma variavel se encontra fora
da faixa normal de operacdo. Os dados contidos nele sdo aqueles que se encontram dentro das
faixas de valores, para cada uma das sete varidveis, e estdo demonstrados na Tabela 7. Os
padrdes que ndo estdo dentro do intervalo especificado foram descartados.

Tabela 7 — Faixa de valores do conjunto “com filtro” por variavel.

Variavel Faixa de Valor
TMP Entre 940 e 990 °C
% de ALF no Banho Entre 2,65 e 18,5
ALFA Entre 1 e 100
QALY Entre 1820 e 3000
IncTM EntreOel
%TUN Entre 10 e 140
%TOV Entre 20 e 80

Por intermédio da Tabela 8 é possivel verificar a quantidade de dados por ano, levando
em consideracdo a filtragem. Nota—se que este conjunto de dados possui mais de 340 mil

registros no total.

Tabela 8 — Quantidade de registros por ano (com filtro).

Variavel Quantidade
2006 38096
2007 66711
2008 57603
2009 55642
2010 62995
2011 23539
2012 38096

Histogramas foram gerados para visualizar um sumario dos dados para cada variavel
com e sem filtro. Ao realizar as comparacdes entre os dois conjuntos de dados diferentes,
verifica-se, que os dados com filtro possuem um intervalo de valores menor que os sem filtro,
contribuindo para uma melhor distribuicdo de valores. Isto tende a facilitar o agrupamento dos

dados, de acordo com o demonstrado na Figura 7 a seguir:
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Figura 7 — Histogramas de cada variavel conjunto de dados sem filtro e com filtro.
(a) Variavel TMP. (b) Varidvel ALF. (c) Variavel ALF3A. (d) Variavel QALT.
(e) Variavel IncTM. (f) Variavel %TUN. (g) Variavel %TOV

Além de estabelecer dois tipos diferentes de conjunto de dados, trés calculos
estatisticos foram utilizados (média, mediana e desvio padrdo) para dados com filtro e sem
filtro, resultando em seis combinacdes diferentes de experimentos elencados na Tabela 9. A
média foi utilizada devido a sua influéncia nos dados espurios. Por outro lado, mediana foi
usada pela razdo de ter pouca influéncia nos dados espurios, e o desvio padrdo foi utilizado
por levar em consideracdo a média. Ressalta—se que todos os experimentos utilizaram
distancia Euclidiana.
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Tabela 9 — Experimentos realizados.

Experimento Célculo Estatistico Filtro
#1 ) Com filtro
Média
#2 Sem filtro
#3 ) Com filtro
Mediana
#4 Sem filtro
#5 . Com filtro
Desvio Padrdo
#6 Sem filtro

A Figura 8 representa a legenda das cores dos agrupamentos de 2, 5 e 13 clusters, a
qual foi utilizada nas técnicas dos algoritmos Affinity Propagation, Kohonen (SOM), Fuzzy
C—Means e K-Means.

Agrupamento de Fornos

Legenda

I Grupo 1 I Grupo 8
I Grupo 2 0 Grupo 9
I Grupo 3 . | Grupo 10
| Grupo 4 | Grupo 11
B Grupo5 |l Grupo 12
. | Grupo6 I Grupo 13
. | Grupo7

Figura 8 — Legenda das cores utilizadas nos agrupamentos dos fornos nas técnicas dos algoritmos
Affinity Propagation, Kohonen SOM, Fuzzy C-Means e K-Means.

5.2.ESCOLHA DA MEDIDA DE ASSOCIACAO

Para que seja possivel a unido de variaveis ou individuos, é necessario ter algumas
medidas numéricas que caracterizem as relacGes entre eles. Em outras palavras, para agrupar
individuos, € necessario a definicdo de uma medida de similaridade ou dissimilaridade. Com
base nessa medida os objetos similares sdo agrupados e os demais sdo colocados em grupos
separados (Aaker et al., 2001).
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A medida de associacdo quantifica a relacdo entre uma dada exposicdo e uma
consequéncia. Na prética, as medidas de dissimilaridade tém papel central nos algoritmos de
agrupamentos. Através delas sdo definidos critérios para avaliar se dois pontos estéo
préximos, e, portanto, podem fazer parte de um mesmo grupo, ou ndo. Segundo Barroso &
Artes (2003), ha dois tipos de medidas de semelhanca: medidas de similaridade (quanto maior
o valor, maior a semelhanca entre os objetos) e medidas de dissimilaridade (quanto maior o
valor, menor a semelhanca entre os objetos). De um modo geral, as medidas de similaridade e
de dissimilaridade s&o inter—relacionadas e, facilmente, transformaveis entre si (Bussab et al.,
1990). Ha um grande numero de coeficientes de similaridade e/ou de dissimilaridade para
caracteres binarios disponiveis na literatura. Segundo Clifford & Stephenson (1975), tais
coeficientes podem ser, facilmente, convertidos para coeficientes de dissimilaridade: se a
similaridade for denominada s, a medida de dissimilaridade serd o seu complementar (1 — s).
A maioria dos métodos de andlise de agrupamento requer uma medida de similaridade ou
dissimilaridade entre os elementos a serem agrupados, normalmente expressa como uma
funcdo distancia ou métrica (Doni, 2004).

Cada medida reflete a associagdo em um sentido particular e € necessario escolher
uma medida adequada para o problema especifico a ser tratado. A medida de associacao pode
ser uma distancia ou uma similaridade.

Quando se escolhe uma distancia como medida de associacdo (por exemplo, a
distancia Euclidiana) os grupos formados irdo conter individuos semelhantes, de modo que a
distancia entre eles deve ser pequena.

Por outro lado, quando se escolhe uma medida de similaridade (por exemplo, o
coeficiente de correlacdo) os grupos formados irdo conter individuos com uma alta
semelhanca entre eles.

Vale ressaltar que neste trabalho foi utilizado como medida de associagéo a distancia
Euclidiana, para o agrupamento de 2, 5 e 13 clusters de acordo com as técnicas dos
algoritmos de Kohonen, o SOM, do algoritmo Fuzzy C-Means, K-Means, e o algoritmo
Affinity Propagation, que ndo considera o numero de clusters a priori. Estes agrupamentos
foram realizados com a finalidade de detectar o melhor nimero de clusters em cada grupo de

acordo com as caracteristicas de cada técnica empregada.
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6. RESULTADOS

A preparacdo dos experimentos foi aplicada ao banco de dados obtidos de 2006 até
2012, de acordo com a Tabela 4, a qual foi ilustrada no capitulo 5 da metodologia.

O primeiro passo foi adquirir os dados, em seguida, foi realizado a filtragem desses
dados de acordo com os histogramas ilustrados na Figura 7, também demonstrado no capitulo
da metodologia, o qual serviu para eliminar os dados espurios (outliers), ou seja, valores fora
do padréo e que porventura pudessem vir a prejudicar os resultados do agrupamento.

O proximo passo foi calcular a média, a mediana e o desvio padrdo de cada uma das
sete variaveis de cada forno (Temperatura (TMP); Fluoreto de aluminio (% de ALF no
Banho); Quantidade de fluoreto adicionado no banho (ALF3A); Quantidade de alumina
alimentada (QALT); Incremento de resisténcia por temperatura (IncTM); Percentual de tempo
em alimentacdo under—feeding (% TUN); Percentual de tempo em alimentagdo over—feeding
(%TOV)), utilizando os dados com filtro e os dados sem filtro.

A filtragem dos dados resulta em seis matrizes, sendo elas: média com filtro, média
sem filtro, mediana com filtro, mediana sem filtro, desvio padréo com filtro e desvio padréo
sem filtro. Cada matriz dispds de 960 linhas, que representam a quantidade total de fornos, e 7
colunas, que representam as sete variaveis analisadas. Cada matriz (para a média, mediana,
desvio padrdo, com filtro e sem filtro) serviu como entrada do programa RStudio, realizando
assim cada experimento, ou seja, executando o script desenvolvido em R com base nas
planilhas calculadas com a média, mediana e desvio padrdo e de acordo com a cada técnica
envolvidas no trabalho para gerar os resultados.

A seguir tém-se os resultados dos experimentos dos algoritmos Affinity Propagation,
Mapa Auto — Organizavel de Kohonen — SOM, algoritmo Fuzzy C-Means — FCM e K-Means,
para que seja visualizado seus comportamentos de forma individual e verificar o nimero ideal
de clusters em cada técnica utilizada.

Uma vez realizado o experimento, o Ultimo passo € interpretar os resultados obtidos,

0s quais serdo explicados a seguir.
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6.1. AFFINITY PROPAGATION

Depois que o programa foi executado para cada um dos experimentos (cada uma das
seis matrizes), seguindo os parametros dispostos na Tabela 9 de experimentos realizados, 0s
graficos gerados pelo programa podem ser vistos através das Figuras 9 (a) a 9 (f), os quais
mostram a relacdo de agrupamento entre pares de variaveis. Nota—se que em todas as imagens
ha& uma separacdo bem definida na quarta coluna e na quarta linha. Como a quarta variavel é a
QALLT, entdo, na maioria dos casos, quando se compara outra variavel do processo com esta, 0
agrupamento é mais preciso em relacdo as outras comparagdes entre variaveis. Este
comportamento foi 0 mesmo observado em resultados semelhantes obtidos através de outras

técnicas de agrupamento, como na técnica FCM, a qual sera descrita na secao 6.3.

10,5 1240 2400 2800 40 50

o] [ () ) S [ [
T [ | (O] W) ) () [
90 P (o) ) R
S A S AW ) () [l
. ] 5B ) 0] Bes] (o] [
A O ] B () T oy

FTTT I
956 062 25 35 .02 008 44 50 58

956

1045

4
i |
|
25 40

2400

0oz

44

Figura 9 (a) — Graficos de cada experimento para comparar variaveis par a par de acordo com o agrupamento
resultante com o uso do Affinity Propagation. Experimento #1: Média com filtro.
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Figura 9 (b) Experimento #2: Média sem filtro.
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Figura 9 (c) Experimento #3: Mediana com filtro.
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Figura 9 (d) Experimento #4: Mediana sem filtro.
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Figura 9 (f) Experimento #6: Desvio Padrdo sem filtro.

Através da andlise das Figuras 9 (a) a 9 (d), é possivel inferir que o melhor
agrupamento realizado é encontrado na variavel central m_QAIr, a qual corresponde a
quantidade de alumina alimentada, o que se remete uma forte influéncia desta variavel em
toda analise de agrupamento. Esta concluséo € possivel ser visualizada nos experimentos com
média e mediana com filtro e sem filtro, visto que os agrupamentos centrais, que equivalem
exatamente aos agrupamentos onde a variavel m_QAlIr possui maior influéncia, possuem os
grupos mais organizados e uniformes se comparados aos agrupamentos das outras variaveis,
gue por sua vez estdo com os grupos misturados e de dificil compreensao. Ja as Figuras 9 (e) e
9 (f) possuem todos os seus agrupamentos de forma misturada e de dificil separacdo. As
Figuras 10 (a) a 10 (f) a seguir mostram a analise grupo versus localizacéo fisica do forno
conseguida pelo algoritmo Affinity Propagation com os agrupamentos para média com filtro e
sem filtro, mediana com filtro e sem filtro e desvio padrdo com filtro e sem filtro, calculando

0 nuamero de clusters que cada medida aritmética resultou.
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Figura 10 (a) — Gréaficos de mapeamento grupo Figura 10 (b) — Gréaficos de mapeamento grupo
versus localizagcdo conseguida pelo algoritmo versus localizacdo conseguida pelo algoritmo Affinity
Affinity Propagation. Experimento #1: Média com Propagation. Experimento #2: Média sem filtro.
filtro.

Figura 10 (c) — Graficos de mapeamento grupo Figura 10 (d) — Gréaficos de mapeamento grupo
versus localizagdo conseguida pelo algoritmo versus localizagdo conseguida pelo algoritmo Affinity
Affinity Propagation. Experimento #3: Mediana Propagation. Experimento #4: Mediana sem filtro.
com filtro.
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Figura 10 (e) — Graficos de mapeamento grupo Figura 10 (f) — Graficos de mapeamento grupo versus
versus localizacdo conseguida pelo algoritmo localizagdo conseguida pelo algoritmo  Affinity
Affinity Propagation. Experimento #5: Desvio Propagation. Experimento #6: Desvio Padrdo sem
Padréo com filtro. filtro.

48



49

As cores apresentadas através da analise grupo versus localizacdo das figuras 10 (a)
até 10 (f) representam o numero de clusters resultantes da técnica Affinity Propagation.
Através da andlise das Figuras 10 (a) a 10(f) é possivel notar que a média com filtro e sem
filtro resultou em seis clusters, enquanto que a mediana com filtro e sem filtro resultou em
cinco clusters, o desvio padrdo com filtro resultou em treze clusters e o desvio padrdo sem
filtro resultou em dezenove clusters.

Outra saida importante do programa é o nimero de grupos encontrados pela execucgao
do algoritmo Affinity Propagation para cada experimento. A Tabela 10 resume estes valores e

ainda mostra a iteracdo de convergéncia.

Tabela 10 — NUmero de grupos e iteracao de convergéncia.

Experimento Numero de grupos c:)tr?\cggggn%?a
#1 6 174
# 6 204
#3 5 178
#4 5 167
45 13 244
#6 19 241

Através da Tabela 10, verifica—se que para 0s experimentos #1 (média com filtro) e #2
(média sem filtro) o numero de grupos calculado é seis com 174 e 204 iteracbes de
convergéncia, respectivamente; ja os experimentos #3 (mediana com filtro) e #4 (mediana
sem filtro) o nimero de grupos encontrado € cinco com 178 e 167 iteracBes de convergéncia,
respectivamente; e para os experimentos #5 (desvio padrdo com filtro) e #6 (desvio padrao
sem filtro) o nimero de clusters é maior que 10 com 244 e 241 iteracdes de convergéncia,
respectivamente. No caso do ultimo experimento (#6), ha diversos exemplares (grupos)
compostos por uma quantidade baixa de fornos, os quais podem ser mesclados com outro

grupo analogo, o que reduziria o nimero de clusters.



6.2.50M

A topologia da rede neural utilizada pode ser vista por intermédio da Figura 11. Nota—
se que ha sete neurénios na camada de entrada, onde cada neurénio representa uma variavel

do processo. Além disso, é possivel verificar que ha nove neur6nios na camada de saida, 0s

quais representam os grupos de fornos.

Foram feitos experimentos de 2 a 13 clusters (que implica na variagdo no numero de
neurdnios na saida do SOM de 2 a 13), usando a média, mediana e desvio padrdo para o
estudo geral das clusterizagdes e o melhor agrupamento ocorreu com 9 clusters conforme

demonstrado na Figura 11 abaixo, a qual representa a topologia da Rede Neural contendo 9

clusters com as sete variaveis envolvidas no processo:

CAMADA DE CAMADA DE
~ ENTRADA ~ SADA

Clustert
T™MP Cluster?
YeALF Cluster3
ALF3A Clusterd
QALr Clusters
IncTM Clusters
#TUN Cluster7
%TOV Cluster?
Clusterd

Figura 11 — Topologia da Rede Neural.
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O gréfico representado pela Figura 12 a seguir, mostra a relacdo entre a distancia
média para o grupo mais proximo, a medida que as iteracdes acontecem. Verifica—se que apds
a iteracdo 200, as distancias permanecem no mesmo patamar (abaixo de 0,02) até a ultima

iteracdo, demonstrando uma distancia média pequena.
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Figura 12 — Evolucdo do Erro Médio Quadratico por Iteracéo.

O principal resultado a ser analisado € o grafico que mostra 0s grupos encontrados
pelo mapa de Kohonen (Figura 13). Cada circulo representa um grupo de fornos e, dentro
deles, ha um gréfico de pizza que mostra o nivel de determinada variavel dentro do cluster.
No primeiro grupo, é possivel verificar que existe grande influéncia das variaveis de cor
amarela, laranja e verde escuro (ALFsA, QALr, TMP); pequena influéncia das variaveis
representadas pela cor verde claro, laranja claro e rosa (ALF, IncTM, TUN) e auséncia da

variavel de cor cinza (TOV).
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H m TMP O mQALr O m TOV
B m ALF O m_IncTM
O m ALF3A O m_TUN

Figura 13 — Grupos de fornos e respectivos niveis de influéncia.

A andlise da Figura 13 foi feita de forma visual, onde cada circulo representa um
grupo ou cluster e as fatias representam a quantidade de cada varidvel existente em cada um
dos clusters. A partir da analise feita para o primeiro grupo, foi decidido usar o valor “Alto”
quando o tamanho da fatia ¢ grande e acima do valor médio; valor “Baixo” quando o tamanho
¢ pequeno e abaixo do valor médio e valor “Inexistente” quando a fatia ndo aparece no

gréafico. Apds a andlise dos resultados, a Tabela 11 foi gerada, como mostrado abaixo:

Tabela 11 — Sumario dos niveis de influéncia de cada variavel nos clusters de fornos.

Grupo TMP ALF ALF3A QALr IncTM TUN TOV
1 Alto Baixo Alto Alto Baixo Baixo Inexistente
2 Alto Baixo Baixo Inexistente Baixo Baixo Alto
3 Alto Inexistente Alto Inexistente Inexistente Alto Alto
4 Alto Baixo Alto Alto Baixo Baixo Alto
5 Alto Inexistente Alto Alto Alto Baixo Alto
6 Baixo Baixo Inexistente Alto Alto Alto Alto
7 Baixo Baixo Alto Alto Baixo Alto Alto
8 Baixo Baixo Baixo Alto Alto Inexistente Alto
9 Inexistente Alto Inexistente Alto Alto Baixo Alto
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A quantidade de fornos por grupo e a qualidade do grupo podem ser analisadas através
das Figuras 14(a) e 14(b), respectivamente. Em relacdo as quantidades, quanto mais escuro €
0 grupo, menos fornos estdo contidos nele. Por outro lado, sobre a qualidade, quanto mais
escuro é o grupo, melhor é a qualidade do mesmo, j& que a distancia média entre seus

membros é pequena.

Quantidades por grupo Qualidade por grupo

160
140
120
100

80

60

40

(@) (b)

Figura 14 — (a) Quantidade de fornos por cluster (b) Qualidade de cada cluster.

A Tabela 12 abaixo, mostra a relagdo entre as quantidades, as qualidades e as
caracteristicas dos grupos. O grupo vermelho possui de forma estimativa valores entre 40 e 60
fornos, o grupo laranja possui entre 80 e 100 fornos, o0 grupo amarelo possui uma estimativa
de 120 a 140 fornos e o grupo bege possui uma faixa de 160 fornos. No que diz respeito as
quantidades, é possivel conferir que o grupo 1 é o que possui menos fornos; o grupo 4 possui
0 maior nimero de fornos se comparado a todos 0s grupos e é exatamente 0 grupo que ndo
possui nenhuma caracteristica inexistente; no entanto, apesar de possuir algumas
caracteristicas inexistentes, os grupos 3 e 8 detém muitos fornos também. Sobre as
qualidades, se verifica que o grupo 1, além de possuir menos fornos, é o que tem a pior
qualidade e que os grupos 2, 3, 4, 7 e 8 séo de alta qualidade, sendo que todos os mais
numerosos estdo entre os melhores, pois estdo mais proximos um do outro e possuem a menor

distancia de um para o outro.



Tabela 12 — Relagdo entre quantidades, qualidades e caracteristicas dos grupos.
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QUANTIDADES
Gruio TMP ALF ALF3A QALr IncTM TUN TOV
2 Alto Baixo Baixo Inexistente Baixo Baixo Alto
3 Alto Inexistente Alto Inexistente | Inexistente Alto Alto
4 Alto Baixo Alto Alto Baixo Baixo Alto
5 Alto Inexistente Alto Alto Alto Baixo Alto
6 Baixo Baixo Inexistente Alto Alto Alto Alto
7 Baixo Baixo Alto Alto Baixo Alto Alto
8 Baixo Baixo Baixo Alto Alto Inexistente Alto
9 Inexistente Alto Inexistente Alto Alto Baixo Alto
QUALIDADES
Grupo TMP ALF ALF3A QALr IncTM TUN TOV
1 Alto Baixo Alto Alto Baixo Baixo Inexistente

Alto

Inexistente

Alto

Alto

Alto

Baixo

Alto

Baixo

Baixo

Inexistente

Alto

Alto

Alto

Alto

Inexistente

Alto

Inexistente

Alto

Alto

Baixo

Alto
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Outras interpretacGes importantes podem ser encontradas abaixo:

1) TOV aparece alto em todos o0s grupos, exceto no grupo 1, onde aparece inexistente;

2) QALr aparece alto em todos 0s grupos, exceto nos grupos 2 e 3, nos quais aparece
inexistente;

3) ALF aparece baixo ou inexistente em todos 0s grupos, exceto no grupo 9;

4) TMP aparece inexistente somente no grupo 9;

5) IncTM aparece inexistente somente no grupo 3;

6) TUN aparece inexistente somente no grupo 8;

7) O grupo com mais variaveis inexistentes é o 3 (variaveis: ALF, QALT, IncTM);

8) Quando TMP ¢ alto, ALF ¢ baixo ou inexistente;

9) Quando TMP é baixo, ALF é baixo;

10) Quando TMP é inexistente, ALF é alto;

11) O grupo 1 é o menor (mais escuro) e possui menor qualidade (mais claro);

12) Os maiores grupos (3, 4, 8) sao aqueles que tem, também, maior qualidade.

As regras analisadas acima foram adquiridas através dos dados das técnicas de
mineracdo de dados do algoritmo Kohonen, e as mesmas podem ser utilizadas para explicar
parcialmente o funcionamento do forno, e podendo também servir para treinar novos
engenheiros, bem como pessoas envolvidas no processo do funcionamento do forno em
questdo, para que ao invés dos trabalhadores aprenderem a manusear o forno presencialmente,
0s mesmos podem ter o primeiro contato de forma virtual, através de um programa
computacional, no qual sejam feitas varias simulacfes e testes e assim ndo aja nenhuma
danificagdo nos fornos.

As Figuras 15 (a) a 15 (f) trazem a andlise da qualidade por grupo atraves de cores
diferentes para cada agrupamento através do algoritmo Kohonen, para o experimento com
dados filtrados e ndo filtrados, com medidas de média, mediana e desvio padrdo para 2
clusters, as Figuras 16 (a) a 16 (f) demonstram a mesma analise para 5 clusters e as Figuras

17 (a) & 17 (f) trazem esta analise para 13 clusters.



Qualidade por grupo Kohonen (SOM) utilizando 2 Clusters:

Qualidade por grupo Qualidade por grupo
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Figura 15 (a) — Gréficos de qualidade por grupo Figura 15 (b) Experimento #2: Média sem filtro.
do algoritmo Kohonen (SOM) para 2 Clusters.
Experimento #1: Média com filtro.
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Figura 15 (c) Experimento #3: Mediana com filtro. Figura 15 (d) Experimento #4: Mediana sem filtro.
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Figura 15 (e) Experimento #5: Desvio Padrdo com Figura 15 (f) Experimento #6: Desvio Padrdo sem
filtro. filtro.
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Qualidade por grupo Kohonen (SOM) utilizando 5 Clusters:

Qualidade por grupo Qualidade por grupo
55 45
5
4
45
4 3.5

35

3

Figura 16 (a) — Gréficos de qualidade por grupo Figura 16 (b) Experimento #2: Média sem filtro.
do algoritmo Kohonen (SOM) para 5 Clusters.
Experimento #1: Média com filtro.
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Figura 16 (c) Experimento #3: Mediana com filtro. Figura 16 (d) Experimento #4: Mediana sem filtro.
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Figura 16 (e) Experimento #5: Desvio Padrdo com Figura 16 (f) Experimento #6: Desvio Padrdo sem
filtro. filtro.
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Qualidade por grupo Kohonen (SOM) utilizando 13 Clusters:

Qualidade por grupo Qualidade por grupo

4

35

35
3

25
25

Figura 17 (a) Gréficos de qualidade por grupo do Figura 17 (b) Experimento #2: Média sem filtro.
algoritmo Kohonen (SOM) para 13 Clusters.

Experimento #1: Média com filtro.

Qualidade por grupo Qualidade por grupo

E 35
4 3

3
25

2
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15

Figura 17 (c) Experimento #3: Mediana com filtro. Figura 17 (d) Experimento #4: Mediana sem filtro.
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3
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Figura 17 (e) Experimento #5: Desvio Padrdo com Figura 17 (f) Experimento #6: Desvio Padrdo sem
filtro. filtro.

As Figuras 18 (a) a 20 (f) representam o mapeamento do grupo versus localizagdo do
algoritmo Kohonen (SOM) para 2, 5 e 13 clusters, utilizando média com filtro e sem filtro,
mediana com filtro e sem filtro e desvio padrdo com filtro e sem filtro. Estas medidas séo

utilizadas para analisar o comportamento dos agrupamentos e verificar a melhor clusterizacao.
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Mapeamento Kohonen (SOM) com 2 Clusters:

SALA 1
|

Figura 18 (a) Graficos de mapeamento grupo Figura 18 (b) Experimento #2: Média sem filtro.
versus localizacdo fisica do forno conseguida pelo

algoritmo Kohonen (SOM) para 2 Clusters.

Experimento #1: Média com filtro.

Figura 18 (e) Experimento #5: Desvio Padrdo com Figura 18 (f) Experimento #6: Desvio Padrdo sem
filtro. filtro.



Mapeamento Kohonen (SOM) com 5 Clusters:

|
m\m\mw.\m‘ [ e m‘mlnﬁ‘m‘m‘ |z 200 | om0
[en [vou| woa | vos QR w7 | 3 | v | w10 30| vz v [va | v v | o7 | va] e | 0 | v

-- =] -JJMMEJJJJJJJJJJJJJJJ
e N L

ﬂﬂﬂﬂﬂﬂﬂﬂﬂﬂﬂﬂﬂﬂﬂ

e | o | v [ o

o [ 7 |
e =

Figura 19 (a) Gréaficos de mapeamento grupo Figura 19 (b) Experimento #2: Média sem filtro.

versus localizacdo fisica do forno conseguida pelo
algoritmo Kohonen (SOM) para 5 Clusters.
Experimento #1: Média com filtro.
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Figura 19 (e) Experimento #5: Desvio Padrdo com Figura 19 (f) Desvio Padrdo sem filtro.
filtro.
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Mapeamento Kohonen (SOM) com 13 Clusters:

SALA 1 SALA1
-

Figura 20 (a) Graficos de mapeamento grupo Figura 20 (b) Experimento #2: Média sem filtro.
versus localizacéo fisica do forno conseguida pelo

algoritmo Kohonen (SOM) para 13 Clusters.

Experimento #1: Média com filtro.
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Figura 20 (e) Experimento #5: Desvio Padrdo com Figura 20 (f) Experimento #6: Desvio Padrdo sem
filtro. filtro.

Apo6s a analise das Figuras 18 (a) a 20 (f) é possivel verificar que a melhor medida
para 0 uso com o mapa auto-organizavel de Kohonen se deu através da mediana com filtro
contendo 5 clusters, pois demonstra uma predomindncia de um Unico grupo, O grupo
vermelho, nas duas primeiras salas; e mediana sem filtro contendo 5 clusters, que também

demonstra uma predominancia de um Gnico grupo nas duas primeiras salas, o grupo amarelo.
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6.3. FCM

Depois que o programa foi executado para cada um dos experimentos de acordo com a
Tabela 9 mostrada na metodologia, o gréfico gerado pelo programa pode ser visto através das
Figuras 21 (a) a 23 (f), as quais mostram a relagdo de agrupamento entre pares de variaveis
para 2, 5 e 13 clusters, respectivamente.

As Figuras 21 (a) a 21 (f) trazem a analise par a par por variavel de cada agrupamento
através do algoritmo Fuzzy C—Means, para o experimento com dados filtrados e n&o filtrados,
com medidas de média, mediana e desvio padrdo para 2 clusters, as Figuras 22 (a) a 22 (f)
demonstram a mesma andlise para 5 clusters e as Figuras 23 (a) a 23 (f) originam a analise
para 13 clusters. Assim como no algoritmo Kohonen, é possivel notar que em todas as
imagens ha uma separacdo bem definida na quarta coluna e na quarta linha, a qual representa

a variavel QALLT, que é a quantidade de alumina alimentada.

Agrupamento Par a Par por variavel no FCM com 2 Clusters:
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956 962 25 35 0.02 0.08 44 50 58

Figura 21 (a) Graficos de cada experimento para comparar variveis par a par de acordo com o agrupamento
resultante para 2 Clusters. Experimento #1: Média com filtro.
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Figura 21 (c) Experimento #3: Mediana com filtro.



64

2 o
T
k-

m_TMP

T ) [ (w8

P
j 3 E o
LI L I'T T T u

0

956 964 23 35 45 A0 0.20 32 54 56

o010

1.5 25 120 160 12 18 24

14

e
—
o
<=
TTTT

Figura 21 (e) Experimento #5: Desvio Padrdo com filtro.
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Figura 21 (f) Experimento #6: Desvio Padrdo sem filtro.

Agrupamento Par a Par por variavel no FCM com 5 Clusters:
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Figura 22 (a) Graficos de cada experimento para comparar variaveis par a par de acordo com 0 agrupamento
resultante para 5 Clusters. Experimento #1: Média com filtro.
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Figura 22 (c) Experimento #3: Mediana com filtro.
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Figura 22 (e) Experimento #5: Desvio Padrdo com filtro.
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Figura 22 (f) Experimento #6: Desvio Padrdo sem filtro.

Agrupamento Par a Par por variavel no FCM com 13 Clusters:
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Figura 23 (a) Graficos de cada experimento para comparar variaveis par a par de acordo com 0 agrupamento
resultante para 13 Clusters. Experimento #1: Média com filtro.
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Figura 23 (c) Experimento #3: Mediana com filtro.
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Figura 23 (e) Experimento #5: Desvio Padrdo com filtro.
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Figura 23 (f) Experimento #6: Desvio Padrdo sem filtro.

Para atestar a precisdo dos grupos em aglomerar ao redor deles fornos com
caracteristicas semelhantes, graficos que mostram o valor de pertinéncia de cada grupo estdo
disponiveis atraves das Figuras 24 (a) a 24 (f). Como o gréfico é tridimensional, o
experimento sé pode ser realizado com trés clusters. Verifica—se que as Figuras 24 (a) a 24 (d)
exibem valores de pertinéncia alto para cada um dos grupos. Enquanto as representacdes
demonstradas nas Figuras 24 (e) e 24 (f) possuem valores de pertinéncia mediano ou baixo

para os grupos vermelho e preto.

GRAFICO DA FUNGAO DE PERTINENCIA GRAFICO DA FUNGAO DE PERTINENCIA
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Figura 24 (a) — Gréficos dos experimentos com Figura 24 (b Experimento #2: Média sem filtro.
valores de pertinéncia para cada grupo encontrado.
Experimento #1: Média com filtro.
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Figura 24 (c) Experimento #3: Mediana com filtro.  Figura 24 (d) Experimento #4: Mediana sem filtro.
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Figura 24 (e) Experimento #5: Desvio Padrdo com Figura 24 (f) Experimento #6: Desvio Padrdo sem
filtro. filtro.

No final de cada experimento, foi armazenado um vetor com o agrupamento dos
fornos resultante. Conforme pode ser visto na Figura 25:

Figura 25 — Exemplo de clustering resultante.

Estes dados foram utilizados para gerar um mapeamento dos grupos de acordo com o
layout dos fornos da fabrica de producdo de aluminio, exemplificado pela Figura 6. Para isto,
um programa desenvolvido em HTML (HyperText Markup Language), CSS (Cascade Style
Sheet) e Javascript foi utilizado para gerar as imagens contidas nas Figuras 26 (a) a 28 (f),
com o intuito de auxiliar a analise grupo versus localizacdo através de cores diferentes para
cada grupo, mapeando o algoritmo Fuzzy C—Means para 2, 5 e 13 clusters, respectivamente,
utilizando a média com e sem filtro, mediana com e sem filtro e desvio padrdo com e sem

filtro para a analise de agrupamento dos fornos.



Mapeamento FCM com 2 Clusters:

Figura 26 (a) Graficos de mapeamento grupo
versus localizacdo do algoritmo FCM para 2
Clusters. Experimento #1: Média com filtro.

o e W 1 e
Figura 26 (c) Experimento #3: Mediana com
filtro.

Figura 26 (e) Experimento #5: Desvio Padrdo com
filtro.
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Figura 26 (b) Experimento #2: Média sem filtro.

Figura 26 (d) Experimento #4: Mediana sem
filtro.

Figura 26 (f) Experimento #6: Desvio Padrdo sem
filtro.



Mapeamento FCM com 5 Clusters:
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Figura 27 (a) Gréaficos de mapeamento grupo
versus localizacdo do algoritmo FCM para 5
Clusters. Experimento #1: Média com filtro.
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Figura 27 (c) Experimento #3: Mediana com Figura 27 (d) Experimento #4: Mediana sem
filtro.
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Figura 27 (e) Experimento #5: Desvio Padrdo com Figura 27 (f) Experimento #6: Desvio Padrdo sem
filtro. filtro.

74



75

Mapeamento FCM com 13 Clusters:

Figura 28 (a) Graficos de mapeamento grupo Figura 28 (b) Experimento #2: Média sem filtro.
versus localizacdo do algoritmo FCM para 13
Clusters. Experimento #1: Média com filtro.
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Figura 27 (e) Experimento #5: Desvio Padrdo com Figura 27 (f) Experimento #6: Desvio Padrdo sem
filtro. filtro.
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Através da analise dos mapeamentos do algoritmo Fuzzy C-Means para 2, 5 e 13
Clusters € possivel notar que o agrupamento de 2 a 5 Clusters para a média e mediana com
filtro e sem filtro possuem suas duas primeiras salas com cores em sua maioria uniformes, o
que significa que nas duas primeiras salas ha o predominio de um mesmo agrupamento. Para
0s agrupamentos 2 e 5 clusters, o desvio padrédo com filtro e sem filtro ndo apresentaram uma
boa clusterizacdo, ja que € notorio a mistura de grupos em todas as salas analisadas.

Nos agrupamentos com 13 clusters se observa uma mistura de grupos em todas as
salas, tanto para a analise de média, mediana e desvio padrdo com filtro e sem filtro, o que

caracteriza um mau agrupamento.
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6.4. K-MEANS

O primeiro experimento realizado através do algoritmo K—Means resultou em um
DENDROGRAMA, o qual corresponde a um grafico que mostra os agrupamentos realizados
através das distancias calculadas a partir de variaveis da base. Ele ensina que é preciso fazer
um corte no dendrograma para achar o nudmero de agrupamentos que serd utilizado no
algoritmo K—Means, ou seja, o valor de K.

O dendrograma resultante dos dados que compreendem a Forno 1 até o Forno 50 é
representado pela Figura 29 abaixo. Ao tracar uma reta para achar o K, se verifica que ela
corta sete galhos. Portanto, para este conjunto de dados, K=7. Observa—se que o valor de K

poderia ser 6, ja que no penultimo corte, o Forno 35 fica isolado em um grupo.
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Figura 29 — Dendrograma considerando dados do Fornol até a Forno 50 (K=7).

Apos esta analise, uma contestacdo surge: Serd que ao considerar todos os dados, ou
seja, da Forno 1 até a Forno 960, terd K=6 ou K=7?

Para responder a esta pergunta, o programa desenvolvido em R foi executado
novamente, agora considerando dados de todos os Fornos, e um novo dendrograma foi
encontrado. Por intermédio da Figura 30, é possivel verificar que a linha vermelha cortou oito
galhos. Sendo assim, de acordo com esta técnica, para agrupar todos os 960 Fornos

eletroliticos, é necessario que K seja igual a 8.



distancia

78

30000 40000
| |

20000
|

10000
|

0
L

Figura 30 — Dendrograma considerando dados de todos os Fornos (K=8).

Ressalta—se que outros valores de K podem ser utilizados. Para analisar 0s
agrupamentos resultantes, se estudou um tutorial (Overflow, 2012), onde varios pesquisadores
da &rea de estatistica discutem uma forma de visualizar melhor os resultados do K—Means
através do programa RStudio, também conhecido como R. Um deles cita uma rotina que leva
em consideracdo uma biblioteca externa do R, intitulada “FPC”. Esta biblioteca pode ser
facilmente instalada pelo proprio ambiente do R, acessando o menu “Pacotes”.

A rotina utilizada é mostrada na Tabela 13 a seguir:

Tabela 13 — Cddigo—Fonte programado em R para agrupamento usando K-Means.

Fornos < read.csv2(file="planilhaMédias_partel.csv');

clus <— kmeansruns(Fornos, center=6, runs=100)

plotcluster(Fornos, clus$cluster)

print(clus)




79

Sabe-se que as salas da fabrica de aluminio estudada possuem o total de 960 fornos
eletroliticos, no entanto, para o primeiro experimento, foram utilizados 50 fornos, com o
intuito de verificar o comportamento inicial dos agrupamentos, para entdo realizar os testes
com os 960 fornos. A rotina utilizada apresenta os seguintes resultados expostos na Tabela
14:

Tabela 14 — Resultado do agrupamento usando K—Means.

K—Means clustering with 6 Clusters of sizes 12, 11, 7, 7,12, 1

Cluster means:

m TMP m_ALF m ALF3A m QALr m_IncTM m TUN m_TOV
1964.0431 10.48209 39.79966 2387.839 0.1520937 50.19658 52.49008
2963.8373 10.51272 40.03450 2418.779 0.1598167 48.01081 52.47951
3965.0033 10.51246 41.83794 2379.353 0.1477008 52.24146 52.47031
4 965.2150 10.38872 41.00629 2367.298 0.1589267 53.41787 52.39285
5964.3490 10.51247 40.24452 2401.363 0.1512953 49.58048 52.37546
6 964.1203 10.58809 33.35525 2451.767 0.1387892 43.89210 52.41602

Clustering vector:

FORNO1 FORNO2 FORNO3 FORNO4 FORNO5 FORNO6 FORNO7 FORNO8 FORNO9
FORNO10 FORNO11

1 5 3 2 3 5 3 5 2 2 2

FORNO12 FORNO13 FORNO14 FORNO15 FORNO16 FORNO17 FORNO18 FORNO19 FORNO20
FORNO21 FORNO22

2 4 2 1 1 2 5 1 1 1 2

FORNO23 FORNO24 FORNO25 FORNO26 FORNO27 FORNO28 FORNO29 FORNO30 FORNO31
FORNO32 FORNOS3

3 3 5 4 1 5 5 4 4 5 1

FORNO34 FORNO35 FORNO36 FORNO37 FORNO38 FORNO39 FORNO40 FORNO41 FORNO42
FORNO43 FORNO44

2 6 2 5 5 3 3 1 4 4 1
FORNO45 FORNO46 FORNO47 FORNO48 FORNO49 FORNO50
2 1 1 5 4 5

Within cluster sum of squares by cluster:
[1] 138.16127 388.36429 79.41077 139.92600 176.74973 0.00000
(between_SS / total_SS = 95.1 %)
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A Tabela 14 demonstra a quantidade de clusters resultantes através do experimento
realizado com o algoritmo K-Means, onde se obteve 6 grupos, tendo o 1° grupo 12 fornos, o
2° grupo 11 fornos, o 3° grupo 7 fornos, o 4° grupo 7 fornos, 0 5° grupo 12 fornos e o 6°
grupo apenas 1 forno, sendo o forno 1 disposto no grupo 1, o forno 2 disposto no grupo 5, o
forno 3 disposto no grupo 3, o forno 4 disposto no grupo 2, e assim sucessivamente,
adquirindo neste experimento um grau de acuracia (precisdo) de 95,1%.

Como dito anteriormente, apds a analise com 50 fornos, foram realizados
experimentos com os 960 fornos, com o intuito de verificar se o comportamento do
agrupamento.

As Figuras 31 (a) a 33 (f) demonstram o agrupamento do algoritmo K—Means para 2, 5
e 13 clusters, respectivamente, de acordo com a similaridade de cada forno ao seu destinado
grupo, onde dc 1 e dc 2 significam discriminante candnica, que € uma técnica da estatistica
multivariada que permite a reducdo da dimensionalidade de dados, e € semelhante a
componentes principais e correlagbes candnicas. Essa técnica € especialmente empregada em
analises discriminantes realizadas a partir de amostras com observacdes repetidas. A analise
discriminante candnica também pode ser utilizada para representar varias popula¢ées em um
subespaco de menor dimensdo. A andlise procura, com base em um grande nimero de
caracteristicas originais correlacionadas, obter combinacdes lineares dessas caracteristicas
denominadas variaveis candnicas de tal forma que a correlacdo entre essas variaveis seja nula
(Khattree e Naik, 2000). A utilizacdo dessa técnica permite capturar o efeito simultaneo de
caracteristicas originais e com isso pode capturar variagcdes ndo percebidas quando do uso de
caracteristicas originais isoladamente.

Assim como para o experimento com 50 fornos, também foi criado uma rotina afim de
uma melhor visualizacdo dos resultados do K—Means através do programa RStudio. Essa
rotina também levou em considera¢do uma biblioteca externa do R, intitulada “FPC”, sendo
instalada pelo proprio ambiente do R, acessando o menu “Pacotes”.

Utilizou—se esta rotina, definindo o nimero total de cubas como sendo 960 e variando
o valor de K para 2, 5 e 13, respectivamente, tendo como parametro a média com filtro e sem
filtro, mediana com filtro e sem filtro e desvio padrdo com filtro e sem filtro, conforme os

resultados das Figuras 31 (a) a 33 (f) a seguir:



Agrupamento K-Means com 2 Clusters:
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Figura 31 (a) Grafico de cada experimento para
agrupar os Clusters de acordo com suas similaridades
no algoritmo K—Means para 2 Clusters. Experimento
#1: Média com filtro.
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Figura 31 (e) Experimento #5: Desvio Padrdo com

filtro.
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Figura 31 (b) Experimento #2: Média sem filtro.
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Figura 31 (f) Experimento #6: Desvio Padrdo sem
filtro.
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Agrupamento K-Means com 5 Clusters:
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Figura 32 (a) Gréafico de cada experimento para Figura 32 (b) Experimento #2: Média sem filtro.
agrupar os Clusters de acordo com suas similaridades

no algoritmo K—Means para 5 Clusters. Experimento

#1: Média com filtro.
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Figura 32 (e) Experimento #5: Desvio Padrdo com Figura 32 (f) Experimento #6: Desvio Padrdo sem
filtro. filtro.



Agrupamento K—-Means com 13 Clusters:
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Figura 33 (a) Grafico de cada experimento para
agrupar os Clusters de acordo com suas similaridades
no algoritmo K—Means para 13 Clusters. Experimento

#1: Média com filtro.
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Figura 33 (e) Experimento #5: Desvio Padrdo com

filtro.
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dc 2

462 464 466 468

Figura 33 (b) Experimento #2: Média sem filtro.

dc 2
326 328 330 332

Figura 33 (d) Experimento #4: Mediana sem filtro.
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33 (f) Experimento #6: Desvio Padrdo sem

As Figuras 34 (a) a 36 (f) mostram os resultados da relacdo de agrupamento entre

pares de varidveis do algoritmo K—Means para 2, 5 e 13 clusters, respectivamente, de acordo

com a similaridade de cada forno ao seu destinado grupo.

Assim como no FCM, ¢ possivel notar que em todas as imagens hd uma separacdo

bem definida na quarta coluna e na quarta linha. Como a quarta variavel é a QALr, entdo, na

maioria dos casos, quando se compara outra varidvel do processo com esta, o agrupamento ¢é

mais preciso em relagao as outras comparagdes entre variaveis.
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Agrupamento Par a Par por variavel no K-Means com 2 Clusters:
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Figura 34 (a) Gréaficos de cada experimento para comparar varidveis par a par de acordo com o
agrupamento resultante com 2 Clusters. Experimento #1: Média com filtro.
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Figura 34 (b) Experimento #2: Média sem filtro.
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Figura 34 (c) Experimento #3: Mediana com filtro.
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Figura 34 (d) Experimento #4: Mediana sem filtro.
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Figura 34 (e) Experimento #5: Desvio Padrdo com filtro.
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Figura 34 (f) Experimento #6: Desvio Padréo sem filtro.
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Agrupamento Par a Par por variavel no K-Means com 5 Clusters:
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Figura 35 (a) Graficos de cada experimento para comparar variaveis par a par de acordo com o agrupamento
resultante com 5 Clusters. Experimento #1: Média com filtro.
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Figura 35 (b) Experimento #2: Média sem filtro.
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Figura 35 (c) Experimento #3: Mediana com filtro.
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Figura 35 (d) Experimento #4: Mediana sem filtro.
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Figura 35 (e) Experimento #5: Desvio Padrdo com filtro.

150 300 450 15 20 24
111111 I I I I I B
F o

] i ]
;ml m_ALF @_Cl. I

11

]

e o | mewg | e | v | v | e
" e e B B o e

“_\| [Emm_“} % 4 ; oo HE ;I jﬁ |ImTTGI‘u" :i

Figura 35 (f) Experimento #6: Desvio Padréo sem filtro.
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Agrupamento Par a Par por variavel no K-Means com 13 Clusters:
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Figura 36 (a) Graficos de cada experimento para comparar varidveis par a par de acordo
agrupamento resultante com 13 Clusters. Experimento #1: Média com filtro.
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Figura 36 (b) Experimento #2: Média sem filtro.
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Figura 36 (c) Experimento #3: Mediana com filtro.
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Figura 36 (d) Experimento #4: Mediana sem filtro.
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Figura 36 (e) Experimento #5: Desvio Padrdo com filtro.
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Figura 36 (f) Experimento #6: Desvio Padréo sem filtro.
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As Figuras 37 (a) a 39 (f) trazem a analise grupo versus localizacdo através de cores

diferentes para cada agrupamento, através do algoritmo K—Means, para o experimento com

medidas aritméticas de média, mediana e desvio padrdo com filtro e sem filtro. Foram

realizados agrupamentos para 2, 5 e 13 clusters, respectivamente.



Mapeamento K-Means com 2 Clusters:
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Figura 37 (a) Gréaficos de mapeamento grupo
versus localizagdo do algoritmo K—Means para 2
Clusters. Experimento #1: Média com filtro.

Figura 37 (c) Experimento #3: Mediana com filtro.
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Figura 37 (e) Experimento #5: Desvio Padrdo com
filtro.

Figura 37 (b) Experimento #2;: Média sem filtro.
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Figura 37 (d) Experimento #4: Mediana sem filtro.
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Figura 37 (f) Experimento #6: Desvio Padrdo sem
filtro.



Mapeamento K-Means com 5 Clusters:
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Figura 38 (a) Graficos de mapeamento grupo
versus localizagdo do algoritmo K—Means para 5
Clusters. Experimento #1: Média com filtro.
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Figura 38 (c) Experimento #3: Mediana com filtro.  Figura 38 (d) Experimento #4: Mediana sem filtro.
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Figura 38 (e) Experimento #5: Desvio Padrdo com Figura 38 (f) Experimento #6: Desvio Padrdo sem
filtro. filtro.



Mapeamento K-Means com 13 Clusters:
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Figura 39 (a) Gréaficos de mapeamento grupo
versus localiza¢do do algoritmo K—Means para 13
Clusters. Experimento #1: Média com filtro.
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Figura 39 (e) Experimento #5: Desvio Padrdo com
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Figura 39 (f) Experimento #6: Desvio
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Apos a analise das Figuras 37 (a) a 39 (f) é possivel verificar que a melhor medida
para 0 uso com o K-Means se deu através das medidas de média e mediana com filtro e sem
filtro com 5 clusters, pois em ambas ocorre a predominancia de dois grupos nas duas
primeiras salas dos experimentos, sendo que na média com filtro a predominancia se deu
através dos grupos vermelho e verde, na média sem filtro a predominancia se deu através dos
grupos azul e vermelho, na mediana com filtro a predominancia se deu também através dos
grupos vermelho e azul e por fim, na mediana sem filtro a predominancia se deu através dos

grupos verde e azul.

6.5.COMPARACAO ENTRE OS RESULTADOS

Através dos resultados apresentados, foi possivel notar que os métodos de
agrupamentos utilizados podem ser considerados promissores para o estudo e a interpretacdo
de bancos de dados, trazendo informacgfes que a olho nu seria de dificil compreensdo. O
importante é conhecer suas propriedades, qualidades e deficiéncias, pois essas caracteristicas
irdo ajudar na escolha daquele que melhor responde ao objetivo que se pretende alcancar.

A seguir se tem a comparacao entre as técnicas de acordo com o numero de clusters.

As Figuras 40 (a) a 40 (f) reportam os agrupamentos realizados pelo algoritmo Affinity
Propagation, tendo que ser analisado de forma separada dos outros algoritmos por apresentar
numeros de clusters diferentes em cada experimento realizado. As medidas aritméticas de
média com filtro e sem filtro resultaram em um agrupamento com 6 clusters, representados
pelas Figuras 40 (a) e 40 (b), respectivamente; j& a mediana com filtro e sem filtro resultou
em uma clusterizacdo contendo 5 clusters, representados pelas Figuras 40 (c) e 40 (d),
respectivamente; o desvio padrdo com filtro obteve 13 clusters, representado pela Figura 40
(e); e o desvio padrdo sem filtro obteve 19 clusters, representado pela Figura 40 (f).

As Figuras 41 (a) a 49 (f) trazem a comparacao de todos 0s mapeamentos dos grupos
versus sua localizacdo, com cores diferentes para cada agrupamento, através dos algoritmos
Kohonen (SOM), Fuzzy C-Means e K-Means, para experimentos com dados filtrados e ndo
filtrados, bem como a utilizacdo de propriedades aritméticas de média, mediana e desvio
padrédo com filtro e sem filtro. Foram comparados os agrupamentos para 2, 5 e 13 clusters,

respectivamente.



Agrupamento utilizando a técnica do Affinity Propagation

SALA1

Figura 40 (a) — Gréaficos de mapeamento grupo
versus localizagdo conseguida pelo algoritmo
Affinity Propagation, resultando em 6 clusters.
Experimento #1: Média com filtro.
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Figura 40 (b) — Gréaficos de mapeamento grupo
versus localizagdo conseguida pelo algoritmo Affinity
Propagation, resultando em 6 clusters. Experimento
#2: Média sem filtro.
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Figura 40 (c) — Graficos de mapeamento grupo
versus localizagdo conseguida pelo algoritmo
Affinity Propagation, resultando em 5 clusters.
Experimento #3: Mediana com filtro.
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Figura 40 (e) — Graficos de mapeamento grupo
versus localizagdo conseguida pelo algoritmo
Affinity Propagation, resultando em 13 clusters.
Experimento #5: Desvio Padrdo com filtro.

Figura 40 (d) — Gréaficos de mapeamento grupo
versus localizagdo conseguida pelo algoritmo Affinity
Propagation, resultando em 5 clusters. Experimento
#4: Mediana sem filtro.

Figura 40 (f) — Graficos de mapeamento grupo versus
localizagdo conseguida pelo algoritmo  Affinity
Propagation, resultando em 19 clusters. Experimento
#6: Desvio Padrdo sem filtro.
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Agrupamento com 2 Clusters

Média com Filtro
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Meédia sem Filtro

Figura 41 (a) Comparagdo entre os gréficos de
mapeamento  grupo versus localizagdo do
algoritmo SOM para 2 Clusters — Média com
Filtro.

Figura 41 (b) — Comparacéo entre os graficos de
mapeamento  grupo versus localizagdo do
algoritmo SOM para 2 Clusters — Média sem
Filtro.

Figura 41 (c) — Comparacgdo entre os graficos de
mapeamento  grupo versus localizagdo do
algoritmo FCM para 2 Clusters — Média com
Filtro.

Figura 41 (e) — Comparagdo entre os gréaficos de
mapeamento  grupo versus localizagdo do
algoritmo K—Means para 2 Clusters — Média com
Filtro.

Figura 41 (d) — Comparacéo entre os graficos de
mapeamento  grupo versus localizagdo do
algoritmo FCM para 2 Clusters — Média sem
Filtro.
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Figura 41 (f) — Comparacdo entre os gréaficos de
mapeamento  grupo versus localizagdo do
algoritmo K-Means para 2 Clusters — Média sem
Filtro.



Mediana com Filtro
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Figura 42 (a) — Comparacéo entre os gréaficos de
mapeamento  grupo versus localizagdo do
algoritmo SOM para 2 Clusters — Mediana com
Filtro.

Figura 42 (c) — Comparagdo entre os gréaficos de
mapeamento  grupo versus localizagdo do
algoritmo FCM para 2 Clusters Mediana com
Filtro.
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Figura 42 (e) — Comparacéo entre os gréficos de
mapeamento grupo versus localizagdo do
algoritmo K—Means para 2 Clusters Mediana com

Filtro.

Mediana sem Filtro
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Figura 42 (b) — Comparacdo entre os gréaficos de
mapeamento grupo versus localizagdo do
algoritmo SOM para 2 Clusters Mediana sem
Filtro.
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Figura 42 (d) — Comparacdo entre os gréaficos de
mapeamento  grupo versus localizagdo do
algoritmo FCM para 2 Clusters Mediana sem
Filtro.

SALA1

[

SEEEE:HNEN

sHNER:EEEE

Figura 42 (f) — Comparacdo entre os gréficos de
mapeamento  grupo versus localizagdo do
algoritmo K—Means para 2 Clusters Mediana sem
Filtro.
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Desvio Padrao com Filtro
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Figura 43 (a) — Comparacdo entre os graficos de
mapeamento  grupo versus localizagdo do
algoritmo SOM para 2 Clusters — Desvio Padréo
com filtro.

Figura 43 (c) — Comparagdo entre os gréaficos de
mapeamento  grupo versus localizagdo do
algoritmo FCM para 2 Clusters — Desvio Padrdo
com filtro.

Figura 43 (e) — Comparacédo entre os graficos de
mapeamento  grupo versus localizagdo do
algoritmo K-Means para 2 Clusters — Desvio
Padrdo com filtro.

Desvio Padrao sem Filtro

Figura 43 (b) — Comparagdo entre os gréaficos de
mapeamento grupo versus localizagdo do
algoritmo SOM para 2 Clusters — Desvio Padréo
sem filtro.
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Figura 43 (d) — Comparacéo entre os graficos de
mapeamento grupo versus localizagdo do
algoritmo FCM para 2 Clusters — Desvio Padréo
sem filtro.

Figura 43 (f) — Comparacao entre os graficos de
mapeamento grupo versus localizagdo do
algoritmo K-Means para 2 Clusters— Desvio
Padrdo sem filtro.
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Agrupamento com 5 Clusters

Média com Filtro

Figura 44 (a) — Comparagdo entre os gréaficos de
mapeamento  grupo versus localizacdo do
algoritmo SOM para 5 Clusters— Média com
Filtro.
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Figura 44 (c) — Comparacédo entre os graficos de
mapeamento  grupo versus localizacdo do
algoritmo FCM para 5 Clusters — Média com
Filtro.
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Figura 44 (e) — Comparacédo entre os gréaficos de
mapeamento grupo versus localiza¢cdo do
algoritmo K—-Means para 5 Clusters — Média com
Filtro.
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Média sem Filtro

Figura 44 (b) — Comparacao entre os graficos de
mapeamento  grupo versus localizacdo do
algoritmo SOM para 5 Clusters — Média sem
Filtro.

Figura 44 (d) — Comparacao entre os graficos de
mapeamento  grupo versus localizacdo do
algoritmo FCM para 5 Clusters — Média sem
Filtro.
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Figura 44 (f) — Comparacéo entre os gréficos de
mapeamento  grupo versus localizagdo do
algoritmo K—Means para 5 Clusters — Média sem
Filtro.



Mediana com Filtro
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Figura 45 (a) — Comparacéo entre os graficos de
mapeamento  grupo versus localizacdo do
algoritmo SOM para 5 Clusters — Mediana com
Filtro.
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Figura 45 (c) — Comparacédo entre os graficos de
mapeamento grupo versus localiza¢cdo do
algoritmo FCM para 5 Clusters — Mediana com
Filtro.

Figura 45 (b) — Comparacdo entre os gréaficos de
mapeamento  grupo versus localizacdo do
algoritmo SOM para 5 Clusters — Mediana sem
Filtro.
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Figura 45 (d) — Comparacao entre os graficos de
mapeamento  grupo versus localizagdo do
algoritmo FCM para 5 Clusters — Mediana sem
Filtro.

Figura 45 (e) — Comparacédo entre os gréaficos de

mapeamento grupo versus localizagdo do
algoritmo K-Means para 5 Clusters— Mediana
com Filtro.

Figura 45 (f) — Comparacéo entre os gréaficos de
mapeamento  grupo versus localizagdo do
algoritmo K—Means para 5 Clusters— Mediana sem
Filtro.
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Desvio Padrao com Filtro
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Figura 46 (a) — Comparagdo entre os graficos de
mapeamento  grupo versus localizacdo do
algoritmo SOM para 5 Clusters — Desvio Padrdo
com filtro.

Figura 46 (c) — Comparacédo entre os graficos de
mapeamento grupo versus localiza¢cdo do
algoritmo FCM para 5 Clusters — Desvio Padrao
com filtro.

SALA 1

Figura 46 (e) — Comparacéo entre os graficos de
mapeamento  grupo versus localizacdo do
algoritmo K-Means para 5 Clusters — Desvio
Padrdo com filtro.
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Figura 46 (b) — Comparacdo entre os graficos de
mapeamento  grupo versus localizacdo do

algoritmo SOM para 5 Clusters — Desvio Padréo
sem filtro.
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Figura 46 (d) — Comparacao entre os graficos de
mapeamento  grupo versus localizagdo do
algoritmo FCM para 5 Clusters — Desvio Padréo
sem filtro.
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Figura 46 (f) — Comparacéo entre os graficos de
mapeamento  grupo versus localizacdo do
algoritmo K—Means para 5 Clusters — Desvio
Padrao sem filtro.
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Agrupamento com 13 Clusters

Média com Filtro

Média sem Filtro

Figura 47 (a) — Comparacdo entre os gréaficos de
mapeamento  grupo versus localizagdo do
algoritmo SOM para 13 Clusters— Média com
Filtro.

Figura 47 (c) — Comparagdo entre os gréficos de
mapeamento  grupo versus localizagdo do
algoritmo FCM para 13 Clusters— Média com
Filtro.

Figura 47 (b) — Comparacdo entre os gréficos de
mapeamento  grupo versus localizagdo do
algoritmo SOM para 13 Clusters— Média sem
Filtro.
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Figura 47 (d) — Comparacao entre os graficos de
mapeamento  grupo versus localizagdo do
algoritmo FCM para 13 Clusters— Média sem
Filtro.

Figura 47 (e) — Comparagéo entre os graficos de

mapeamento  grupo versus localizagdo do
algoritmo K—Means para 13 Clusters — Média com
Filtro.

Figura 47 (f) — Comparagdo entre os graficos de
mapeamento  grupo versus localizagdo do
algoritmo K—Means para 13 Clusters — Média sem
Filtro.
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Figura 48 (a) — Comparagdo entre os gréficos de Figura 48 (b) — Comparacdo entre os gréficos

mapeamento grupo versus localizacdo do algoritmo de mapeamento grupo versus localizacdo do

SOM para 13 Clusters — Mediana com Filtro. algoritmo SOM para 13 Clusters — Mediana sem
Filtro.
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Figura 48 (c) — Comparacdo entre os graficos de Figura 48 (d) — Comparacdo entre os gréficos

mapeamento grupo versus localizagdo do algoritmo de mapeamento grupo versus localizacdo do

FCM para 13 Clusters — Mediana com Filtro. algoritmo FCM para 13 Clusters — Mediana sem
Filtro.
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Figura 48 (e) — Comparagao entre os graficos de Figura 48 (f) — Comparacao entre os graficos

mapeamento grupo versus localizagdo do algoritmo de mapeamento grupo versus localizacdo do

K—Means para 13 Clusters — Mediana com Filtro. algoritmo K—Means para 13 Clusters — Mediana
sem Filtro.
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Figura 49 (a) — Gréaficos de mapeamento grupo
versus localizagdo do algoritmo SOM para 13
Clusters — Desvio Padrdo com Filtro.
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Figura 49 (b) — Gréficos de mapeamento grupo

versus localizagdo do algoritmo SOM para 13
Clusters — Desvio Padrdo sem Filtro.
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Figura 49 (c) — Graficos de mapeamento grupo
versus localizagdo do algoritmo FCM para 13
Clusters — Desvio Padrdo com Filtro.
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Figura 49 (e) — Graficos de mapeamento grupo
versus localizagdo do algoritmo K—Means para 13
Clusters — Desvio Padrdo com Filtro.
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Figura 49 (d) — Gréficos de mapeamento grupo
versus localizagdo do algoritmo FCM para 13
Clusters — Desvio Padrdo sem Filtro.

Figura 49 (f) — Gréficos de mapeamento grupo
versus localizagdo do algoritmo K-Means para 13
Clusters — Desvio Padrdo sem Filtro.
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A partir dos resultados obtidos € possivel notar que no algoritmo Affinity Propagation,
as Figuras 10 (a) a 10 (d) resultaram em uma predominancia de dois grupos nas duas
primeiras salas, enquanto que as Figuras 10 (e) e 10 (f) as quais representam o desvio padrao
resultaram em uma mistura de grupos em todas as salas.

No algoritmo Kohonen (SOM), as Figuras 18 (a), 18 (b), 18 (c) e 18 (d), as quais
representam média com filtro, média sem filtro, mediana com filtro e mediana sem filtro com
2 clusters, respectivamente, demonstram uma predominancia de um Unico grupo nas duas
primeiras salas, sendo que nas Figuras 18 (a) e 18 (c) (média e mediana com filtro) a
predominancia se deu com o grupo vermelho, e nas Figuras 18 (b) e 18 (d) (média e mediana
sem filtro) a predominancia se deu com o grupo verde. As Figuras 18 (e) e 18 (f) que
representam o desvio padrdo com filtro e sem filtro houve uma mistura de grupos. As Figuras
19 (a) a 19 (f) representaram o agrupamento do algoritmo Kohonen para 5 clusters, onde as
Figuras 19 (a) a 19 (d) apresentaram as duas primeiras salas com um grupo predominante,
enguanto que as Figuras 19 (e) e 19 (f) apresentaram uma mistura de grupos em todas as salas
analisadas. Para o agrupamento do algoritmo Kohonen com 13 clusters todas as salas das
Figuras 20 (a) até 20 (f) apresentaram uma mistura de grupos, mostrando que ao contrario do
algoritmo Affinity Propagation, o melhor agrupamento do algoritmo Kohonen néo se deu com
13 clusters e sim de 2 a 6 clusters.

No algoritmo Fuzzy C-Means, as Figuras 26 (a) a 26 (d) e 27 (a) a 27 (d), que
representam a media e mediana com filtro e sem filtro com 2 e 5 clusters, respectivamente,
apresentaram as duas primeiras salas com a predomindncia de um grupo, enquanto que as
Figuras 26 (e) e 26 (f) e 27 (e) e 27 (f), as quais representam o desvio padrdo com filtro e sem
filtro com 2 e 5 clusters, respectivamente, apresentaram uma mistura de grupos em todas suas
salas.

Assim como no algoritmo Kohonen, no algoritmo FCM o agrupamento com 13
clusters todas as salas das Figuras 28 (a) até 28 (f) apresentaram uma mistura de grupos,
mostrando que também ndo tiveram sua melhor clusterizacdo com 13 clusters, sendo seus
melhores agrupamentos de 2 a 5 clusters.

No algoritmo K—Means, as Figuras 37 (a) a 37 (d) apresentam suas duas primeiras
salas com a predominancia de um grupo, representado pela cor vermelha, e as quatro salas
restantes com a predominancia do outro grupo, representado pela cor verde. Ja a Figura 37 (e)
possui as trés primeiras salas com a predominancia do grupo verde, e por fim, a Figura 37 (f)

apresenta uma predominancia do grupo vermelho em todas suas salas. Para o agrupamento
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com 5 clusters no algoritmo K-Means, as Figuras 38 (a) a 38 (d) apresentaram a
predominancia de dois grupos nas duas primeiras salas, e as Figuras 38 (e) e 38 (f)
apresentaram uma mistura de grupos em todas as salas.

Para o agrupamento com 13 clusters no K—Means todas as salas das Figuras 39 (a) até
39 (f) apresentaram uma mistura de grupos, mostrando que assim como no Kohonen e no
Fuzzy C-Means, o algoritmo K—Means também ndo apresentou seu melhor agrupamento com
13 clusters, e sim com 2 a 4 clusters.

No agrupamento do Affinity Propagation expostos nas Figuras 40 (a) a 40 (f) é
possivel notar um bom agrupamento na medida de mediana com filtro disposta na Figura 40
(c), agrupando 5 clusters e tendo uma predominancia do grupo verde nas duas primeiras salas.

Através das Figuras 41 (a) a 43 (f) é possivel observar que para o agrupamento com 2
clusters, os melhores agrupamentos dos algoritmos SOM, FCM e K—Means se dao através da
média e mediana, por apresentarem as duas primeiras salas com uma predominancia de
grupos, enquanto que no desvio padrdo ha uma mistura de grupos entres todas as salas.

Para os agrupamentos com 5 e 13 clusters, as duas primeiras salas dos agrupamentos
utilizando a média e mediana com filtro e sem filtro comegam a se dividir em dois ou mais
clusters, e o desvio padrdo permanece com o0 comportamento de mistura de grupos em todas
as salas.

No agrupamento com o algoritmo Affinity Propagation, o melhor resultado se deu
através da mediana com filtro, contendo 5 clusters. Ja no algoritmo do mapa auto-organizavel
de Kohonen, os melhores agrupamentos se deram através da medida aritmética de média e
mediana com filtro e sem filtro para 2 e 5 clusters, pois nota-se o predominio de um grupo nas
duas primeiras salas desses experimentos. No experimento do algoritmo Fuzzy C-Means
percebe-se que os melhores resultados também foram com a meédia e mediana com filtro e
sem filtro para 2 e 5 clusters, onde também h& a predominacdo de um grupo nas duas
primeiras salas dos experimentos. E no agrupamento dos fornos através da técnica do K-
Means, observa-se que os melhores resultados vieram da média e mediana com filtro e sem
filtro na analise com 5 clusters, onde houve a dominancia de dois grupos nas duas primeiras
salas dos fornos estudados.

Através das andlises realizadas percebe-se que a medida do desvio padrdo nao
consegue descrever o desempenho dos fornos estudados, ja que as caracteristicas do processo
ndo tém muita variancia, onde todas possuem o desvio padrdo bem parecidos, dificultando

assim o processo de agrupamento.
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7. CONCLUSOES E PROPOSTAS PARA TRABALHOS FUTUROS

Técnicas de agrupamento tém sido utilizadas com sucesso em Vvarias areas,
especialmente naquelas em que ndo h& conhecimento prévio sobre a organizacdo dos dados.

A dissertacéo apresentada contribuiu com o desenvolvimento de solug¢des de qualidade
para o agrupamento dos fornos de reducdo de uma fabrica de aluminio, através da qual foi
possivel mostrar o desempenho dos algoritmos Affinity Propagation, do Mapa Auto-
Organizavel de Kohonen (SOM), do Fuzzy C-Means (FCM) e do K-Means na tarefa de
realizar agrupamentos com dados reais, de acordo com as caracteristicas de cada técnica
utilizada, e com a finalidade de encontrar o melhor numero de clusters, realizando
experimentos com media, mediana e desvio padrdo com filtro e sem filtro de 2 a 13 clusters,
respectivamente.

A analise estatistica dos dados reais foi realizada através de um pré-processamento de
dados do periodo de 2006 até 2012, disponibilizados por uma industria de aluminio, que
contém 8 salas com 120 fornos cada uma, totalizando 960 fornos de reducdo, onde através da
filtragem dos dados destes fornos foi possivel selecionar a melhor faixa de registros das
variaveis de entrada e saida, eliminando assim os dados considerados espdrios ou outliers, que
sdo os dados que apresentam caracteristicas distintas das demais do grupo.

Através dos experimentos realizados é factivel notar que as duas primeiras salas da
fabrica de aluminio possuem seus fornos com caracteristicas semelhantes, pois nota-se que em
todas as técnicas utilizadas as melhores clusterizagdes houve a predominancia de um grupo
nas duas primeiras salas.

A qualificacdo dos agrupamentos foi realizada através de critérios de validacdo, onde
envolveram indices que afirmam a qualidade dos dados distribuidos entre os grupos. Esta
validacdo do algoritmo de agrupamento (clustering) foi estimada por um critério objetivo para
determinar qudo boa é a particdo gerada pelo algoritmo, e estes critérios sdo importantes
porque permitem comparar os resultados de diversos algoritmos e consentem em determinar o
melhor nimero de clusters.

Além do agrupamento, foi possivel identificar importantes regras que podem também
servir para treinar novos engenheiros, bem como pessoas envolvidas no processo do
funcionamento do forno em questdo, para que ao invés dos trabalhadores aprenderem a
manusear o forno presencialmente, os mesmos possam ter o primeiro contato de forma virtual,

através de um programa computacional, no qual sejam feitas varias simulacdes e testes,
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evitando que haja danos aos fornos e que acidentes ndo ocorram com os operadores dos
mesmos.

A partir da andlise dos experimentos realizados se conclui que ndo € possivel
descrever qual técnica possui 0 melhor agrupamento, ja que os algoritmos do Affinity
Propagation, do Mapa Auto—Organizavel de Kohonen, do Fuzzy C-Means e do K-Means
possuem métodos diferentes de agrupamentos, com suas caracteristicas e peculiaridades
diferenciadas uma das outras. O que se pode inferir através dos experimentos realizados é que
a medida que o nimero de clusters aumenta, a clusterizacdo comeca a ficar mais dividida,
principalmente nas duas primeiras salas dos fornos, onde até 4 clusters possuem uma
predominancia de um unico grupo, e a medida que essa clusterizacdo aumenta para até 13
clusters as duas primeiras salas passam a ter mais de um grupo predominante.

Com base em todos os experimentos realizados foi possivel notar que a medida do
desvio padréo tanto com filtro quanto sem filtro possui uma conduta com mistura de grupos
em todas as salas, ndo conseguindo discriminar o comportamento dos fornos de reducéo, ou
seja, as variaveis do processo ndo possuem muitas mudancas, tendo todas o desvio padréo
semelhante, o que dificulta o agrupamento. De modo geral, isso ocorre devido as variaveis do
forno serem bem controladas, ndo indo muito distante dos valores de média. Quando se usa a
medida de desvio-padrdo, todos os dados ficam muito préximos, ou seja, sem diferencas
significativas, logo essa medida néo serve para dizer quao um forno é diferente do outro.

Através dos experimentos realizados foi possivel notar que quando se utiliza o
RStudio para gerar o experimento da rede Kohonen, 0 mesmo gera o grafico da Figura 14, o
qual representa os grupos de fornos e respectivos niveis de influéncia, onde o resultado € a
saida do processo da construcdo de uma rede neural, e ao final é necessario que aja uma
interpretacdo de forma visual dos resultados obtidos. Ja o Affinity Propagation, o FCM e o K-
Means resultam outros tipos de graficos que ndo permitem fazer a interpretacdo e anélise das
regras, mesmo que visualmente, pois ndo geram graficos de saida como os gerados no
experimento da rede Kohonen, sendo proposta para trabalhos futuros o estudo e interpretacao
da forma com que se constitui as regras dos algoritmos Affinity Propagation, Fuzzy C-Means
e K-Means.

Também como proposta para trabalhos futuros tem-se o estudo de outras variaveis
para a verificacdo de seu comportamento dentro da clusterizacdo dos algoritmos estudados,
bem como a insercdo de outros algoritmos de agrupamento e a variacdo do numero de

clusters.
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