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RESUMO

Virias das técnicas tradicionais de Mineragdo de Dados tém sido aplicadas com éxito
e outras esbarram em limitagdes, tanto no desempenho como na qualidade do conhecimento
gerado. Pesquisas recentes tém demonstrado que as técnicas na area de IA, tais como
Algoritmo Genético (AG) e Logica Difusa (LD), podem ser utilizadas com sucesso. Nesta
pesquisa o interesse ¢ revisar algumas abordagens que utilizam AG em combinagdo com LD
de forma hibrida para realizar busca em espacos grandes e complexos. Este trabalho apresenta
o Algoritmo Genético (AG), utilizando Logica Difusa, para a codificacdo, avaliagdo e
reproducdo dos cromossomos, buscando classificar dados através de regras extraidas de
maneira automatica com a evolucdo dos cromossomos. A Loégica Difusa ¢ utilizada para
deixar as regras mais claras e proéximas da linguagem humana, utilizando representacdes

lingtiisticas para identificar dados continuos.

Palavras Chaves: Algoritmo Genético, Mineracao de Dados, Logica Difusa.



viil

ABSTRACT

Several of the traditional techniques of Data Mining have been applied successfully
and others have some limitations. Both, in performance and the quality of knowledge
generated. Recent research has shown that the techniques in the field of A, such as GA and
Fuzzy sets, can be used successfully. In this research we are interested in investigating the
applicability of a hybrid combination of genetic algorithms and fuzzy sets to find rules in
large and complex spaces. This paper presents a Genetic Algorithm (GA), using Fuzzy Logic,
for coding, assessment and reproduction of chromosomes, looking for classifying data using
extracted rules for the automatic way with the evolution of chromosomes. The Fuzzy Logic is
used to make the rules clearer and closer to human language, using linguistic representations

to identify continuous data.

Keywords: Genetic Algorithms, Data Mining, Logic Fuzzy.



1 INTRODUCAO

A mineracdo de dados consiste na extracdo do conhecimento em grandes bases de
dados para a descoberta de regras interessantes e de padroes (HAM & KAMBER, 2001). O
entendimento ou o aprendizado das informagdes implicitas encontradas nesses montantes de

dados ¢ de grande importancia para o suporte a decisdo ou aplicagdes técnicas.

Existem diversas tarefas de mineragdo de dados. Cada uma pode ser utilizada para um
determinado tipo de problema. A classificagdo ¢ provavelmente uma das tarefas mais
estudadas. Ela consiste em analisar um conjunto de exemplos pré-classificados para

desenvolver um modelo capaz de classificar uma populagdo maior de registros (SEIXAS &

GIMENES, 2003).

Os Algoritmos Evolucionarios (AEs) atualmente representam uma area muito
promissora de pesquisa em Inteligéncia Computacional devido a sua simplicidade e robustez.
Os AEs tém como representante mais amplamente utilizado os Algoritmos Genéticos (AGs).
Seu uso tem sido estendido a problemas de diversas areas do conhecimento, geralmente
problemas de otimizagdo, que apresentam um espago de busca muito grande para encontrar

solugodes apropriadas (RODRIGUES et. al., 2003).

O objetivo basico do Algoritmo Genético ¢ formar um conjunto de estruturas,
cromossomos, para representar uma determinada solu¢do de um problema. Os AGs utilizam
operacdes inspiradas na teoria de evolucdo das espécies e de sele¢do natural de Charles
Darwin para modificar uma populacdo de cromossomos gerando novas e melhores solugdes a

partir das anteriores (SANTOS et. al., 2007).

A utilizagdo de Algoritmo Genético com a Logica Difusa tem como objetivo a criag@o
de um algoritmo hibrido para facilitar a procura de dados em grandes espacos de busca e

tornar o resultado mais proximo da linguagem humana.

O conceito formal de conjuntos difusos (fuzzy), fundamentado na Logica Difusa
(Logica Fuzzy), foi introduzido por Lofti A. Zadeh em 1965 (COSENZA et. al., 2006). No
mundo real hd muitas informagdes vagas, imprecisas, ambiguas ou de natureza probabilistica
e um dos motivos para se usar conjuntos difusos € que eles incorporam os termos lingiiisticos,

intrinsecos da linguagem natural, e o raciocinio aproximado, que os tornam flexiveis e
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poderosos para tratar com incertezas a fim de montarem regras mais compreensiveis para o

entendimento humano (SHAW e SIMOES., 1999).

Os humanos quando pensam usam muito esse tipo de informacdo difusa. Humanos
tétm a capacidade de associar um grau a um determinado objeto sem compreender

conscientemente como se chega a ele.

Por exemplo, quando se tem regras usando a idade de uma pessoa. Esse atributo possui
limite muito brusco onde de uma hora para outra sua classificagdo muda. Hoje em dia uma
pessoa ¢ considerada idosa por volta de uns 65 anos, entdo aos 64 ela ¢ jovem e quando atinge
65 se torna idosa de forma abrupta. Porém, determinar a idade dessa maneira causa algumas
imprecisdes. Por isso ¢ usado as variaveis lingliisticas como idoso, adulto e jovem. Assim

essas variaveis vao convergindo até que se torne 100% idoso a medida que a idade vai

aumentando, com isso os valores se tornam mais flexiveis e precisos.

Apesar da existéncia de varias técnicas convencionais de mineracdo de dados para
realizar a tarefa de classificacdo, as discussoes acima indicam que a aplicagao de Algoritmos
Genéticos combinada com conjuntos difusos, ¢ uma alternativa vidvel e promissora para essa

importante tarefa (ROMAO et. al., 2004).

Uma das motivagdes desse trabalho ¢ mostrar a interdisciplinaridade das areas de
mineracdo de dados, Algoritmos Evolucionérios e Logica Difusa, e assim apresentar como a
Loégica Difusa combinada os Algoritmos Genéticos ajudam na formacdo das regras para a
tarefa de mineragdo. Para isso é desenvolvida uma ferramenta que tem como objetivo a tarefa
de extracdo de regras de classificagdo, onde se pretende extrair regras novas, compreensiveis €

interessantes, de uma determinada base de dados.

O objetivo principal foi desenvolver um sistema que fosse capaz de realizar a extracao
de informagdes obscuras a partir de bases de dados complexas de forma automatica, sem
exigir a presenga de um especialista técnico para configura-los. A ferramenta recebe como
entrada uma base de dados, que tem a indicacdo de quais atributos serdo representados pela
Logica Difusa. O algoritmo monta as regras de classificagdo que posteriormente serao
evoluidas usando o AG. Dessa maneira pretende-se extrair regras interessantes e implicitas da

base de dados.
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1.1 TRABALHOS RELACIONADOS

Existem vdarios trabalhos de mineracdo de dados alguns utilizando a técnica de
Algoritmos Genéticos e outros a Logica Difusa para mineracdo de dados. Abaixo sdo

mostrados alguns exemplos.

O GA-MINER (GONCALVES & ALVES, 2001) ¢ uma ferramenta de mineracao de
dados, onde o conhecimento sobre um conjunto de dados pode ser adquirido de forma
direcionada ou ndo direcionada. Sendo assim, o usuério tem a possibilidade de fazer perguntas
especificas ou genéricas para a ferramenta, que utilizard como representacdo clausulas que

descrevem o subconjunto de dados.

O LS-1 (NOGUEIRA, 2004) ¢ uma das ferramentas que seguem a linha de Pittsburg
(FREITAS, 2002), onde cada cromossomo ¢ representado por um conjunto de regras. Este
trabalho tem o seu funcionamento baseado em autdmatos finitos, sendo que as regras de
produgdo, que possuem a sua manipulacdo como caracteristica bésica, sdo evoluidas por um

AG. A representacdo deste minerador ¢ estruturada na semantica do dominio do problema.

TUPAC et. al (1999) utilizam AG com Loégica Difusa para gerar um conjunto de
regras de inferéncia para um controlador difuso. A ferramenta tem o objetivo de construir um
modelo de controlador difuso capaz de apresentar o comportamento mais préoximo do

desejado.

A ferramenta KEEL (Knowledge Extraction based on Evolutionary Learning) tem
como objetivo integrar os diversos modelos da extracdo do conhecimento dos dados usando
Algoritmos Evolucionarios. Dessa maneira, permite que se avaliem os modelos de
aprendizagem evoluciondria e assim, pode-se projetar novas metodologias ou melhorar as

atuais (HERRERA et. al., 2007).

A ferramenta KEEL modela e resolve problemas reais para a evolucao do aprendizado
genético. A qual permite utilizar e construir diferentes modelos para Mineragdo de Dados

(HERRERA et. al., 2004).
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CAMPOS (2003) utiliza a extracdo utilizando computacdo evolutiva de regras
associativas em um servigo de urgéncias psiquiatricas. O objetivo dessa pesquisa em
problemas de urgéncias psiquidtricas ¢ a extragdo de informacdes significativas e
compreensiveis, representadas por regras de associacdo com o objetivo de melhorar a precisao

nas predig¢des obtidas.

As ferramentas GA-MINER e LS-1 tém objetivos semelhantes, que ¢ a geragdo de
regras usando um AG, porém ambas possuem representacao e caracteristicas diferenciadas. O
GA-MINER, por exemplo, tem como caracteristica o refinamento de hipoteses utilizando

medidas estatisticas (NOGUEIRA, 2004). Ja o LS-1 se utiliza de automatos finitos.

A ferramenta apresentada nesse trabalho se diferencia das listadas acima, pois nela ¢
usado um algoritmo hibrido onde é usado o AG ¢ a Logica Difusa para a extracdo da regras.

Outro diferencial seria a implementacdo em linguagem orientada a objetos (Java).

1.2 ORGANIZACAO DO TRABALHO

O trabalho esta dividido em capitulos da seguinte forma. O Capitulo 2 apresenta uma
breve introdu¢do de mineracdo de dados, as etapas do processo de descoberta de
conhecimento (KDD - Knowledge Discovery in Databases), além de descrever as principais

tarefas e técnicas de mineragao de dados.

No Capitulo 3, sao apresentados os conceitos de Algoritmo Genético, seu mecanismo

de funcionamento e seus principais componentes e operadores genéticos.

O Capitulo 4 apresenta uma introdugdo de Logica Difusa e seus conceitos. Algumas
das principais fungdes de pertinéncia também sdo apresentadas, além das operagdes,

propriedades e modificadores em conjuntos difusos.

O Capitulo 5 apresenta algumas abordagens para a geragao de regras difusas por um
Algoritmo Genético, além dos tipos de codificagdo de individuos e determinagdo de

conseqiiente das regras.
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O Capitulo 6 descreve a implementagdo da ferramenta através dos principais
diagramas de modelagem baseados na UML. Ao final sdo apresentados os testes realizados

com a ferramenta e os resultados obtidos.

O Capitulo 7 apresenta as consideragdes finais sobre o trabalho e os resultados obtidos

com o prototipo, bem como os trabalhos futuros.



-14 -
2 MINERACAO DE DADOS

2.1 INTRODUCAO

Desde o século XX, com o surgimento da informadtica, uma grande quantidade de
informagdo tem sido coletada e armazenada. A informagdo e o conhecimento obtidos podem
ser utilizados para diversas aplicagdes, que vao do gerenciamento de negocios, controle de
producdo e analise de mercado ao projeto de engenharia e exploragdo cientifica (HAN &
KAMBER, 2001). A capacidade de um individuo, ou empresa, de agir e de tomar decisdes de
forma agil e precisa ¢ freqiientemente associada ao conhecimento que possui sobre os dados

em questao (MOTTA, 2006).

O processo de mineragdo de dados permite que se busquem, em grandes bases de
dados, padrdes que tenham valor para uma situagdo especifica (NAVEGA, 2004). Por
exemplo, em uma empresa que deseja aumentar a venda de telefones celulares, podem-se
classificar as pessoas em duas categorias: as que ja compraram pelo menos um telefone

celular e pessoas que nunca compraram este tipo de aparelho.

No exemplo acima, uma ferramenta de mineragao poderia utilizar os atributos da base
de dados, chamados de preditivos, tais como classe social, estilo de vida, regido demografica,
entre outros, para encontrar padrdes e relagdes interessantes entre os dados disponiveis. Com
este modelo, definir-se-ia um conjunto de treinamento contendo dados de compradores e nao-
compradores de celular. Em seguida se geraria a arvore de classificacdo, que ¢ uma técnica
utilizada na constru¢do de modelos de andlise e classificagdo de dados e possui esse nome
devido a sua estrutura hierarquica que se assemelha com uma arvore invertida, e a partir dai a
empresa poderia identificar novos clientes como potenciais compradores (ou nao) de celular,
formando uma base de clientes que receberiam, de tempos em tempos, mala-direta ou mailing

sobre promogdes de celulares.

r

Mineragdo de dados ¢ a técnica que define o processo automatizado de captura e
analise de conjuntos de dados visando a extragdo de informagdes ocultas potencialmente
interessantes. Mineragdo de dados ¢ um campo multidisciplinar que combina banco de dados,

inteligéncia computacional e aprendizagem de maquina (HAN & KAMBER, 2001).
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O proposito de minerar dados ¢ facilitar o entendimento de grandes quantidades de

dados descobrindo regras interessantes ou exce¢des (KLEMETTINEN ez al, 2003). A
principal idéia em mineracdo de dados consiste em extrair conhecimento de dados. Segundo

(FAYYAD, 1996 apud NAVEGA, 2004), a defini¢do de mineragdo de dados é:

«“

.. 0 processo ndo-trivial de identificar, em dados, padroes validos,
novos, potencialmente uteis e ultimamente compreensiveis”’

Para se encontrar padrdes, ¢ necessario formatar os dados brutos de uma maneira a
valorizar as caracteristicas gerais. Isso se faz por ndo haver muito conhecimento a se extrair
de eventos isolados. Como por exemplo, na compra de uma quantidade muito grande, em uma
loja, de um determinado produto, em uma unica data pode apenas significar que esse cliente
em particular procurava uma grande quantidade desse produto naquele exato momento. Mas

isso provavelmente ndo indica nenhuma tendéncia de mercado.

Depois da defini¢do dos objetivos do processo de descoberta do conhecimento ¢ entdo
feita a determinagdo da tarefa de mineragdo mais adequada a ser usada. O objetivo do
processo de descoberta do conhecimento ¢, portanto, a descoberta de padrdes interessantes. A
aplicacdo de um algoritmo de busca de padroes, mineragao de dados, na base de dados ¢ vista

como o principal passo desse processo (FREITAS, 1999).

Podem-se considerar padrdes como informagdes que se repetem, como por exemplo,
na seqiiéncia original: 123791230612453123125806123189. Aqui se percebe que as
seqiiéncias 123 e 12 se repetem mais do que os outros e entdo se pode fazer indugdes, que
geram algumas representagdes genéricas: "123%*" "] 24%*" M 5¥*N o "] 2¥HX"onde * pode

ser qualquer nimero.

2.2 ETAPAS DO PROCESSO DE DESCOBERTA DE DADOS

Na Figura 2.1 sdo mostradas as trés grandes etapas do processo de descoberta do
conhecimento em base de dados: pré-processamento, extracdo de padrdoes e pos-
processamento. Porém foram incluidas mais uma fase nessas etapas, que ¢ uma antes ao
processo de mineracdo de dados que se refere a utilizagdo do conhecimento obtido

(REZENDE, 2003).
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Figura 2.1: Etapas do Processo de Mineracdo de Dados.
Fonte: Solange, 2003 (Com adaptagdes)

2.2.1 Identificacao do Problema

Nessa etapa sdo definidas as principais metas, objetivos e restrigdes. Com essas

questdes determinadas tem-se toda a ajuda necessaria para as proximas etapas do processo de

extragcdo de conhecimento (REZENDE, 2003).

A preparacao dos dados ¢ essencial e tem fundamental importancia para o sucesso da
mineracdo de dados e varia de acordo com o algoritmo de mineracdo escolhido, costumando
consumir mais de 50% do tempo e recursos destinados ao projeto. Os dados sdo selecionados,

purificados e pré-processados (ARBEX et al., 2004).
2.2.2 Pré-Processamento

O pré-processamento visa eliminar os dados que ndo interessam para a descoberta da
informacdo, que podem ser campos omissos e dados andmalos (outliers) até a jungdo de
variaveis ou linhas, combinagdo de campos e transformacdo de varidveis (DANTAS et. al.,
2003). Nessa fase pode-se eliminar esse dado, chamado de ruido, ou estima-lo, fazendo uma

coleta das informag¢oes necessarias.

Os dados selecionados tém como principal objetivo selecionar um subconjunto de

atributos relevantes para a tarefa alvo, dentre todos os atributos disponiveis. De maneira
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simples, pode-se definir um atributo como relevante se ele é capaz de distinguir exemplos

pertencentes a classes diferentes.

2.2.3 Extrac¢ao de Padroes

De acordo com as informagdes ¢ determinada qual das diversas tarefas serdo usadas na
mineragdo para localizar padrdes nos dados (REZENDE, 2003). De acordo com a tarefa
escolhida também se determina quais das técnicas sdo adequadas e o melhor ajuste dos
parametros do algoritmo para a tarefa em questdo. As tarefas e técnicas de mineracdo de

dados sao abordados em maior detalhe na secao 2.3.

Dependendo do algoritmo de mineragdo de dados em uso, os dados sdo formatados de
maneiras diferentes. Com uma boa preparacdo dos dados evitam-se problemas em outras fases

do processo.

2.2.4 Pos-Processamento

Nessa fase sao feitas a verificagdo e a validagdo do conhecimento capturado. Segundo
KAMBER (apud HAM, 2001) elas podem ser calculadas usando o chamado grau de suporte e

o de confianca, que serd explicado na tarefa de associagdo (se¢ao 2.3.1.3)

O pos-processamento se da pela utilizagdo dos algoritmos ajustados em situagdes reais
dos sistemas por meio do uso de um sistema inteligente ou um ser humano com apoio de

alguns processos de tomada de decisao (REZENDE, 2003).

Nessa etapa verificam-se as informacdes adicionais que foram descobertas e a
importancia dos fatos gerados (ARBEX et al., 2004). Dessa maneira, o conhecimento ¢
incorporado a performance do sistema e reportado as partes interessadas. Porém nem todas as
informagdes s3o importantes, somente uma pequena fragdo das informacdes pode ser

interessante para os usuarios.

Alguns exemplos de aplicagdo sdo em: supermercados, crédito em bancos
(classificacdo), fraude em sistema de satde, seguranga (clonagem de celulares, acessos a

paginas web para pregos), anti-descoberta (militar, espionagem, protecdo a testemunhas),
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novas filiais (analisar amostras para ver sucessos e fracassos), mala-direta (perfil), entre

outros.

2.3 TAREFAS DE MINERACAO DE DADOS

O objetivo do processo de descoberta de conhecimento em bases de dados influencia
na selecao do algoritmo de mineragao de dados mais adequado. Em geral, as tarefas dividem-

se em duas grandes categorias: descritivas e preditivas.

Existem diversas tarefas de mineracdo de dados, as quais podem ser usadas
individualmente ou em conjunto, sendo que as principais sdo: modelagem de dependéncia,
analise de agrupamento, regra de associacdo, classificacdo, regressdo, deteccdo de desvios e

padrdes seqiienciais.

2.3.1 Modelagem Descritiva

Tem como objetivo apenas descrever dados de forma concisa. Ela pode ser usada para
ajudar o entendimento do analista humano ou servir de passo preliminar para a mineragao

preditiva (ROBIN, 2004).

Nessa modelagem ¢ utilizada a tarefa de agrupamento, modelagem de dependéncia,

regra de associagdo, padroes seqiienciais e detec¢do de desvios.

2.3.1.1 Analise de Agrupamento ou Clustering

A proposta de andlise de agrupamento ¢ basicamente usada para resolver problemas de
segmentacdo. A tarefa consiste em particionar os dados minerados em diversos grupos
(clusters) de objetos, de tal modo que: (a) cada grupo possua objetos que sdo similares uns aos
outros; e (b) os objetos de cada grupo sao diferentes das amostras dos objetos pertencentes a
outros grupos (FREITAS, 2002). Essa divisdo em segmentos ¢ realizada automaticamente por

algoritmos que identificam padrdes, caracteristicas em comum.
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Muitas vezes a analise de agrupamento ¢ uma das primeiras etapas dentro de um
processo de mineracdo de dados, ja que identifica grupos de registros correlatos, que serdo
usados como ponto de partida para futuras exploracdes. O exemplo classico ¢ o de
segmentacdo demografica, que serve de inicio para a determinag¢do das caracteristicas de um

grupo social, visando desde habitos de compras até utilizagdo de meios de transporte.

Devido ndo haver um conjunto de dados pré-definidos, faz-se necessario o uso de um

método de aprendizado ndo-supervisionado onde existe maior autonomia do algoritmo.

2.3.1.2 Modelagem de Dependéncia

Em geral, modelagem de dependéncia consiste em descobrir dependéncias entre
atributos (FREITAS, 2002). Modelos de dependéncias existem em dois niveis: estrutural e

quantitativo.

O nivel estrutural do modelo especifica quais variaveis sao localmente dependentes de
outras. Ja o nivel quantitativo do modelo especifica o grau das dependéncias através do uso de
uma escala numérica. Normalmente, as dependéncias sdo modelos com probabilidades
associadas, como mostram as redes de crengas (redes bayesianas) baseadas no raciocinio

probabilistico.

2.3.1.3 Regras de Associacao

Segundo AGRAWAL (2004) apud GONCALVES (2001), as regras de associacao sao
regras compostas por causa (antecedente) e efeito (conseqiiente), e ¢ um exemplo cléssico de
mineragdo de dados descritiva. Uma regra de associagdo na forma X — Y indica, de modo
geral, que transagdes de um banco de dados que contém um conjunto de itens de dados X

tendem a conter também outro conjunto de itens de dados Y.

Na analise e planejamento de venda de produtos trabalha-se com um conjunto de itens
dentro de uma simples transacao. O objetivo € encontrar um grande nimero de tendéncias que

podem ser usadas para compreender e explorar naturalmente padrdes de compras.
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Existem duas medidas associadas as regras de associag¢do: o grau de confianga e o grau
de suporte. O grau de suporte determina a probabilidade de que uma transa¢ao qualquer

satisfaca tanto o antecedente quanto o conseqiiente.

O grau de confianca indica a probabilidade de que uma transagdo satisfaga o
antecedente, dado que ela satisfaz o conseqiliente. Esses valores tém um minimo que €
estipulado pelo usuéario nas ferramentas, chamado de minimo de suporte e minimo de
confianca. A descoberta de regras de associagdo consiste em extrair dos dados minerados
todas as regras com suporte ¢ confianga maior ou igual ao limiar que o usuario especificou

(FREITAS, 2002).

2.3.1.4 Padrdes Seqiienciais

A seqiiéncia ¢ um tipo especial de associagdo (BRAUNER et. al., 2003). Seqiiéncias
podem ser amplamente empregadas em sistemas médicos, sistemas meteoroldgicos, mala
direta, supermercados, planejamento de inventdrios e planejamento de vendas de produtos,

entre outros.

Hé uma associagdo temporal nos fatos e, como nas regras de associagdo, existe um
relacionamento de causa e efeito. A diferenca ¢ que nas regras seqiienciais os itens que se
relacionam estdo em transagdes diferenciadas, ao contrario das regras de associacdo onde os

itens que se relacionam estdo dentro da mesma transagao.

Um exemplo para essa tarefa seria a aquisi¢do do segundo volume de um livro, de
forma que esta compra pode ter sido conseqiiéncia direta do primeiro volume. Isto é, por
alguma razao uma pessoa comprou o primeiro volume de um livro e, isto a levou a comprar o

segundo volume.

2.3.1.5 Detecgao de Desvios

A tarefa de detecg¢do de desvios tem por objetivo descobrir um conjunto de itens de
dado que ndo seguem padrdes definidos de valores, ou seja, sio excegdes ou outliers. E

necessaria a criagcdo de padrdes de forma antecipada para descobrir este conjunto de desvios.
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A relacdo entre a tarefa de agrupamento e a de detec¢do de desvios é que no
agrupamento além do objetivo de encontrar grupos de dados com caracteristicas semelhantes

entre si, também tem o objetivo de descobrir grupo de dados diferentes entre os grupos, as

excecoes (SANTOS, 2006).

2.3.2 Modelagem Preditiva

A modelagem preditiva tem como objetivo prever dados. Existem dois tipos de
predi¢cdo: valores indisponiveis ou tendéncias pendentes e classes pré-classificadas para um
determinado dado. Esta ultima esta ligada a tarefa de classifica¢do. Predi¢do €, entretanto,
mais referenciada a previsdo de valores numéricos que estdo faltando, ou acréscimo e

decréscimo de tendéncias em dados temporais (POLITI, 2006).

Esta modelagem est4 dividida em duas tarefas de mineragao: classificagdo e regressao.

2.3.2.1 Classificacao

Na tarefa de classificacdo cada objeto de uma base de dados pertence a uma classe,
que ¢ indicada por um valor de um atributo. Este atributo ¢ determinado utilizando valores
numéricos pequenos, cada um correspondendo a uma classe. Em cada caso tém-se duas
partes, um conjunto de valores previstos e um conjunto de classes previstas. O classificador ¢

usado para prever os valores mais tarde (FREITAS, 2002).

Deteccao de fraudes e aplicacdes de risco sao exemplos de casos em que este tipo de
analise ¢ bastante apropriada. Em geral, algoritmos de classificagdo podem ser baseados em
arvores de decisdo, redes neurais ou Algoritmo Genético, € comegcam com um treinamento a
partir de transag¢des, por exemplo, pré-classificadas. O algoritmo classificador usa estes
exemplos para determinar um conjunto de parametros, codificados em um modelo, que sera

mais tarde utilizado para a discriminac¢ao do restante dos dados.

Uma vez que o algoritmo classificador foi desenvolvido de forma eficiente, ele ¢
usado de forma preditiva para classificar novos registros naquelas mesmas classes pré-

definidas. Por exemplo, um classificador pode ser treinado a identificar empréstimos
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arriscados, a partir das informagdes cadastrais de milhares de interessados, e usado como

suporte a decisdo no momento de conceder um empréstimo a alguém.

O uso de um conjunto de dados pré-determinados para a classificacdo caracteriza um
método de aprendizado supervisionado, onde o algoritmo ¢ controlado por parametros pré-

classificados.

2.3.2.2 Regressao

Nessa tarefa ¢ usada uma fun¢do de aprendizado que mapeia os dados com predi¢ao
variavel de valores discretos, sendo muito 1til para modelos preditivos (ALVARES, 2004).
Dado um conjunto de pontos, métodos de regressao calculam formulas capazes de fornecer

pontos intermediarios, anteriores ou posteriores.

Um exemplo de regressao ¢ a construgao de um modelo que calcule a probabilidade
que a bolsa de valores estard em alta e assim prever quais os melhores dias ou as melhores

acdes para se investir.

2.4 TECNICAS DE MINERACAO

Técnicas de mineracdo de dados sdo ferramentas ou algoritmos que perfagam as
tarefas previamente identificadas e solicitadas pelo minerador ou analista (BARRETO, 2006).
Existem diversas técnicas de mineragdo de dados disponiveis na literatura, como por exemplo:

Arvore de Decisdo, Apriori, Redes Neurais e Algoritmos Genéticos.

2.4.1 Arvore de Decisdo

A arvore de decisdo ¢ um classificador simbolico representado como estrutura de
dados em arvore, onde cada n6 interno indica o teste em um atributo, cada ramo representa
um resultado do teste, e os noés terminais (folhas) representam classes ou distribuicdes de

classe. O topo da arvore ¢ a sua raiz (MOTTA, 2006).
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O algoritmo de treinamento constrdi a arvore de decisdo recursivamente, de cima para
baixo, identificando o atributo mais importante (atributo divisor ou de teste), isto €, aquele

que faz a maior diferenca para a classificagdo das amostras disponiveis (atributo que possui o

maior ganho de informagdo) (MOTTA, 2006).

2.4.2 Apriori

O algoritmo Apriori ¢ um dos mais conhecidos quando o assunto ¢ mineragdo de
regras de associagdo em grandes bancos de dados centralizados. Ele encontra todos os

conjuntos de itens freqiientes, denominados frequent itemsets.

O algoritmo Apriori pode ser dividido em duas etapas. A primeira etapa realiza a
contagem de ocorréncias dos itens para determinar os itens freqiientes de tamanho unitario (I-
item freqiiente). Na segunda iteracdo, 2- itens freqiientes (conjuntos com dois itens)
candidatos sdo gerados pela juncdo do 1- item freqiiente e seus suportes sao determinados
pela pesquisa no banco de dados. Assim, o algoritmo, apresentado na Figura 2.2, prossegue
iterativamente, até que o k- itens freqiientes encontrado seja um conjunto vazio (BORGELT

& KRUSE, 2002).

Procedimento Ayprior
Li= {1 —itern frecilente};
para(k=2; 131 = &, k) faga
Cy =apnon_genilyq),
para todag as tansacfest e D faga
Zy = subconjurto (G, ),
para todos os candidatosc e C faga
¢ contador++,
fim
fim
Ly =1 ¢ e Cy| c.contador == min_sup};

Resposta = T 1;;
fim

Figura 2.2: Algoritmo Apriori.
Fonte: BORGELT & RUSE, 2002.



-24 -
2.4.3 Redes Neurais

As redes neurais podem ser usadas em mineracao de dados para resolver problemas de

classificac@o, aproximagdo e agrupamento.

Em problemas de classificagdo o objetivo ¢ atribuir um padrdo de entrada a uma classe
entre um conjunto de classes ja conhecidas. Em problemas de aproximagdo os dados sdo
fornecidos dentro de um determinado limite, onde a fungdo ¢ definida e o modelo neural é
ajustado para fornecer uma boa aproximag¢ao. Em problemas de analise de agrupamento tenta-
se descobrir caracteristicas estatisticamente relevantes em um determinado conjunto de dados
e como dividi-los em classes. Neste problema, somente os dados de entrada sdo conhecidos,

cabe a rede determinar as classes presentes nesse conjunto de dados (THOME, 2005).

2.4.4 Algoritmos Genéticos

Algoritmos Genéticos sdo usados em mineracdo de dados para formar regras mais
compreensiveis e interessantes. Os AGs sdo técnicas de busca inspiradas na teoria da

evolugdo das espécies de Charles Darwin (MURAKAMI & BRINATI, 2004).

A implementacdo de um Algoritmo Genético comeg¢a com uma populacao aleatoria de
cromossomos. Essas estruturas sdo avaliadas através de uma fitness (funcdo de avaliagdo).
Essa avaliagdo ¢ feita de forma que os maiores valores sdo associados aos cromossomos que
representam uma melhor solu¢do para o problema. A fitness da solugdo ¢ definida com

rela¢do a populacdo corrente (MIRANDA, 2003).

A principal vantagem de se extrair regras por Algoritmo Genético, quando
comparadas com outros métodos (redes neurais artificiais, sistemas neuro-difusos, modelos
estatisticos), ¢ que as regras evoluidas sdo auto-explicativas, bem detalhadas. O modelo

genético ¢ capaz de encontrar regras com muita precisdo e abrangentes.
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2.5 CONSIDERACOES FINAIS

Neste capitulo foi apresentado um breve conceito sobre minera¢do de dados com a

descri¢do das principais técnicas e tarefas.

Os métodos mostrados sdo os mais amplamente utilizados, e servem para resolver
grande parte dos problemas primarios na mineragdo, porém na literatura existem diversas

tarefas e técnicas que sdo mais complexas.

A ferramenta apresentada no trabalho utiliza o AG na tarefa de classificagdo, com o
objetivo de encontrar as melhores regras da base selecionada e junto com a Logica Difusa

para tornar as regras encontradas mais compreensiveis para os seres humanos.
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3 ALGORITMO GENETICO

3.1 INTRODUCAO

Um Algoritmo Genético (AG) simula a evolucdo e a sele¢do de individuos baseados
no principio do mais adaptado segundo a teoria proposta por Charles Darwin em 1859. O AG
incorpora uma solugao potencial para um problema especifico numa estrutura semelhante a de
um cromossomo e aplica operadores de sele¢cdo e operadores genéticos como mutacdo e
cruzamento a essas estruturas. Essa evolucdo baseia-se na idéia de que um processo evolutivo

ocorre quando quatro condi¢des sao satisfeitas (KOZA, 1992):

e Um individuo tem habilidade de reproduzir a si mesmo;

e Hé uma populagio desses individuos;

e Ha variedade entre os individuos dessa populagado; e

e Uma diferenca na habilidade de sobrevivéncia no ambiente estd associada com

essa variedade.

Na natureza, individuos possuem diferentes estruturas de cromossomo que formam a
populacdo. Cromossomos sdo formados por seqiiéncias de simbolos de um alfabeto que, na
natureza, tem quatro elementos associados as moléculas: adenina (A), citosina (C), guanina
(G) e timina (T). As diferentes estruturas nos cromossomos indicam as diferencas na taxa de
sobrevivéncia e reproducdo. Sendo assim, individuos que possuem facilidade em certas
tarefas podem ser considerados mais aptos nesse ambiente, sobrevivendo e se reproduzindo

em taxas maiores do que os menos aptos.

Ao longo de geracdes sdo criados novos individuos numa populagdo. Individuos
menos aptos tendem a ser eliminados, € novos individuos sdo criados. Com o tempo, a
populacdo passa a ter individuos cujos cromossomos refletem maior habilidade para executar
determinadas tarefas, sobreviver e se reproduzir. Essas sdo caracteristicas de um processo de

selecdo de individuos ao longo de geracdes.

Sendo assim, a estrutura e comportamento dos individuos numa populacdo se alteram
ao longo do tempo por causa de um processo de selecao natural. Devido a essa diversidade da

populacao o algoritmo tende a evoluir, criando individuos mais aptos.
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Normalmente os Algoritmos Genéticos sdo vistos como otimizadores de fungdes,
porém existe uma grande quantidade de problemas em que se podem aplicar os algoritmos
genéticos. Alguns exemplos sdo: a organizagdo de horarios escolares, a criagdo de regras
de classificacdo, entre outros. Esses algoritmos codificam uma solu¢do em potencial, para
um problema especifico, em uma estrutura de dados chamada de cromossomos. Depois se
aplicam diversos operadores a procura de um cromossomo mais apto, ou seja, uma
solu¢do melhor para o problema. Porém a mudanca do cromossomo ¢ realizada de uma
forma que preserve sua informacdo critica, chamada de bloco construtor. A melhor
solugdo encontrada na populagdo no final das itera¢des ¢ considerada como a solucdo final

do problema dada pelo algoritmo.

3.2 CONCEITOS BASICOS

Segundo FOGEL (2000), nas ultimas décadas surgiu pelo menos trés alternativas de
simulacdo da evolugdo, que mais tarde ficaram conhecidas como Algoritmos Genéticos. Este
método foi primeiro apresentado por (FRAZEN, 1957a, b, 1960, 1962, 1967, 1968;
BREMERMANN, 1962; BREMERMANN et. al., 1966) e por John Holland e seus estudantes
da Universidade de Michigan (BAGLEY, 1967; ROSENBERG, 1967, HOLLAND, 1969,
1973).

Resultado dos primeiros estudos de John Holland na década de 1960, e posteriormente
aperfeicoado por seus alunos, uma abstracdo da evolugdo biologica chamada de Algoritmo
Genético foi apresentada por Holland em 1975 no seu livro “Adaptation in Natural and
Artificial Systems”. O elemento essencial de um AG ¢ populacdo baseada em variagdes e

sele¢des randomicas de individuos (FOGEL, 2000).

Algoritmos Genéticos sdao inicializados primeiramente com uma populagdo de
cromossomos ou individuos, que em geral sdo produzidos aleatoriamente. Esses
cromossomos sao avaliados e recebem valores de fitness para aqueles que apresentem uma
melhor solucao para o problema alvo tenham maiores probabilidades de ser reproduzidos
do que os cromossomos que representam solucdes fracas. Depois sdo aplicados os
operadores de selecdo, cruzamento e mutagdo e assim ¢ completado um ciclo do

algoritmo.
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Os principios de seleg¢do e reprodugao sao aplicados, a cada ciclo, a uma populagdo de
cromossomos que pode variar, dependendo da complexidade do problema e dos recursos
computacionais disponiveis (SALVADOR, 2003). A Figura 3.1 mostra como funcionam os
Algoritmos Genéticos. O primeiro passo ¢ a formagdo da populacdo inicial, em seguida ¢é
calculada a fung¢ao objetivo (fitness) dos individuos da populacdo. Os passos seguintes sdo as
aplicagcdes dos operadores de selecdo, cruzamento € mutacao nos individuos para dar-se a
evolucdo. Ao final desses passos vem o critério de parada do algoritmo, onde ¢ feita a
pergunta se ja foi encontrada a solugdo. Caso a resposta seja sim, o AG chega ao fim. Se o
resposta for ndo, o algoritmo voltara para o céalculo da fitness desses novos individuos
evoluidos e aplicar neles os operadores de sele¢dao, cruzamento e mutacao, isso se repetira até

que seja encontrada a solugdo para o problema.

Populacao Inicial

il

Calcula Fithess

(=

Selecdo

=

Cruzamento

=

Mutacéo

(=

Sim @

Fim

Figura 3.1: Fluxograma de um Algoritmo Genético.



-29 -
Ha varias implementagdes de AGs. Pode-se, por exemplo, utilizar diferentes

operadores de selecdo, diferentes tipos de operadores de cruzamento e mutacao.

Segundo (FOGEL, 2000) Algoritmos Genéticos sdo na maioria das vezes

representados pela forma candnica como pode ser visto a seguir:

1) Os candidatos a populacdo sdo iniciados com algumas restri¢gdes. Cada candidato
¢ geralmente codificado em um vetor x, chamado de cromossomo, com elementos chamados
genes e suas posigoes, chamadas alelos.

2) E definida e escolhida uma fitness, que segundo HARTL & CLARK (1989) apud
FOGEL (2000) ¢ definida como a habilidade de um individuo sobreviver e reproduzir-se em
um ambiente.

3) Cada cromossomo, x;, i = 1, 2, ..., P, da populagdo ¢ codificado em uma forma
apropriada para a evolucdo e entdo recebe um valor de fitness.

4) Cada cromossomo recebe uma probabilidade de cruzamento, p;, i = 1, 2, ..., P,
com valor proporcional a sua fitness em relagao a populagao.

5) Os cromossomos selecionados, por meio do operador selegdo, geram descendentes
via operadores genéticos, como cruzamento ou de mutacao.

6) O processo ¢ terminado se a solucdo satisfatoria for encontrada. Caso contrario, o
algoritmo retorna para o passo 3, onde novos cromossomos sdo avaliados e novas geracdes

sdo criadas.

3.3 INICIALIZACAO DOS ALGORITMOS GENETICOS

O primeiro passo em um AG ¢ a codificagdo das varidveis de busca em um
cromossomo (NETO, 2003). A maneira como as solu¢des sdo representadas ¢ de
fundamental importancia para o sucesso dos Algoritmos Evolucionérios. A forma de
representacdo pode variar de muitas maneiras e basicamente depende do tipo de problema
tratado. De modo geral, as formas de representacdo que tém recebido mais atengdo

recentemente sao aquelas que consideram caracteristicas especificas do problema.

Um elemento crucial nos estudos dos AGs ¢ o conceito de esquema (GOLDBERG,
1989). Enquanto uma estrutura que representa um cromossomo ¢ uma seqiiéncia definida

sobre um alfabeto 4, um esquema ¢ uma seqiiéncia de mesmo comprimento, mas definida
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sobre o alfabeto 4 € {*}, onde o simbolo * significa do-not-care (indiferente). Segundo
HOLLAND (1975) apud FOGEL (2000), sugere-se que cada cromossomo evoluido oferece
informacdo parcial sobre uma fitness esperada de todos os possiveis esquemas que o
cromossomo possui. Esta caracteristica ¢ chamada de paralelismo implicito que, através de

um simples exemplo, representa o ganho de informagao devido aos varios esquemas.

No proximo passo, para iniciar um processo evolutivo, deve-se gerar uma populacao
inicial. A populagdo inicial pode ser gerada tanto aleatoriamente, para se ter uma
“biodiversidade” da populagdo para assim poder ter uma boa abrangéncia no espago de
busca, quanto através de outro método especifico para tentar gerar individuos com alguma
qualidade. O nimero de individuos dessa populagdo, que em muitos algoritmos se
mantém fixo durante todo o processo evolutivo, ¢ considerado um pardmetro desses

algoritmos e sua determinagao ¢ feita de modo empirico.

O passo seguinte ¢ determinar a fitness, o primeiro passo para a sele¢do. A formulagdo
de uma fun¢do que associe as estruturas da populacao a valores numéricos que sdo usados
para avaliar, individuo a individuo. Sua aptidao ¢ feita de acordo com as caracteristicas de
cada problema abordado. Com isso individuos mais aptos devem ter maior chance de ser

selecionados. A formulagao dessa funcao reflete os objetivos de otimizagdo do problema.

3.4 OPERADORES DE SELECAO

O processo de selegdo pode ser feito de varias maneiras, mas normalmente as
estruturas sdo selecionadas para a forma¢do de uma nova populacdo de modo proporcional a
sua adaptacdo. Estruturas mais aptas sdo selecionadas com mais freqiiéncia do que as menos

adaptadas para assim favorecer a reproducao de individuos com melhor fitness (NETO, 2003).

A técnica denominada selegdo por roleta foi formulada por John Holland em 1975. A
probabilidade de um individuo ser selecionado ¢ proporcional a sua fitness. Depois dos
calculos de fitness, os individuos sdao posicionados na roleta, de acordo com sua
probabilidade, entdo a mesma ¢ girada e escolhido um individuo. Essa ¢ uma das técnicas

mais usadas em AGs. A Figura 3.2 mostra um exemplo dessa técnica.
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-
M | Cromossomo | Fitness | %
1] 000140010 G| &0
2| 010100404 3| 25
50

2| 101111010 1.5 15
4 101001010 1.5 15

oy .

Figura 3.2: Selecdo por Roleta.

Na figura observam-se quatro cromossomos € suas fitness correspondentes. A
porcentagem que esta apresentada na coluna ao lado serve para indicar o quanto de espago
que esse cromossomo vai ocupar na roleta, como ilustrado no grafico ao lado. E assim, pode-
se verificar que o cromossomo de numero 1 tem maior probabilidade de ser escolhido entre os

outros trés.

Com o passar do tempo, novos mecanismos foram propostos. Na chamada sele¢do por
torneio, apresentada por David Goldberg em 1991, duas ou mais estruturas sdo escolhidas
aleatoriamente na populagdo e, de acordo com sua probabilidade, o individuo mais adaptado

sera selecionado para reproducao.

Os melhores cromossomos de uma populagio podem ser perdidos através das
geracgdes, devido o algoritmo ndo guarda-los, e assim acaba cruzando com outros (FOGEL,
2000). Segundo GREFENSTETTE (1986) apud FOGEL (2000) isto pode ser resolvido com o
emprego da heuristica chamada elitismo, em que sempre se mantém o melhor cromossomo da

populacao.

Com isso o resultado da busca geralmente se torna mais rapido e bastante efetivo.
Entretanto usando o elitismo pode-se chegar a uma convergéncia prematura que tem sido uma
grande preocupagdo dos Algoritmos Genéticos (FOGEL, 2000). Esse problema ocorre quando
a populacdo de cromossomos alcanga uma configuracdo tal que o cruzamento ja ndo produz

descendentes que tenham resultados melhores que seus pais (FOGEL, 2000).
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3.5 OPERADORES DE CRUZAMENTO

A esséncia do operador de cruzamento ¢ a troca do material genético entre dois
individuos, que sdo chamados de pais (FREITAS, 2002). A reprodugdo dos individuos
selecionados pode ser feita com uma simples cépia (clonagem) inserida na nova populagdo
sem nenhuma modificagdo, ou com associagdes a outras estruturas (cruzamento). Existem
diversos maneiras de se fazer o cruzamento. Nessas associag¢des, dois individuos selecionados

devem produzir dois novos individuos.

Na primeira, dados dois cromossomos de comprimento / que s3o chamados de pais,
sorteia-se um numero p (ponto de cruzamento) tal que 0 < p < [ para produzirem dois filhos.
O primeiro filho recebera os genes do primeiro pai de zero até p e todos os genes do segundo
pai de p até [, e o segundo filho recebera os genes de segundo pai de zero até p e do primeiro

pai de p até [ (LUCAS et al., 2003). Na Figura 3.3, pode-se ver um exemplo do cruzamento de

um ponto (1PX).
[ofof+fofofofe]a]aofofofa]a]o1]of1]of0]
[1[1]ofa]Jofef1f+]Jofofo]eJo1fofof1]a]a]n]
|
1
o JlofofeJofofoff1f1[ofofofof1fofofe]1]0]n]
Filhos
L1ft1]ofaJoft]1f+]Jofofofofaafofefof1]a]o]

Figura 3.3: Cruzamento de um Ponto (1PX).

Semelhante ao cruzamento de um ponto, também ¢ comumente utilizado o cruzamento
de dois pontos (2PX), onde sdo escolhidos dessa vez dois pontos de corte. A Figura 3.4

mostra um exemplo desse cruzamento.
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Figura 3.4: Cruzamento de dois Pontos (2PX).
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O cruzamento multi-ponto (MX) ¢ uma generalizacdo dos operadores apresentados

acima. Neste sdo sorteados um ntimero fixo »n de pontos de corte (LUCAS et. al., 2003).

No cruzamento segmentado (SX), também ¢ sorteado um numero fixo n, mas ao

contrario do multi-ponto ¢ sorteado um nimero de pontos de corte toda vez que ¢ executado

(LUCAS et. al., 2003).

No cruzamento uniforme (UX), cada posi¢ao do gene dos cromossomos, dos pais, sao

trocados numa posi¢ao fixa e assim formam seus descendentes (FREITAS, 2002). A Figura

3.5 ilustra o procedimento. Nesse exemplo foram escolhidos, aleatoriamente, os genes 2,4 e 5

para o cruzamento. Ao lado ¢ verificada a mudanga, em suas respectivas posi¢des, da carga

genética dos individuos, onde o individuo X recebe os genes do Y e Y recebe o de X.

X1[X2

X3

X4

X5 X6 X11Y2X3[Y4]Y5|X6

Y1|Y2

Y3

Y4

Y5/Y6 Y1[X2Y3[X4[X5]Y6

(a) Antes do cruzamento.

(b) Depois do cruzamento.

Figura 3.5: Cruzamento Uniforme (FREITAS, 2002).

3.6 OPERADOR DE MUTACAO

O operador de mutagdo ¢ um procedimento dedicado a manutencdo da diversidade da

populagcdo (ARROYO & ARMENTANO, 2001).
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A mutacdo consiste em selecionar um individuo e mudar certas caracteristicas do
mesmo, dessa maneira produzindo um novo individuo para a populacao. Os procedimentos de
mutagdo podem variar bastante e dependem das formas de representacdo escolhidas. A

mutagdo pode ser aplicada bit a bit no cromossomo ou uma simples copia dos descendentes.

A escolha de qual individuo vai sofrer ou ndo a mutagdo ¢ feita de acordo com
probabilidades que sdo pardmetros do AG. O papel da mutagdo ¢ garantir a heterogeneidade

da populagdo ao longo das geracdes.

A mutacdo em AG ¢ um operador que age em um individuo e ¢ normalmente aplicada

com uma probabilidade relativamente baixa (FREITAS, 2002).

3.7 CONSIDERACOES FINAIS

Neste Capitulo foram apresentados os principios basicos de Algoritmos

Evolucionarios, tais como, os operadores de selecdo, operadores de cruzamento e mutagao.

As diferentes etapas do AG podem ser aplicadas de diferentes maneiras que
dependendo do tipo de seu problema. Por exemplo, hé varias técnicas de cruzamento, sele¢ao
e de mutagdo a serem usados. O Quadro 3.1 apresenta um resumo das principais etapas do AG

abordadas nesse capitulo.

Quadro 3.1: Resumo das etapas do AG

Cruzamento Selegao Mutagdo

Roleta — individuo
Um ponto de corte (1PX). selecionado com chance
proporcional a sua aptidao.

Bit a bit — cada elemento do
individuo ¢ trocado.

Torneio — individuo mais
Dois pontos de corte (2PX). | apto dentre os sorteados ¢
selecionado.

Clonagem — copia do
individuo.

Troca da posi¢do fixa dos
genes (UX).

n pontos de corte toda a vez
que ¢ executado (SX).

n de pontos de corte (MX).
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Na ferramenta desse projeto foi usado o operador de cruzamento com um ponto de
corte (1PX), o método de selegao escolhido foi a roleta, o operador de mutacao foi o bit a bit e

ainda foi adotado o emprego do elitismo para serem guardadas as melhores regras.

A questdo da codificagdo utilizada para o AG desenvolvido ¢ a codificagdo de alto
nivel onde serd explicado no capitulo 6, onde ¢ apresentada a implementacdo e as discussoes

sobre a ferramenta.
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4 LOGICA DIFUSA

4.1 INTRODUCAO

O Controle de processos industriais foi a area pioneira beneficiada pela tecnologia
decorrente da Logica Difusa, sendo as primeiras experiéncias datadas de 1975 quando foi
demonstrado no Queen College, em Londres, que um controlador difuso muito simples
conseguiu controlar eficientemente uma maquina a vapor. Na mesma época, a primeira
aplicacdo industrial significativa foi desenvolvida pela industria de cimento F.L.Smidth Corp.

da Dinamarca (GOMIDE & ROCHA, 1992.).

Hoje em dia, uma grande variedade de aplicagdes comerciais e industriais estd
disponivel, destacando-se neste cenario o Japao e mais recentemente, os EUA e a Alemanha,

que estao bem avancados na area de pesquisa e desenvolvimento da Légica Difusa.

Dentre os exemplos tipicos, incluem-se produtos de consumo tais como ar
condicionado, onde os aparelhos possuem controle de varios sensores diferentes para a
temperatura e a umidade, e assim operam de forma a conservar energia; cameras de video,
onde os controladores difusos sdo aplicados ao foco automatico € ao controle da iris da
camera; maquinas de lavar roupa, onde sensores adequados (temperatura da &gua,
concentragdo de detergente, peso de roupas, nivel de agua, tipo de tecido, tipo de sujeira, grau

de sujeira) controlam os ciclos da maquina: bater, enxaguar e centrifugar.

O sistema difuso foi criado para aproximar o raciocinio humano ao da logica
executada pelos computadores. Tradicionalmente, temos em um conjunto convencional
limites bruscos, onde de uma hora para outra sua classificagdo muda. Por exemplo, o conjunto
da idade de uma pessoa, quando a mesma chega aos 65 anos ela se torna idosa, fazendo com
que a transicdo das classes (idosos) para as ndo-classes (ndo-idosos) se torne abrupta e

repentina (FREITAS, 2002).

Nas proximas secdes serdo apresentados alguns conceitos sobre Logica Difusa,

fungdes de pertinéncia e conjuntos difusos.
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4.2 CONCEITOS

O sistema difuso utiliza varidveis lingliisticas ao invés de varidveis numéricas,
tornando assim mais facil o entendimento humano, pois variaveis lingiiisticas utilizam apenas
palavras, como: alto, baixo, que sdo representadas por conjuntos difusos. O sistema difuso ¢é
composto pelo que chamamos de regras difusas, SE-ENTAO. As regras SE-ENTAO tém

algumas palavras representadas por fungdes de pertinéncia.

Entretanto, para transformar os sinais de entrada e saida ndo difusos (varidveis reais),
em variaveis lingliisticas (difusas) sdo necessarios elementos adicionais entre a entrada e saida
do processo. Estes elementos sdo: a base de regras construidas por um especialista, a maquina
de inferéncia, que contém as fungdes de pertinéncia, o fuzzificador e o defuzzificador, que
estdo posicionados na entrada e saida do sistema, respectivamente, como pode ser visto na

Figura 4.1.

— Fuzzificador Defuzzificador

Base de
Reqgras

LT

Mayq. de
inferéncia

Figura 4.1: Representacdo de um Sistema Difuso.

Para a constru¢do de um sistema difuso primeiro deve-se construir um conjunto de
regras logicas, chamado de algoritmo difuso. Essa construcao ¢ realizada por um especialista
para determinar as fungdes de pertinéncia. Desse modo, a forma das regras empregadas
depende do processo a ser investigado. Em particular, no contexto de mineracdo de dados,
Loégica Difusa ¢ um jeito natural de representar atributos discretos (valores reais) (FREITAS,

2002).
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Um exemplo do uso de regras difusas para classificagdo de dados pode ser a regra

abaixo, representada de forma discreta e de forma difusa.
Regra discreta: Se Saldario > 5000 E CargaH < 50 entdo Profissdo = ?
Regras difusas: Se Salario é alto E CargaH é Baixa entdo Profissdo = ?,
onde Alto e Baixo sdo representados pelas funcdes de pertinéncia das Figuras 4.2 € 4.3.

Nas Figuras 4.2 e 4.3, tém-se as varidveis Salario e Carga Horaria que serdo
fuzzificadas e receberdo os valores Baixo, Médio ou Alto, dependendo de seus valores

discretos.

As variaveis serdo 100% Baixo caso seu valor esteja entre 0 e o primeiro valor
mostrado no eixo do x. Se estiverem entre primeiro € o segundo, receberdo certa possibilidade
para Baixo e outra para Médio, sendo que a soma das duas tem que ser igual a 100%. Caso
elas tenham valores entre o segundo e o terceiro ponto no eixo do X serdo fuzzificadas como
100% Médio. Para valores entre o terceiro e o quarto ponto, elas receberdo certa possibilidade
para Médio e outra para Alto, sendo que a soma das duas tem que ser igual a 100%. E serdo

100% Alto elas terdo que ter valores maior ou igual ao quarto ponto.

Baixo Medio Alto

600 700 4000 5000

Figura 4.2: Fungédo de Pertinéncia do Salario.
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Baixa MMeédia Alta

100 160 300 360

Figura 4.3: Funcdo de Pertinéncia da Carga Horaria.

O fuzzificador é definido como um mapeamento de pontos de valores numéricos para
um conjunto difuso (WANG, 1997). Um conjunto difuso 4 definido no universo de discurso
U ¢ caracterizado por uma fungdo de pertinéncia pa, a qual mapeia os elementos de U para o

intervalo [0, 1], como mostrado na Férmula 4.1.
Al U=> [0’ 1]7 (41)

Desta forma, a fun¢do de pertinéncia associa a cada elemento x pertencente a U um
niamero real pa(x) no intervalo [0, 1], que representa o grau de possibilidade de que o
elemento x venha a pertencer ao conjunto A4, isto €, o quanto ¢ possivel para o elemento x

pertencer ao conjunto 4.

Defuzzificador taz o inverso do fuzzificador, onde o valor da variavel difusa sera
transformado num valor discreto. O objetivo € obter-se um tnico valor numérico que melhor

represente o valor difuso de saida (SHAW & SIMOES, 1999).

4.2 FUNCOES DE PERTINENCIA

Funcgdes de pertinéncia sdo fungdes que associam a cada valor x um numero, de um
conjunto difuso, no intervalo fechado [0,1] que caracteriza o grau de pertinéncia de x em um

conjunto difuso. As principais fun¢des usadas sio:



- 40 -

4.2.1 Func¢ao Singleton

Funcao Singleton tem valor 1 para o ponto a e 0 para todos os outros pontos em U. A
Figura 4.4 mostra o grafico correspondente. A defini¢ao da fungdo Singlefon ¢ apresentada na

Formula 4.2 (ANDRADE, 2006).

i, (x) _ {1, se x=a } 42

0, casocontrario

f(x)

a X

Figura 4.4: Fungao Singleton.

4.2.2 Funcao Triangular

Este tipo de fun¢do serve para indicar apenas um Unico ponto de maximo no conjunto.
A defini¢do da funcdo Triangular é mostrada na Férmula 4.3 (BORGES & GUIMARAES,
2006).
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u,(x,a,b,c) = lé:i (4.3).

onde 0 ¢ o menor valor possivel para a funcdo, 1 o maior valor, a o inicio da ascendente da

funcdo, b o valor de maximo, ¢ ¢ o final da descendente. Para uma melhor compreensao,

apresenta-se o grafico na Figura 4.5.

f(x)

Figura 4.5: Fungdo Triangular.

4.2.3 Func¢ao Trapezoidal

Nesta fung¢ao € possivel representar todo um intervalo de pontos de maximo, conforme

a Formula 4.4 (BORGES & GUIMARAES, 2006).
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0, x<a
x_a,anSb
b—a
M (x,a,b,c)=11, b<x<c (4.4).
d_x,cﬁxéd
d—c
, d<x

onde 0 ¢ o menor valor possivel para a fun¢do, 1 o maior valor, a o inicio do trapézio, b o
inicio do intervalo de maximo, ¢ o fim do intervalo de méaximo, e d o final do trapézio. Veja o

exemplo ilustrado na Figura 4.6.

£(x)

ok - — - — - - - _ _

Figura 4.6: Fungdo Trapezoidal.

4.2.4 Fun¢ao Gaussiana

A funcdo Gaussiana ¢ apresentada na Férmula 4.5 (OLIVEIRA FILHO, 2006).
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xz

f(x)=e (45)

onde xy a posi¢ao do maximo (centro da Gaussiana) ¢ a largura. Uma Gaussiana de largura 1 e

centro em x = (), apresentaria um grafico semelhante ao apresentado na Figura 4.7.

f(x)

Figura 4.7: Fungdo Gaussiana.

4.3 OPERACOES EM CONJUNTOS DIFUSOS

A Logica Difusa também utiliza alguns conceitos da teoria dos conjuntos, na qual o
sistema difuso estd baseado. Tendo A ¢ B como conjuntos difusos definidos no mesmo
universo U, como mostra a Figura 4.8, podem-se aplicar as cinco operagdes de conjuntos:

igualdade, estd contido, complemento, interse¢do e unido.
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0 . .

Figura 4.8: Conjuntos A e B.

e A igualdade de 4 e B (4 = B) ocorre se ¢ somente se, a fun¢do de pertinéncia, pa

(x) = u (x) para todo x € U, como pode ser visto na Figura 4.9;

1
0.

o
0.4

0.2
0

Figura 4.9: Igualdade.

e A estd contido em B (4 < B) ocorre se e somente se, a fun¢do de pertinéncia, pa (X)

< up (x) para todo x € U, como apresentado na Figura 4.10;
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08 |
06
0.4
02|

Figura 4.10: Esta contido.

e O complemento de 4 é o conjunto difuso 4 em um universo U, apresentado na

Figura 4.11. Definido pela fun¢do de pertinéncia apresentada na Férmula 4.6;

pa () =1-pa (%) (4.6).
1 A 1 1
0. | 0.8
0. 1 0.6t
0.4 0.4{
0.2 0.2}
0 0

Figura 4.11: Complemento.

e Aunidode 4 e B (4 U B) em um universo U, ¢ definido pela fungdo de pertinéncia

da Formula 4.7. Um exemplo ¢ apresentado na Figura 4.12; e

taus (X) = max [ua (X), up (x)] (4.7).
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Figura 4.12: Unido.

e A intersecdo de 4 e B (4 N B) em um universo U ¢ definido pela Formula 4.8 da

funcdo de pertinéncia. Um exemplo € apresentado na Figura 4.13.

Hang (x) = min [pa (X), us (X)] (4.9).

1t
0.8
0.6
0.4
0.2

0

Figura 4.13: Intersecao.

4.4 PROPRIEDADES DOS CONJUNTOS DIFUSOS

Dado um universo de discurso U, e trés conjuntos difusos 4 < U, B < U, C < U,

entdo as seguintes propriedades sdo validas para os conjuntos difusos:

e Propriedade comutativa: Quaisquer que sejam os conjuntos A4 e B, tem-se a Férmula

4.9;
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ANB=BNA4

AUB=BU A4 (49)

e Propriedade associativa: Quaisquer que sejam os conjuntos 4, B e C, tem-se a

Férmula 4.10;

(ANB)NC=4N(BNC)

(AUB)UC=4UBUOC) (4.10).

e Reflexiva: Qualquer que seja o conjunto 4, tem-se a Férmula 4.11;

ANA=4

4.11).
AUA= 4 1D

e Propriedade distributiva: Quaisquer que sejam os conjuntos 4, B e C, tem-se a

Formula 4.12;

ANBUC)=UB)NUAUC)

AUBNC)=(4NBUANC) (4.12).

¢ Conjunto difuso e conjunto nulo: O conjunto vazio € o elemento neutro para a uniao
dos conjuntos, para todos os conjuntos. A interse¢do do conjunto vazio com qualquer

conjunto A4, fornece o proprio conjunto vazio, como ¢ apresentado na Férmula 4.13;

AUg =4
ANg=4¢

(4.13).

e Conjunto difuso e conjunto universal: O conjunto universal U ¢ o elemento neutro
para a interse¢do de conjuntos. A unido do conjunto 4 com o conjunto universal U, fornece o

proprio conjunto U, como ¢ apresentado na Férmula 4.14;

ANU =4

4.14).
AUU -U (4.14)

e Involucdo: A negacdo de um conjunto 4 negado resulta no mesmo conjunto A4,

como ¢ visto na Formula 4.15; ¢
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(A)=4 (4.15).

e Teorema de Morgan: A unido do complemento de dois conjuntos 4 ¢ B ¢ a
intersecdo dos complementos desses conjuntos € o complemento da intersecdo de sois
conjuntos 4 ¢ B ¢ a unido do complemento desses conjuntos, como ¢ mostrado na Formula

4.16.

- _ (4.16).

Todas essas propriedades sdo aplicadas a qualquer conjunto difuso, com excecao ao:

e Conjunto difuso e seu complemento: A intersecdo de um conjunto 4 com seu
complemento resulta no conjunto vazio e a unido de um conjunto 4 com seu complemento

resulta no conjunto universo U, como ¢ apresentado na Formula 4.17.

(4.17).

4.5 MODIFICADORES

O sistema difuso também utiliza modificadores que servem para alterar os valores das
variaveis lingiiisticas. Alguns exemplos de modificadores sdo: muito, pouco, ndo muito, mais
ou menos. Por exemplo, os modificadores para a variavel, carga horaria, poderiam ser ndo
muito alta, muito baixa ou mais ou menos alta. Outros modificadores sdo: complemento,

negagdo, € 0s conectores e € ou.

O modificador muito da variavel, alto, é caracterizado matematicamente como um
conjunto difuso em U com a funcdo de pertinéncia elevada ao quadrado (WANG, 1997),

mostrado na Férmula 4.18.

Hmaito AX) = [pa(X)T’, (4.18).
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O modificador mais ou menos de A € um conjunto difuso em U com a seguinte fungao

de pertinéncia apresentada na Formula 4.19.

Mmais ou menos A(X) = [HA(X)] 12 (4.19).

O modificador pouco da variadvel, alto, é caracterizado matematicamente como um
conjunto difuso em U com a fun¢do de pertinéncia elevada a 1,3 (CANUTO, 2006), como ¢

visto na Férmula 4.20.

Mpouco A(x) = [HA(X)]1’3 (4.20).

Os conectivos e € ou sdo equivalentes as operagdes de unido e intersec¢do de
conjuntos, respectivamente, podendo dar origem a conjuntos complexos definidos, porém

representados lingiiisticamente de maneira simples.

4.6 CONSIDERACOES FINAIS

Nesse capitulo foram apresentados alguns conceitos basicos de Logica Difusa,

operacgdes e propriedades dos conjuntos difusos, fun¢des de pertinéncias e modificadores.

Foram desenvolvidas, no sistema difuso desse projeto, apenas as funcdes de
pertinéncia triangular e a trapezoidal. Suas entradas vao ser os valores dos atributos
selecionados pela ferramenta na base de dados, esses valores sdo todos reais. As saidas
recebidas sdo Alto, Médio ou Baixo. Essa parte serd explicada com mais detalhes no capitulo

6, onde serdo apresentada a implementagao e as discussoes sobre a ferramenta.
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5 GERANDO REGRAS DIFUSAS POR MEIO DE ALGORITMOS GENETICOS

5.1 INTRODUCAO

Neste capitulo sera explicado como as regras difusas sdo geradas usando algoritmo
genético. Na secao 5.2 ¢ apresentada abordagens para o uso de AG na descoberta de regras
difusas. Nas trés subsegdes 5.2.1, 5.2.2 e 5.2.3 sdo explicadas cada uma das abordagens. Na
5.3 ¢ mostrada como sdo usadas as regras difusas para a mineragcdo de dados. As secdes 5.4 ¢
5.5 explicam como ¢ montada a matriz de confusdo com regras normais e¢ usando regras
difusas, respectivamente. As se¢des 5.6 e 5.7 mostram como ¢ calculada a funcdo de
avaliacdo (fitness) e como sdo classificadas as instancias com regras difusas e a 5.8 o resumo

do capitulo.

5.2 ABORDAGENS PARA O USO DE AG NA DESCOBERTA DE REGRAS DIFUSAS

Segundo (FREITAS, 2002) ha trés maneiras de se usar Algoritmos Evolucionarios

para a descoberta de regras difusas, como mostradas na Figura 5.1
e Algoritmo Genético usando regras difusas;
e Algoritmo Genético usando fungdo de pertinéncia; e

e Algoritmo Genético usando regras difusas e fun¢do de pertinéncia.
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Abordagens Evolucionarias para
Descobrir Regras Difusas.

Algoritmo Genético Usando
Func&o de Pertinéncia.

Algoritmo Genético Usando
Regras Difusas e Fungéo
de Pertinéncia.

Algoritmo Genético Usando
Regras Difusas.

Figura 5.1: Usando Algoritmo Genético para Descobrir Regras Difusas.

As abordagens citadas serdo discutidas a seguir. Este trabalho se baseia na abordagem

usando Regras Difusas.

5.2.1 Algoritmos Genéticos Usando Regras Difusas

Essa classificacdo ¢ usada para encontrar os melhores conjuntos de regras difusas,
porém os valores atribuidos as fung¢des de pertinéncia sdo pré-definidos. Entdo, o AG encontra
valores dos atributos que sdo relevantes para predizer valores precisos de outros atributos. O

uso do AG para descobrir regras difusas ¢ similar ao de regras discretas (FREITAS, 2002).

Na verdade, do ponto de vista da codificagcdo da regra, usando regra difusa tal como
Salario = baixo, onde baixo ¢ um valor lingiiistico associado a um conjunto difuso, ndo ¢
diferente do uso de regra discreta, tal como Salario = 0...700, onde o atributo Salario era
previamente normalizado em intervalos discretos tal como 0...700. Em ambos os casos tém-se

regras do tipo Attr; = Val; onde Val;; € o valor de j pertencente ao dominio do atributo i.
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5.2.2 Algoritmos Genéticos Usando Funcio de Pertinéncia

Em outra abordagem, o AG ¢ usado apenas na func¢ao de pertinéncia. Este algoritmo ¢
util, por exemplo, quando as regras discretas ja foram descobertas por um método

convencional, e somente se quer fuzzificar as regras discretas encontradas (FREITAS, 2002).

O trabalho do AG ¢ fuzzificar os nds folhas da arvore de decisdo. Por exemplo,

considere a arvore de decisao discreta mostrada na Figura 5.2:

Professor

Frofessor NProfessor

Figura 5.2: Exemplo da Arvore de Decisdo.

A arvore de decisao tem dois nds (internos) que irdo ser fuzzificados. Neste exemplo o
AG tem que definir duas variaveis difusas. A primeira variavel a ser fuzzificada ¢ Saldrio <

4000 e Salario > 4000 e depois a outra que ird ser fuzzificada é Idade <22 e Idade > 22.

5.2.3 Algoritmos Genéticos Usando Logica Difusa e Funcio de Pertinéncia

Aqui ¢ usado AG tanto para formar as regras difusas quanto apenas para transformar

os atributos difusos. Por exemplo:
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Se (Atr; é Valy) e... e (Atry, é Val,y) Entdo ...

onde m ¢ o total de atributos que se tem no banco, e o valor de j indica o dominio de

cada atributo do banco (FREITAS, 2002).

Nessa abordagem, cada Val;, onde i = I... m, serd fuzzificado. Cada Val; é usado na
fun¢do de pertinéncia e entdo seu valor fuzzificado é calculado. Por exemplo, para a regra Se
Salario = 100, o valor 100 ¢ avaliado na fun¢do de pertinéncia da Figura 5.3, obtendo-se o

resultado 100% baixo. A regra formada €, portanto “Se Salario é baixo”.

5.3 REGRAS DIFUSAS PARA MINERACAO DE DADOS

A técnica de modelagem difusa tem sido aplicada em sistemas de mineracdo de dados
para dois principais propositos (WANG, 1997). O primeiro seria, com o uso de regras difusas,
tornar o resultado mais compreensivel para os usuarios. E o segundo, aplicagdes de mineragao
de dados usando regras difusas sdo menos sensiveis a dados ruidosos ou incompletos. O uso
de regras difusas ao invés de discretas maximiza tanto a robustez quanto o fator de

entendimento para o usudrio.

Por exemplo, uma aplicacao de classificacdo poderia usar a regra 2 abaixo em vez da
regra 1. A regra 1 é uma regra discreta onde o valor dela é nomeado para Saldrio e Carga
Horaria. A regra 2 ¢ claramente uma regra maior, onde o valor de Renda ¢ determinado pelas

fungdes de pertinéncia da Figura 5.3 e da Figura 5.4.

1) Discreto: Se Saldario <600 E CH > 360 Entdo CLASSE = C

2) Difusa: Se Salario é baixo E CH é alta Entdo CLASSE= C
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F 1
Baixo MMedio Alto
>
600 700 4000 5000
Figura 5.3: Fungdo de Pertinéncia do Salario.
&
Baixa Media Alta

100 160 300 360

Figura 5.4: Fun¢do de Pertinéncia da Carga Horaria.

Quando sao geradas regras difusas, os atributos no antecedente da regra sdo
normalmente fuzzificados, mas o conseqiiente da regra ¢ mantido preferencialmente com valor
discreto. Considerando que as regras de predicdo sdo na maioria das vezes para se tomar

decisodes, os usuarios preferirdo uma conclusao com valores discretos a valores difusos.

Por exemplo, um sistema poderia ser usado para classificar se um cliente ficara
inadimplente. Neste caso, uma regra que indica que o cliente tem um pouco de chance de ficar
inadimplente ndo ¢ muito interessante. Portanto, regras difusas devem manter os valores do

conseqiiente discretos.
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5.4 MATRIZ DE CONFUSAO

Para determinar a fitness de uma regra, ¢ necessario montar a matriz confusdo como na
Figura 5.5. Considerando a regra Se 4 entdo Classe = C, as células da matriz de confusdo
indicam o nimero de instancias na base de dados que atendem ou ndo a condigdo 4, e que

apresentam ou ndo o valor C para a classe prevista.

C Nao-C
Satisfaz A VP FP
N3do Satisfaz A FN VN

Figura 5.5: Matriz de Confusao.

A matriz de confusao ¢ formada pelos quatro componentes abaixo.

e JP (Verdadeiro Positivo): indica a soma do numero de instdncias que satisfazem a

condi¢do 4 e pertencem a classe C;

e VN (Verdadeiro Negativo): indica a soma do nimero de instdncias que ndo

satisfazem a condi¢do 4 e ndo pertencem a classe C;

e FP (Falso Positivo): indica a soma do numero de instancias que satisfazem a

condi¢do 4 e ndo pertencem a classe C; e

e FN (Falso Negativo): indica a soma do numero de instdncias que ndo satisfazem a

condicdo A e pertencem a classe C.

5.5 MATRIZ DE CONFUSAO PARA REGRAS DIFUSAS

A matriz de confusdo para regras difusas ¢ similar a de regras discretas. Para regras

difusas os valores de 7P, FN, FP e VN estdao em um intervalo de [0... 1], que corresponde ao
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valor da fungdo de pertinéncia do antecedente da regra. Neste caso eles tém o seguinte

significado:

e JP (Verdadeiro Positivo): indica a soma dos valores da func¢do de pertinéncia que

satisfazem a condicdo 4 e pertencem a classe C;

e VN (Verdadeiro Negativo): indica a soma dos valores da fun¢do de pertinéncia que

nao satisfazem a condi¢do 4 e ndo pertencem a classe C;

e FP (Falso Positivo): indica a soma dos valores da fun¢do de pertinéncia de

instancias que satisfazem a condi¢do 4 e ndo pertencem a classe C; e

e FN (Falso Negativo): indica a soma dos valores da fun¢do de pertinéncia que ndo

satisfazem a condicdo 4 e pertencem a classe C.

5.6 FUNCAO DE AVALIACAO (FITNESS)
A funcdo utilizada para a fitness neste algoritmo corresponde a seguinte férmula:

(vP+VN)
(VP+VN + FN + FP)’

(5.1).

as funcdes que usam trés ou quatro das variaveis VP, VN, FP e FN tem a vantagem de

usar mais informagdes (FREITAS, 2002).

O valor da fitness ¢ importante no processo de sele¢do dos individuos para compor
uma nova populagcdo. Sempre que uma nova populacdo ¢ gerada, o processo seletivo busca
um melhor conjunto de individuos, copiando alguns diretamente para a proxima populacio e
combinando pares de individuos para produzir um par de individuos novos, em um processo
chamado crossover. Os individuos mais aptos, ou com maior valor de fitness, tém maior

probabilidade de serem selecionados.
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5.7 CLASSIFICANDO INSTANCIAS COM REGRAS DIFUSAS

Para classificar novos exemplos de dados usando regras difusas, frequentemente
precisa-se combinar as predi¢des de varias regras difusas, ou selecionar uma delas, para assim

decidir qual classe sera escolhida para um exemplo de dados (FREITAS, 2002).

5.7.1 Determinacio do Conseqiiente

O conseqiiente ¢ um atributo fixo, para o qual o modelo de classificacdo esta sendo
construido. Segundo (FREITAS, 2002) o processo que determina o conseqiliente da regra ¢
dividido em trés passos. Por exemplo, supondo que o conjunto de dados tenha cinco linhas,
trés da classe C; e duas da classe C,. O primeiro passo ¢ mostrado na Figura 5.6(a), onde a

primeira coluna da tabela indica a classe e a segunda indica o grau de pertinéncia.

No segundo passo, para cada classe, ¢ feita a soma do grau de pertinéncia de todos os
dados treinados da classe. O resultado deste passo pode ser visto na Figura 5.6(b). No terceiro
passo, a classe escolhida para o conseqiiente da regra ¢ a classe que tiver o maior valor das
somas do grau de pertinéncia feito no célculo do passo dois. O resultado pode ser visto na

Figura 5.6(c).

Exemplos Grau da funcio
Classes Pertinéncia
gl SS Classe | Soma do grau
E: ' de pertinéncia
1 0.5
2 2.0
“1 05 C 12
C 0.4 : '
{a) Primeiro passo (k) Zegundo passo

A classe escolhida para o

consequents da regra é C)
desde que max(2.0,1.2)=2.0

fc) terceiro passo

Figura 5.6: Determinagdo do Conseqiiente.
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Para determinar o conseqiiente da regra, que sera o valor previsto pela regra para a

classe selecionada, seleciona-se o valor com maior grau de pertinéncia, maximizando assim a
qualidade da regra produzida. Por exemplo, no caso da classificagdo de profissdes entre ser
professor (C;) e ndo ser professor (C,). Se a condicdo do antecedente da regra seleciona
pessoas com Salario <4000 e com Idade > 22, o algoritmo ird fazer o céalculo da pertinéncia,
de professor ou ndo professor, que satisfagam este antecedente para especificar o conseqiiente
da regra. Se a soma do grau de pertinéncia de quem tem I/dade > 22 e Saldrio < 4000 com
Classe = professor for maior do que os com Classe = ndo professor na base de dados, entdo a
regra correspondente serd Se Saldrio < 4000 e com Idade > 22 ENTAO Professor =

Verdadeiro.

5.8 CONSIDERACOES FINAIS

Nesse capitulo foram mostradas trés diferentes do uso de Algoritmos Evolucionarios
para a descoberta de regras difusas. Também algumas abordagens sobre como pode ser feita a

codificagdo de individuos no AG.

No capitulo seguinte serdo mostradas as implementacdes e as discussdes sobre a
ferramenta proposta por este trabalho usando um Algoritmo Evolucionario para a descoberta

de regras difusas
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6 IMPLEMENTACAO E DISCUSSAO

6.1 INTRODUCAO

Neste capitulo sera apresentado como foi feita a implementacdo utilizando a
linguagem de programagdo Java. Foi desenvolvido um total de 12 classes e todas as classes

sdo explicadas nas seccdes seguintes.

O programa desenvolvido utiliza a abordagem de Michigan, pois ¢ a melhor escolha
para esse tipo de problema (FREITAS, 2002.). A regra usada ¢ de tamanho varidvel, porque a
regra de tamanho fixo ocasiona individuos com fitness muito baixa, para esse problema. Ja a
codificagcdo implementada, nesse projeto, ¢ a de alto nivel para tornar as regras proximas dos

seres humanos.

Serdao apresentados também alguns diagramas de UML utilizados na modelagem do

projeto.

6.2 DIAGRAMA DE CLASSES.

O diagrama de classes mostra a estrutura estatica das classes do sistema. O diagrama
em pacotes do programa pode ser visualizado na Figura 6.1. E apresentado apenas um
diagrama resumido, pois se torna mais facil o entendimento e € essencial para o entendimento

do programa. O apéndice A contém o diagrama completo.



- 60 -

pkg ag J

o cmgzhm

Comparahle
- connect + ohjatributy +regra
BancoAG Ho Atributo J<—»—| Regra Conclusao
Connection r
* " tanjFilhos
- conneft
cohjFy
+indicesCaluna
X
_ [l
Arraylist =+
L _ Banco Hl
+ndicesColng_ - bd
PRy
+hd\ +bd funcan
Triangular .
4 regras ConjRegras
- + redrag
Trapezoidal
AG
' + melhores + indices
gravar melhoresRegras
+ gravar
GravarLog Validacao
+ gravar + melhoresRegras

pkg funcao ]

Trapezoidal

Triangular
+ funcao

Figura 6.1: Diagrama de Classes em Pacotes.
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O diagrama mostrado acima ¢ representado por dois pacotes. O primeiro ¢ o pacote
chamado de AG onde ¢ apresentada a classe Atributo, dentro dela cada atributo ¢ montado e
validado. Na classe Regra ¢ onde ocorre a montagem dos atributos para formar uma regra. A
classe Conclusdo ¢ a parte onde o conseqiiente da regra serd escolhido. Na classe ConjRegra
vao ser montadas varias regras. Feita as regras ela entdo ¢ validada e gravada em um arquivo

de log.

O pacote chamado Func¢do onde ¢ apresentada a classe que contém os métodos para
calculos das fungdes de pertinéncia. Nesse pacote ¢ utilizada a Logica Difusa pela ferramenta.
Nele sdo desenvolvidas duas funcdes de pertinéncia, representadas pelas classes Triangular e

Trapezoidal na Figura 6.1.

6.3 DIAGRAMA DE CASO DE USO

Nesse diagrama verifica-se o comportamento dinamico dos objetos de um sistema. A
figura 6.2 apenas a simula a criagdo de um conjunto de regras e a busca pelas melhores regras,

pois foram consideradas as essenciais no algoritmo.
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Figura 6.2: Diagrama de Caso de Uso.
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5.4 CODIFICACAO DO INDIVIDUO

Cada cromossomo, nesse trabalho, ¢ uma regra na forma “SE antecedente ENTAO
conseqiiente”. O antecedente da regra ¢ formado por condi¢des ligadas pelo operador logico
E. Cada condig¢do corresponde a um atributo da base de dados, que ¢ armazenada em um vetor

de 4 campos, como detalhado a seguir. O conseqiiente foi explicado na secg¢ao 5.7.1.

A primeira posi¢do da condi¢d@o identifica um atributo da base de dados. Os nomes de
todos os atributos sdo coletados automaticamente por chamadas JDBC (Java Database
Connectivity, 2006), permitindo assim que o algoritmo produza regras com nomes de
atributos validos. A segunda posi¢do indica o operador da regra difusa da condi¢do, onde
operador difuso £ ou qualquer operador relacional pode ser usado. A terceira posi¢io esta
relacionada com o valor previsto para o atributo na condigdo, sendo considerados também
automaticamente todos os valores validos que depois serdo fuzzificados e jogados na regra. A
quarta posi¢do indica se esta condigdo esta ativa. Como em cada regra sdo montadas
condi¢des para todos os atributos da base de dados, é através desta informacdo que se

determinam quais atributos serdo efetivamente considerados na regra.

A Figura 6.3 mostra um exemplo de condicdo, que seleciona itens da base de dados

onde o atributo Salario tem valor baixo. A condicao esta ativa.

Nome Operador Valor Ativa?

Salario E Baixo \"
Figura 6.3: Representacdo do Atributo da Regra.

As regras sdo formadas automaticamente, selecionando-se aleatoriamente valores
validos para cada atributo e determinando quais deles estdo ativos ou inativos. O processo de
evolugcdo das regras, semelhante ao processo evolutivo descrito por Darwin, onde os
individuos sofrem um processo de selecdo natural, ¢ realizado em varias €pocas ou iteragdes
do algoritmo, até que se atinja o nimero maximo de iteracdes especificado como pardmetro

da ferramenta.
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6.4.1 Pittsburgh ou Michigan

Existem, em geral, duas abordagens para a representacdo das regras em um Algoritmo
Genético para Mineragdo de Dados. Pela abordagem de Michigan, cada cromossomo
representa uma regra, ao passo que pela abordagem de Pittsburgh cada cromossomo

representa um conjunto de regras (FREITAS, 2002).

Naturalmente, a escolha de uma das abordagens depende do objetivo da mineragdo de
dados. Em alguns casos, o resultado deve ser um pequeno conjunto de regras interessantes ou
surpreendentes. As regras devem ser avaliadas individualmente e, para tanto, a abordagem de

Michigan ¢ a melhor escolha.

5.6.2 Fixa ou Variavel

Presume-se que o algoritmo de descoberta de regra seja autobnomo o bastante para
decidir que nimero de condigdes ¢ satisfatorio para cada regra. Tém-se duas abordagens
basicas para esse tipo de problema. O genotipo com tamanho fixo que ¢ satisfatdrio usando
regras de tamanho variavel e o gendtipo com tamanho varidvel que € equivalente a regra de

tamanho variavel (FREITAS, 2002).

A abordagem usada neste projeto foi a varidvel, com um tamanho maximo para a
regra, porém o tamanho da mesma varia de um individuo para o outro. Isso porque regras

grandes sdo muito especificas, gerando assim baixo valor de aptidao.

6.4.3 Binaria ou Alto Nivel

Em geral na codificagdo binaria, cada atributo previsto tem certo nimero de bits, que

depende dos tipos de dados contidos no atributo (FREITAS, 2002).

Um exemplo de codificagdo bindria seria o atributo EstadoCivil com trés valores:
solteiro, casado e divorciado. Pode-se usar neste caso a seguinte codificagdo binaria: 100 para

solteiro, 010 para casado e 001 para divorciado.
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No caso da codificacdo de alto nivel ¢ usada a linguagem natural. Por exemplo, no
caso acima onde o atributo ¢ EstadoCivil os valores poderiam ser: casado, solteiro e

divorciado.

A codificagdo binaria tende a ser incomoda quando se tem uma grande quantidade de

valores discretos.

A codificacio usada nesse projeto foi a de alto nivel, pois se quer tornar as regras mais

compreensiveis para 0s usuarios.

6.5 IMPLEMENTACAO

A ferramenta ¢ implementada através de doze classes dividida em dois pacotes (ag e
fungado). O pacote fung¢do contém as fungdes de pertinéncia que vao representar os atributos
difusos, ja o pacote ag tem a finalidade de montar um conjunto de regras (populagdo), onde
cada regra (individuo) ¢ formada por um conjunto de atributos que sdo representados por um
vetor de quatro campos. O primeiro campo contém o nome da coluna da base extraida, o
segundo recebe o simbolo do operador que pode ser igual, maior, menor, maior ou igual,
menor ou igual e caso seja um operador difuso é representado pelo E, o terceiro campo esta
relacionado com o valor do atributo capturado na base e por tltimo, o quarto campo indica se

o atributo ¢ valido ou ndo, como ¢ mostrado na Figura 6.4.

Nome Operador Valor Ativa?

Ontd Creédito E baixo 14
Figura 6.4: Representagdo do Atributo.

A captura dos atributos ¢ feita de maneira aleatoria. Primeiro o vetor vai ser
preenchido com todos os nomes das colunas da base utilizada, em seguida verifica se a coluna
¢ difusa ou ndo (indicado pelo usuario) caso o operador seja difuso, entdo o simbolo do
operador ird receber o operador E, caso contrario vai ser escolhido aleatoriamente entre os

cinco operadores (>, >, <, < ou =). No caso de atributos ndo numéricos o operador escolhido ¢
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o igual. Em seguida, preenche-se o valor do atributo que também aleatoriamente, onde vai ser
encolhido um valor de um até o tamanho da tabela. Por ultimo, também de forma aleatoria, a
variavel ativa ird receber V ou F, que indica se o atributo ¢ valido ou ndo. Para ndo montar
uma regra muito especifica e assim torna-la uma regra ruim (baixa fitness), foi colocado uma
condi¢do de que 70% dos atributos recebessem F, porém os atributos que irdo receber essa

validacao sdo determinados aleatoriamente.

Para atributos difusos ¢ usado o pacote fun¢do que determinard o seu valor, estando
impelmentados as funcdes triangular e a trapezoidal. Essas fungdes sao montadas utilizando
os valores da coluna da base, onde o usudrio determinou que fosse difusa. Os atributos sdao
determinados da seguinte maneira: na fungdo friangular, primeiro ¢ determinado qual ¢ o
valor minimo e o valor maximo da coluna que corresponde onde cada funcdo de pertinéncia
atinge 100% baixo e 100% alto respectivamente (pmax e pmin). Depois de encontrado o
minimo e o maximo, ¢ calculada a média entre eles (pmed) que € quando se encontra a outra
variavel da fungdo de pertinéncia, onde recebe 100% médio, em seguida calcula-se a média do
pmed como o pmin ¢ a média do pmed com o pmax para calcular o final da funcdo de

pertinéncia médio como podem ver na Figura 6.5.

P min medi med med?2 pmax

t1 t2 t3 td

Figura 6.5: Fungao Triangular.
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Depois das fungdes montadas, qualquer valor da coluna difusa plotado no eixo do x

que retorna um valor no eixo do y, esse valor vai ser a porcentagem de quanto ele € baixo,

médio ou alto.

Com um conjunto de atributos é formada uma regra. No exemplo abaixo, Tabela 6.1, é

mostrado o conjunto:

Quadro 6.1: Atributos.

Status = Al4 %
Duragdo Mes E Alto F
Histérico = A30 F
Finalidade = A49 F
Qntd_Credito E Alto %
Economia = A61 F
Emprego Desde = A74 F
Taxa Prestacao E Alto F
Status Pessoais = A93 F
Outros Devedores = A103 F
Residente Desde E Alto F
Propriedade = A23 F
Idade E Médio F
Outros _Planos = A143 v
Moradia = A153 F
Numero_Credito E Baixo F
Ocupacao = A174 F
Qntd_Manutengao E Baixo F
Telefone = A191 F
Trabalhador Estrangeiro A201 v

A regra ¢ formada apenas com os atributos que estdo ativos, dessa maneira a regra

formada com os atributos acima seria:

SE Status = Al4 E OQOntd Credito E Alto E Outros_Planos

Trabalhador Estrangeiro = A201 ENTAO Classe = ?

Al43 E

Figura 6.6: Representacdo da Regra do Algoritmo.
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Depois de montada a regra, determina-se qual a classe que vai ser utilizada. A classe

da regra ¢ capturada da seguinte maneira: ¢ feito uma busca usando count para cada uma das
classes, a maior ¢ a escolhida. Por meio do exemplo mostrado anteriormente irdo ser feitos
dois counts usando a regra, um para cada classe I e outro para a classe 2, como mostrado na

Figura 6.7.

SELECT COUNT(*) FROM credito WHERE Status = A14 E Ontd Credito E Alto E
Outros Planos = A143 E Trabalhador Estrangeiro = A201 E Classe = 1

SELECT COUNT(*) FROM credito WHERE Status = Al14 E Qntd_Credito E Alto E
Outros_Planos = A143 E Trabalhador Estrangeiro = A201 E Classe = 2

Figura 6.7: Query para Encontrar a Classe.

Depois de formada uma regra, o algoritmo monta outras regras até completar uma
geracdo. As varidveis numero de regras de cada geracdo e o numeros de geragoes sao
determinados pelo usudrio. Nesse momento entra a fase onde os operadores do AG sao
aplicados. Onde ¢ implementada a sele¢do, cruzamento e mutacdo dos individuos (regras),
como explicado no Capitulo 3. O operador de selecdo e cruzamento escolhidos para serem

usados no algoritmo ¢ a sele¢do por roleta e cruzamento de dois pontos, respectivamente.

Na base existe uma coluna cobertura, que ¢ iniciada com zero. E iniciada assim para
indicar que todas as linhas possam ser capturadas para formar o atributo. No final de cada
geracdo do AG, os melhores individuos (regras) sdo comparados com a base e as linhas da
base que sdo cobertos pelas regras comegam a receber o valor 1 para indicar que elas ndo

podem ser usadas na proxima geracdao, como no exemplo da Figura 6.8 e na Tabela 6.2:

MELHOR 0 : Status = A11 Entao 1

MELHOR 1 : Status = A14 Entdo 1

Figura 6.8: As Melhores Regras.
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Cobertura | indice | Classse | Status | Dur Mes | Historico | Finalidade | Qntd Cred | Eco | Emp Des
1 1 1 A11 6 A34 A43 1169 AB5 A75
0 2 2 A12 48 A32 A43 5951 A61 A73
1 3 1 A14 12 A34 A46 2096 AB1 A74
1 4 1 A11 42 A32 A42 7882 AB1 A74
1 5 2 A11 24 A33 A40 4870 AG1 A73
1 6 1 A14 36 A32 A46 9055 AB5 A73
1 7 1 A14 24 A32 A42 2835 AB3 A75
0 8 1 A12 36 A32 A41 6948 AB1 A73
1 9 1 A14 12 A32 A43 3059 Ab64 A74
0 10 2 A12 30 A34 A40 5234 AG1 A71

Apos feita a cobertura, o algoritmo passa para a proxima geragdo, lembrando que as

linhas que possuirem cobertura igual a 1 ndo podem ser usadas para formar atributos das

proximas regras.

O algoritmo tem o critério de parada determinada pelo usudrio, ele determina que a

base seja coberta até certo limite, quando chegar nesse limite o algoritmo termina e retornas

as regras encontradas. No programa, contém uma varidvel que conta o nimero de linhas

cobertas, que verifica quantas vezes o atributo Cobertura ¢ igual a 1. Se essa variavel atingir

90% da base coberta o algoritmo atinge um dos critérios de parada.

O teste das regras do algoritmo utiliza a validagdo cruzada para verificar se as regras

encontradas sdo regras verdadeiras. A validagdo cruzada ¢ feita da seguinte maneira, dividi-se

a base em dez partes, sendo uma para teste e as outras nove para treino. Isso ¢é feito para todas

as dez partes como no exemplo da Figura 6.9.

Célula 1 para teste e as outras nove para treino.

Célula 2 para teste e as outras nove para treino.

Célula 3 para teste e as outras nove para treino.

Célula 4 para teste e as outras nove para treino.

Célula 5 para teste e as outras nove para treino.

Célula 6 para teste e as outras nove para treino.

Célula 7 para teste e as outras nove para treino.

Célula 8 para teste e as outras nove para treino.

OO N A WN=

Célula 9 para teste e as outras nove para treino.

-
o

Célula 10 para teste e as outras nove para treino.

Figura 6.9: Validagdo.
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6.6 - RESULTADOS

A ferramenta desenvolvida foi testada em bases de dados de dominio publico
(NEWMAN et. al., 2004). As duas bases selecionadas foram: WINE RECOGNITION DATA e
CREDITO.

A primeira base possui 4170 exemplos com 9 atributos, sendo 8 numéricos e 1
nominal. A segunda base possui apenas 170 exemplos com 13 atributos, sendo os 13

numéricos.

Os resultados obtidos sdo comparados com os algoritmos J48, Decision Stump, Naive
Bayes, Bagging, REPTree e NBTree da ferramenta WEKA (The University of Waikato, 2006),
através do célculo do erro médio absoluto, como pode ser visto na Formula 6.1. Os algoritmos
foram escolhidos de maneira aleatoria e a comparacdo ¢ feita através da média dos erros,
baseado em alguns trabalhos (FERNANDES & MENEZES, 2005) onde eles utilizam esse

método para comparagao.

[P+ ...+ | p()|
. :

erro =

(6.1)

sendo p a probabilidade das linhas ndo cobertas e 7 o total das linhas do banco

Foram feitos testes usando varias variaveis. Para a base WINE RECOGNITION DATA
na Figura 6.10, a funcdo de pertinéncia usada ¢ a triangular, o numero de regras e de
geragoes a cada treino ¢ de 100 e 60, respectivamente (Apéndice B). Ja na Figura 6.11 s6 foi

trocado a funcdo de pertinéncia, agora a usada ¢ a trapezoidal (Apéndice C).
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Figura 6.10: Resultados Usando a Fungdo Triangular na Base WINE.
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Figura 6.11: Resultado Usando a Funcdo Trapezoidal na Base WINE.

A Figura 6.10 mostra que o algoritmo do AG ganhou todos os outros e o Unico que
ficou bem proximo foi o NBTree, porém trocando a fun¢do de pertinéncia pela funcao

trapezoidal, como pode ser visto na Figura 6.11, o0 AG se tornou praticamente imbativel.

Para a base CREDITO na Figura 6.12 a fungdo de pertinéncia usada ¢ a triangular, o
numero de regras e de geragoes por treino ¢ de 100 e 60, respectivamente (Apéndice D). Ja
na Figura 6.13 s foi trocado a fungdo de pertinéncia, agora a usada € a trapezoidal (Apéndice

E).
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Figura 6.12: Resultado Usando a Fungdo Triangular na Base CREDITO.
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Figura 6.13: Resultado Usando a Fungdo Trapezoidal na Base CREDITO.
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As Figuras 6.12 e 6.13 mostram que o algoritmo AG ganha de todos os outros

algoritmos testados e que nenhum deles conseguiram se equiparar ao algoritmo desenvolvido.

Na Figura 6.14 e na Figura 6.15 sdo apresentadas as arvores da base WINE

RECOGNITION DATA com os algoritmos J48 € REPTree, respectivamente.
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£ Weka Classifier Tree Visualizer: 17:36:33 - trees.J48 (vinhoTeste.csv) |:|E|

Tree View
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Figura 6.14: Arvore J48 WINE.

No caso do algoritmo J48 o tamanho da arvore ¢ de 17 nos. Devido a ela ndo ser muito
grande ndo se tem muitos problemas para a compreensdo das regras formadas por ela, porém
quando a arvore se tornar demasiadamente grande o usudrio encontra dificuldade para

interpretar as regras formadas pela arvore. As regras feitas foram:
SE proline < 750 E diluted > 2.15 E alcohol > 12.92 E magnesium > 95: 1 (3.0/1.0).
SE proline <750 E diluted < 2.15 E alcalinity > 17.2 E flavanoids < 1.41: 3 (34.0).

SE proline > 750 E hue > 0.78 E color < 3.4: 2 (4.0).
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Figura 6.15: Arvore REPTree WINE.
No caso do algoritmo REPTREE o tamanho da arvore ¢ de 7 nds. Nesse exemplo se
torna ainda mais facil o entendimento das regras. As regras feitas foram:
SE flavanoids < 2.31 E color < 3.95 : 2 (35/0) [14/1].
SE flavanoids < 2.31 E color > 3.95 : 3 (29/2) [15/3].
SE flavanoids >2.31 E proline < 724.5 : 2 (9/0) [10/1].
SE flavanoids > 2.31 E proline > 724.5 : 1 (40/1) [18/0]

Na Figura 6.16 ¢ na Figura 6.17 sdo apresentadas as arvores da base CREDITO com 0s

algoritmos J48 ¢ REPTree, respectivamente.



£ Weka Classifier Tree Visualizer: 18:15:12 - trees. J48 (Creditos.csv)

Tree View

Figura 6.16: Arvore J48 CREDITO.

No caso do algoritmo J48 o tamanho da arvore ¢ de 146 nos. Aqui ja se pode notar
alguma dificuldade de entender as regras devido a arvore ser de porte maior. Além da
dificuldade de identificar a regra na mesma, por a arvore ser muito ramificada ndo foi possivel

colocar todas as regras montadas pelo algoritmo, sendo assim foram selecionadas

aleatoriamente apenas algumas regras:

SE status = Al1 E duracao_mes > 11 E ocupacao = A173 E outros_devedores =

A101 E duracao_mes < 30 E economias = A61 historico = A32 E telefone = A191 E
numero_cred < I propriedade = A123 E quantidade credito < 1386: 2 (3.0).

SE status = A12 E quantidade credito <9857 E economias = A61 E

outros_devedores = A101 E duracao_mes < 42 status_pessoai = A92 finalidade = A42 E
duracao_mes > 10 E duracao_mes <21: 1 (6.0/1.0).

SE status = A13: 1 (63.0/14.0).
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Figura 6.17: Arvore REPTree CREDITO.

No caso do algoritmo REPTree o tamanho da arvore ¢ de 92 nds. Aqui acontece o

mesmo problema da Figura 6.7. Devido a arvore ser de porte maior fica dificil o entendimento

e a identificagdo das regras na mesma. Por esse motivo ndo foi possivel apresentar todas as

regras montadas pelo algoritmo, sendo assim foram selecionadas aleatoriamente apenas

algumas regras:

SE status = All E historico = A32 E finalidade = A42 E idade >= 20.5 E
quantidade credito > 2309 E taxa_presta >= 1.5 E idade < 43.5 E emprego_desde = A73 : 1

/1) [4/1].

SE status = A12 E quantidade credito < 7834 E economias = A61 E finalidade = A43

1 (26/6) [22/5].

SE status = A13 : 1 (44/12) [19/2].

Por ultimo, s3o mostradas algumas das regras encontradas pelo AG, para se fazer

comparagdes com a da ferramenta desenvolvida. As primeiras sdo as regras da base WINE.
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SE FLAVANOIDS E Mediol E ASH E Baixol Entéo 1.

SE DILUTED E Baixol E NONFLAVANOIDS E Baixol E ALCALINITY E Baixol
Entdo 2.

SE ALCALINITY E Baixol Entdo 3.

Agora serdo apresentadas as regras da base CREDITO.

SE Numero_Creditos E Baixol Entdo 1.

SE Trabalhador Estrangeiro = A202 E Quantidade Manutencao E Baixol Entdo 1.

SE Numero_Creditos E Baixol Entéo 2.

6.7 DISCUSSAO

Como foi mostrado nas figuras dos resultados, pode-se ver que o algoritmo

implementado correspondeu as expectativas e nao perdeu para nenhum dos outros algoritmos.

Um dos motivos que o AG ndo perdeu para os algoritmos J48 e Reptree € porque ao se
trabalhar com arvore de decisdo lida-se com o chamado overfitting, que seria a nao
capacidade de generalizagao das regras. Elas descrevem muito bem os exemplos trabalhados
nos treinos, por isso qualquer exemplo ligeiramente diferente pode originar um erro de

classificagao.

O algoritmo de classificacao J48 ¢ a versdao do Weka do algoritmo C4.5. O C4.5¢ o
Reptree foram escolhidos por serem algoritmos bem conhecidos e por gerar regras de facil
compreensdo, porém como se pode perceber na Tabela 6.3 as regras da ferramenta
desenvolvida s3o mais compreensiveis para o usudrio do que as da ferramenta WEKA. Isso
ocorreu devido a Logica Difusa que ajuda também na interpretacdo da regra para os seres

humanos.
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Tabela 6.2 — Regras dos Algoritmos.

Regra 1 Crédito J4.8

SE status = Al1 E duracao_mes > 11 E ocupacao = A173 E
outros_devedores = A101 E duracao_mes < 30 E economias
= A61 historico = A32 E telefone = A191 E numero_cred < I
propriedade = A123 E quantidade credito < 1386: 2.

Regra 2 Crédito J48

SE status = A12 E quantidade credito <9857 E economias =
A61 E outros_devedores = A101 E duracao_mes <42
status_pessoai = A92 finalidade = A42 E duracao_mes > 10
E duracao mes <21: 1.

Regra 3 Crédito J48

SE status = A13: 1.

Regra 1 Crédito Reptree

SE status = A11 E historico = A32 E finalidade = A42 E
idade >= 20.5 E quantidade credito > 2309 E taxa_presta
>= 1.5 Eidade < 43.5 E emprego_desde = A73 : 1.

Regra 2 Crédito Reptree

SE status = A12 E quantidade credito < 7834 E economias =
A61 E finalidade = A43 : 1.

Regra 3 Crédito Reptree

SE status = A13 : 1.

Regra 1 Crédito AG-Difuso

SE Numero_Creditos E Baixol Entdo 1.

Regra 2 Crédito AG-Difuso

SE Trabalhador_Estrangeiro = A202 E
Quantidade Manutencao E Baixol Entdo 1.

Regra 3 Crédito AG-Difuso

SE Numero_Creditos E Baixol Entdo 2.
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7 CONCLUSAO E TRABALHOS FUTUROS

7.1 CONCLUSAO

Um dos objetivos desse projeto ¢ combinar o uso de Lodgica Difusa, Algoritmo
Genético e Mineragao de Dados para descobrir regras interessantes e surpreendentes com
maior compreensibilidade para os seres humanos. A definicdo de interessantes e
surpreendentes segundo (FREITAS, 2002) ¢ a geragdo de regras novas, porém nao obvias, por
exemplo, montar uma regra onde SE mulher ENTAO cabelo é longo. Esta regra ndo pode ser

considerada surpreendente devido a maioria das mulheres terem cabelos longos.

Como se notou nos resultados desse trabalho, o AG ¢ excelente para realizar
descoberta de conhecimento independe do dominio da aplicagdo. Esse algoritmo apresenta

grande relevancia e, por conseguinte a necessidade de cada vez mais difundir seu uso.

Um dos objetivos principais dessa ferramenta foi atingido. O AG foi comparado com
os algoritmos J48, Decision Stump, Naive Bayes, Bagging, REPTree ¢ NBTree ¢ como visto
teve resultado superior em todas as bases ndo perdendo para nenhum dos algoritmos
selecionados. Sendo assim se pode mostrar a sua eficiéncia do uso do algoritmo hibrido,

usando AG e Logica Difusa, em comparagao aos outros algoritmos.

Outro objetivo desse trabalho ¢ montar regras mais compreensiveis com o uso de
Légica Difusa, como se pode notar na Tabela 6.3, também foi atingido. As Figuras 6.16 e
6.17 mostram regras muito complexas e de dificil entendimento para o ser humano, ja as

regras feitas pelo AG se nota maior compreensibilidade nelas.

Os algoritmos apresentados nas Figuras 6.14 e 6.15 ndo formaram regras muito
grandes devido a base WINE ter apenas 170 linhas. Porém como foi visto nas outras arvores
feitas, Figura 6.16 e 6.17, devido as arvores serem muito ramificada o tamanho da regra se

torna demasiadamente grande e de dificil entendimento para os seres humanos.
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7.2 TRABALHOS FUTUROS

e Os resultados obtidos sdo muito promissores € como trabalho futuro pretende-se
melhorar a velocidade de processamento do algoritmo, cuja execucdo se mostrou mais

demorada que as implementagdes do WEKA.

e C(Criar um componente que agregue outras tarefas de mineragdo de dados
(associagdo, agregacao, modelagem da dependéncia, regressao, detec¢do de desvios e padrao

seqiiencial) para tornar o programa mais completo.

e Criar um componente que agregue outras técnicas da inteligéncia computacional,

como: Redes Neurais, Redes Bayesianas.

e Fazer uma interface para facilitar a operacao do usuério.
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